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概要：本論文では，画像分類のための階層的な特徴構築手法を提案する．提案手法では入力画像に対して，

（1）既存の画像処理フィルタの組み合わせ，（2）遺伝的プログラミングで構築したフィルタ，の 2層の画

像変換処理を行い，変換後の画像の各画素値を分類のための特徴量として扱う．1層目の画像処理フィル

タの組み合わせと 2層目でのフィルタは遺伝的プログラミングを用いて段階的に構築する．本論文では，

カプセル内視鏡から撮影された小腸画像における異常画像と正常画像の分類問題に提案手法を適用し，従

来手法との比較と性能の検証を行う．
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Image Classification Based on Hierarchical Feature Construction
Using Genetic Programming
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Abstract: In this paper, we propose a hierarchical feature construction method for image classification. Our
method has two feature construction stages: (1) feature construction by a combination of existing image pro-
cessing filters, and (2) feature construction by evolved filters. The combination of image filters and evolved
filters are constructed step-by-step using genetic programming. We verify the classification performance of
the proposed method on the small bowel images taken from a capsule endoscope.
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1. はじめに

画像分類や物体認識などの技術は幅広い分野で必要と

されているため，盛んに研究が行われている．特に，local

binary pattern（LBP）[1]，histogram of oriented gradients

（HOG）[2]，scale-invarient feature transform（SIFT）[3]

や Gabor bank[4]などの人手によって考案された特徴量を

用いた分類手法がこれまでに高い分類精度を示してきた．
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しかし，これらの特徴量は特定の種類の画像分類問題では

有効に働くが，ほかの種類の画像分類問題では有効に働か

ない可能性が考えられる．例えば，LBP特徴はテクスチャ

画像分類では高い分類精度を示すが，シーン画像分類では

有効に働かないと考えられる．対象となる分類問題は目的

によって多種多様であり，それら対象となる分類問題に応

じて新たに特徴量を設計することは膨大な労力を必要とす

る．そこで計算機による特徴量の自動構築手法が求められ

ている．

近年では，画像分類のための特徴構築に深層学習 [5]が

数多く適用されており，多くの分類問題で成功を収めてい

る．深層学習では，複数の演算処理が段階的に続く多層構

造によって分類に有効な特徴量を自動構築している．多層
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構造による特徴構築には，greedy layer-wise training[6]と

呼ばれる方法が提案されており，単層構造で構築された特

徴量より分類に有効な特徴量が構築されることが報告され

ている [7]．

また，遺伝的プログラミング（Genetic Programming;

GP）[8]を用いて特徴量を自動構築する手法も数多く提案

されており，画像分類問題において成功を収めている．GP

を用いた手法では，（1）事前に定義した特徴量の組み合わ

せから新たに特徴量を構築する手法，（2）生の画素値の組

み合わせから新たに特徴量を構築する手法が主に挙げら

れる．

前者の手法では，GPの入力は画像全体の標準偏差や画

像中心部分の平均画素値などの事前に定義した統計特徴量

で構成され，それら統計特徴量の演算の組み合わせによっ

て分類に有効な特徴量を構築している [9][10]．しかし，事

前に定義した統計特徴量の組み合わせで分類することが難

しい問題では新しい統計特徴量を追加する必要がある．こ

のため，後者の手法のように入力画像中の画素値から新た

に特徴量を構築する手法の実現が望まれる．本論文では，

後者の画素値から特徴量を構築する新しい手法を提案する．

後者の手法では，GPの入力は入力画像中の画素値また

は画像全体で構成され，それらに対する演算の組み合わせ

によって特徴量を構築する．Al-Sahafらは，画像内から特

徴量を抽出する領域と，その領域内の画素値から算出した

統計特徴量の組み合わせによって特徴量を構築する構造を

提案しており，GPを用いて構造の構築を行っている [11]．

Kowaliw らは，Cartesian Genetic Programming（CGP）

[12][13]を用いて入力画像に対して画像変換を行い，変換

後の画像から複数の統計特徴量を算出することで分類の

ための特徴量を構築している [14]．文献 [15]では入力画像

からの特徴構築と分類を同時に最適化する Genetic Image

Network for Image Classification（GIN-IC）を提案してい

る．GIN-ICでは，既存の画像処理フィルタによる画像変

換後の画像から統計特徴量を算出し，算出した統計特徴量

の演算結果を用いて分類まで行う構造を最適化する．平野

らも同様に画像処理フィルタによる画像変換に基づく特徴

構築手法を提案している [16]．これら画像変換に基づく特

徴構築手法は，画像分類問題において有効であることが示

されている．

一方，これら GPによる特徴構築手法の多くは一段階の

最適化によって特徴量を構築している．近年の深層学習の

研究成果で示されているように，特徴量を構築する構造の

多層化を行うことで単一の構造よりも分類に有効な特徴量

を構築できることが GPの手法においても期待できる．実

際に，Agapitosらは特徴量の最適化を行う構造の多層化を

行うことで，一段階の最適化よりも分類に有効な特徴量を

構築できることを示している [17]．Agapitosらの手法は，

（1）ランダムフィルタによる画像変換，（2）GPによる画

像変換，（3）平均プーリング，（4）ロジスティック回帰に

よる分類，の 4層構造を用いている．しかし，Agapitosら

の手法では処理の始めにランダムフィルタによる画像変換

を行っており，ランダムフィルタによる変換では変換後の

画像から効率的に分類に有効な特徴量が抽出されることは

難しいと考えられる．

そこで本論文では，（1）既存の画像処理フィルタの組み

合わせによる画像変換，（2）GPで構築したフィルタ処理

による画像変換，の 2 種類の処理を二段階の進化計算に

よって最適化することで特徴構築を実現する手法を提案す

る．ランダムフィルタではなく，既存の画像処理フィルタ

の組み合わせによる画像変換処理を進化過程に組み込むこ

とでより分類に有効な特徴量の構築が可能になると考えら

れる．本論文では，データセット内の多様性が高いと考え

られるカプセル内視鏡から撮影された小腸画像における異

常画像と正常画像の分類問題に提案手法を適用し，性能の

検証を行う．

2. 画像分類のための階層的な特徴構築

2.1 処理の流れ

まず，特徴構築の第一段階では，既存の画像処理フィル

タの組み合わせによって入力画像を変換し，変換後の画像

に対してプーリング処理を行う．そして，プーリング処理

後の各画素値を特徴量として分類器に入力し，分類を行う．

このときの検証画像セットに対する分類精度が高くなるよ

うに，画像処理フィルタの組み合わせを GPによって構築

する．提案手法における特徴構築の第一段階の処理の流れ

は次に示す通りである．

( 1 ) 入力画像に対して既存の画像処理フィルタを用いて画

像変換（フィルタリング層）

( 2 ) プーリング処理（プーリング層）

( 3 ) 分類（分類層）

次に，特徴構築の第二段階では，第一段階で得られた変換

画像をさらに GPで構築したフィルタ処理によって画像変

換を行う．そして第一段階と同様に，変換後の画像に対し

てプーリング処理を行い，プーリング処理後の各画素値を

特徴量として分類器に入力する．このときの検証画像セッ

トに対する分類精度が高くなるように，フィルタを GPに

よって構築する．提案手法における特徴構築の第二段階の

処理の流れは次に示す通りである．

( 1 ) フィルタリング層で変換された画像に対して GPで構

築したフィルタを用いて画像変換（変換層）

( 2 ) プーリング処理（プーリング層）

( 3 ) 分類（分類層）

2.2 フィルタリング層（F）

フィルタリング層では，入力画像に対して既存の画像

処理フィルタを適用することで，分類に有効な特徴構築
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表 1 フィルタリング層で使用する画像処理フィルタ．

Table 1 Image processing filters used in the filtering layer

Function Description

Ave3, 5 Averaging filter with 3× 3, 5× 5 window

Max3, 5 Maximum filter with 3× 3, 5× 5 window

Min3, 5 Minimum filter with 3× 3, 5× 5 window

Sob3, 5 Sobel filter with 3× 3, 5× 5 window

Lap3, 5 Laplacian filter with 3× 3, 5× 5 window

Gau3, 5 Gaussian smooth filter with 3× 3, 5× 5 window

LoG3, 5
Laplacian of gaussian filter

with 3× 3, 5× 5 window

Exp Expansion processing

Con Contraction processing

Gab0
Gabor filter with 7× 7, 11× 11 window

with orientation of 0 degree

Gab45
Gabor filter with 7× 7, 11× 11 window

with orientation of 45 degree

Gab90
Gabor filter with 7× 7, 11× 11 window

with orientation of 90 degree

Gab135
Gabor filter with 7× 7, 11× 11 window

with orientation of 135 degree

Add Add input two images pixel by pixel

Sub Subtract input two images pixel by pixel

Mul Multiply input two images pixel by pixel

Div Divide input two images pixel by pixel

Abs
Absolute subtraction of input two images

pixel by pixel

を行う．フィルタリング層の構造は，Cartesian Genetic

Programming（CGP）と同様のフィードフォワードのグ

ラフ構造である．各ノードは，入力ノード，変換ノード，

出力ノードの 3種類に分けられ，構造内の各ノードは入力

ノードもしくは自身より入力ノードに近い 1つまたは 2つ

のノードとの接続関係を有する．入力ノードは入力画像の

赤成分画像，緑成分画像，青成分画像，グレースケール画

像の 4つで構成される．変換ノードでは表 1で定義された

画像処理フィルタを用いて画像変換を行う．出力ノードは

入力画像に対して変換ノードを用いて画像変換を行った画

像をもつ．本論文では，この画像変換を行った出力画像を

特徴マップと呼び，フィルタリング層では出力ノード数分

の特徴マップを出力する．ノードの種類と接続関係は進化

計算を用いて最適化を行う．

2.3 プーリング層（P）

プーリング層ではフィルタリング層から出力された

w×w×nの特徴マップを入力とする．ここで，w×w×n

の特徴マップという表現は w × w 画素の n枚の特徴マッ

プのことを表す．提案手法では，プーリング処理は w ×w

画素の各特徴マップ上を縦横方向に p 画素ずつ p × p 画

素のウィンドウをずらしながら行われる．このウィンド

ウの適用間隔をストライド（stride）と呼ぶ．結果として，

w × w × nの特徴マップは (w/p)× (w/p)× nの特徴マッ

in0

in1

in2

in3

…

in25

in26

F2 F9

F4 F7

F5 F1

out0

out1

F3

F5

Input feature maps Transformed feature maps

図 1 GP で構築されたフィルタを用いて 8 × 8 画素の 3 枚の特徴

マップを 8 × 8 画素の 2 枚の特徴マップに変換する変換層の

例．入力は注目画素の 3× 3× 3 近傍の画素値である．

Fig. 1 Example of the transformation layer that transforms

8×8×3 feature maps into 8×8×2 feature maps using

the evolved program. The inputs are the 3× 3× 3 pixel

intensity values surrounding a target pixel.

表 2 Trasformation layer で使用する関数セット．

Table 2 Function set used in the transformation layer

Function # Inputs Description

+ 2 Add two inputs

− 2 Subtract two inputs

× 2 Multiply two inputs

÷ 2 Divide two inputs

Max 4 The largest value of inputs

Min 4 The smallest value of inputs

Ave 4 The average value of inputs

log 1 Take the natural logarithm for a input

Sqrt 1 Extract a square root of a input

×2.0 1 Multiply a input by 2.0

×0.5 1 Multiply a input by 0.5

×0.1 1 Multiply a input by 0.1

プに変換される．本論文ではプーリング層におけるプーリ

ング処理は平均プーリングを用いる．

2.4 変換層（T）

変換層ではプーリング層から出力された n 枚の特徴

マップと 4 枚の入力画像（赤成分，緑成分，青成分，グ

レースケール）を p× p画素のウィンドウでそれぞれ平均

プーリングした画像を入力とする，すなわち，変換層では

(w/p)×(w/p)×(n+4)の特徴マップを入力とする．入力画

像はフィルタリング層における処理で分類に有効な情報が

失われることを防ぐために用いる．変換層の構造はフィル

タリング層と同様のフィードフォワードのグラフ構造であ

り，入力特徴マップにおける注目画素の s×s× (n+4)の局

所領域の画素値を入力することで変換後の特徴マップの出

力値が算出される．グラフ構造の出力ノード数が dの場合，

(w/p)× (w/p)× (n+4)の特徴マップは (w/p)× (w/p)×d

の特徴マップに変換される．図 1に 8× 8× 3の特徴マッ

プを 8× 8× 2の特徴マップに変換する例を示す．図 1の

例では，入力は注目画素の 3× 3× 3近傍の画素値である．
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また，変換層の変換ノードで使用する関数は表 2に示す通

りである．フィルタリング層と同様に，構造中のノードの

種類と接続関係を進化計算によって最適化する．

2.5 分類層（C）

分類層は h×h×mの特徴マップを入力とする．h×h×m

の特徴マップを h× h×m次元の特徴ベクトルに変換する

ことで，分類に用いる最終的な特徴量とする．本論文では，

k近傍法を分類器として使用し，近傍数 kは 9に設定した．

2.6 学習手順

提案手法における特徴構築は二段階の最適化によって

行われる．第一段階の最適化では，I → F → P1 → C の

構造でフィルタリング層 F の最適化を行う．I は入力画

像を表す．フィルタリング層は w × w × nの特徴マップ

を生成し，生成された特徴マップはプーリング層によっ

て (w/p1)× (w/p1)× nの特徴マップに変換される．p1 は

プーリング層 P1 におけるウィンドウサイズを表す．そし

て，(w/p1)× (w/p1)×nの特徴マップを特徴ベクトルに変

換し，k近傍法に入力することで分類を行う．このときの

検証画像セットに対する分類精度を各個体の適応度として

用いる．第一段階の最適化によって，最良の画像処理フィ

ルタの組み合わせ Fbest を得る．

第二段階の最適化では，I → Fbest → P1 → T → P2 → C

の構造を用いて変換層 T の最適化を行う．変換層 T

では (w/p1) × (w/p1) × (n + 4) の特徴マップが入力さ

れ，(w/p1) × (w/p1) × dの特徴マップが生成される．そ

して，生成された特徴マップはプーリング層によって

(w/(p1p2)) × (w/(p1p2)) × dの特徴マップに変換され，k

近傍法に入力される．p2 はプーリング層 P2 におけるウィ

ンドウサイズを表す．第二段階目における最適化も第一段

階目での最適化と同様に，検証画像セットに対する分類精

度を各個体の適応度とする．

3. 小腸画像の分類実験

3.1 実験に用いるデータセット

分類実験にはカプセル内視鏡から撮影された小腸画像を

使用した．分類実験では小腸画像 220枚の中央部 256×256

画素から 64× 64画素のサイズで切り出したブロック画像

単位での異常か正常かの 2クラス分類を行った．切り出す

前の小腸画像には専門家によって 8× 8画素のブロックご

とに異常，正常のフラグが付与されているため，64× 64画

素のサイズで切り出したブロック画像内に占める異常フラ

グの割合を用いて異常ブロック画像，正常ブロック画像を

作成した．本論文では，異常フラグが占める割合が 0.1以

上のブロック画像を異常ブロック画像，それ以外のブロッ

ク画像を正常ブロック画像とし，作成した各クラスからラ

ンダムに 1000枚ずつのブロック画像を選び，学習画像セッ

ト，検証画像セット，テスト画像セットを作成した．本論

文で対象とした異常例は，粘膜性病変（白色を呈す）およ

び腫瘍性病変（隆起形状を呈す）である．

3.2 実験設定

提案手法で用いたGPでは，個体数は 50，子個体生成数

は 10，世代交代モデルはMinimal Generation Gap[18]を

用いた．遺伝操作として遺伝子型に対する一様交叉と突然

変異を用い，交叉率と突然変異率はそれぞれ 0.8，0.1であ

る．第一段階目と第二段階目の最適化における最大世代数

はともに 5000に設定した．

提案手法の有効性を検証するため，次に示す 5つの手法

による小腸画像の分類実験を行った．

( 1 ) I → F → P1 → T → P2 → C の構造を用いた提案手

法（Proposal 1）．フィルタリング層 F における最大

変換ノード数は 40，出力ノード数は 8，変換層 T にお

ける入力ノード数は 108(= 3× 3× 12)，最大変換ノー

ド数は 60，出力ノード数は 16，プーリング層 P1，P2

におけるウィンドウサイズはそれぞれ p1 = 2，p2 = 2

に設定した．

( 2 ) Proposal 1におけるプーリング層 P1，P2 のウィンド

ウサイズをそれぞれ p1 = 2，p2 = 32に設定した構造

（Proposal 2）．

( 3 ) Agapitosらが提案している構造を用いた分類 [17]．こ

こでは，I → Frandom → P1 → T → P2 → C の構造

を用いる．Frandom はランダムフィルタリング層を表

し，50個のランダムフィルタによって構成される．各

ランダムフィルタは 5 × 5画素の受容野をもち，5つ

の分布 U(−1.0, 1.0), U(−5.0, 5.0), UD(1, 5), N(1.0),

N(5.0) からそれぞれ 10 個のランダムフィルタを生

成した．U(a, b)は [a, b]の範囲の実数値の一様乱数，

UD(a, b) は [a, b] の範囲の整数値の一様乱数，N(a)

は平均 0，標準偏差 a の正規乱数を表す．結果とし

てランダムフィルタリング層 Frandom は 50枚の特徴

マップを出力する．変換層 T における入力ノード数は

450(= 3×3×50)，最大変換ノード数は 200，出力ノー

ド数は 16に設定した．変換層 T の構造は提案手法と

同様のフィードフォワードのグラフ構造を用いた．ま

た，プーリング層 P1，P2 におけるウィンドウサイズ

はそれぞれ p1 = 2，p2 = 2に設定した．

( 4 ) Convolutional neural network（CNN）[19] を用いた

分類．CNNは深層学習の一手法であり，近年では画

像分類問題において高い分類性能を示している．本

論文で用いた CNN の構造を表 3 に示す．畳込み層

（convolution）における活性化関数はReLUを用いた．

バッチサイズは 100，epoch数は 100に設定した．学

習誤差の算出には交差エントロピー誤差関数を使用

し，関数の最小化には Adam法 [20]を用いた．
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表 3 CNN の構造

Table 3 Structure of CNN.

# layer type window
size stride

output
size

0 data 64× 64× 3

1 convolution 5× 5 1 64× 64× 8

2 average pool 2× 2 2 32× 32× 8

3 convolution 3× 3 1 32× 32× 32

4 average pool 2× 2 2 16× 16× 32

5 convolution 3× 3 1 16× 16× 64

6 average pool 2× 2 2 8× 8× 64

7 fully connected 1× 1× 256

8 softmax 1× 1× 2

( 5 ) 統計特徴量と uniform local binary pattern（ULBP）

特徴 [21]を用いた分類．ここでは画像全体の画素値の

平均値，最大値，最小値，中央値，第一四分位数，第

三四分位数，標準偏差，最頻値，第一 σ内確率，第三

σ外確率，レンジ（最大画素値と最小画素値の差分値）

の 11種類の統計量と 10次元のULBP特徴を RGBカ

ラー画像の各成分からそれぞれ算出した計 63次元の

特徴量を k 近傍法に入力することで分類を行う．カ

プセル内視鏡は消化器官内を回転しながら画像を撮影

するため，撮影される小腸画像は向きが一意に定まら

ないことから方向依存性のない特徴量を使用する必要

がある．そこで本論文では，画像全体からの統計特徴

量と LBP特徴を回転不変に拡張した ULBP特徴を用

いる．

3.3 実験結果

3.3.1 従来研究との比較

提案手法と従来手法のテスト画像セットに対する分類結

果を表 4に示す．提案手法および Agapitosらの手法は 5

試行中の平均分類精度と最良の分類精度結果を示してい

る．CNNは最大 epoch数 100のうち，テスト画像セット

に対して最も高い分類精度を示した結果を示している．

表 4 の結果から，Proposal 2 が平均分類精度，最良分

類精度ともに最も優れた結果を示していることがわかる．

Proposal 1 も従来手法と比べると良好な結果を示してい

る．Agapitosらの手法は提案手法と比べると分類精度が

大きく低下してしまっている．これはフィルタリング層 F

以外は Proposal 1と同一の構造であることから，ランダム

フィルタによる変換が小腸画像分類には有効に働いていな

いことが原因だと考えられる．小腸画像では照明条件の変

化が生じたり，異常部位や正常部位の種類が多種多様であ

ることから，非常に多様性が高い画像となっている．その

ため，ランダムフィルタのみではこのような多様性が高い

小腸画像から分類に有効な特徴量を構築することは困難で

あると考えられる．一方，提案手法におけるフィルタリン

表 4 テスト画像セットに対する各手法の分類精度

Table 4 Accuracy results of each method on test images.

Best Average

Proposal 1 0.816 0.807

Proposal 2 0.842 0.828

Agapitos [17] 0.658 0.632

CNN 0.788 -

統計特徴量+ULBP 0.759 -

0.875

F
it

n
es

s

0.85

0.825

0.8

0.775

0.75

0.725
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0.675
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図 2 提案手法の適応度推移．

Fig. 2 Transition of the fitness of the proposed method.

グ層 F では既存の画像処理フィルタを多段に適用すること

で，単一のランダムフィルタでは構築することが難しい特

徴量を構築することを可能とし，分類精度で優れた結果を

示したと考えられる．また，提案手法は CNNと比べても

優れた性能を示した．これは CNNのような深層学習の手

法では一般的に大規模な学習画像を必要とするため，各ク

ラス 2000枚ずつの計 4000枚の学習画像では十分な特徴構

築を行うことができなかったと考えられる．本論文で扱っ

ている小腸画像のように大規模な学習画像セットの用意が

難しい問題では，提案手法のように少ない学習画像セット

から分類に有効な特徴構築が行える手法は有望であると考

えられる．さらに，方向依存性のない特徴量である統計特

徴量とULBP特徴を用いた分類よりも提案手法は優れた性

能を示した．これは画像処理フィルタおよび GPフィルタ

による画像変換とプーリング処理によって，方向依存性の

ない特徴量を自動で構築できたためであると考えられる．

このことから，提案手法は対象となる画像に応じて適切に

特徴量を自動構築できることが確認できた．

3.3.2 提案手法に関する考察

5試行中における提案手法の最良個体の適応度推移の結

果を図 2に示す．図 2には，I → F → P → C の構造で

10000 世代の最適化を行った結果（single evolution）と，

先に述べた構造で 5000世代の時点での最良個体を固定し

I → Fbest → P → T → P → C の構造に変更してさらに

5000世代の最適化を行った結果（double evolution）を示

している．Fbest は 5000世代の時点での single evolution
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の最良個体を表す．5000世代までは同一の個体を表して

いるため，適応度推移は一致している．図 2で示されてい

るように，既存の画像処理フィルタのみを用いた構造であ

る I → F → P → C よりも 2種類の画像変換を用いた構

造である I → Fbest → P → T → P → C の方が高い適応

度を示していることがわかる．特に，既存の画像処理フィ

ルタのみを用いた構造では 5000世代を過ぎると進化が停

滞してしまっているが，2種類の画像変換を用いた構造で

は 5000世代を過ぎても適応度が上昇していることがわか

る．これは，変換層 T ではGPを用いて新たなフィルタを

構築しているため，フィルタリング層 F で使用している既

存のエッジ検出や平滑化処理などを行う画像処理フィルタ

だけでは表現できないフィルタを二段階目の最適化で構築

できているためであると考えられる．

4. まとめ

本論文では，画像分類のための階層的な特徴構築手法を

提案した．提案手法は（1）既存の画像処理フィルタの組み

合わせによる画像変換，（2）GPで構築したフィルタによ

る画像変換，の 2種類の処理を二段階の進化計算によって

最適化する．提案手法をカプセル内視鏡から撮影された小

腸画像における異常画像と正常画像の分類問題に適用し，

従来手法との比較と性能の検証を行った．実験結果から，

従来手法よりも優れた分類精度を示すことが確認できた．

また，2種類の処理を二段階の進化計算によって最適化す

ることで 1種類の処理を一段階の進化計算によって最適化

するよりも優れた性能を示したことから，異なる処理の構

造を多層化することの有用性を示した．

今後の課題として，フィルタリング層や変換層の構造に

関するパラメータも同時に最適化することで，より汎用性

の高い特徴構築手法の確立が挙げられる．さらに，提案手

法の拡張として様々な画像データセットに対する分類実験

や，手法の信頼性と精度向上のために，処理内容の解析を

行う必要があると考えている．
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