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1 はじめに
近年，強化学習の研究が盛んに行われている．強化

学習は，学習エージェントが試行錯誤を通じて制御則
を獲得する機械学習の一種である．学習エージェント
自身が制御則を学習・獲得するため，効率的な制御則を
発見する可能性も考えられる．そのため，ロボットの
自律的な行動獲得などに強化学習が多く使われている．
強化学習では観測情報から環境を一意に特定し，１つ
の行動を結びつけるように学習する．そのため，異な
る環境から知覚した観測情報が同一である場合，それ
らの異なる環境を同一の環境と認識し学習する [1]．同
一と認識された個々の環境において最適な行動が異な
る場合，学習が混同してしまい正しく学習が行えない．
学習器が環境を部分的に観測するとき上記の問題が発
生する．このような問題を持つ環境を部分観測マルコ
フ決定過程（POMDP）と呼ぶ．
POMDP環境下における問題解決手法として，我々

は遺伝的アルゴリズム（GA）を用いたサブゴールの動
的生成手法を提案している [2]．しかし前手法ではサブ
ゴールをビットベクトルで表現していたため，観測空
間が増大するとサブゴールの探索空間が指数関数的に
増加する．加えて，観測が連続値の環境で用いること
ができない．そこでサブゴールを不等式と論理表現を
用いた条件式で表現する手法を提案する．本稿では比
較実験により，提案手法の有効性を検証する．

2 POMDP
POMDPでは不完全知覚により混同が発生する [3]．

例を図 1のネットワークで示す．ノードは状態を示す．
ただし状態 A1と A2は観測情報が共に状態 Aとして
観測される．アークは行動の種類を示す．
図 1において状態 A2では行動 aは非合理的ルール

であるが，A1では行動 aは合理的ルールとなる．学習
器は A1と A2を同一の状態（状態 A）として観測す
るため，状態Aで行動 aは学習器にとって合理的ルー
ルとされる．その結果 A2と Bを往復する非合理的な
政策が学習される．

3 提案手法
エージェントはm個（m ≥ 2）のサブエージェント

を持つ．サブエージェントは図 2に示すように，サブ
ゴール条件とQテーブルの対を持つ．サブエージェン
トの学習には Q-Learningを使用する．行動選択には
ϵ−greedy法を用い，式（1）によりQ値の更新を行う．

Q(st, at) ← Q(st, at) + α[rt+1

+γmax
a′∈A

Q(st+1, a
′)−Q(st, at)] (1)
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図 1: POMDPにおける混同

図 2: 遺伝子構造

3.1 問題設定
本稿ではGrid-world迷路問題を扱う．環境は壁また

は道で構成され，周囲 8方向の壁までのグリッドの数
を観測する．観測可能距離内に壁が存在しないとき，グ
リッド数は観測可能距離+1とする．学習エージェント
は座標を取得できないため場所が異なるが観測情報が
同じとなる状況（POMDP）が存在する．選択できる
行動は「上」「下」「左」「右」の 4通りであり，壁に向
かって進む場合はその場に留まるが 1ステップとして
数える．

3.2 サブゴール条件
サブゴール条件はサブゴールと判定するために用い

られる．本稿では式（2）に示すように，観測情報 1つ
につき 2つの不等式を論理和または論理積で結合して
表現する．

(oi > x1i)Ri(oi < x2i) (2)
ここで oi は i番目の観測情報を，Ri は論理和または
論理積を示す．x1i，x2iは観測情報と同じ値域の変数
である．遺伝的操作により Riおよび x1i，x2iを学習
する．∀i.[(oi > x1i)Ri(oi < x2i)] 式が真となったとき
サブゴール到達と判定する．

3.3 サブエージェント
サブエージェントはサブゴール条件とQテーブルの

組み合わせを持つ．エージェントは m 個のサブエー
ジェントを配列構造で保持している．学習開始時，1
つ目のサブエージェントが動作する．サブゴール条件
をゴールとみなしQ学習が行われる．このとき 1回の
行動を 1stepとする．サブゴール到達と判定されたと
き，次のサブエージェントが動作する．最後のサブエー
ジェントがゴールに到達したとき，タスク達成となる．
最大ステップ数 (Maxstep)に達したとき，その試行を
終了しタスク失敗となる．ここまでの流れを 1試行と

Copyright     2015 Information Processing Society of Japan.
All Rights Reserved.2-339

6R-03

情報処理学会第77回全国大会



する．

3.4 適応度
エージェント iの適応度 F (i)を式（3）で定義する．

F (i) =

{
R+ (Maxstep− stepi)/b (complete)

r + goali/a (incomplete)
(3)

ここで，rは最低報酬値，Rはゴール報酬値，goali
はゴール回数，Maxstepは最大ステップ数，stepiはス
テップ数，aと bは重みを表す．学習終了後 greedy法
で行動を選択し 1試行する．このときゴールできたエー
ジェントを学習完了（complete），ゴールできなかった
エージェントを学習未完了（incomplete）とする．学習
未完了の個体は低い適応度を与えるが，試行中にゴー
ルができた個体は達成できないサブゴールが存在しな
いため，多少の報酬を与える．また数多くゴールでき
た場合ゴールしやすいサブゴールが設定されている可
能性があるため，ゴール数に応じて報酬を与えた．

3.5 交叉
サブゴール条件と，サブエージェントのそれぞれに

ついて交叉を行う．ルーレット選択により親エージェ
ント iおよび子エージェント j を選択する．サブゴー
ル条件の交叉（交叉 1）は，エージェント i, j のサブ
エージェントのサブゴール条件 Si と Sj を一様交叉を
する．しかしエージェントの持つサブエージェントの
数が異なるため，|Si| = |Sj|となるように Sj を調整す
る．確率 ϵGA でサブエージェントの R，x1または x2
が突然変異する．この交叉により生成されたエージェ
ントのサブエージェントの Qテーブルは初期化する．
サブエージェントの交叉（交叉 2）は，エージェン

ト i, jのサブエージェントの順序付き集合 Siと Sjを一
点交叉する．エージェント iの前部 Si[k]（0 < k ≤ pi）
とのエージェント j の後部 Sj[h]（pj ≤ h < |Sj |）を結
合する．piは 0 < pi ≤ |Sj|の範囲でランダムに選択す
る．これによりサブエージェントの数が動的に変化す
る．確率 ϵGAでサブエージェントの追加または削除が
される．この交叉により生成されたエージェントのサ
ブエージェントは親個体のQテーブルをそれぞれ引き
継ぐ．

3.6 世代交代
次世代に残す個体はエリート個体，交叉 1および交

叉 2によって生成された個体である．これらの個体の
構成比は，エリート個体の割合を増やすと多様性を保
持しやすい反面学習効率が低下する．交叉 1により生
成された個体の割合を増やすと新しいサブゴールの発
見率が増加する．交叉 2により生成された個体の割合
を増やすと前世代に近しいルートの探索率が増加する．

4 実験
Wieringら [4]が作成した 12× 12迷路（図 3）を利

用して比較実験を行った．パラメータは学習率 α=0.9，
割引率 γ=0.7．次世代に残す個体率はエリート保存が
0.3，交叉 1が 0.2，交叉 2が 0.5．世代数 50，エージェ
ント数 50，エージェントのQ-Learningの試行数 300，
最大ステップ数 100，突然変異確率 ϵGA=0.5．初期サブ
エージェント数 4とした．比較対象として前手法 (previ-
ous)と前手法と同等となるよう条件文を等式としたも
の (proposal2)を用いる．図 4に実験結果を示す．pro-
posal1は収束速度が劣っているが最終的にはともに最
適解である 28に収束した．これは観測範囲が狭いため
不等式による表現で容易に全範囲がカバーされるため

図 3: 12× 12迷路
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図 4: 実験結果 50回平均
と考えられる．previousと proposal2はほぼ同じ曲線
が得られた．これは proposal2が previousと同じ学習
がされたことを示している．これにより本手法は前手
法を包含できていることが分かる．

5 おわりに
本稿ではPOMDPに対して，サブゴール条件及びそ

の組合せをGAで自律獲得する手法を提案した．本稿
では観測範囲が狭い実験のみを行ったが，今後は範囲
を広げた実験を行い不等式によるサブゴール条件の有
効性を調べていく．またサブゴール条件が範囲で指定
できるため連続値を扱うことができる．今後は観測空
間が連続値となる環境でも実験を行う．
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