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1 はじめに
転移学習において, 強化学習で得られた知識を転移
し, 新しい環境にも適用することで, 最初から学習し
なおすよりも学習を効率化することができる [1][2]. し
かし, 強化学習の知識転移において, それらの蓄積さ
れた知識をどの程度の割合で転移するかを決定するの
は難しい. そこで本研究では, スパースコーディング
[3]を転移学習に適用することで知識の選択及び, その
程度を明確にすることを可能にした新しい手法を提案
する. 本実験では, コスト付き迷路における目的地ま
での最適経路を発見する課題において, 提案手法が従
来のQ-learningと比較し, ターゲットタスクで良好な
初期探索の実現と探索コストの削減に成功した.

2 強化学習の知識転移
2.1 強化学習
強化学習は，エージェントが環境状態の探索を繰り返
すことにより，最適な行動規則を学習する手法である．
手順は以下の 1～3を繰返す．1.エージェントが状態を
観測する．2.現時刻での環境において，選択可能な行
動から一つ選び実行する．3.その行動に対し，報酬また
は罰則を与えて評価する．また，強化学習はマルコフ決
定過程 (MDPs)として定式化されており，〈S,A,P,R〉
で表される．ここで，S は状態の集合，Aは行動の集
合，その遷移確率をP = Pr{st+1 = ś|st = s, at = a}
で表す．また，Rは環境からエージェントへの報酬で
ある．エージェントの意思決定は行動規則 π(s, a) =

Pr{at = a|st = s}によって表わされ，強化学習では
報酬期待値を最大にする行動規則 π∗(s, a)の獲得を目
標とする．

2.2 Q-learning

本研究では強化学習の手法として Q-learningを採
用した．Q-learningは，Q値と呼ばれる状態と行動の
評価値を最大化する．Q値の更新式を以下に示す．
Q (st, at)

= Q(st, at) + α(r + γmaxa Q(st+1, a)−Q(st, at)).(1)
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式 (1)で，Q (s, a) = E
[
R|st = s, at = a

]
であり，状

態 sにおいて行動 aを選択した時の, 割引収益を表す
行動価値関数である．また αは学習率，γは割引率を
表す．

2.3 転移学習
転移学習では，ソースタスクで強化学習により得ら
れた方策やQ値などの知識を，類似したターゲットタ
スクで事前知識として予め転移させておくことで，最
初から学習しなおすよりも少ない探索回数で学習を行
うことを目標とする．しかし，ターゲットタスクの状
況によって, どの知識をどの程度転移させるかを正し
く見極めないと負の転移が発生する可能性がある. そ
こで, 本研究では転移知識の選択にスパースコーディ
ングを導入する.

3 スパースコーディング
転移知識を選択する際に, タスク間の類似度を考慮

に入れる必要があり, 本研究では, その測定にスパー
スコーディング [3]を用いる. スパースコーディング
は以下により定式化される．

y＝Dx. (2)

式 (2)において yは入力信号を示しており，Dは辞書
と呼ばれる基底の集合である．また，xは yを基底の
線形和で表現した際のそれぞれの基底に対応する係数
行列である．スパースコーディングでは，y をD と
xに分解する．また，スパースコーディングの最適化
式は以下で示される．

x∗ = arg min
x

1

2
‖y −Ax‖22 + λ‖x‖1. (3)

ここで，右辺の第一項は y と復元された信号Dxの
二乗和誤差最小化，第二項はスパースな xの導出の制
約を意味する．λは正則化パラメータである．式 (3)

により，最適なスパース係数行列 x∗ が求められる．

4 スパースコーディングを用いた知識転移
この章では, 提案手法について説明する. 本研究で

は, 図 (1)にあるように, ソース・ターゲットタスク共
に, 5色のコスト付き (白:0,青: -2,緑:-3,赤:-5,黒:-10)

の迷路 (縦:30, 横:30)をタスクとした. まず最初に, 複
数のソースタスクで強化学習を行い, それぞれのタス
クにて 900マス分のマス目コストと Q値を獲得した.

以下に提案手法の手順を示す.
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step1 ターゲットタスクの現在探索しているマス目
を含む周囲 25マスのマス目コストを取得し, ス
パースコーディングの yに代入する

step2 スパースコーディングのDにも同様にソース
タスクの 25マス分のマス目コストを 1基底とし
て代入し, ターゲットの状態と類似しているソー
スの状態をスパースコーディングで算出する

step3 step2の結果, xが非 0の基底の添字に対応す
る部分の Q値を xの割合で総和をとる

step4 step3で求めた Q値を, step1で現在探索して
いるマス目へ転移する Q値とする

step1～step4をターゲットタスク上の探索で繰り返す
ことにより (図 1), オンラインで Q値を転移し, 学習
効率の向上を図る.

図 1: 提案手法概要
5 実験
本実験では, ソース・ターゲットタスク共に, 900マ

スのコスト付き迷路を実験対象とし, スタートを左上,

ゴールを右下に設定した. また, エージェントは上下
左右に 1マスずつ移動できるものとした. それぞれの
タスクでは, マス目コストをランダムに再配置し, 新
しい環境を用意した. このようなターゲット環境で,

100エピソード繰り返し, それぞれのエピソードにか
かったステップ数とコスト量を評価した.

5.1 実験 1：提案手法とQ-learningの比較
実験 1では, 提案手法において, 4つのソースタス

ク上で強化学習を行い, 4つ分の辞書基底を作成した.

比較手法として, ターゲットタスクで転移知識なしの
学習をQ-learningを用いて実行した. それぞれ 100エ
ピソードの 5回分の平均をとった.

5.2 実験 1：実験結果および考察

図 2: 実験 1:ステップ数 図 3: 実験 1:コスト量

図 2と 3に実験 1の結果を示した. ここでは, 縦軸
はそれぞれ 1エピソードにかかったステップ数とマス
目コスト, 横軸は 100回分のエピソードを示している.

また, 赤のグラフが提案手法, 青が Q-learningの結果
である. これらより, 提案手法は, 学習しなおすよりも
ステップ数・マス目コストを少量に抑えてゴールに辿
り着くことができた. しかし, 一部のターゲットマス
目においては, 類似した基底が存在せず負の転移が起
こったものもあった.

5.3 実験 2：提案手法における基底数の比較
実験 1の考察をふまえ, 実験 2では 10ソースタスク

分に辞書を拡張した. しかし, 10タスク分の辞書では
計算時間が増えるため, k-means法を用いて 10タスク
分の辞書基底を 4タスク分に基底数を制限した. 4タ
スク分, 10タスク分, k-meansによる基底数削減, の 3

つを同様に 5回分の平均で比較した.

5.4 実験 2：実験結果および考察

図 4: 実験 2:ステップ数 図 5: 実験 2:コスト量
図 4, 5では, 赤が 4タスク分, 橙が 10タスク分, 緑

が k-meansの結果である. これより, 基底数の増加に
よる転移精度の向上を確認した. また, k-meansによ
る基底数制限は, 4タスク分より精度が低下した部分
もあったが, これは k-meansの結果で平均をとったた
め, Q値をうまく転移できなったと考えられる. 全体
的には 10タスク分と比べても転移精度を維持できた.

6 まとめ
本研究では, 強化学習の転移知識選択手法にスパー

スコーディングを導入した効果的な転移学習手法を提
案した. 実験 1より, 提案手法が知識選択を可能にし,

Q-learningよりも転移精度向上に成功した. 実験 2で
は, 提案手法の辞書基底数の変化による違いを検証し
た. そこで, k-meansにより基底数を制限しながらも
転移精度を維持させることができた. 今後も更なる辞
書精度向上を目指したいと考えている.
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