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1. 研究背景と課題 
グラフ構造のビッグデータを高速処理するための並

列分散処理の必要が高まっている．このため Hadoop
に対してインメモリ型の Spark[1]が提案された．本稿

では，ハードウェアレベルでの高速化が可能である

GPGPU を使用する，Spark の高速処理方法を提案

する．このため，異なる並列計算環境を組み合わせ

高速化する方法を提案する．  
2. 関連研究 
2.1. Spark による高速グラフ処理 

Spark の RDD(Resilient Distributed Dataset)をグラフ

データに対して拡張を行い，グラフ処理の高速化を

実現した GraphX [5]がある．しかし拡張されたデータ

は GPU での処理に適していない構造のため，GPU
を用いた高速化ができない． 
2.2. GPU を用いた MapReduce の高速化 

Hadoop の MapReduce を GPU で高速化する提案

がある[2,6]．しかし，インメモリ型の Spark に対して具

体的な提案はされていない． 
3. アプローチ 

GPGPU を用いて Spark のグラフ処理を高速化する． 
Device Memory(以下 D_Memory)上で RDD の特徴

を 活 か し つ つ GPU で の 処 理 を 行 う た め に ，

D_Memory 上のデータを 2 種類に分類する．実行す

るグラフ処理は GPU で高速化の効果が最も期待で

きる，浮動小数点で結果を求めるアルゴリズムとする． 
4. GPGPU を用いた Spark の高速化 

GPU で処理を行う Worker を G_Worker とする． 
4.1. GPGPU を用いた Spark アーキテクチャ 

GPGPU を用いた並列高速化 Spark アーキテクチャ

の構成を図 1 に示す． 

 
図 1  GPGPU を用いた並列高速化 Spark の構成 
G_Worker 内で GPU を用いて高速処理を行う．そ

のためには Host Memory(以下 H_Memory)上の

RDD オブジェクトを D_Memory にコピーする必要が

ある．しかし，RDD は GPU の D_Memory 上でデー

タ変換を行うことができない．そのため，メモリへのデ

ータ割り当ての拡張を行う． 
4.2. メモリへのデータ割り当ての拡張 

Spark 実行時に D_Memory 上に配置するデータを

不変データと可変データの 2 種類に分類する．これ

により，RDD の特性を活かしかつ D_Memory を効率

的に利用ができる．提案の利用方法を述べる． 
(1) 不変データ：入力データとして利用 

RDD から作成される．RDD は読み取り専用のオブ

ジェクトである．そのため GPU で処理を行うために、

RDD データから D_Memory へ転送するためのコレク

ションを H_Memory 上に作成し，コレクションの大きさ

だけ D_Memory の領域を確保する．その後，コレク

ションを D_Memory へコピーする．このデータは処理

を行うための入力データとして用い，アプリケーション

が終了するまで変更されない(図 2)． 

 
図 2 不変データの生成 

(2) 可変データ：出力データ，入力データとして利用 
D_Memory 上に作成される．事前に記憶領域を

D_Memory 上に確保しておき，その領域に GPU を

用 い た 処 理 結 果 を 格 納 す る ． 処 理 結 果 は

H_Memory にコピーされ，その後 RDD に変換される．

繰り返し処理が行われる場合は同じ記憶領域を用い

て処理を行う．処理を行う際の元データは不変デー

タを用いる．繰り返し処理を行う場合直近の可変デー

タを入力データとして扱い，新しいデータが生成され

た後入力にデータの可変データは削除する(図 3)． 

 
図 3 可変データの生成 

4.3. GPU を用いたグラフ並列処理方法 
D_Memory 上でのグラフはコンパクトな配列での表

現[4]を用いる．これにより容量の少ない D_Memory
を効率的に利用する事が可能である．グラフ処理で

は不変データはグラフに関するコレクション（隣接配
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列，各ノードの入出次数）となり，このグラフの情報を

用いてグラフ処理を行う．グラフ処理の結果を可変デ

ータとして生成し，処理結果は H_Memory に転送し

RDD として格納される．提案アーキテクチャでグラフ

処理を行う場合の処理の振る舞いを示す(図 4)． 

 
図 4 グラフ処理の振る舞い 

5. プロトタイプの構築 
提案の評価を行うためにプロトタイプを構築した．

実行マシンの構成を表 1 に示す．利用マシンは 1 台

であるが，複数スレッドを用いて分散させる．実装は

Python で GPU を用いるために PyCUDA API を用い

た． GPGPU を使用した Spark の Python で実装した

ページランクプログラムの規模は 171(LOC)である 
表 1 プロトタイプの構成 

OS Ubuntu 14.04 
Spark 1.1.0 
CUDA 6.5 
CPU Intel Corei5-4460(4Core,4Thread, Meory:16GB)
Graphic 
Board 

NVIDIA GeForce GTX745 
(CUDA Core:384Core, Device Memory:4GB) 

6. 例題への適用と評価 
6.1. 例題への適用 
例題として，静的ページランクアルゴリズムを，

Graph500[3] の Generator で 生 成 し た Kronecker 
Graph に対して適用した．静的ページランクの繰り返

し回数は 50 回行う．適用した Kronecker Graph のパ

ラメータは SCALE4 から 22，edge factor は 16 とする．

これは 2 の SCALE 乗のノード数，(総エッジ数 / 総ノ

ード数)が 16 の有向グラフを作成することである． 
6.2. 評価 
各 SCALE の Kronecker Graph について，Spark 単

体，GraphX， 提案実装でのページランクアルゴリズ

ムの実行時間を比較評価した．図 5，図 6 共に横軸

は SCALE 数を表す．また，図 6 の横軸の加速倍率

は(CPU の Spark の実行時間 / GPU の Spark 実行時

間または GraphX の実行時間)である．提案および

GraphX は Spark 単体より高速化した．提案実装と

GraphX は SCALE15 から 20 にかけて処理時間が提

案よりも実行時間が短くなったが SCALE21 以上にな

ると提案のほうが高速化した． 

 
図 5 実行時間 

 
図 6 加速倍率 

7. 考察 
 例題の条件では GPU を用いることで GraphX を利

用した場合とほぼ同等の高速化を実現した．一部

GraphX のほうが高速である箇所がある，これは提案

の RDD からグラフのコレクションを作成する時間が

原因であると考える．グラフが大規模になると GPU，

GraphX 共に高速化の効果が増大する．今後，

D_Memory 上に格納できない大規模グラフに対して

は，グラフを分割し複数 GPU を用いて並列処理する

ことが効果的であると考えられる． 
8. まとめ 

GPGPU を用いて Spark を高速化した．D_Memory
上のデータを分類することで，Spark の RDD の特性

を活かしながら GPU での処理の高速化した．ページ

ランクアルゴリズムで提案の評価を行い小規模でも高

速化を実現したが，大規模なグラフであるほど高速化

の効果が増大することを確認した． 
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