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スケッチしたpictorial symbolsの深層学習のための

学習形状生成手法における洗練化の効果

佐藤 信1

概要：スケッチした pictorial symbolsの深層学習 (deep learning)に用いるための既提案の学習形状生成
手法について，学習形状の洗練化の効果を検討する．既提案手法では，少数の形状を基準とし，手描き風

の類似形状を生成する．そして，生成した形状の特徴に基づき，学習形状の集合を反復的に洗練化する．

特徴の学習には深層学習を用いる．本稿では，形状分類の精度および統計的検定を用いて洗練化の効果を

検討する．生成した形状を学習することにより，ストロークの数および順序に依存しない，多様な手描き

形状によるインタフェースを構築することが可能である．

Effects of Refinements in Learning Shape Generation Method
for Deep Learning of Sketched Pictorial Symbols

Makoto Satoh1

Abstract: This paper discusses about effects of learning shape refinements in a proposed learning shape
generation method for deep learning of sketched pictorial symbols. In the proposed method sketchy shapes
similar to base shapes are generated from a small set of base shapes. Then the generated learning shapes are
iteratively refined based on shape features. The shape features are learned using a deep learning method. In
this paper the effects of the refinements are discussed in terms of shape classification accuracy and a statisti-
cal test. Human computer interfaces using diverse sketchy shapes, with free stroke-number and stroke-order,
will be able to be constructed with machine learning of the generated shapes.

1. はじめに

本稿では，深層学習 (deep learning)に用いる学習形状

を生成するための既提案手法 [15] について，学習形状の洗

練化の効果を検討する．生成した形状を用いて，スケッチ

した pictorial symbols [17] を深層学習することが目的で

ある．

私たちの身の周りでは，特定の言語に依存せずに情報を直

感的に伝達することを目的として，多くの pictorial symbols

が用いられている．そのことにより pictorial symbolsは，

視覚的な言語としての役割を担っているといえる．例えば，

案内図あるいは各種のダイアグラムにおいて用いられる簡

潔な図形要素などの一般的なものから，UMLダイアグラム

に用いられる図形要素あるいは音符などのようなある特定
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の分野に関連するものまで，非常に多くの種類の pictorial

symbolsが存在する．それらの pictorial symbolsを深層学

習などのアルゴリズムにより取り扱うことができれば，多

くの役に立つシステムを創造することが可能となる．その

ようなことを目的として，pictorial symbolsの深層学習に

用いる学習形状を生成するための研究をおこなっている．

既提案手法では，予め与えた少数の形状を基準とし，基

準形状に多様な類似性をもつスケッチ風の学習形状 (ラフ

類似形状)を生成する．そして，生成した形状の特徴を深

層学習を用いて学習し，形状特徴に基づいて学習形状の

集合の反復的な洗練化をおこなう．本稿では，その洗練化

の効果を，形状分類の精度，および統計的検定手法である

McNemar検定 [16] を用いて検討する．

これ以降の構成について，簡単に説明する．2節では，

関連研究との比較をおこない，既提案手法および洗練化の
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効果の評価手法について概要と特徴を述べる．そして，3

節では，深層学習を用いて学習形状の集合を洗練化するた

めの既提案手法および洗練化の効果の評価手法について述

べる．実験結果および検討について 4節で述べる．そして

最後に，5節で本稿のまとめと今後について述べる．

2. 関連研究と評価手法の概要

2.1 手描き形状およびストロークの多様性

始めに，スケッチした形状を分類するためのアルゴリズ

ムの設計において考慮されるべき点について述べる．

形状の多様性 自然画像に含まれる物体の形状と比較する

と，スケッチした形状は形状の変化が大きいといえる．

そのため，多様性のある類似形状を分類することが可

能である必要がある．

ストロークの多様性 ヒューマン・コンピュータ・インタ

ラクション (HCI)のためのインタフェースとしてス

ケッチした形状を用いる場合には，形状を描くスト

ロークの数または順序が多様であることへの対応が可

能である必要がある．

スケッチした形状が多様である原因として，人手により

描いた形状であることを挙げることができる．そしてそれ

に加えてスケッチした形状に特有の原因として，Eitz等 [5]

が述べているように，形状を描く作者による対象の捉えか

たが，最終的に描かれる形状に大きく影響を与えるという

ことがある．

次に，ストロークの数および順序の多様性について述べ

る．紙と鉛筆を用いて形状を描く場合には，ストロークの

数または順序について気にせずに，自由に形状を描くこと

が多い．一方，ジェスチャの分類のような HCIのインタ

フェースのためのストローク形状の分類アルゴリズムで

は，pictorial symbolsの一種である矩形などの簡単な形状

の分類をおこなう場合であっても，ストロークの数または

順序に制約を設ける場合が多い．スケッチ形状の分類を用

いたインタフェースをユーザフレンドリにするためには，

紙と鉛筆で描くように自由に描ける必要がある．しかしな

がら実際には，ストロークに制約のないアルゴリズムを設

計することは難しいことである．

少数ではあるが，Hammond等 [8] のようにストローク

の数または順序の多様性についての制約を緩和したアルゴ

リズムが提案されている．それらは，ストロークの数また

は順序の多様性を取り扱うために複雑なアルゴリズムと

なっている．そして，形状の多様性に対応するための処理

を形状の認識過程においておこなっているために，対話的

な用途に用いるには計算量が大きいアルゴリズムとなっ

ている．そのようなアルゴリズムでは，認識過程での計算

量を減少させ，形状認識の速度を改善することが課題とい

える．

これらの理由により，実用的なアプリケーションでは，

ストロークに制約を設けたアルゴリズムを用いることによ

り計算量を減少させることが多い．そして，そこで用いら

れる形状認識のための特徴量は，アルゴリズムの設計者が

着目した特徴についての特徴量であることが多い．そのた

め，その特徴量が対応できる範囲では効率的に形状認識が

可能であるが，特徴の多様性あるいは変化に対しては頑健

性が低いといえる．

ここまでに述べたことを念頭に，形状およびストローク

の多様性への対応が可能な手法について述べる．形状の変

化の多様性に対応するためには，分類する形状の特徴を学

習することが可能な手法が有効であるといえる．特に，形

状の特徴に追加がある場合，または，特徴が変化した場合

であっても，新しい特徴を学習することにより頑健な分類

が可能となる．そして，ストロークの数および順序に制約

を設けずにストロークの多様性に対応して形状を分類する

ためには，ストロークをレンダリングした画像を分類に用

いる手法が考えられる．

ストロークによる形状画像を学習により認識するための

研究には，Kara等 [11] がある．そこでは，認識する各形状

クラスについて 1つの形状を入力として与え，形状認識を

おこなう手法を提案している．局所的な幾何学的特徴量を

用いることにより，Hausdorff距離などを用いた場合と比

較すると，形状の移動，回転および均一なスケーリングに

対して頑健な形状認識が可能であることが示されている．

しかし，形状の非均一なスケーリングに対しては頑健な形

状認識は実現できていない．また，各形状クラスについて

1つの形状のみを学習していることから，形状の多様性に

ついての頑健性が低いといえる．

2.2 学習アルゴリズムの性能評価

学習アルゴリズムの性能を評価するために，多くの評価

手法が提案され用いられている．複数の評価手法が存在す

ることにより，アルゴリズムの性能を多角的に検討するこ

とが可能となっている．

学習アルゴリズムの一種である分類アルゴリズムの性能

評価には，テストデータに対する分類精度を用いることが

多い．それに加えて，統計的検定をおこなうことにより，

分類精度の頑健性を検討することがある．統計的検定をお

こなうことにより，テストに用いていないデータに対して

同様の分類精度が得られるのかどうかについて，研究者が

共通に理解している統計的な概念を用いて客観的に検討す

ることが可能となる．Wasserstein [22]で述べられている

ように，どのように統計的検定を用いるのかは重要なこと

であり，多角的に検討をおこなうなかのひとつとして，統

計的検定を客観的に用いることが大切である．

Dietterich [3] では，分類アルゴリズムおよび分類器の性
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能を比較することを目的として，複数の統計的検定手法に

ついて比較をおこなっている．そこでは，分類アルゴリズ

ムの性能比較に用いるのに適当な統計的検定手法として，

Dietterich [3] で提案している検定手法である 5x2cv paired

t test およびMcNemar検定 [16] を挙げている．どちらの

手法を用いるべきかは，学習アルゴリズムの訓練のために

必要な計算量に依存すると述べている．

Adrian等 [2] は，コンピュータビジョン分野でのアルゴ

リズムについての性能評価手法について述べている．そこ

では，アルゴリズムの頑健性の検討のためにMcNemar検

定を用いている．

2.3 形状の深層学習と学習形状 augmentation

スケッチした形状がもつ多様な変化に頑健な形状分類を

おこなうためには，形状の学習が有効である．

Bishop[1], p.320 では，変形に対して不変 (invariant)な

学習をおこなうための手法をいくつか挙げている．そのひ

とつとして，形状の変化に対応する形状変換をおこなった

形状を用いて学習をおこなう手法について述べている．ス

ケッチした形状の多様性を学習形状により表現するために

は，大量の学習形状が必要となる．

Hinton等 [9]が示すように，深層学習は，大量の学習形

状から特徴を紡ぎだす性能に優れた学習手法である．その

ため，形状を学習するために深層学習を用いる研究が盛ん

におこなわれている．しかし，それらの研究の大部分は，

手描き数字の画像あるいは風景画像のパッチなどを対象と

するものである．一方，スケッチした形状を対象とする研

究は少数である．例えば，Fu 等 [6] では，少数の与えら

れた線図形を基に生成した類似形状を学習形状として，ス

ケッチした形状の深層学習をおこなっている．そこでは，

Simard等 [19] の提案による画像の弾性変形手法を用いて

形状 augmentation(増補)をおこなうことにより，スケッ

チ風の類似形状を生成し学習形状として用いている．

形状 augmentationとは，学習形状の個数をアルゴリズ

ムを用いて増加させることにより，学習形状の不足を補う

ことである．Eitz等 [5]が示すように，学習形状の収集に

は多くの時間と労力を必要とする．そのため，学習形状を

収集するための労力を削減することを目的として，形状

augmentationをおこなうことがある．形状学習のために

augmentationをおこなっている研究の例としては，Fu等

[6], Krizhevsky等 [12], Schmidhuber[18] がある．

2.4 既提案手法および評価手法の概要

既提案手法 [15] では，スケッチした pictorial symbolsの

深層学習に用いるための形状を生成することを目的とし

て，学習形状の集合の洗練化をおこなう．少数の与えられ

た線図形に形状 augmentationをおこなうことにより，ラ

フ類似形状を学習形状として生成している．ラフ類似形状

とは，基準とする形状に多様な類似性をもつスケッチ風の

形状である．形状 augmentationには，Simard等 [19] の提

案による画像の弾性変形手法を拡張した手法 [13], [14] を

用いている．形状を構成する各形状グループに異なった弾

性変形をおこなうことにより，より多様性のあるスケッチ

風の類似形状を生成することが可能であるように拡張をお

こなっている．例えば，拡張によりストロークの交差の形

状を変化させることが可能となっている．

本稿でおこなう既提案手法 [15] での学習形状の集合の

洗練化の効果の検討では，形状分類の精度，および統計的

検定手法であるMcNemar検定 [16]を評価尺度として用い

る．McNemar検定は，対応のあるカテゴリカル変数の分

析のために用いられる統計的検定手法である．ここでは，

洗練化する前の訓練形状を用いた分類器と洗練化した後の

訓練形状を用いた分類器とをMcNemar検定を用いて分析

する．本稿での洗練化の効果の評価手法は，Dietterich [3]

での分類アルゴリズムまたは分類器の性能評価の 9つの分

類に対応付けて考えると，分類器が 2つ与えられて十分な

テストデータがある場合 ( [3] での 3番目の場合)に変更を

加えた場合に該当する．

2.5 適用分野

既提案手法を用いると，少数の pictorial symbolsの形状

を基にして，学習形状をアルゴリズムにより生成すること

が可能となる．そのことから，大量の学習形状を必要とす

る深層学習のような機械学習のために有用な手法であると

いえる．

スケッチした pictorial symbolsの深層学習による形状分

類を HCIに用いることにより，ユーザフレンドリなアプ

リケーションの創造が可能になると考えられる．例えば，

幾何学形状あるいはソフトウエアなどの設計では，設計の

洗練化を繰り返す必要がある．スケッチ・インタフェース

により設計の洗練化が可能であれば，設計者は洗練化の本

質的な部分に集中することが可能になる．ソフトウエアの

設計においては，リファクタリングのための機能が IDE

において提供されることにより，どこをどのようにリファ

クタリングするべきであるかという本質的な点に設計者が

集中できるようになっている．同様に，スケッチ・インタ

フェースを用いてソフトウエアの構造の洗練化が可能にな

れば，ソフトウエアの構造のどこをどのように洗練化をす

るべきなのかというの本質的な部分に集中できるようにな

ることが期待できる．

また，与えられた少数の形状から訓練形状を生成するこ

とが可能なので，分類するスケッチした形状のカスタマイ

ズが容易になる．そのため，ある特定の分野において用い

られる図形形状の分類に用いることなどが考えられる．
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3. 深層学習を用いた学習形状の洗練化の効果

3.1 学習形状の洗練化アルゴリズム

これから評価をおこなう既提案のアルゴリズム [15] につ

いて概要を説明する．このアルゴリズムは，スケッチした

pictorial symbolsの深層学習に用いる学習形状の集合を生

成し洗練化するためのものである．アルゴリズムは，以下

の部分により構成される．

類似形状の生成 少数の pictorial symbolsの形状を基にし

て，多様な類似性をもつ学習形状を生成する．類似な

形状として，派生基準形状 (佐藤 [13]) およびラフ類似

形状 (佐藤 [14]) を生成する．

学習形状の洗練化 深層学習を用いて生成した形状の特徴

の学習をおこない，学習形状の集合を洗練化する．

派生基準形状は，基準形状の各部分形状に線形の形状変

換をおこない生成した形状である．ラフ類似形状は，基準

形状または派生基準形状の各部分形状に非線形の形状変

換をおこない生成した形状であり，基準形状に多様な類似

性をもつスケッチ風の形状である．ラフ類似形状の生成に

は，Simard等 [19] の手法を拡張した弾性変形手法 [15] を

用いている．

アルゴリズムの理解を確実にするために，上記の学習形

状の洗練化について補足する．既提案のアルゴリズムの目

的は深層学習に用いるための学習形状を生成することであ

る．そのことを目的として既定案のアルゴリズムでは，ア

ルゴリズムでの処理として，形状特徴を把握するために深

層学習を用いる．そして，その形状特徴に基づいて学習形

状の洗練化をおこなう．

なお，pictorial symbolsは，SVG形式 [21] で表現される

ことが多いことから，SVG形式で表現した pictorial sym-

bolsをアルゴリズムの入力としている．そして，SVG形

式を構文解析することにより基準形状を生成している．生

成された基準形状は，SVG形式の構文により決定される部

分形状により構成される．詳細については，[14], [13], [15]

において述べられている．

[15] で提案した学習形状の集合の洗練化手法を，アルゴ

リズム 1, 2 に示す．それぞれ，全体の流れ，および，学習

形状の更新手法の説明である．

3.2 洗練化の効果の評価

これ以降で用いる表記について説明する．アルゴリズム

1 を用いて洗練化する前と後の学習形状の集合を，それぞ

れ，LB そして LA とする．そして，LB または LA を用い

て訓練した分類器を，それぞれ，CB または CA とする．

洗練化の効果の評価手法を，以下に示す．

Algorithm 1 Learning shape refinement
Given a small set of shapes represented in SVG format.

Parse each of the shapes into base shape set(B), composed of

Bezier curves that represent partial shapes.

Generate a derived shape set Dc, composed of Bezier curves,

from B.

Generate a roughly similar shape set Rc as image data, using

partial elastic deformation, from B and Dc.

Construct a training shpae set T for training DNN(deep neu-

ral network) with B,Dc and Rc.

Set a maximum iteration count of the following loop to N .

n← 0

while n < N do

Train DNN with the training set T .

Updated training set N is generated using trained DNN.

n← n + 1

T ← N
end while

The training set T has been refined.

Algorithm 2 Updating training set in algorithm 1
Generate a derived shape set Dn, composed of Bezier curves,

from B.

Generate a roughly similar shape set Rn as image data from

Dn.

Construct a test set V for testing DNN with Dn and Rn.

Make a empty shape set for correctly classified shapes: C.
Make a empty shape set for misclassified shapes: M.

for all the shapes in V do

Classify the shape using the trained DNN.

if the shape is correctly classified then

Add the shape to shape set C.
else if the shape is misclassified then

Add the shape to shape set M.

end if

end for

Update training set T with B,Dc,Rc, and M.

Step1: 学習形状の洗練化 与えられた少数の pictorial

symbols の形状を基に，学習形状の集合を生成し，

洗練化する（LB および LA)．ここでは，アルゴリズ

ム 1を用いる．

Step2: 分類器の訓練 LB または LAを訓練形状として分

類器を訓練する (CB または CA)．

Step3: テスト形状の分類 同じテスト形状の集合を用い

て，CB および CAによるテスト形状の分類をおこなう．

Step4: 分類精度の計算 Step3での分類結果を用いて分

類精度を計算する．

Step5: McNemar検定 そ Step3での分類結果につい

てMcNemar検定により統計的検定をおこなう．

ここで，これ以降でおこなう統計的検定の枠組みについ

て述べる．学習形状の洗練化の効果を評価しようとしてい

ることから，検証する仮説は以下のようになる．
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帰無仮説 LB と LA には統計的に差がない．

対立仮説 LB と LA には統計的に差がある．

ここで，洗練化の前と後との学習形状について直接的に比

較するのではなく，洗練化の前と後との学習形状を用いて

訓練した各分類器の性能を統計的に比較することを考え

る．その場合に検証する仮説は以下のようになる．

帰無仮説 CB と CA には統計的に差がない．

対立仮説 CB と CA には統計的に差がある．

なお．McNemar検定の枠組みにあわせるために，テスト

形状の集合として同一の集合を用いて分類をおこなった結

果についてMcNemar検定をおこなう．

4. 実装と結果の検討

3節で提案した手法を用いて，形状の洗練化の効果につ

いて検討した．

4.1 学習形状の生成

pictorial symbolsの例として図 1に示す形状を用いた．

三角形そして矩形を構成する部分形状の数は，それぞれ 3

そして 4である．三角形そして矩形が所属する形状クラス

を，それぞれクラス 1そして 2とした．始めに，これらの

形状の基となる形状が定義されている SVG形式ファイル

の構文解析をおこない，部分形状ごとに Bezier曲線の集合

(基準形状)を生成した．そして，その Bezier曲線をラスタ

ライズすることにより，図 1に示す画像形状を生成した．

なお，形状の画像サイズは 30 × 30ピクセルである．その

画像の中央の 20 × 20の領域に形状をラスタライズした．

各基準形状から，派生基準形状およびラフ類似形状を生

成した．各基準形状から生成した派生基準形状の数は，そ

れぞれ 1500である．各基準形状そして各派生基準形状か

ら生成したラフ類似形状の数は，それぞれ 10である．生

成した派生基準形状およびラフ類似形状の一部分を，図 2

に示す．図の左半面が三角形であり，右半面が矩形である．

各領域の最も左側の列に示す形状が，派生基準形状である．

各派生基準形状の右側の 10列に示す形状が，その派生基準

形状から生成したラフ類似形状である．派生基準形状の生

成においておこなう形状変換のパラメータの決定には乱数

を用いた．乱数の生成に用いたパラメータを表 1 に示す．

表に示す平均値と標準偏差の乱数を生成し，それらのうち

で表に示す最小値と最大値の間の値を，各形状変換のパラ

メータとして用いた．また，生成した形状を一意に識別可

能にするために，形状にインデックスを付与した．

なお，部分的な弾性変形を用いたラフ類似形状の生成に

ついては，[14]において詳細が述べられている．

図 1 SVG 形式ファイルから生成した基準形状

Fig. 1 Base shapes generated from SVG format files: the left

shape(shape class 1) is a triangle composed of 3 shape

groups, the right shape(shape class 2) is a rectangle

composed of 4 shape groups.

表 1 派生基準形状の生成で用いたパラメータ (乱数生成)

Table 1 Parameters for generating derived base shapes

(random number generation)

transformation mean sigma minimum maximum

translation 0.0 1.0 −2.0 2.0

scaling 1.0 1.0 0.5 1.5

rotation a 0.0 1.0 −1.0 1.0

a The angle is in radian.

4.2 学習形状の洗練化

形状特徴の学習には，DNN(deep neural network)を用

いた．DNNの各層の要素数は，900, 196, 196, 196, 10であ

る．900および 10が，それぞれ入力層および出力層の要

素数である．要素数が 196である 3つの層が，隠れ層であ

る．クラス数は 2であるが，出力層の要素数は 10とした．

DNN の学習は，始めに各層ごとに事前学習をおこな

い，それからファインチューニングをおこなった．事前

学習は，訓練形状を用いた教師なし学習である．そして，

ファインチューニングは訓練形状と訓練ラベルを用いた教

師あり学習である．DNNの事前学習には，自己符号化器

(autoencoder)を用いた．なお，事前学習には，ドロップア

ウトを用いた．ドロップアウト率は 0.1とした．DNNの

学習で用いた訓練形状およびテスト形状には，4.1節で生

成した形状から選択した形状を用いた．繰り返し 1での，

訓練形状およびテスト形状の数は，それぞれ 4400および

2200である．各繰り返しで新たに選択するテスト形状は，

2200である．そして，各繰り返しで共通のテスト形状の数

は，4422である．それらの一部分を，図 3に示す．なお．

4.1節で付与した形状のインデックスが重複しないように，

訓練形状およびテスト形状を選択した．

4.3 分類精度およびMcNemar検定による洗練化の効果

の検討

学習形状の洗練化の効果を評価するために，洗練化の各

段階での形状により訓練した分類器の分類精度について検

討する．測定に用いた形状は，各洗練化段階で用いた訓練

形状，テスト形状，および各洗練化段階に共通のテスト形

状である．なお，4.2節で述べたインデックスが重複しな
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図 2 基準形状を基に生成した派生基準形状およびラフ類似形状の例

Fig. 2 Examples of derived base, and roughly similar shapes generated with base

shapes: Lef-half plane; shapes generated from the class 1 base shape in Fig.

1. Right-half plane; shapes generated from the class 2 base shape in Fig. 1.

図 3 訓練形状およびテスト形状の例 (繰り返し 5)

Fig. 3 Examples of training and testing shapes(iteration 5): Lef-half plane; training

shapes. Right-half plane; testing shapes.

表 2 洗練化の各段階での形状により訓練した分類器の分類精度

Table 2 Classification accuracy of classifiers trained on shapes in each refinement step.

classifier a C0 C1 C2 C3 C4

training accuracy 1.0 1.0 1.0 1.0 1.0

testing accuracy b
0.8991 0.8877 0.9132 0.9241 0.93

(0.8976) (0.8953) (0.9003) (0.9175) (0.9233)

a The classifier Ci is trained on i-th refined training shapes. The classifier

C0 is trained on training shapes without refinement.
b The accuracy is provided in parentheses, is tested using the same testing

shapes.

表 3 洗練化の各段階での形状により訓練した分類器の McNemar 検定 (p 値) による評価

Table 3 Evaluation of classifiers, trained on shapes in each refinement step, using Mc-

Nemar’s test (p-value): The column Cj value on row Ci shows the p-value of

McNemar’s test used on the classification results of classifier Ci and Cj .

classifire a C0 C1 C2 C3 C4

C0 — 0.7086 0.6444 2.553× 10−4 1.106× 10−6

C1 0.7086 — 0.3873 4.558× 10−5 2.34× 10−7

C2 0.6444 0.3873 — 1.498× 10−3 6.831× 10−6

C3 2.553× 10−4 4.558× 10−5 1.498× 10−3 — 0.2508

C4 1.106× 10−6 2.34× 10−7 6.831× 10−6 0.2508 —

a Ci denotes the classifier trained on i-th refined training shapes. C0 denotes the classifier

trained on training shapes without refinement.
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図 4 形状分類の結果の例 (繰り返し 5)

Fig. 4 Examples of classification results(iteration 5): Lef-half plane; correctly classified

shapes. Right-half plane; misclassified shapes. Upper-half plane; class 1 shapes.

Lower-half plane; class 2 shapes.

いようにこれらの形状を選択した．測定した分類精度を，

表 2 に示す．ここで，Ci は，i回洗練化をおこなった形状

を用いて訓練した分類器である．また，C0は，洗練化をお

こなう前の形状を用いて訓練した分類器である．

次に，学習形状の洗練化の効果の頑健性を評価するため

に，各分類器 Ci を用いた分類結果について，McNemar検

定により統計的検定をおこなった．表 3 に，McNemar検

定の p値を示す．なお，ここでの各分類器 Ci による分類

に用いたテスト形状の集合は，同一のものである．すなわ

ち，テスト形状の集合を構成する形状を変更しないもの

を用いた．その共通のテスト形状の集合を用いて，分類器

Ci による分類の正誤および Cj による分類の正誤について

McNemar検定をおこない p値を求めた．

正しく分類された形状および誤って分類された形状を図

4に示す．

図 1と 2 とを比較することにより，基準形状に類似な派

生基準形状を生成することが可能であることが分かる．そ

して，派生基準形状を基にして，それに類似なラフ類似形

状を生成することが可能であることが分かる．生成した派

生基準形状およびラフ類似形状は，基準形状に類似な形状

であり，多様な類似性をもつスケッチ風の形状であること

が確認できる．

図 3 から，DNNの訓練形状およびテスト形状として，ス

ケッチ風の多様な類似性をもつ形状学習データを生成でき

ることが分かる．

表 2に示す DNNを用いた形状分類の結果からは，多様

な類似性をもつ形状を対象として，テスト形状に対して約

0.9の分類精度が得られることが分かる．そして，訓練形

状の洗練化により分類精度が改善していることが分かる．

括弧で囲んでいないテスト形状の分類精度は，形状のイン

デックスが重複しないように選択したテスト形状を用いた

ものである．そのことから，訓練形状を洗練化することに

より，未知の形状に対する分類精度が改善しているといえ

る．また，括弧で囲んだテスト形状の分類精度は，同一の

集合のテスト形状を用いたものである．

表 3 に示すMcNemar検定の p値は，分類器 Ci と Cj に

差がないと仮定した場合に，その分類結果が得られる度合

いを表現している．i = j の場合には p = 1であるのに対

して，i 6= j の場合には p値は小さい値となっている．

分類器の性能を評価するために統計的検定をおこなう場

合に，有意水準としてどのような値を用いるべきかについ

ては，十分な研究がなされているとはいえない．ここでは，

p値を有意水準と比較せずに，p値について定性的に検討

する．分類器 Ciと Cj についての p値は，iと jの差が大き

いほど小さい値となっている．そのため，訓練形状の洗練

化の回数の差が大きいほど分類器の性能の差が大きくなっ

ているといえる．そのことに加えて，表 2 に示すように，

訓練形状の洗練化の回数が大きいほど分類器の分類精度が

改善されていることを考慮すると，訓練形状の洗練化の回

数が大きいほど訓練形状が改善されているといえる．

なお，ここでは，DNNを訓練する場合の乱数の影響に

ついては考慮していない．この点については，今後の検討

が必要である．

次に，図 4に示す分類された形状について具体的に検討

する．正しく分類された形状については，大部分は適切な

分類形状であると考えられる．しかしながら，一部分の形

状は，クラス 1およびクラス 2のどちらにも所属しない形

状と考えるのが適切な形状であるといえる．これらの形状
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については，訓練形状に含めないなどの，アルゴリズムの

改良が必要である．誤って分類された形状については，正

しいクラスに分類されるべき形状が多数含まれている．こ

れらの形状については，訓練形状に追加する必要がある．

これらを総合して判断すると，さらに訓練形状を増加す

る必要があると考えられる．そして，訓練形状を増加する

ことにより分類精度の改善が期待できるといえる．

5. おわりに

スケッチした pictorial symbolsの深層学習 (deep learn-

ing)に用いることを目的とした既提案の学習形状の生成手

法 [15] について，学習形状の洗練化の効果を検討した．

学習形状の洗練化を繰り返すほど，その形状を用いて訓

練した DNNの分類精度が改善されることを示した．それ

に加えて，洗練化をおこなう前と後とでは学習形状の品

質に統計的な差があるのかどうかについて，統計的検定

を用いて検討した．検討をおこなうために始めに，洗練化

の繰り返しの各段階での形状を用いて DNNを訓練し，テ

スト形状の分類をおこなった．そして，分類結果について

McNemar検定を用いて統計的検定をおこなった．それに

より，洗練化の回数が大きいほど，学習形状が改善される

ことを示した．

今後の課題には，既提案手法の複雑な形状への適用，お

よび，スケッチした pictorial symbolsの形状のクラス数を

大きくしての深層学習に関する研究などを挙げることがで

きる．
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