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1. 視線に基づく内部状態推定
MOOCs (Massive Open Online Courses)に代表され

る講義映像視聴型の個別学習が近年急速に普及し，多様
かつ質の高い講義コンテンツを誰もが視聴できるように
なった．一方で，映像視聴型の学習は一方向的になりが
ちであるため，映像視聴中の受講生の状態を，観測され
る振る舞いからリアルタイムに推定し，理解が十分でな
かった箇所を支援するシステムの必要性が高まっている．
このとき，視線は学習者の状態を知る上で重要な情報

であり，文章読解中の視線の動きから受講生の習熟度や
集中度といった内部状態を調べる様々な研究が行われて
いる [1, 2]．さらに，映像コンテンツと視線の動きとの
関係から，視聴者の集中状態を推定する研究がある [3]．
しかし，講義映像視聴時においては，受講生はコンテ

ンツの映像・画像情報だけでなく，講師の説明音声情報
を受け取りながら，さらに自身の注意状態も時々刻々変
化させる．このような複雑な状況，すなわちマルチモー
ダルな入力と内部的な注意の変化が視線の動きに反映さ
れる状況において，受講生の視線の振る舞いはいかにパ
ターン化・モデル化することができるだろうか．
本研究では，受講生がどの程度講義映像に追従もしく

は集中しているかといった状態を，あらかじめ構築した
標準的な視線パターンモデルからの逸脱により認識する
アプローチを目指す．そこで本稿ではその第一ステップ
として，講義映像に含まれる映像情報および音声情報が
与えられた時に，受講生の典型的な視線の振る舞いを予
測できるような確率モデルの構築法を検討する．

2. 視線の確率的予測モデル
個別学習で用いられる一般的な講義映像には，講師が

黒板やホワイトボードの前で講義を行っている様子を撮
影したものや，スライドのみが写っており，マウスやペ
ン，アニメーションによって情報が追加されるもの，講
師の映像が一部に重畳されているものなど，様々なタイ
プがある．本研究では簡略化のために，講義映像は図表
のないスライドベースのコンテンツとし，映像に講師は
映っておらず，文字だけで構成されているものとする．
講義はスライドの上から下の内容へと順番に進んでい
き，講師の話がスライドに書かれている内容から脱線す
ることはない場合を考える．また，受講生はテーブル上
のディスプレイの前に座ってビデオ講義を受講する状況
を想定し，講義映像以外の参考書やノートは持っておら
ず，講義映像のみに注目しているとする．

2.1 注意領域の確率的遷移モデル

受講生の視線は，講師が話している場所に注意を向け
るような視線パターンが多い一方で，スライド全体を見

るという視線パターンやスライドが切り替わりの前後で
全体を見渡す動きも見られ，これらの状態が時間ととも
に移り変わる．ここでは受講生の「状態」をスライドの
どの領域（もしくはその集合）に注意が向けられている
かとしてモデル化し，各状態によってどの領域が注視さ
れるかという傾向が変わるものとする．
このような，外部から観測できない状態を扱う数理モ
デルとして，音声認識等でもしばしば用いられている隠
れマルコフモデル (Hidden Markov Model, HMM) があ
る．そこで本研究では，確率状態遷移モデルとしてHMM

を用い，音声情報から得られる講義の文脈情報を入力で
きるものへ拡張する．また，HMMの出力にはスライド
上の領域を割り当てるものとし，出力が離散的記号とな
る離散HMM（以下，単にHMM）を用いる．このとき，
離散HMMは 5項組M = (Q,R,A,B, π)で定義される．
・Q = {q1, . . . , qN}：状態の有限集合
・R = {1, . . . , D}：コンテンツ上の領域集合
・A = {Aij |i, j = 1, . . . , N}：状態遷移確率分布

Aijは状態 qiから状態 qjへの遷移確率
・B = {Bi(d)|i = 1, . . . , N, d ∈ R}：記号出力確率分布

Bi(d)は状態 qiで記号 d ∈ Rを出力する確率
・π = {πi|i = 1, . . . , N}：初期状態確率分布

πiは状態 qiが初期状態である確率
ここで，時刻 tは様々な定め方がありうるが，本研究で
は注視の切り替わり，すなわちフィクセーションの出現
順序を表す添え字 t ∈ Ts = (1, ..., T )とする．

2.2 音声文脈依存型隠れマルコフモデル

ビデオ講義の受講時において，音声の文脈情報が受講
生の状態に影響を与えると想定できる．そこで，受講生
の状態の遷移確率が講師の発話内容によって切り替わる
ように，HMMを以下のような文脈依存型のモデルに拡
張する．まず，講師はスライドに表示されている内容に
ついてのみ話すと仮定する．つまり，講師の発話内容は
文脈ラベル集合 P（非発話ラベルを含む）のいずれかに
対応するとし，状態遷移確率が時刻 t ∈ Ts での講師の
発話内容 at ∈ P の関数 Aij(at)として表されるとする．
ただし Aij(at)は

∑N
j=1 Aij(at) = 1を満たす．

HMMの出力確率は，スライド上の近い行に偏るとす
る．つまり，出力記号（コンテンツ上の領域）をスライ
ドの行に対応させ，状態は「1番目から 3番目の行に注
意している状態」や「4番目から 6番目の行に注意して
いる状態」というような意味を持たせる．さらには，受
講生の注意はスライドの上の端から下の端へと大きく飛
ぶことは少なく，状態の遷移はすべての状態間で起こる
わけではないと考えられる．そこで，状態 qiは状態 qi−1

か qi+1にのみ遷移するとし，それ以外には遷移しないと
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する．ただし状態には「スライド全体を見回している状
態」という場合も考えられる．この状態を qN とし，状
態 qN との遷移はどの状態とでも起こるとする．状態 qN
にあるときは外因性の刺激により影響されやすいと考え
られるため，スライドの各点の顕著度合いによって出力
確率 BN (d)(d ∈ R)が定まるとする．
本研究では，あらかじめ同じ講義映像を視聴した受講生

の視線データが利用可能であるとし，HMMのパラメータ
A，B（BN を除く），πは，Expectation Maximization

(EM) アルゴリズムにより学習する．ただし EMアルゴ
リズムは初期値依存性があるため，以下で述べる実験で
は，初期値はランダムに 50回与え，最も高い尤度を与
えるモデルを選択した．

3. 視線予測モデルの評価実験
3.1 実験手順

実験参加者に提示する講義映像として，情報セキュリ
ティに関する 10分程度の講義映像（スライド 6枚，音
声による解説あり）を用意した．それぞれのスライドは，
アニメーションやポインタの有無などによって異なるが，
本稿では特にアニメーションやポインタの無いスライド
（以下，第 1スライドと呼ぶ）での結果を報告する．
受講生にはディスプレイに向かうように配置した椅子

に着席してもらった．受講生とディスプレイとの距離は
850mm に設定し，より安定した視線計測のため顎台を
使用して頭部を固定した．視線の計測には受講生の眼下
に視線計測装置 (Tobii X120)を設置し，これによりディ
スプレイ平面上の注視位置を得た．なお，サンプリング
周期は ts = 1/60 = 16.7msに設定して行った．また，受
講生には全員集中して講義を受けてもらうことを前提と
するため，「映像視聴後に講義内容に関する問題を解いて
もらう」という教示を与えて映像を見てもらい，受講後
に講義内容に関する問題を解いてもらった．
フィクセーションについては，本研究では 400ピクセ

ル/秒（11.6deg/秒）以上の変動があった場合をサッケー
ドとみなした．視線データには計測に失敗したデータも
含まれる．これらは欠損データとして扱い，そこでフィク
セーションはとぎれる．しかし欠損データには瞬きも含
まれており，瞬きの前後でサッケードが生じていないな
ら合わせてひとつのフィクセーション区間として扱いた
い．そこで短時間の欠損についてはその前後のデータの
平均を取って補正することで注視系列を得た．HMMの
状態数N は，大きいほど学習データに対する予測精度は
増すが，学習データに過度に適合するオーバーフィッティ
ング（過学習）の問題を避けるために，経験的にN = 5

（段落数 4+スライド全体を見渡す状態）とした．

3.2 結果と考察

図 1はモデルの予測性能を，予測と実際の注視系列と
の一致度を測る Normalized Scanpath Saliency（NSS）
によって評価した結果である（leave-one-outによる open

test）．顕著性マップのみ（BN (d)による予測），もしく
は音声の文脈ラベルから対応する行を直接注視領域とし
て予測した場合と比較して提案モデルの予測精度が高い
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図 1: 視線の予測精度の比較
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図 2: 上段：受講生 Aの注視系列（紫線）および HMMで予
測された標準的パターン（縦軸: 行，横軸: t，色: 確率），下
段：受講生 Aの注視系列に対する尤度の推移

ことが確認できる．
ここで，受講生のうち 1名（受講生 A）については，
後半でタイトル行を注視するという特徴的な視線パター
ンであった（図 2（上段）の紫線）．そこで，この 1名分
のデータを除いて学習されたHMMを用いて予測した注
視系列を，図 2（上段）のカラーマップで示す．確率の
高さが色相で表されており，縦軸はスライド中の行を表
す．これより視線が上から下へと移動していく様子が観
測でき，このスライドを視聴する際の標準的な注視系列
を予測しているといえる．一方で，受講生 Aは t = 250

以降でこの標準的パターンから特に逸脱していることも
確認できる．受講生 Aの注視系列に対する尤度変化を
図 2（下段）に示す（窓サイズ 5の移動平均で平滑化を
行っている）．後半の特徴的な注視を行っている時間帯
では特に尤度が低くなることが分かる．
以上の予備的実験より，本研究で提案した予測手法は，
講義映像視聴時の標準的な視線パターンのモデルや，そ
こから逸脱するような視聴状態を検出する際に有効であ
ることが示唆される．今後はより多くのデータで実験を
行うことで，集中度やコンテンツへの追従度といった指
標の定量化が可能であるかどうかを検証する予定である．
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