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1. はじめに 

音楽音響信号に対する自動和音認識は音楽情

報処理における主要なタスクの一つである．認

識結果を直接的に楽譜として利用する目的のほ

か，楽曲推薦のための特徴量として用いるなど

様々な応用が存在することがその理由である． 

統計的機械学習的なアプローチによって和音

認識を行うためには，大量のデータセットが必

要である．しかし正解ラベル（コードネーム等）

の付与には高度な専門的知識と多大な手間が必

要である上に，楽曲の権利の処理が難しいため，

手軽に入手可能な正解ラベル付きデータセット

の量およびジャンルが限られている． 

2. 提案手法の全体像 

本稿では，正解ラベルの無いデータセットす

なわち楽曲の音響信号のみを用いて，和音に関

する何らかの中間表現を機械学習によって得る

方法を提案する．なお，具体的にコードネーム

を得ることは目的としていない． 

まず，楽曲のスペクトログラムの各時刻にお

けるスペクトルを入力としてオートエンコーダ

(auto-encoder)[1]を学習させる．次に，このオー

トエンコーダによって得られた中間層の値を入

力として別のオートエンコーダを学習させる

（積層オートエンコーダ）．最後に，積層オー

トエンコーダの最も上層のニューロンの振る舞

いを観察する． 

スペクトログラムへの変換法およびオートエ

ンコーダの更新アルゴリズムは，独自に作成し

た．3節で詳細を述べる． 

3. 提案手法の詳細 

3.1. ERB周波数スペクトログラムへの変換 

一般的に音響信号波形からスペクトログラム

への変換には STFT あるいは定 Q 変換が用いら

れるが，得られるスペクトルの周波数解像度が

ヒトの聴覚と異なるという問題点がある（STFT

は高音域の解像度が高すぎ，定 Q 変換は高音域

の解像度が高すぎる）． 

これを解決するべく，本稿では複素ガボール

フィルタで構成されたフィルタバンクを用いた．

複素ガボールフィルタは正弦波とガウス窓の積

で表され，次の式により定義される． 

𝑔𝑠(𝑡) =
1

√2𝜋𝜎
exp (−

𝑡2

2𝜎2
) exp(2𝜋𝑖𝑓0𝑡) 

ここで𝑓
0
は中心周波数，𝜎はガウス窓の標準偏差

である．𝑓
0
と𝜎は等価矩形帯域幅 (ERB)[2]と

ERB-rate を用いて決定した．更に，フィルタの

出力の絶対値の理論上の最大値が 1になるように，

フィルタの係数を定数倍した． 

このようにして作成されたフィルタバンクに

は以下に挙げる利点がある．  

 ERB を用いているためヒトの聴覚に近い周

波数解像度（Q値）のスペクトルが得られる． 

 複素フィルタであるため，聴覚を模倣する

代表的なフィルタであるガンマトーンフィ

ルタ等と違い位相のずれに強い． 

 ガウス窓を用いているため，時間-周波数の

不確定性のトレードオフが優れている． 

 出力値が区間[0, 1]に入るため，シグモイド

関数を活性化関数とするオートエンコーダ

へそのまま（スケーリング等をせずに）入

力する事ができる． 

このフィルタバンクを用いてステレオ信号を

チャンネル毎にパワースペクトログラム（周波

数ビンの個数は 166）へ変換し，その和をとるこ

とでモノラルのスペクトログラムとした． 

 

 
図 1  作成されたスペクトログラム（一例） 

3.2. Iダイバージェンス規準オートエンコーダ 

オートエンコーダは，ニューラルネットワー

クを使用した次元削減法であり，3 層ニューラル

ネットワークにおいて出力層と入力層を再現す

るように学習させる． 

オートエンコーダの目的関数を𝐿とすると 

𝐿(𝑊1, 𝑊2, 𝒃, 𝒄) 

= ∑ 𝐷 (𝒗0, 𝑔 (𝑊2𝑓 (𝑊1𝒗0
(𝑖)

+ 𝒄) + 𝒃))

𝑖

 

である．ここで，𝒗0は入力ベクトル，𝑊1, 𝑊2, 𝒃, 𝒄
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は学習可能なパラメータである． 

本稿では非線形関数𝑓, 𝑔にはシグモイド関数を，

誤差関数𝐷(𝑥, 𝑦)には Iダイバージェンス[3]を用い

た．また，𝑊2
T = 𝑊1 ≔ 𝑊とした(tied-weight)．

このとき，確率的勾配降下法によるパラメータ

更新式を近似的に非常に簡単な形で記述するこ

とができる． 

 

𝒉0 = 𝜎(𝒄 + 𝑊𝒗0) 
𝒗1 = 𝜎(𝒃 + 𝑊T𝒉0) 
𝒉1 = 𝜎(𝒄 + 𝑊𝒗1) 

𝑊 ← 𝑊 + 𝜀(𝒉0𝒗0
T − 𝒉1𝒗1

T) 
𝒃 ← 𝒃 + 𝜀(𝒗0 − 𝒗1)  
𝒄 ← 𝒄 + 𝜀(𝒉0 − 𝒉1) 

図 2  Iダイバージェンスオートエンコーダの 

パラメータ更新式 

 

この更新式（図 2）は，平均場近似を用いた

RBM（制限付きボルツマンマシン）の更新式[1]

と同一になっている．紙面の都合上詳細な導出

過程は省くが，以下に概略を述べる． 

𝒗0 ≪ 1のとき，シグモイドクロスエントロピ

ー誤差は I ダイバージェンスを近似する．また，

ある程度学習が進んだ場合において，シグモイ

ドクロスエントロピー誤差を誤差関数とするオ

ートエンコーダの更新式と平均場近似を用いた

RBM の更新式は，微小項を除いて等しい．ゆえ

に，I ダイバージェンスを誤差関数とするオート

エンコーダの更新式を，平均場近似を用いた

RBMの更新式で代用することができる． 

本稿では上記の更新式を用いるオートエンコ

ーダを 2段に積み重ね，166→60→40と次元削減

を行った． 

4. データセットおよび学習 

学習用のデータセットには，J-POP を 10 曲用

いた．スペクトログラムのフレームシフトは

23msで，フレーム幅は 46msである． 

学習に用いたマシンは Let's note CF-S10で，

第 1層と第 2層を合わせて 1日程度計算した． 

5. 評価 

5.1. 評価条件 

MIDI 音源のピアノ音色を用いて，和音および

それを構成する単音を含む音響信号を作成し，

評価用データとした．その楽譜とスペクトログ

ラムを図 4に示す． 

この評価用データを学習済みの積層オートエ

ンコーダに入力した場合における，最も上層の

40個のニューロンの振る舞いを観察した． 

 

5.2. 結果・考察 

最も上層の 40 個のニューロンの中で，和音に

対して選択的に活性化するニューロンが存在す

ることが確認された．特に顕著な 3つのニューロ

ンのアクティベーションを図 3に示す． 

 

 

図 3の青枠と赤枠の部分を比較することにより，

これらのニューロンは単音に対しては強く反応

せず，かつ，和音に対しては強く反応している

ことがわかる．ゆえに，和音に関する何らかの

中間表現をオートエンコーダが教師なし学習に

より獲得した可能性を示していると考えられる． 

6. おわりに 

本稿では ERB 周波数スペクトログラムおよび

I ダイバージェンス規準オートエンコーダの簡潔

な更新式を提案し，それを用いて和音に関する

何らかの中間表現を獲得する方法を提案した．

今後は，これが真に教師なし学習の結果である

のか否かを確かめる予定である．例えば，和音

を含まないデータセットや異なるジャンルのデ

ータセットを用いた場合と比較することなどが

考えられる． 
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 図 4 評価に用いた音響信号 

図 3 ニューロンのアクティベーション 

横軸は時刻，縦軸は個々のニューロン．白はニ

ューロンが強く活性化していることを表す． 
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