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1 はじめに

近年，コンピュータビジョンにおいて，共分散記述

子による画像表現が注目されている [1]．共分散記述子

は正定値行列であり，共分散記述子を使った解析には，

アファイン不変距離，対数ユークリッド距離など，これ

まで様々な距離関数が試されてきた．一方，通常のベク

トル空間を使ったパターン認識では，データから距離計

量を学習することにより汎化性能が向上することが確か

められている [2]．本研究では，共分散記述子によるパ

ターン認識の性能向上をはかるため，訓練用データから

正定値錐上の距離を学習する方法を開発した．

正定値錐上の計量学習は本研究が初ではなく，

ITML [2]を拡張した方法が 2015年にすでに提案されて

いた [1]．しかし，その学習アルゴリズムは致命的な誤

りを含んでいた．本稿では，その誤りを正すとともに，

3 節において損失関数のさらなる一般化を行う．4 節で

は，最適化アルゴリズムにおいて，筆者らが新たに見つ

けた２つの発見を述べる：(i) その各反復を O(n3 + Ln)

(nおよび Lの定義は後述)の計算コストに抑えられる；

(ii) 乱択戦略の導入により，反復回数を劇的に減少でき

る．5節では，パターン認識実験を通して，計量学習に

よって汎化性能が顕著に向上することを示す．記法は，

文献 [3]参照．

2 正定値錐上のパラメトリックな距離計量

関数

従来，２つの半正定値行列X1,X2 ∈ Sn
+ の距離計量関

数として，

DΦ(X1,X2) := ∥Φ(X1) −Φ(X2)∥2F .

であらわされるような距離関数がしばしば検討されて

きた．写像 Φ : Sn
++ → Rn×m には，Φ(X) := logm(X)，

Φ(X) := X p，Φ(X) := chol(X)などが選ばれてきた．

本研究では，次のパラメトリックな距離計量を導入する：

DΦ(X1,X2;W ) := (1)⟨
W , (Φ(X1) −Φ(X2)) (Φ(X1) −Φ(X2))⊤

⟩
.

ただし，W ∈ Sn
+ はこの距離関数のパラメータである．

もしW が正定値で，Φ が全単射なら，この距離関数

DΦ(·, ·;W ) : Sn
++ × Sn

++ → Rは，非負性，確定性，対称
性，三角不等式を満たすので，距離の公理に従うことに

なる．距離関数 (1)において，Φ(X) = logm(X)とおく

と，[1]で提案されていた距離関数に等しくなる．

3 計量学習問題の定式化

本節では，距離関数 (1) におけるモデルパラメータ

W の学習方法を提案する．多クラス分類問題を例に

とって述べる．訓練用データが (X1, ω1), . . . , (Xℓ, ωℓ) ∈
Sn
+ × Nnc のように得られていたとする．ただし，Xi は

第 i訓練用例題の共分散記述子で，ωi はそのクラスラベ

ルである．nc はクラス数である．これら ℓ 個の訓練用

例題に対し，K 個のペアを (i1, j1), . . . , (iK , jK) ∈ Nℓ ×Nℓ
を考え，各ペアに対して次の制約を与える：

DΦ(Xik ,X jk ;W )

≤ bubξk if ωik = ω jk ,

≥ blbξk if ωik , ω jk .
(2)

ただし，ξk = 1のとき，bub および blb は，それぞれ，同

じクラス間の距離の上限，異なるクラス間の距離の下

限を定める定数となる．ここで，ωik = ω jk なる k ∈ NK

には，(yk, bk) = (+1, bub)，ωik , ω jk なる k ∈ NK には，

(yk, bk) = (−1, blb) とおく．この制約を満たす中で，W

をなるだけ単位行列に近く，ξk をなるだけ 1に近くなる

ように最適化問題を定式化すると，

min BDφ((W , ξ), (I ,1)) (3)

wrt W ∈ Sn
++, ξ =

[
ξ1, . . . , ξK

]⊤ ∈ RK
++,

subject to ∀k ∈ NK , ykDΦ(Xik ,X jk ;W ) ≤ ykbkξk

のようになる．ただし，BDφ(·, ·) : (Sn
++ × RK

++) ×
(Sn
++ × RK

++) → R+ は，ブレグマンダイバージェンス
(Bregman divergence, BD) である．BDφ((W , ξ), (I ,1))

は (W , ξ) = (I ,1) の時に限り，0 になり，(W , ξ) が

(I ,1) から離れるほど値が大きくなる．BDφ(·, ·) は，連
続微分可能で狭義凸な実数値関数 (シード関数と呼ぶ)

φ : Sn
++ × RK

++ → Rを使って，

BDφ(Θ,Θ0) = φ(Θ) − φ(Θ0) − ⟨∇φ(Θ0),Θ −Θ0⟩
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図 1 最適解への収束の様子．確率的ダイクストラ法の適
用により Objcetive gap が急速に縮まっていることが観測さ
れる．

と定義される．ただし，Θ,Θ0 ∈ Sn
++ × RK

++ である．

シード関数は，連続微分可能で狭義凸であれば，任意

に定義できる．シード関数の定義によって，(W , ξ) の

(I ,1) からの逸脱の測り方が変わり，これによって異

なる学習結果を生む．本研究では，次のシード関数は

φ(W , ξ) := φr(W ) +
∑K

k=1 ckφl(ξk) の形式で与えられ

るとした．シード関数 φ の第１項 φr : Sn
++ → R は

φr(W ) := −logdet(W ) とおき，第２項の φl : R++ → R
には，次の３種類の関数を試した：φis(ξk) := − log(ξk),

φl2(ξk) := ξ2k/2, φe(ξk) := (log ξk − 1)ξk. １番目のシード

関数 φis から生成される BDは，[1]で用いられた目的関

数と等価になる．

4 最適化アルゴリズム

4.1 巡回的ダイクストラ法

最適化問題 (3) は，(Sn
++ × RK

++) 上の点 (I ,1) から，

K 個の半平面の共通集合へのブレグマン射影 (Bregman

projection, BP)を求める問題とみることができる．この

ような問題を解く方法として，ダイクストラ法 (Dyk-

stra algorithm) [4] を利用できる．ダイクストラ法は，

(W0, ξ0) = (I ,1) から開始する反復法で，第 t 反復にお

いて，巡回的に半空間を一つ選んで，(Wt−1, ξt−1)からそ

の半空間の境界に射影して，(Wt, ξt)を得る．この射影を

繰り返すと，最適解に収束することが理論的に保証され

ている．反復 tにおいて，半空間の境界 ⟨Ak,W ⟩ = bkξk

に射影する問題は，W −1
t−1 + δykAk ≻ O を満たす範囲内

で，スカラー変数 δの一変数非線形方程式⟨
Ak, (W −1

t−1 + δykAk)−1
⟩
= bk∇φ∗l (∇φl(ξ−1

t−1) − δykbk/ck)
(4)

を解く問題に帰着される．ただし，φ∗l は φl の凸共役

(convex conjugate)である．文献 [1]では，スペクトラル

分解や逆行列計算も不要な閉形式で解を与えてしまった

が，これはウッドベリー公式の誤用であり，実際には文

献 [1]の更新式ではこの方程式の解にならない．閉形式

で求まらないとすると，ニュートン法などの数値算法を

頼らざるを得ない．(4) の左辺には n × n 行列の逆行列

を含んでいるため，ナイーブに数値算法にかけてしまう

と，計算負荷の高い n × n行列の逆行列を収束するまで

計算し続けることになる．すると，数値算法内部での反

復回数を Lとすると，１回の BPに O(Ln3)かかること

になる．一方，本研究では，O(n3 + Ln)の計算量で方程

式 (4) の根を見つけるアルゴリズムを発見した (詳細は

[3]参照)．

4.2 確率的ダイクストラ法の提案

近年，正則化損失最小化の手法として，確率的勾配法

が注目を集めている．確率的勾配法では，例題を巡回

的に選ぶのではなく，ランダムに選択することで，早

く最適解に収束することが実験的に確かめられている．

一方，従来のダイクストラ法は K 個の半空間を巡回的

(Cyclic)に選んでいた．本研究では，ダイクストラ法に

おいて，K 個の半空間を巡回的に選ぶのではなく，ラ

ンダムに選んだり (Rand)，１エポックごとに K 個の半

空間の順番を無作為に入れ替える (Perm)ことで，飛躍

的に最適解への収束が早くなることを発見した (図 1参

照)．半空間の選び方を乱択するように改良したダイク

ストラ法を確率的ダイクストラ法と呼ぶことにする．

5 パターン認識実験

提案法の性能を評価するために，ETH-80，Brodatz

texture dataset の２つのデータセットで多クラス分類の

ベンチマークをとった．計量学習無しの場合，それぞれ

最高で 79.29%，94.40%であったのに対し，計量学習あ

りでは，それぞれ 82.90%，96.35% になった．よって，

提案法により，汎化性能が向上することが確認された．

実験条件と結果の詳細は [3]参照のこと．
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