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1．概要 
 Spark は大規模データ向けの分散処理フレーム
ワークである[1][2]．Spark はデータを処理する
際， RDD(resilient distributed dataset)とい
うデータ形式に変換して使用時にそれをメモリ
に保持するため，ディスクアクセス回数が少な
く反復処理や機械学習に向いている[3]．Spark
では，RDD に対するリダクション及びトランスフ
ォーメーション処理においてソートなどの計算
量の多い処理が多く，ボトルネックとなってい
る．そこで，本論文では，Spark におけるリダク
ション及びトランスフォーメーション処理を，
GPU を用いて高速化する． 
2．関連研究 
2.1.HeteroSpark 
 文献[4]では，Spark において CPU に加えて
GPU を使用するフレームワークが提案されている．
しかし，RDD をどのように GPU で処理しているか
について具体的に言及されていない． 
2.2.GPGPUを用いた Sparkのグラフ処理の高速化 
 文献[5]では，Spark のグラフ処理を，GPGPU
を用いて高速化することを提案している．その
際，RDD を GPU で扱えるデータ構造に変換してか
ら GPU で処理し，結果を CPU で RDD に変換して
グラフ処理を高速化している． 
3．Spark RDDメソッドの GPU 実行 
3.1.システム全体像 
 図 1 に Spark から GPU を用いて処理を行う流
れを示す．処理 1 で Spark メソッドが呼ばれた
ら作成された RDD を，配列化メソッド(collect)
を用いて配列化し GPU に転送して処理を行う．
処理 2 以降では一度作成した配列を再利用する
ことで配列化オーバヘッドを削減する．また，
別の配列を転送するまで GPU には同じ配列を持
たせ続けることで転送オーバヘッドも削減する． 
3.2.RDD の配列キャッシュ 
 図 2 に RDD から作成した配列をキャッシュす
る構造を示す．RDD のデータを GPU で処理する際
に作成した配列をキャッシュすることで，二回
目以降の計算では配列を再利用できるようにし，
RDD から配列を作成するオーバヘッドを削減する．
RDD から配列を作成するとき元の RDD の ID と配
列を RDD-配列対応表に格納する．この対応表に
格納された，RDDから作成された配列を以後配列 

 
 
 
 
 
 

 
図 1 RDDの配列化と GPU処理の流れ 

 
図 2 RDDの配列キャッシュ 

キャッシュと呼ぶ．結果配列は GPU で処理され
た結果の配列である．RDD から配列を作成して
RDD-配列対応表の要素に加えるまでの操作は， 
(1)RDDの配列化 
(2)RDDの IDと配列を RDD-配列対応表に登録 
のみで行える． 
3.3.リダクション 
 図 3に Sparkから GPUを用いるメソッドが呼
ばれた際の配列キャッシュを用いたリダクショ
ン演算の流れを示す．GPU を用いるメソッドが呼
ばれると， RDD-配列対応表中に格納されている
要素の IDで，呼び出し元の RDDの IDと一致す
るものがあるか調べる．一致するものがあれば
一致した要素の配列キャッシュを GPU に転送し，
一致するものがなければ呼び出し元の RDDの ID
とそれを配列化したものを RDD-配列対応表に格
納した後配列キャッシュを GPUに転送する．転
送した配列に対し GPU側では呼び出されたメソ
ッドを実行するためのカーネル関数を実行する． 
 また，RDD-配列対応表に登録されている ID と
呼び出し元の RDD の ID が一致した際，一致した
要素が RDD-配列対応表の何番目か保持しておく．
これにより次回メソッドが呼ばれたとき，前回
一致した要素の IDと呼び出し元の RDDの IDが 
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図 3 Sparkメソッドから GPU を呼び出す流れ 
一致するか調べ，一致した場合 GPU に転送して
ある配列を再利用できる．この構造により同じ
RDD に対し複数回リダクションを行う場合 2 回目
以降は GPU への転送オーバヘッドが削減される． 
 今回 GPU を用いて高速化したリダクションは，
要素の総和を求める演算である．要素の総和を
求める演算は，Spark における“reduce”メソッ
ドに対応している． 
3.4.トランスフォーメーション 
 トランスフォーメーションの GPU 処理に関し
ても，前項で述べたリダクション処理と概ね同
じである．リダクションと異なるのは，GPU によ
る処理結果を結果配列として保存した後，結果
配列をもとにした RDDを作成する点である． 
 今回 GPU を用いて高速化したトランスフォー
メーションはキーソートである．キーソートは
Spark における“sortByKey”メソッドに対応し
ている．GPU のカーネル関数で行うソートではバ
イトニックソートを使用した． 
4．評価 
4.1.評価環境 
 今回使用した CPU は Intel Xeon E5-1620 v2
で CPU コア数は 4，動作周波数は 3.70GHz でメモ
リ容量は 128GB である．OS は CentOS6.7 で GPU
は GeForce GTX 780 Ti を用いた．CUDA のバージ
ョンは 7.5，jcuda のバージョンは 0.7.5，Spark
のバージョンは 1.1.1，scala のバージョンは
2.10.4 を用いた．また，主な GPU の諸元を表 1
に示す． 

表１ GPUの主な諸元 
性能項目 GeForce GTX 780 Ti 
コア数 

コアクロック 
メモリクロック 
メモリバス幅 
メモリバンド幅 
メモリ容量 

2880 
875MHz 
7.0Gbps 
384bit 
336GB/s 
3GB 

4.2.リダクション 
 今回のリダクションの性能評価には，3.3 節で
述べた要素の総和を求める演算を用いた．評価
には約 1GB の INT 型配列を用いた．実行時の
java ヒープ領域は 30GB とした．図 4 に Spark と
GPU による要素の総和を求める演算を 5 回連続実
行した際のそれぞれの内訳を示す．GPU 実行は
Spark 実行に対し 1 回目は 6.2 倍の性能向上，2
回目以降は 15.2-24.2 倍の性能向上を達成した． 
4.3.トランスフォーメーション 
 今回のトランスフォーメーションの性能評価 

図 4 総和演算の実行時間比較

 
図 5 キーソートの実行時間比較 

には，3.4 節で述べたキーソートを用いた．評価
には約 1GB の INT 型の(K,V)配列を用いた．実行
時の java ヒープ領域は 30GB とした．図 5 に
Spark と GPU によるキーソートを 5 回連続実行し
た際のそれぞれの内訳を示す．GPU 実行は Spark
実行に対し 1 回目は 11.1 倍の性能向上，2 回目
以降は 14.2-15.7倍の性能向上を達成した． 
5．まとめ 
 本論文では Spark RDD メソッドのうち，計算
インテンシブな処理を GPU 処理させることで高
速化した．また，配列キャッシュを用いて 2 回
目以降の処理の配列化オーバヘッドも削減した． 
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