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スマートフォンのセンサログとアプリ履歴を用いた不安度の予測 
 

伊藤拓†1 深澤佑介†2 沖村宰†3  山下祐一†4 前田貴記†3 太田順†1
 

 

概要：本研究では，スマートフォンに搭載された加速度・回転・照度・画面センサのログと，アプリケーションの使

用履歴を用いて，不安度の増減予測を行った．予測にあたり，不安状態がスマートフォンの操作に反映されるような
特徴量を設計した．具体的には，1 日に受けた光刺激の強さ，スマートフォンへのアクセス時間，アプリの利用回数

といった不安状態と関係のある症状として現れやすいスマートフォンの特徴量を考案した．重回帰分析により不安度

の上下を予測し，平均で 9 割ほどの精度を得られた．また，重回帰分析の回帰係数を比較することで，提案した特徴
量の妥当性を確認した． 
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1. はじめに   

 近年，メンタルヘルスへの関心が高まっている．2015 年

にはイギリスが持続可能な開発目標にメンタルヘルスにつ

いての記述を加えたほか，2016 年には WHO と世界銀行が

合同会議を行い，メンタルヘルスについて議論を行った[1]．

日本では 2015 年 12 月から， 50 名以上の労働者を抱える

事業所では，労働者のストレスチェックが義務化されてい

る[2]．労働者の精神状態を維持することが，重要視されて

いる．しかし現状では，ストレスは年に 1 回もしくは 2 回

の自身によるアンケート調査によって行われており，労働

者の負担になるほか，連続的な評価ができないという問題

がある． 

 負担の少ない連続的な精神状態の評価を行うために，ス

マートフォンを利用した精神状態推定の研究がなされてい

る．スマートフォンは，個人が所有するものであり，常に

身に着けていることが多いため，搭載されているセンサを

用いて精神状態を推定するために有用である．こうした性

質から WHO は，メンタルヘルスに関する計画の中で，携

帯電話の技術を通じた自己管理を促進すべきであるとして

おり[3]，多くの研究がなされている． 具体的には，スマ

ートフォンに搭載された加速度センサを用いて，うつ/非う

つを判定する研究[4]や，スマートフォンの GPS データから

得られた位置情報を用いてうつ度がその人の平均と比べて

                                                             
 †1 東京大学   

    The University of Tokyo   

 †2 (株)NTT DOCOMO   

    NTT DOCOMO, Inc.  

†3 慶應大学   

   Keio University 

†4 国立精神・神経医療研究センター 

  National Center of Neurology and Psychiatry 

 

高いかどうかを判定する研究[5]，電話・メールの通信相手

からストレス状態を推定する研究[6]が存在する．また，セ

ンサだけではなくスマートフォンのアプリ履歴に着目した

研究もされており，Facebook に多くの時間を割いている人

はうつになりやすいという研究[7]が存在する．上記の研究

においては，得られたデータから特徴量を抽出して精神状

態を推定する方法がとられている．特徴量抽出においては，

推定する精神状態に関係する症状に応じて，それが日常に

おけるスマートフォンの利用に反映されやすい特徴量であ

ることが求められており，課題として残されている． 

本研究では，複数存在する精神疾患の中でも，不安に着

目して実験を行う．理由としては，不安障害は早期発症で

あり併発症の頻度が高い，引き起こされる併発症は重症か

つ社会的障害が大きいという問題の重大性によるものであ

る[8]．我々は，スマートフォンから得られる複数のセンサ

ログ・アプリ履歴から，不安と大きく関係があると考えら

れる複数の特徴量を提案し，特徴量の学習によって次の日

の不安度を予測することを目指す． 

2. 関連研究 

本章では，スマートフォンのセンサログやアプリ履歴を

用いたメンタルヘルスの研究について述べる． 

センサを用いた研究として，スマートフォンに搭載され

た加速度センサを用いて，うつ患者と非うつ患者とを区別

する研究[4]がある．この研究では，加速度データを 10 秒

ごとに分割してフーリエ変換し，平均と分散を出すことに

よって特徴量としている．また，GPS によって得られる位

置情報を用いてうつ度合いの指標である PHQ スコアの増

減を予測する研究[5]がある．この研究では，取得した位置

情報から，1 日ごとに総移動距離，2 地点間の最大距離，旋
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回角度，移動距離の標準偏差，自宅からの最大距離，総訪

問箇所，重要な滞在場所の総数という 8 つの特徴量を抽出

し，PHQ スコアの増減を予測している．電話とメールの送

信履歴からストレス度を判定する研究[6]では．学生に対し

て試験前などストレスの強い期間は，そうでないときと比

べて電話やメールを同じ人に集中してしやすいという報告

がされている．SMS の利用履歴から，スマートフォンによ

るコミュニケーションの多様性を特徴量として抽出した，

同様の研究[9]も存在する．また，スマートフォンの音声セ

ンサに着目し，声の変化を捉えることで，8 割の精度でス

トレス状態を判別した研究[10]もなされている． 

スマートフォンを用いた研究では，搭載されたセンサを

用いるだけでなく，スマートフォンの利用自体に着目し，

メンタルヘルスとの関係性を調べた研究がなされている．

スマートフォン分離不安障害を調べた研究[11]では，実験

協力者に対して簡単な作業を行わせ，スマートフォンを手

元に持たせている状態と，没収した状態では，没収した状

態のときに大きく作業効率が落ち，不安度も増したという

報告がされている．また，具体的なアプリケーションを対

象とした研究としては，Facebook の利用状況と落ち込みや

すさとの関係を調べた研究[7]があり，利用時間の長い人は

気分が落ち込みやすいと述べられている． 

スマートフォンで取得できるデータは，上記の研究のよ

うに特徴量化を行ったうえで精神状態との関係を調べると

いう手順が一般的である．その上でどのような特徴量を抽

出するかが重要であるが，今回焦点を当てる不安について

は，光が異常に眩しく感じるために明るい場所にいること

を避ける，スマートフォンへの操作がやめられなくなるた

めに，歩きスマホをよく行う，アプリの起動回数が増える

など複数の症状が想定される．このような，不安と関係が

あり，スマートフォンの操作に反映されるだろう特徴量を

選択することが課題である． 

3. 問題設定 

 今回，不安度の正解データとして，4 択問題 20 問からな

る State-Trait Anxiety Inventory(STAI)[12]を用い，合計スコ

アを不安度の大きさとする．STAIは短い期間における不安

度を示す指標として用いられている．今回 PHQ ではなく

STAI を指標とした理由は，PHQ の対象がうつ病であり，

健常人の不安を対象とする今回の研究に適さないからであ

る．本研究では 1日 1回 STAIを答えてもらうことにより，

その日のセンサログ・アプリ履歴と紐付けを行う．今回研

究で予測したい対象は，STAIのスコア自体ではなく，スコ

アが前日と比べて上がったか下がったかという 2 値である．

これは，不安度は相対的なものであり，不安度が上がるも

しくは下がるという変化こそが知るべき情報であると考え

たからである． 

 本報告では，数日分のセンサログ・アプリ履歴を用いて

予測を行うが，予測にあたって何日分のデータを入力とす

れば十分であるかは重要な要素である．したがって，実験

においては 1日分～7日分の 7種類の入力データを用意し，

何日分のデータを使えば予測精度が上がるのかを検証する．

たとえば3月19日の不安度が前日と比べて上がったか下が

ったかを予測するのに，3 月 18 日のセンサログ・アプリ 

履歴だけで十分なのか，3 月 17 日・3 月 18 日の 2 日分のデ

ータが必要なのか，何日分のデータが必要なのかという問

題を解く．本報告で扱う問題のイメージを図 1 に示す． 

  

図 1 不安度予測問題のイメージ 

Figure 1 The Image of Anxiety Prediction Problem 

 予測精度の評価値としては，F 値という指標を用いる．

また，実際に抽出した特徴量のうち，全員に共通してどの

特徴量が不安度の増減と強く関係しているのかについても

評価を行う．評価方法については，第 6 章で詳しく述べる． 

4. 提案手法 

本章では，今回不安度の増減予測に使用する特徴量の提

案について述べる． 

使用したセンサは，加速度センサ・回転センサ・照明セ

ンサの 3 つであり，1 秒ごとに値を記録している．アクセ

ス履歴については，画面のオンオフと，各アプリが起動中

かそうでないかを，同じく 1 秒ごとに記録している．これ

らのログデータからいくつかの特徴量を抽出し，特徴量同

士を組み合わせてまた新たな特徴量を計算している． 

ここで，1 日の中でログを記録した時間を，t=1,2,……,N

として表す．なお，N は 1 日の中でのログの総記録回数で

ある．時間 t におけるセンサの値を，以下のように定義す

る． 

加速度センサ（X 軸，Y 軸，Z 軸） At(x), At(y), At(z) 

回転センサ（X 軸，Y 軸，Z 軸） Rt(x), Rt(y), Rt(z) 

照明センサ   Lt 

画面オンオフ   St 

Lt は，スマートフォンを利用している環境の明るさであ

り，単位はルクス．Stは，1 ならば画面がついており，0 な

らば画面が消えていることを表す． 

1)1 日の平均加速度 AA 

∑ √𝐴𝑡(𝑥)2 + 𝐴𝑡(𝑦)2 + 𝐴𝑡(𝑧)2𝑁
𝑡=1  

𝑁
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2)1 日の分散加速度 VA 

∑ (√𝐴𝑡(𝑥)2 + 𝐴𝑡(𝑦)2 + 𝐴𝑡(𝑧)2 − 𝐴𝐴)𝑁
𝑡=1

2

𝑁
 

 3)1 日の平均明るさ AL 

∑ 𝐿𝑡
𝑁
𝑡=1  

𝑁
 

 4)1 日の分散明るさ VL 

∑ (𝐿𝑡 − 𝐴𝐿)𝑁
𝑡=1

2

𝑁
 

5)明るさが 300 ルクス以内の時間割合 RLOWL 

∑ 𝑡(𝐿𝑡 < 300)𝑁
𝑡=1  

𝑁
 

𝑡(𝐿𝑡 < 300)は，時刻 t のとき照明センサの値が 300 ルクス

以内ならば 1，それ以外ならば 0 を示す． 

6) 明るさが 300～1000 ルクスの時間割合 RMIDL 

∑ 𝑡(300 ≤ 𝐿𝑡 ≤ 1000)𝑁
𝑡=1  

𝑁
 

𝑡(300 ≤ 𝐿𝑡 ≤ 1000)は，時刻 t のとき照明センサの値が 300

ルクス～1000 ルクスならば 1，それ以外ならば 0 を示す． 

7)明るさが 1000 ルクス以内の時間割合 RHIGHL 

∑ 𝑡(1000 < 𝐿𝑡)𝑁
𝑡=1  

𝑁
 

𝑡(1000 < 𝐿𝑡)は，時刻 t のとき照明センサの値が 1000 ルク

ス以上ならば 1，それ以外ならば 0 を示す． 

 8)画面がオンになっている時間割合 Ss 

∑ S𝑡
𝑁
𝑡=1  

𝑁
 

 9)歩きスマホの割合 Sw 

∑ 𝑡(S𝑡 = 1 and 𝐴𝐴 > 1.0)𝑁
𝑡=1  

𝑁
 

𝑡(S𝑡 = 1 and AA > 1)は，時刻 t のときに，画面がオンにな

っていて加速度の大きさが 1.0 m/s2以上のときに 1，それ以

外ならば 0 を示す．これは，ある一定の加速度があり，画

面がオンになっているならば，歩きスマホをしているので

はないかという仮定による． 

10)スマホへのアクセス割合 Sc 

∑ 𝑡(S𝑡 = 1 and 𝑅𝑥 > 0.1)𝑁
𝑡=1  

𝑁
 

𝑡(S𝑡 = 1 and 𝑅𝑥 > 0.1)は，時刻 t のときに，画面がオンに

なっていて x 軸方向の傾きが 0.1 以上のときに 1，それ以

外ならば 0 を示す．これは，前後方向に一定の傾きがあり，

画面がオンになっているならば，スマホをアクセスしてい

るのではないかという仮定による． 

以下に述べる特徴量は，1 つ 1 つのアプリについて 1 つ

ずつ計算するものである．以下で，あるアプリ I の特徴量

として述べているが，I には LINE や Twitter など，各種ア

プリ名が入る．  

 

11)あるアプリ Iの 1 日の起動時間 Ih 

∑ 𝑡(𝐼𝑡−1 = 0 𝑎𝑛𝑑 𝐼𝑡 = 1)𝑁
𝑡=1  

𝑁
 

Itは，時刻 t においてアプリ I が起動しているならば 1，

起動していなければ 0 を示す．𝑡(𝐼𝑡−1 = 0 𝑎𝑛𝑑 𝐼𝑡 = 1)は，時

刻 t-1 においてアプリが起動しておらず，時刻 t において起

動しているときに 1，それ以外のときに 0 を示す．すなわ

ち，アプリを起動した回数を表す． 

 

12) あるアプリ I の 1 時間あたりの最大起動時間 Im 

𝑚𝑎𝑥(ℎ=1,2,3,……,24 ) ∑ 𝑡(𝐼𝑡−1 = 0 𝑎𝑛𝑑 𝐼𝑡 = 1)
𝑁ℎ
𝑡=1  

𝑁
 

上の式で，h は 24 時間表記の時刻を表している．Nhは，時

間 h におけるログの記録回数を表している．すなわち，1

日を 24 時間に区切った時に，もっとも起動回数の多い時刻

の起動回数を表している．これにより，1 日の中で同じ起

動回数であっても，1 日を通じて回数が多いのか，それと

も特定の時間に集中して起動しているのかを区別できる． 

 13) あるアプリ I の平均継続使用時間 Ia 

∑ 𝐼𝑡
𝑁
𝑡=1  

𝑁
 

14) あるアプリ I の標準偏差継続使用時間 Is 

∑ (𝐼𝐿𝑘 , −𝐼𝑎)𝐼ℎ
𝑘=1

2

𝑁
 

𝐼𝐿𝑘は，一日の中で k 番目の利用時における継続使用時間

を表している． 

 実験手順 

 本章では，第 4 章で提案した特徴量を用いて，実際に不

安度の増減を予測するための実験手順について説明する． 

4.1 予測手法と入力データ 

 今回は不安度の増減を予測するために，リッジ回帰とよ

ばれる重回帰分析の 1 種である分析を行った．リッジ回帰

は，正則化パラメータを考慮することによって各パラメー

タの絶対値が大きくなりすぎることを防ぎ，学習データに

対して過学習が起きてしまうことを避ける効果がある．ま

た，学習によって得られた回帰係数を見ることによって，

どの特徴量が目的変数と強い関係を持つかを調べることが

できる． 

入力データとしては，「ある日 X の目的変数(不安度増減

+1 か-1)，その前の期間(X-1～X-N)の説明変数を 1 サンプル

として，数日分」である．N の値が 1 から 7 まで動かし，

実験協力者 1 人につき 7 種類の入力データを用意する．ま

た，今回は全員分のデータをまとめて 1 人分のデータとし

て扱ったときに，他サンプルの不安度増減を予測できるか

も調べるために，協力者全員のデータを 1 つにまとめたデ

ータについても，7 種類の入力データを用意する．ただし，

関係の強い特徴量を調べる際は，全員共通のデータを用い
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て調べる．全員共通データにおいては，共通して使用して

いるアプリが LINE のみであったため，上記特徴量におい

てアプリは LINE のみを採用する．また，人によって特徴

量の値が全く異なるため，すべての特徴量について，協力

者ごとに平均を 0 とする標準化を行ってからデータを統合

する． 

 学習と検証の方法について説明する．本実験では，交差

検証を用いる．数日分のデータを 3 つに分割し，2 つを学

習用データ，もう 1 つを検証用データとする．学習データ

から回帰曲線を生成し，検証用データで精度を求める．次

に違う 2 つの学習データから学習し，残った 1 つのデータ

で精度の検証を行う．こうして 3 回の学習-検証プロセスを

行い，精度の平均を出すことによって，あるパラメータに

対する全体の精度を求めることができる．この操作を複数

のパラメータに対して行うことにより，最適なパラメータ

を見つけることができる．最適なパラメータを発見したら，

それをもとに回帰曲線を生成し，各サンプルに対する目的

変数の値を求める．リッジ回帰では出力される変数は実数

値であるため，その値が正もしくは 0 ならば+1,負ならば-1

を出力する．この過程で出力された予測値と，実測値を比

較することで，ある実験協力者の，N 日分のデータを用い

たときの不安度増減予測精度を求めることができる．これ

を N=1～7 の 7 セット，さらに実験協力者の人数＋全員共

通データの分を行い，評価する． 

4.2 実験対象とアンケート項目 

 今回実験に協力してもらったのは，男女含む学生 7 名で

ある(男性 5 名，女性 2 名，年齢は 22-23 歳)．STAIのアン

ケート結果と，センサログ・アプリ履歴を同時に保存・送

信するアプリを開発し，実験協力者へ配布した．1 ヶ月間

配布し，毎日 1 回 STAI のアンケートに答え，結果を送信

するように伝えておいた．STAIの質問項目，および回答項

目を以下に示す． 

1. 気が落ち着いている 

2. 安心している 

3. 緊張している 

4. くよくよしている 

5. 気楽だ 

6. 気が動転している 

7. 何か悪いことが起こりはしないかと心配だ 

8. 心が休まっている 

9. 何か気がかりだ 

10. 気持ちがよい 

11. 自信がある 

12. 神経質になっている 

13. 気が落ち着かず，じっとしていられない 

14. 気がピンと張りつめている 

15. くつろいだ気持ちだ 

16. 満ち足りた気分だ 

17. 心配がある 

18. 非常に興奮して，体が震えるような感じがする 

19. 何かうれしい気分だ 

20. 気分がよい 

各設問に対して， 

全くちがう/いくらか/まあそうだ/その通りだ 

の 4 つから 1 つ選択する．各設問は，不安があることを示

す不安存在項目，不安がないことを示す不安不在項目の 2

種類に分けられ，不安存在項目は，上の 4 つの回答に対し

て左から 1,2,3,4 のスコアが割り当てられ，不安不在項目は

左から 4,3,2,1 のスコアが割り当てられる．このスコアを

20 問合計した値が，STAI スコアとなり，この点数が高い

ほどその人のその日の不安度が高いことを表す．しかし，

問題設定の章でも記したとおり，スコア自体を予測するこ

とに意味はないため，前日と比較してスコアが上がったか

下がったかを実験では予測する． 

5. 評価 

5.1 予測問題の評価指標 

評価値としては，機械学習の分野でクラス分類の正しさ

としてよく用いられている F 値[13]を用いる．F 値は，適

合率と再現率という 2 つの指標の調和平均によって表され

る．また，F 値は，クラス判定の際，各クラスに対して算

出され，全体としては各クラスの F 値の調和平均を求める

ことによって計算する．今回の問題では，ある日の不安度

が+1 か-1 かを求める 2 クラス判定の問題であるから，+1

クラスの F 値，-1 クラスの F 値をそれぞれ求め，その調和

平均によって全体の F 値を求める．+1 クラスの適合率，再

現率は，R:予測値も実測値も+1 であったデータ数，N:予測

値が+1 であったデータ数，C:実測値が+1 であったデータ

数とすると 

(+1 クラスの適合率)=
𝑅

𝑁
 

(+1 クラスの再現率)=
𝑅

𝐶
 

(+1 クラスの適合率) 

=(適合率と再現率の調和平均) 

=
2𝑅

(𝑁+𝐶)
 

(1) 

と定義される．これを-1 クラスについても同様に求め，全

体の F値を計算する． 

5.2 回帰による予測の結果 

実験協力者 7 名＋全員共通データにおける，説明変数の日

数と，F 値との関係を表したグラフおよび表を図 2 と表 1

に載せる． 

グラフは，横軸が説明変数の日数，縦軸が F 値を表して
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いる．F 値の定義上，適合率もしくは再現率のどちらかが

0 になると計算ができないため，そのようなケースでは欠

損値として扱い，表では灰色で示している． 

 次に，実験協力者 7 名の F 値の平均値のグラフと表を図

3，表 2 に示す． 

 

 図 2 説明変数の日数と F 値の関係のグラフ 

Figure 2 Graph of Relationship between the Number of Days 

of Explanatory Values and F-value 

 

表 1 説明変数の日数と F 値の関係の表 

Table 1 Table of Relationship between the Number of Days of 

Explanatory Values and F-value 

 

  

 

図 3 説明変数の日数と F 値平均の関係のグラフ 

Figure 3 Graph of Relationship between the Number of Days 

of Explanatory Values and the Average of F-value 

 

表 2 説明変数の日数と F 値平均の関係の表 

Table 2 Table of Relationship between the Number of Days of 

Explanatory Values and the Average of F-value 

 

 図 2 および表 1 を見ると，7 名で F 値はバラバラである

が，説明変数の日数が増えると F 値が上昇していくという

共通の傾向があることが分かる．日数が増えると F 値が下

がる場合があるが，これは多重共線性によるもので，相関

の強い説明変数が含まれることにより，回帰に影響を及ぼ

したためであると考えられる．  

F 値が定義できていない箇所は，予測がすべて+1，もし

くは-1 など，十分な学習ができていないことを示す．協力

者 C は 6 日分まではその状態であったが，7 日分考慮する

ことによって予測が正しく行われるようになり，すべての

協力者について F 値が 0.6 を上回っている．また，F 値の

平均を見ると，4 日分考慮したときに 0.8 を越え，7 日分考

慮することによって 0.9 の精度に達している． 

次に，サンプル数を現在の 1 ヶ月から増やしたとき， F

値がどうなるのかについて考察する． 3 ヶ月や半年といっ

た長期間にわたる実験を行ったときには，F 値は下がると

考えられる．理由としては，その人の精神状態とスマート

フォンとの関わり方が常に一定ではない可能性が高いから

である．たとえば，あるときには不安なときに LINE を多

く利用する人が，別のあるときには不安なときに Facebook

を多く利用するというように，不安とスマホ利用との関係

性が移ろうことが起こりうる．特にセンサと比べてアプリ

の場合には頻繁に利用するアプリが変わるということがあ

るので，そのような場合長期間学習しても精度がかえって

下がってしまうと推測できる．そのような場合には，でき

るだけ考慮する日数を長くとり，人のスマホ利用の揺らぎ

を吸収して学習する必要があるのではないかと考えられる． 

5.3 回帰係数による特徴量の評価 

次に，個人ごとに得られた特徴量の回帰係数から，全体

でどの特徴量が不安度の増減と関係が強いかを議論する．

個人で得られた回帰係数を平均することによって，全体の

平均回帰係数を求めることができる． 

5.1 節で述べたように，全員共通して使用しているアプ

リが LINE のみであったため，今回比較する特徴量は，第

4 章で提案した 1)～10)と，LINE の 11)～14)である．さら

に，それぞれについて 1 日前から 7 日前までの特徴量を使

用しているため，14*7=98 個の特徴量について，その回帰

係数を比較する．回帰係数の絶対値上位10位を表3に示す． 

表 3 の中で，生データに近い特徴量と属性がついている

ものは，平均明るさや分散明るさなど，特徴量抽出にあた

ってあまり恣意的な要素を含まない，比較的生データに近

い特徴量であり，今回提案した特徴量と属性がついている

ものは，アプリの使用回数や照明の閾値による段階分けの

割合など，今回我々が仮説に基づいて設定した特徴量であ

る．表 3 の値は，求まった回帰係数に対し，1 番絶対値の

大きかった特徴量の回帰係数を 1 として正規化している．2

つの属性について，正規化された回帰係数の絶対値の平均

を比較した結果を表 4 に載せる．今回提案した特徴量が生

データに近い特徴量よりも係数の絶対値が大きくなってお

り，今回提案した特徴量が妥当であることが確認できた． 

実験協力者 1日分 2日分 3日分 4日分 5日分 6日分 7日分
A 0.34 0.34 0.88 0.92 1.00 0.64
B 0.92 1.00 1.00 1.00 1.00
C 0.80
D 0.89 0.94 0.83 0.94 0.94 0.94 1.00
E 0.59 0.89 0.94 1.00 1.00 0.83 0.83
F 1.00 1.00 1.00 0.94 1.00 1.00 1.00
G 0.47 0.81 0.68 1.00 1.00 1.00 1.00
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表 3 特徴量同士の回帰係数の比較 

Table 3 Comparison of regression coefficient between feature 

values 

 

 表 4 属性同士の回帰係数の平均比較 

Table 4 Comparison of average of regression coefficient 

between attributes  

 

6. 結論 

本研究では，スマートフォンのセンサログとアプリ履歴を 

用いた不安度の予測に着目し，不安度を反映しやすいと考

えられる特徴量を設計し，不安度を予測することを目的と

した． 

 1日分～7日分までの特徴量を考慮した7種類のデータセ

ットを実験協力者ごとに対して用意した．各データセット

に対して，不安度を示す STAI アンケートのスコア増減を

目的変数とする重回帰分析を行うことで，精度の検証を行

った．その結果，どの協力者についても考慮する日数が増

えるごとに精度が向上することが分かり，学習が困難であ

った協力者についても，7 日分考慮することで 0.8 程度の

精度を得ることができた．個人ごとの精度平均を見てみる

と，7 日分考慮したときに 0.9 の精度が得られた．  

 また，重回帰分析の係数について，全体で平均した値を

比較することによって，どの特徴量が不安度と強い関係が

あるかを調べ，提案した特徴量の妥当性を確認した． 

 本研究では，データサンプルが各協力者に対して 1 ヶ月

であったために最大で 7 日分までしか考慮することができ

なかったという点，実験協力者が 7 名であるために全体で

共通の知見を得たという保証を得るためには人数が少ない

という点など，データ数に関する問題が残っている．また，

全体で共通の予測モデルを構築する際，全員が使っている

アプリが LINE のみであったために，共通モデルではアプ

リの特徴量として LINE のみを用いたが，アプリに関する

特徴量をもっと増やすことによって，新しい共通因子を見

つけることができる可能性が高い．その場合，使っている

人がいないアプリの場合もあるので，たとえば Twitter と

Facebook を同じ SNS 系としてまとめるなど，複数のアプリ

を分類化することによって，共通モデルの特徴量の数を増

やすことを考えたい．そのために，実験協力者が使ってい

るアプリに着目し，どのような分類を行えばより高精度な

モデルを構築することができるかを検討することを今後の

課題としたい． 
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特徴量 正規化された回帰係数 属性
1日前LINE起動回数 1.00 今回提案した特徴量
3日前300-1000ルクス割合 -0.95 今回提案した特徴量
2日前画面オン割合 -0.92 生データに近い特徴量
6日前1000ルクス以上 0.89 今回提案した特徴量
5日前平均明るさ 0.89 生データに近い特徴量
4日前分散加速度 0.88 生データに近い特徴量
1日前LINE標準偏差使用時間 0.88 今回提案した特徴量
3日前分散加速度 0.87 生データに近い特徴量
7日前画面オン割合 0.86 生データに近い特徴量
6日前画面オン割合 -0.84 生データに近い特徴量
7日前歩きスマホ割合 0.84 今回提案した特徴量
7日前1000ルクス以上割合 -0.80 今回提案した特徴量
1日前分散明るさ 0.79 生データに近い特徴量
3日前300ルクス以内 0.78 今回提案した特徴量
4日前LINE平均時間 -0.78 今回提案した特徴量
4日前平均明るさ 0.76 生データに近い特徴量
7日前平均明るさ 0.76 生データに近い特徴量
6日前スマホアクセス割合 -0.75 今回提案した特徴量
7日前300-1000ルクス割合 0.73 今回提案した特徴量
5日前300ルクス以内 -0.72 今回提案した特徴量

属性 正規化された回帰係数の平均
生データに近い特徴量 0.88±0.02
今回提案した特徴量 0.93±0.05
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