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マイクロブログにおけるユーザの属性と
習慣行動の推定に関する研究
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概要：マイクロブログや SNS（Social Networking Service）の普及により，ビッグデータがインターネッ
ト上に蓄積されている．このデータを活用して，投稿者の性別や年代，職業といった属性を把握し，その
人々の興味や趣味，嗜好に合った販売促進の戦略がとられている．特に，投稿者の属性を獲得することを
目的にしたパーソナルデータの推定に関する研究がさかんに行われている．この推定に関する既存研究で
は，投稿内容や投稿者のプロフィール情報だけでなく，投稿者のライフスタイルをも加味することで推定
精度を上げるための手法が提案されている．しかし，投稿数や投稿記事そのものの量が少ない場合，パー
ソナルデータの推定精度が低下するという課題がある．そこで，この課題を解決するために抽象的なパー
ソナルデータを段階的詳細化の手順に基づき具象化する手法を新たに提案する．実証実験では，投稿者の
パーソナルデータを推定する既存手法と本提案手法とを比較し，その有用性について検証する．
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Abstract: The spread of microblogs and SNS (social networking services) has made big data to be accumu-
lated on the Internet. These data are utilized to employ sales promotion strategies to meet the interests,
hobbies or tastes of the contributors by grasping their characteristics such as gender, age, or occupations. In
particular, studies on estimating the contributors’ personal data for the purpose of acquiring their character-
istics are being actively pursued. Existing studies on such estimation propose some methods for improving
the estimation accuracy not only by providing the posted contents and profile information of the contribu-
tors but also by taking their lifestyles into account. However, if the number of posts or the amount of the
contributed articles themselves is small, there is a problem that the estimation accuracy of personal data
decreases. To solve this problem, we propose a new method for specifying abstract personal data based
on a stepwise refinement procedure. Demonstration experiments are conducted to verify its usability by
comparing the proposed method with the existing method for estimating the contributor’s personal data.
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1. はじめに

マイクロブログや SNS（Social Networking Services）の

普及にともない，インターネット上に多様で膨大なデジタ
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ルデータ（以下，ビッグデータ）が蓄積されている．総務

省の調査 [1]によると，2013年のデータ流通量は，2005年

と比較して約 8.7倍にまで拡大しており，増加の一途をた

どっている．これらビッグデータを活用して，投稿者の性

別や年代，職業といったユーザ属性を把握し，販売促進に

活かす取り組み [2], [3]（既存サービス）がなされている．

特に，マイクロブログを対象とし，投稿者のユーザ属性や

習慣行動などのパーソナルデータを獲得する属性推定の研

究 [3], [4], [5], [6], [7], [8], [9], [10], [11], [12], [13]がさかん

に行われている．

投稿者のユーザ属性を推定する既存研究 [3], [4], [5], [6],

[7], [8], [9]では，投稿内容から特性ごとの特徴的な単語の出

現率を用いて推定する手法 [3], [4], [5], [6], [7], [8]が提案さ

れてきた．しかし，投稿文字数が制限されるマイクロブロ

グでは，ユーザ属性ごとの特徴を抽出できず，属性推定の精

度が十分に確保できない課題がある．一方，ユーザ属性を

推定する際に，投稿内容に加えて，マイクロブログの投稿時

間などのユーザごとのライフスタイルを考慮する手法 [9]が

提案されている．これらの研究 [3], [4], [5], [6], [7], [8], [9]

では，属性ごとの推定精度の違いを考慮せず，事前にすべ

ての教師データを用いて生成した各属性の推定モデルを用

いて一様に処理をしている．たとえば，性別や職業などの

ユーザ属性を推定するためのモデルをすべての教師データ

を用いて生成しており，あらかじめ性別が明らかになって

いた場合も，同様の属性推定がなされている状況である．

一方，投稿者の習慣行動を推定する既存研究 [10], [11],

[12], [13]では，マイクロブログの投稿内容に加えて位置情

報を解析する手法 [10], [11], [12]や投稿数の変化を解析す

る手法 [13]が提案されている．前者の研究 [10], [11], [12]

では，投稿内容と移動経路を行動履歴として蓄積し，その

後の移動先を推定する．しかし，マイクロブログに位置情

報が付与されている数は全体の 0.42% [14]であり，ユーザ

の移動履歴を生成することが難しく汎用性が低い．後者の

研究 [13]では，投稿内容と前後の投稿数の変化とを関連付

けて習慣行動を抽出し，指定した時間帯の行動を推定して

いる．しかし，マイクロブログを利用するユーザの投稿内

容は様々であり，さらに投稿数もユーザによって大きな差

があることから，行動推定の精度が投稿数や投稿記事の量

に依存するという問題がある．

そこで，本論文では，推定対象ユーザの性別や年代，職

業といった属性を推定し，その属性ごとのライフスタイル

の違いを考慮した習慣行動の推定手法について検討する．

ユーザの属性を推定する際は，既存研究の発展として，抽

象的なパーソナルデータを段階的詳細化，いわゆる推定確

率の高い属性から順に推定する手順に基づき具象化する手

法により，ユーザの属性を推定する手法を新たに提案する．

段階的詳細化の手法は，同一ユーザに対して複数の属性を

推定する場合，かつ，それぞれの属性の推定精度が他の属

性の推定結果に依存する場合に有効である．ここで，ユー

ザ属性を推定する際には，投稿内容に加えて，投稿時間を

考慮した方が高精度に推定可能であるため，本研究の組み

合わせ対象として既存研究 [9]を採用する．

本論文の構成は，以下のとおりである．2章では，本研

究の位置づけと既存手法の問題点の対応策について説明

する．また，段階的詳細化の手法検討のために，投稿内容

の解析に適した投稿件数の多いユーザを対象として，各手

法の有効性を検証する．3章では，本提案手法のアルゴリ

ズムに関しての説明と各処理フローに関して述べている．

4章では，本提案手法の有用性を検証するための実験計画

に関して述べている．5章では，2.2節の属性推定への段階

的詳細化の適用方策の検討結果に基づき，実環境下におい

て，段階的詳細化の手法が有効であるかを評価するため，

判定ユーザ数を増加させて実験する．6章では，5章での

属性の推定結果を用いた行動推定の評価実験を行う．7章

では，本研究のまとめを述べている．

2. 研究の概要

2.1 研究の目的と位置付け

本研究の位置付けを図 1 に示す．著者らは，マイクロブ

ログを用いたパーソナルデータ推定手法の基礎研究として，

職業属性の推定に関する研究 [9]と習慣行動の推定に関す

る研究 [13]に取り組んできた．前者の研究 [9]では，ユー

ザ属性の推定時に投稿時間の情報を考慮することの有効性

を証明した．また，後者の研究 [13]では，マイクロブログ

の投稿内容および投稿時間に関わる情報を解析することで

習慣行動を推定することが可能であることを証明した．本

研究では，これらの研究を進める中で明らかとなった「属

性ごとの推定精度の違いを考慮せず一様に処理するという

問題」と「行動推定の精度が投稿数や投稿記事の量に依存

するという問題」を解消する手法を提案することを目的と

図 1 本研究の位置付け

Fig. 1 Aims to this present research.
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設定する．そして，これら 2つの研究の成果を活用し，高

精度なパーソナルデータ推定手法を構築する．本研究にお

ける各課題への対応方策を次に示す．

2.1.1 「属性ごとの推定精度の違いを考慮せず一様に処理

するという問題」への対応策

ユーザ属性の推定に関する既存研究 [9]では，属性ごと

の推定精度の違いを考慮せずに，すべてのユーザ属性の推

定処理を一様に処理するという課題がある．たとえば，性

別推定は男性と女性の 2パターン，年代推定は 10代，20

代，30代，40代以上の 4パターンなど分類対象のパター

ン数も異なる．そのため，性別推定の精度の方が年代推定

の精度よりも高くなる傾向が強い状況 [3]である．

そこで，本研究では，ユーザ属性の種類ごとに推定精度

が異なるということに着目し，ソフトウェア工学における

段階的詳細化の考え方を適用したユーザ属性の推定手法

の構築を試みる．具体的には，性別などの推定精度の高い

ユーザ属性を推定したのち，その属性が明らかになってい

る前提に基づき，他のユーザ属性を推定する手法を提案す

る．なお，本研究への段階的詳細化の適用方策については，

2.2節で詳述する．

2.1.2 「行動推定の精度が投稿数や投稿記事の量に依存す

るという問題」への対応策

ユーザの行動推定に関する既存研究 [13]では，1日平均

30件以上の投稿を行っているユーザのみを対象として実

験を行っており，習慣行動を正しく推定するためには一定

数以上の投稿を日常的に行っているユーザであることが

前提条件となっている．しかし，日本人 Twitterユーザ調

査 [15]によると，1日の平均投稿数は 25.7件である．その

ため，既存研究では，平均以上の投稿を行っていなければ

習慣行動を推定できない状況である．

そこで，本研究では，この習慣行動推定時の投稿件数の

制約を解消するため，同様のユーザ属性を保持するものは，

同様の習慣的な行動を行うという仮説を設定し，課題解消

を試みる．たとえば，社会人の男性であれば，朝出勤して，

夜に帰宅するという一般的な社会人の特性や，夜に出勤し

て朝に帰宅するなどの夜勤の社会人の特性など，典型的な

行動特性が見られると考えられる．そのため，ユーザ自身

の行動情報に加えて，性別，年代と職業といったユーザの

属性ごとの習慣行動の特性を考慮し，パーソナルデータを

推定する手法を提案する．

2.2 属性推定への段階的詳細化の適用方策の検討

2.2.1 適用方針

段階的詳細化とは，抽象的な内容を段階ごとにより具象

化する手法である．この手法は，一般的にソフトウェア工

学の分野で用いられている手法であり，システム開発にお

いて，「決定すべき事象の要素を大まかに抽出」したのち

に，「それぞれの要素を詳細化する」という 2ステップを

繰り返すことで，システムの詳細を明らかにする．本節で

は，この段階的詳細化の考え方を属性推定手法へ適用し，

既存手法における「属性ごとの推定精度の違いを考慮せず

一様に処理するという問題」を解消可能かの傾向を確認す

る．段階的詳細化の具体的な適用方策を次に示す．

手法 1. ユーザごとの最も顕著となる属性を推定したのち

に，その推定結果をふまえて，他の属性を段階的に推

定する手法

手法 2. パーソナルデータの推定において，精度の高い属

性（性別など）を明らかにしたうえで，その後，選択

肢の多い属性（職業など）を段階的に推定する手法

2.2.2 段階的詳細化の手法検討

(1) 実験概要

本実験では，段階的詳細化の 2つの適用方策を属性推定

に適用した際の有効性を評価し，本研究で採用する手法を

選定する．手法 1の実験では，推定確率の高い属性から順

に属性を決定する方策の有効性，手法 2の実験では，属性

の選択パターン数の少ないものから順に推定する方策の有

効性を明らかにする．なお，本研究では，マイクロブログ

の中でも利用者数の多い Twitterを対象として実験を実施

する．

実験データは，性別，年代と職業が判明している 1,180

ユーザをWebから収集した．実験データの収集方法を次

に示す．

STEP 1：Twitterのプロフィールから任意の文字列を検索

するサービスである「ツイプロ [16]」を用いて，Twitter

のプロフィール欄や投稿内容に職業名を記載している

ユーザを無作為に収集する．

STEP 2：STEP 1 で収集したユーザの投稿内容を Twit-

terAPIと Twitterに投稿された内容をユーザごとに

ブログ形式で保存するサービスである Twilog [17]を

用いて収集する．なお，投稿内容の収集では，retweet

機能により発信された投稿を対象外とする．

STEP 3：STEP 2で収集した投稿内容の件数が 1,000件以

上のユーザを実験データとして収集する．TwitterAPI

とTwilogは，ユーザが発信した最新の投稿から取得す

る仕様である．ここで，1日の投稿件数が多いユーザ

は，ライフスタイルの解析に最低限必要な 1週間分の

データを取得できない場合が考えられる．そのため，

本実験の全体を通して，収集したデータの期間が 1週

間未満の場合は実験データから除外した．

STEP 4：ユーザ数が 1,180件になるまで，STEP 1から

STEP 3を繰り返し実施する．ただし，社会人の一部

のユーザについては，既存研究 [13]と同様のユーザを

用いた．収集した実験データの内訳を表 1 に示す．

STEP 5：収集した職業が明確なユーザに対して，プロ

フィールや投稿内容を確認して，性別と年代を明らか

にした．性別と年代が記載されていないユーザについ
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表 1 実験データ

Table 1 Data of experimentation.

ては，各判定モデルの構築において対象外とする．

本実験でのデータ件数は，学習データ 1,160件と，判定

データ 20件とする．本実験では，段階的詳細化の手法検

討を目的としているため，投稿内容の解析に適したユーザ

として，投稿件数の多い順に採用した．

段階的詳細化の手法では，学習データを多く必要とする

ため，判定データを少なくして，手法 1と手法 2にどのよ

うな傾向があるのかを確認した．

【手法 1の実験手順】

STEP 1：学習データを解析して，投稿される単語や投稿

時間などの特徴をベクトル化し，教師あり学習を用い

るパターン認識モデルの 1 つである SVM（Support

Vector Machine）を用いて性別，年代と職業の推定モ

デルを構築する．

STEP 2：構築したそれぞれの推定モデルを用いて，判定

データの性別，年代と職業を推定した結果と，その際の

推定確率を取得する．なお，推定確率は，LibSVM [18]

の Predict Probability 機能を用いて得た結果を採用

する．

STEP 3：各属性の推定時に得られた推定確率を比較し，推

定確率が最良な属性を決定する．

STEP 4：STEP 3で決定した属性に一致する学習ユーザ

を取得し，LibSVMを用いて，推定モデルを再構築す

る．たとえば，STEP 3で性別が男性と決定した場合，

男性の学習データのみを用いて年代と職業を推定する

モデルを構築する．

表 2 手法 1 と手法 2 の推定精度

Table 2 Estimation accuracy with method 1 and 2.

STEP 5：STEP 4で構築したモデルを用いて，他のユー

ザ属性を推定する．なお，手法 1では，属性推定後に

最も精度の高い属性を決定し，その後，その結果に基

づき他の属性を推定するといった 2段階の属性推定を

行う．3段階での実験も可能であるが，段階を追うご

とに学習データ数が減少して高精度なモデルを構築で

きないため，本実験では 2段階までとする．

【手法 2の実験手順】

STEP 1：属性の組合せごとに推定モデルを構築する．推

定モデルは，性別，年代と職業を推定するための 3モ

デル，性別を基準とした 4モデルと年代を基準とした

8モデル，職業を基準とした 8モデル，計 23モデルを

構築する．

STEP 2：性別，年代と職業の属性において，1つの属性の

み正解と仮定した場合にその属性のユーザを用いて構

築したモデルを参照することで，他の属性の推定精度

を算出する．なお，手法 2では，1つの属性が明確な

場合に他の属性の推定を行うといった 2段階の属性推

定を行う．2つの属性（社会人で 30代の場合に性別を

推定するなど）を用いた実験も可能であるが，手法 1

と同様に段階ごとに学習データ数が少なくなるため，

本実験では 2段階での実験を行う．

各手法のアルゴリズムの詳細は，既存研究 [9]を参照さ

れたい．

(2) 実験結果

手法 1と手法 2の推定精度を適合率，再現率と F値によ

り評価した結果を表 2 に示す．表 2 を確認すると，手法 1

は，性別の推定精度が向上したが，年代と職業の推定精度

が低下していることが分かる．この原因としては，20ユー

ザ中 4ユーザにおいて，推定確率が最も高いと判断された

属性が誤判定しており，そのデータを用いてモデルを再構

c© 2016 Information Processing Society of Japan 1424



情報処理学会論文誌 Vol.57 No.5 1421–1435 (May 2016)

築したため，精度が低下したと考えられる．

手法 2は，性別を考慮した職業の推定精度が向上した．

これは，性別ごとに異なる職業の特徴が獲得できたからで

あると考えられる．たとえば，社会人では，平成 25年の

内閣府の男女別の職業別就業者調査 [19]を確認すると，特

に卸売業・小売業や医療・福祉系は女性が多く，建設業や

製造業は男性が多いなど，性別ごとの職種に異なりがある

ことが分かる．

ただし，その他の条件の場合は精度が低下した．これら

は，年代と職業の属性数が多いことにより，学習モデルが

的確に構築できなかったことが原因として考えられる．具

体的には，性別を考慮した推定では，学習モデルを構築す

る際に学習データを 2属性（男性と女性）に分けて構築す

るが，年代と職業では，それぞれ 4属性（10代，20代，30

代，40代以上など）に分ける必要があるため，学習データ

数が少なくなり，精度が低下したと考えられる．

これらを整理すると，手法 1では，性別の推定精度が向

上し，手法 2では，職業の推定精度が向上した．ただし，

性別の推定は，投稿される単語の特徴だけを用いた手法だ

けでも高い精度 [3]が確認されている．一方，職業の推定

は，本研究では 4属性を対象としているものの，推定対象

となる職業数が数多くあることからも有用性は高いと考え

られる．

そのため，本研究の属性推定では，段階的詳細化の手法

2を用いて，性別を考慮した職業属性の推定を行う．

3. パーソナルデータの推定アルゴリズム

3.1 アルゴリズムの概要

本提案手法の処理フローを図 2 に示す．本提案手法は，

性別，年代と職業といったユーザ属性の推定部とユーザの

習慣的な行動の推定部とで構築される．

ユーザ属性の推定部は，属性推定モデル構築部と属性推

定部とで構築される．属性推定モデル構築部では，同一属

図 2 本提案手法の処理フロー

Fig. 2 Flowchart of process with proposed methods.

性でも多様なライフスタイルが存在することに対応するた

めのクラスタリング機能と投稿される単語と生活習慣の特

徴を考慮するための特徴ベクトル作成機能，学習モデルを

構築するための属性推定モデル構築機能で構成される．

クラスタリング機能では，収集した各特性のユーザの投

稿内容と投稿時間（以下，投稿履歴）から，曜日ごと（7

曜日）・時間帯ごと（24時間）の投稿回数を示す投稿時間

帯ベクトルを作成し，これらの類似性に基づきユーザ群を

クラスタリングする．特徴ベクトル作成機能では，属性ご

との特徴的な単語の出現回数を示す単語ベクトルと生活習

慣に関する単語の時間ごとの出現回数を示す生活習慣ベク

トルを各クラスタ単位に作成する．属性推定モデル構築機

能では，作成した単語ベクトルと生活習慣ベクトルを統合

し，学習することで単語・生活習慣モデルを構築する．な

お，単語・生活習慣モデルの構築では，高性能で実用的な

LibSVMの Predict Probability機能を用いた．また，クラ

スタリング機能により分類された各ユーザの投稿時間帯ベ

クトルの平均を示す中心ベクトルを取得して関連付けた

投稿時間帯モデルを構築する．なお，投稿時間帯モデルの

構築では，VSM（Vector Space Model）[20]を用いた．こ

れは，投稿数の変化のパターンを用いた習慣行動の抽出が

ユーザの行動推定に有用であることを検証するために，投

稿パターンの抽出においては単純な手法を用いることが望

ましいと考えたためである．これらの単語・生活習慣モデ

ルと投稿時間帯モデルを合わせて属性推定モデルと定義す

る．詳細は，既存研究 [9]を参照されたい．なお，この属

性推定モデル構築部では，段階的詳細化の事前実験の結果

から，性別推定モデルと年代推定モデル，性別を考慮した

職業推定モデルを構築する．

属性推定部では，推定対象ユーザの投稿履歴を入力とし

て，推定する属性ごとに単語ベクトルと投稿時間帯ベクト

ル，生活習慣ベクトルを作成する．そして，属性推定モデ

ル構築部で構築した各属性推定モデルを参照することで，

性別，年代と職業を推定する．これにより，「属性ごとの推

定精度の違いを考慮せず一様に処理するという問題」に対

応する．詳細は 3.2節で説明する．

ユーザの習慣的な行動の推定部は，行動推定モデル構築

部と行動推定部とで構築される．行動推定モデル構築部で

は，ユーザの曜日・時間ごとの行動の傾向を示す行動確率

モデルと投稿数の変化の特徴を示す投稿パターンモデルを

構築する．行動推定モデルは，マイクロブログから収集し

た投稿内容から各曜日の各時間において，ユーザが過去に

とった行動情報に属性推定アルゴリズムで推定した属性の

ライフスタイルの特徴を加えた確率（以下，行動確率）が

格納されており，投稿パターンモデルの構築時と時間帯に

基づくユーザの行動推定時に利用する．これにより，「行

動推定の精度が投稿数や投稿記事の量に依存するという問

題」に対応する．投稿パターンモデルは，投稿時間帯ベク
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トルと行動確率モデルに格納された各曜日，各時間帯にお

ける行動確率を関連付けたものが格納される．詳細は 3.3

節で説明する．

行動推定部では，属性推定部と同様に推定対象ユーザの

投稿履歴を入力する．そして，学習部で構築した行動確率

モデルと投稿パターンモデルを参照し，指定された時間帯

におけるユーザの行動を推定する．詳細は，既存研究 [13]

を参照されたい．

3.2 属性推定部

属性推定部では，属性推定モデル構築部で構築したモデ

ルを参照することでユーザ targetの属性を推定する．本処

理部では，推定対象のユーザの投稿履歴を入力し，単語ベ

クトルと生活習慣ベクトル，投稿時間帯ベクトルを作成す

る．そして，作成したベクトルを使用して，属性推定モデ

ル構築部で構築した属性ごとの推定モデル（性別，年代と

職業を推定するための 3モデル，性別を基準とした 4モデ

ルと年代を基準とした 8モデル，職業を基準とした 8モデ

ル，計 23モデル）を参照することでユーザの属性を推定

する．属性推定部の処理手順を以下に示す．

STEP 1：投稿内容に出現する特徴的な単語 wordを素性

とした単語ベクトル Vword(target)を作成する．単語

ベクトル Vword(target)は，STEP 1.1から STEP 1.4

の処理により作成する．

STEP 1.1：マイクロブログから収集したユーザの投稿内

容に対して，MeCabを用いて形態素解析を行う．こ

の際，投稿内容に含まれる顔文字や平仮名，片仮名

1文字といったノイズを取り除くため，形態素が名詞

のものを採用する．

STEP 1.2：性別，年代と職業の属性において，特徴的な単

語を選定するため，x2値を使用して各属性における単

語群のランキングを作成する．

STEP 1.3：ランキング上位の単語を素性として抽出する．

STEP 1.4：ユーザの投稿内容から STEP 1.3で抽出した

単語 wordを含む投稿がなされた回数を計算する．属

性 attributeの判定ユーザ targetにおける単語ベクト

ル Vword(attribute, target)を式 (1)に示す．

Vword(attribute, target)

={Postword1(target), Postword2(target), · · ·} (1)

式 (1) において，Postword1(target) は，判定ユーザ

targetの投稿における単語 word1 の出現回数を表す．

STEP 2：ユーザの習慣行動を素性とした生活習慣ベクト

ル Vlifecycle(target) を作成する．生活習慣ベクトル

は，STEP 2.1から STEP 2.2の処理により作成する．

STEP 2.1：「睡眠中」，「出勤中」，「勤務中」，「食事中」，

「帰宅中」と「その他」の 6種類の各習慣行動に対し

て，日本語語彙大系 [21]を参考に手作業で行動に関連

表 3 行動辞書に登録した用語の例

Table 3 Example of terms on behavior dictionary.

する用語を選定することで，行動辞書を作成する．行

動辞書に登録した用語の例を表 3 に示す．

STEP 2.2：ユーザの投稿内容から STEP 2.1で選定した

単語を含む投稿がなされた回数を計算する．なお，

生活習慣ベクトルは，6 次元（習慣行動 behavior）

× 24 次元（時間帯）の 144 次元で構成する．属性

attributeの判定ユーザ targetにおける生活習慣ベク

トル Vlifecycle(attribute, target)を式 (2)に示す．

Vlifecycle(attribute, target)

={Postbehavior10(target), Postbehavior11(target), · · · ,
Postbehavior623(target)} (2)

式 (2)において，Postbehavior10 は 0時 00分 00秒か

ら 0時 59分 59秒までの間に判定ユーザ targetによ

り生活習慣 behavior1 に関連する単語を含む投稿がな

された回数を表す．

STEP 3：各曜日の時間帯における投稿数を素性とした投稿

時間帯ベクトル Vposttime(target)を作成する．投稿時

間帯ベクトルは，7次元（曜日）× 24次元（時間帯）の 168

次元で構成する．属性 attributeの判定ユーザ targetに

おける投稿時間帯ベクトル Vposttime(attribute, target)

を式 (3)に示す．

Vposttime(attribute, target)

={PostSunday0(target),· · ·, PostSunday23(target),· · ·,
PostSaturday23(target)} (3)

式 (3)において，PostSunday0(target)は日曜日の 0時

に判定ユーザ targetにより投稿された件数を表す．

STEP 4：STEP 1から STEP 3で作成した単語ベクトル，

生活習慣ベクトルと投稿時間帯ベクトルを用いて，属

性推定モデル構築部で構築した各属性推定モデルを参

照することでユーザの性別，年代と職業を推定する．

3.3 行動推定モデル構築部

行動推定モデル構築部では，属性ごとの特徴を考慮した

行動確率モデルを構築する．行動確率モデルの構築手順を

以下に示す．
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STEP 1：属性推定部で作成したユーザの生活習慣ベクト

ル Vlifecycle(attribute, target)に対して，属性推定部

で推定したユーザの属性に対応した，属性の生活習

慣ベクトルを補完する．補完手順を STEP 1.1 から

STEP 1.3に示す．

STEP 1.1：属性推定モデル構築部で作成した性別，年代と

職業の各生活習慣ベクトルをそれぞれ正規化する．

STEP 1.2：正規化した各生活習慣ベクトルを同次元で加

算（以下，属性ベクトル Vattribute）して，再度正規化

する．

STEP 1.3：属性ベクトル Vattribute とユーザの生活習慣ベ

クトル Vuser を加算する．このときに，属性ベクトル

の内容を考慮する割合を示すパラメータ eを用いる．

属性ベクトルを加算した属性 attributeの判定ユーザの

生活習慣ベクトル V ′
lifecycle(attribute, target)を式 (4)

に示す．

V ′
lifecycle(attribute, target)

= Vlifecycle(target) × e + V attribute × (1 − e) (4)

STEP 2：属性の特徴を補完した生活習慣ベクトル

V ′
lifecycle(target) に対して，睡眠中や勤務中の時間

といった投稿数の少ない時間帯に直前の行動情報を補

完する．

STEP 3：tf-idf [22]を用いて，出勤中や帰宅中などの 1日

を通じて特徴的な行動の確率を重み付けして，行動確

率モデルに格納する．

4. 実験計画

本研究で提案したパーソナルデータ推定手法の有用性を

検証するため，性別を考慮した属性推定手法と属性を考慮

した行動推定手法の有効性について評価実験を行う．本研

究の実験計画を図 3 に示す．図 3 は，評価実験により検

証する項目を明確化するため，図 2 と実験内容の対応関係

を図示したものである．

5章では，性別を考慮した属性推定手法の有効性に関す

る評価実験として，ユーザの職業属性を推定する既存手

法 [9]と提案手法とで算出した職業推定の精度を比較する．

この実験により，「属性ごとの推定精度の違いを考慮せず一

様に処理するという問題」が解消可能であるかを確認する．

6章では，本研究の行動推定手法の有効性を評価するた

め，既存手法 [13]との比較実験を 3つ実施する．1つ目の

実験では，行動推定時に他の属性を考慮することの有効

性を評価するため，ユーザ属性（性別，年代と職業）を用

いる提案手法と，他のユーザ属性を用いない手法との比較

を行う．2つ目の実験では，投稿数の少ないユーザに対し

ても高精度に行動を推定可能であるかを評価するため，投

稿数別の推定精度を算出して比較する．3つ目の実験では，

提案手法の実運用の可能性の検証と実運用へ適用するため

図 3 実験計画

Fig. 3 Plans of experimentation.

の制約条件を明らかにするため，属性推定手法の結果を用

いて行動推定を実施した際の精度を評価する．これらの 3

つの実験を通して，既存手法における「行動推定の精度が

投稿数や投稿記事の量に依存するという問題」が解消可能

であるかを確認する．実験では，データを収集した時期が

異なっても提案手法が適用可能なことを証明するため，既

存研究 [9]で利用したデータを用いず，新たにデータを収

集して実験を行う．

5. 属性推定に関する評価実験

属性推定に関する評価実験では，性別を考慮した職業推

定の有効性について評価を行う．

5.1 実験概要

属性推定に関する評価実験では，2.2節の属性推定への段

階的詳細化の適用方策の検討の実験結果より，段階的詳細

化の手法 2を用いて，既存手法における「属性ごとの推定

精度の違いを考慮せず一様に処理するという問題」が解消

できているかを確認する．そのため，提案手法と既存手法

とで算出したユーザ属性の推定精度を比較して評価する．

5.2 実験条件

5.2.1 実験データ

実験データには，2.2節で収集したデータセット（表 1）

を用いる．本実験では，実環境下を想定した際の属性推定

精度を評価するため，投稿件数は考慮せずに無作為に判定

データを決定する．判定データの決定手順を次に示す．

STEP 1：各属性の実験データ 295件から無作為に 40件抽

出する．

STEP 2：抽出した 40件の性別と年代を確認する．

STEP 3：STEP 2で取得したユーザの性別と年代が明ら
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表 4 学習データおよび判定データの詳細

Table 4 Details of learning data and judgment data.

かではない場合は，そのユーザを除き，判定データ数

が 40件になるまで繰り返し実施する．

本実験で用いる学習データおよび判定データの詳細を

表 4 に示す．表 4 に示すとおり，投稿件数が多様なユー

ザを判定ユーザとして採用しているため，投稿件数に依存

せずに精度を検証可能である．

5.2.2 パラメータの設定

パラメータの設定では，単語ベクトルの素性数，クラス

タリング機能でのクラスタ数，SVMのカーネル関数およ

び SVMのカーネル関数のパラメータを決定する．

単語ベクトルの素性数とクラスタ数は，既存研究 [9]の

結果に基づき，それぞれ 256件，2クラスタとする．ただ

し，職業モデルのクラスタ数は，性別ごとに実験ユーザを

分類して構築することでデータ数が減少し，適切なモデル

の構築が困難であるため，クラスタリングは行わないもの

とする．

SVMのカーネル関数は，文書分類で一般的に用いられ

る線形カーネルを用いる．また，線形カーネルのコストパ

ラメータ C には，職業推定の事前実験において，1～2,048

間を 2のべき乗に変更した値を設定して学習モデルを構築

し，推定した際の最適値であった 512を採用した．

5.3 実験手順

実験手順を以下に示す．

STEP 1：既存手法の職業推定の精度を評価するため，学

習データ 1,020件を用いて，職業モデルを構築する．

STEP 2：提案手法の職業推定の精度を評価するため，学

習データを性別（男性と女性）に基づき分類する．そ

して，男性の学習データ 400件を用いた男性用の職業

モデル，女性の学習データ 160件を用いた女性用の職

業モデルを構築する．なお，SVMでは各職業で学習

データ数を揃えることで適切なモデルを構築すること

が可能である．今回の学習データでは，女性で社会人

のユーザ数（40件）が少なく，これに合わせて他の職

業属性のユーザを学習に用いたため，女性の学習デー

タは少なくなっている．

STEP 3：STEP 1と STEP 2で構築した各職業モデルを

参照し，判定データの職業推定を実施する．なお，判

定データも性別に基づき分類し，男性であれば男性用

のモデル，女性であれば女性用のモデルを参照する．

STEP 4：既存手法の推定精度と提案手法の推定精度を算

出し，比較する．推定精度については，適合率，再現

率，F値を用いて評価する．

5.4 結果と考察

既存手法と提案手法の推定精度を表 5 に示す．表 5 よ

り，次に示す内容が明らかとなった．

•性別を考慮して職業を推定することで属性推定の平均精
度が向上することが分かった

提案手法の属性推定の平均精度を確認すると，提案手

法の F 値が 0.7559 となり，既存手法の 0.7375 に比べて

0.0184ポイント向上している．また，適合率では，0.0311

ポイント，再現率では，0.0063ポイント向上していること

から，本提案手法の有効性を確認できた．これにより，既

存研究の課題である「属性ごとの推定精度の違いを考慮せ

ず一様に処理するという問題」に対応できたといえる．
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表 5 既存手法と提案手法の推定精度

Table 5 Estimation accuracy with existing method and pro-

posed method.

•職業ごとに推定精度が異なることが分かった
社会人と主婦において，職業の推定精度が向上した．特

に，社会人の推定では，提案手法の F値が 0.7459となり，

既存手法の 0.6176に比べて 0.1283ポイント向上している．

これは，社会人の職種によって，使用する単語やライフス

タイルが異なる可能性が高く，男性が多い職種と女性が多

い職種を切り分けて推定することにより，性別ごとに社会

人の異なる特徴を正確に取得できたためと考えられる．し

かし，提案手法では，学生の F値で 0.0407ポイント，パー

ト・アルバイトの F値で 0.0377ポイント推定精度が低下

した．これは，学生とパート・アルバイトは，授業やクラ

ブ活動，アルバイトなど男女で同じ内容に取り組むことが

多く，性別ごとの違いが顕著に異なるような特徴が取得で

きなかったためと考えられる．実際に学生の投稿を確認す

ると男女ともに「部活おわった～＼ (ˆoˆ)／」や「今から

部活、頑張りますか。」などの内容が共通して投稿されて

いた．また，学習データを男性と女性で分けたため，学習

データの件数が少なくなり，推定精度が低下したと考えら

れる．以上のことから，社会人のように性別ごとに異なる

特徴を持つ職業においては，提案手法が有効であることを

確認した．

6. 行動推定に関する評価実験

行動推定に関する評価実験では，属性の組合せに関する

評価実験と投稿数別推定精度の評価実験，属性の推定結果

を用いた行動推定の評価実験を行う．

6.1 属性の組合せに関する評価実験

6.1.1 実験概要

属性の組合せに関する評価実験では，行動推定モデル構

築部において，性別，年代と職業といった属性からどの属

性，およびどの属性の組合せの特徴を用いることが，行動

推定に有用であるかを評価する．評価は，属性ごとの特徴

を用いない既存手法と提案手法との比較により行う．本実

験では，有用な属性の組合せを正しく評価するため，判定

ユーザの属性はあらかじめ把握している前提とする．ま

た，属性ベクトルを考慮する割合を示すパラメータ eを投

稿数ごとに事前に決定する．

6.1.2 実験条件

(1) 実験データ

実験データには，ライフスタイルが顕著に現れやすい社

会人において，投稿数の多い上位 5ユーザを採用した．学

習データ 1ユーザにつき 30,000件を用いる．判定データ

は，実験対象ユーザがマイクロブログに投稿した内容を目

視で確認し，睡眠中，出勤中，勤務中，食事中，帰宅中と

その他の各行動に，正しく分類できたもののみを用いる．

各行動の判定データの抽出ルールを次に示す．

・出勤中，食事中，帰宅中とその他

出勤中，食事中，帰宅中とその他の行動の判定データは，

各行動に関する内容が記述されている投稿日時を用いる．

行動に関する内容の記述の有無は，行動辞書に含まれる単

語の有無で判断する．また，「今日は 8時に出勤した」と

いった内容が 10時に投稿された場合，投稿時間と内容との

乖離が見られ，正確に評価することができないと考えられ

る．そのため，過去や未来に関する内容の投稿は正解デー

タから除外し，現在の行動について記述していると判断で

きる投稿のみを対象とした．

・睡眠中と勤務中

睡眠中と勤務中の行動は，行動に関する内容が記述され

ない場合がある．そこで，これらの行動の判定データは，

行動していると予測される時間帯を推定して取得する．睡

眠中の判定データは，就寝に関する投稿と起床に関する投

稿が一対となって存在し，さらにその間の時間帯に投稿が

存在しない場合に，その時間帯を対象として取得する．勤

務中も同様に，出勤や出社などの仕事の始まりを表す投稿

と仕事終わりや帰宅などの仕事の終わりを表す投稿が一対

となって存在し，その間に投稿が存在しない場合の時間帯

を抽出する．ただし，お昼休憩などの食事中と判断された

時間帯は除外する．

本実験では，上記の抽出ルールに該当した判定データ

として，1ユーザにつき約 300件（約 50件/行動）を用意

した．

(2) パラメータの設定

パラメータには，行動推定モデル構築部において，ユー

ザ自身の生活習慣ベクトルと属性ベクトルを組み合わせる

際の重みに用いるパラメータ eを学習データの投稿数ごと

に設定する．これは，ユーザ自身の投稿数が多い場合と少

ない場合で属性ベクトルを補完する重みを変更する必要が

あると考えたためである．パラメータ eが高いと属性ベク

トルの重みが低くなり，パラメータ eが低いと属性ベクト
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図 4 パラメータ e の F 値

Fig. 4 F-measure by parameter e.

ルの重みが高くなる．パラメータ eの決定手順を次に示す．

STEP 1：ユーザごとに 1,000，5,000，10,000，30,000件の

投稿をそれぞれ無作為に取得する．

STEP 2：属性推定モデル構築部で作成した性別，年代と

職業ごとの生活習慣ベクトルを用意し，3.3節 STEP 1

の処理を行うことで属性ベクトルを作成する．

STEP 3：行動確率モデル構築部の属性ベクトル補完処理

において，パラメータ eの数値を変更し，最適値を確

認する．なお，パラメータ eは，0から 1.0まで 0.1ご

とに変更する．

パラメータ eごとの推定精度を図 4 に示す．実験結果

より，投稿数 1,000件の場合，e = 0.3，5,000件の場合，

e = 0.6，10,000件と 30,000件の場合，e = 0.7がパラメー

タ e の最適値であることが分かった．以上の結果より，

30,000件のデータを用いて行う本実験では，e = 0.7に設

定する．

6.1.3 実験手順

実験手順を以下に示す．

STEP 1：ユーザごとに 30,000 件の投稿を無作為に取得

する．

STEP 2：属性推定モデル構築部で作成した性別，年代と

職業ごとの生活習慣ベクトルを用意し，組合せごとに

補完するベクトルを作成する．

STEP 3：行動確率モデル構築部の属性ベクトル補完処理

において，属性の組合せごとに精度を算出し，比較す

る．推定精度については，F値を用いて評価する．

6.1.4 結果と考察

実験結果を表 6 に示す．表 6 の F値より，職業だけの

特徴を考慮する実験 C以外の組合せで既存手法の推定精度

が向上したことが分かる．特に性別，年代と職業の全属性

を考慮する実験Gが最も精度が高いことから，以降の実験

では，性別，年代と職業の 3つの属性の特徴を考慮して実

験を行う．これにより，職業ごとのライフスタイルだけで

表 6 属性の組合せごとの手法による F 値

Table 6 Results of F-measure by methods combined with at-

tributes.

なく，ユーザの他の属性の特徴を組み合わせて習慣行動を

推定する手法の有効性を確認した．

6.2 投稿数別推定精度の評価実験

6.2.1 実験概要

投稿数別推定精度の評価実験では，既存手法における

「行動推定の精度が投稿数や投稿記事の量に依存するとい

う問題」が，属性ごとの典型的な行動特性をユーザの行動

情報に補完する提案手法で解消できているかを確認する．

既存手法と提案手法において，学習データの件数を変化さ

せて，各件数での行動の推定精度を比較して評価する．本

実験では，属性ベクトルを付与すること提案手法の有効性

を正確に評価するため，判定ユーザの属性はあらかじめ把

握している前提とする．

6.2.2 実験条件

(1) 実験データ

本実験データには，投稿数の多い上位 20ユーザを採用

した．実験データは，1ユーザにつき，学習データ 1,000，

5,000，10,000，30,000件を用意し，判定データ約 300件

を用いる．ただし，主婦やパート・アルバイトのユーザの

中には，出勤中や帰宅中などに関する内容が投稿されて

いないユーザも含まれる．そのユーザについては，取得が

可能であった判定データ数で実験を行う．判定データは，

6.1節と同様に全投稿履歴を人手で解析して設定した．実

験では，上記の抽出ルールに該当した判定データとして，

1ユーザにつき約 300件（約 50件/行動）を投稿数の多い

上位 20ユーザ分（合計 5,352件）用意した．

(2) パラメータの設定

パラメータには，パラメータ eとユーザの行動情報に重

み付けする属性を設定する．パラメータ eの値は，6.1.2項

の結果より，投稿数 1,000件の場合，e = 0.3，5,000件の

場合，e = 0.6，10,000件と 30,000件の場合，e = 0.7をパ

ラメータ eの最適値として採用する．なお，既存研究の推

定精度は，パラメータ eの値を 1.0に設定し，属性ベクト

ルを補完せずに算出する．また，ユーザの行動情報に重み
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表 7 行動推定に関する既存手法と提案手法の F 値

Table 7 F-measure with existing method and proposed method concerning behavior

estimation.

付けする属性は，6.1節の結果により，性別，年代と職業を

用いて作成した属性ベクトルを用いる．

6.2.3 実験手順

実験手順を以下に示す．

STEP 1：ユーザごとに 1,000，5,000，10,000，30,000件の

学習データを無作為に取得する．

STEP 2：ユーザの行動情報に正しいユーザの性別，年代

と職業の属性の特性を補完する．

STEP 3：学習データの件数ごとに習慣行動の推定精度を

算出し，比較する．

6.2.4 結果と考察

実験結果を表 7 に示す．表 7 には，既存手法と提案手

法を比較して，行動の推定精度が高い部分に太字の下線を

記載している．また，職業ごとの投稿件数別推定精度を可

視化したものを図 5 に示す．表 7 と図 5 により，次に示

す内容が明らかとなった．

•投稿数が少ないユーザで推定精度が向上することが分
かった

職業ごとに学習データ 1,000件の推定精度の平均を確認

すると，既存手法と比較して，学生で 0.1743ポイント，社

会人で 0.2597ポイント，主婦で 0.1391ポイント，パート・

アルバイトで 0.1675ポイント精度が向上している．既存

手法と提案手法のユーザごとの平均の差が統計的に有意で

あるかを確かめるために，有意水準 1%で両側検定の t検
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図 5 各属性による投稿数と F 値の関係

Fig. 5 Relation between F-measure and numbers of posts with

each attribute.

定を行ったところ，t(19) = 8.3285，p < .01となった．こ

のことから，既存手法と提案手法とは有意差があり，提案

手法の有効性が明らかとなった．これにより，既存研究の

「行動推定の精度が投稿数や投稿記事の量に依存するとい

う問題」に対して，一定の解決策を提示できたといえる．

•ユーザ属性を考慮することにより行動推定精度が向上す
ることが分かった

学習データが 30,000件の推定精度を確認すると，各職業

のほぼすべての行動において精度が向上していることが分

かる．投稿件数が 10,000件，および 30,000件のときにパ

ラメータ eに e = 0.7を採用していることから，ユーザ自

身の投稿のみで行動が推定できる場合においても，ユーザ

属性を考慮することで精度が向上することが分かった．こ

のことから，ユーザ属性を考慮する提案手法は，行動推定

において悪影響を及ぼすものではなく，汎用的に利用でき

る手法であることが明らかとなった．

•行動推定の精度が職業ごとに異なることが分かった
ユーザ属性を考慮して行動を推定する提案手法は，既存

手法と比較するとほぼすべての場合においてその精度が向

上していることが分かる．しかし，提案手法における職業

ごとの平均の推定精度を確認すると，投稿数が 30,000件の

場合でも，学生で 0.3984，社会人で 0.6607，主婦で 0.5401，

パート・アルバイトで 0.3037となっており精度にばらつき

が見られた．最も精度が高い社会人の結果では，社会人の

多くが同様の行動をとると考えられる出勤中や睡眠中など

の行動が最も推定精度が高く，一方で，食事中やその他に

分類される旅行などの人により異なる行動では低い傾向に

ある．また，学生，パート・アルバイトの勤務中の推定精

度に着目すると，それぞれ 0.2744，0.1918となっており，

社会人の結果と比較すると大幅に精度が低下している．こ

れらの具体的な行動は授業やアルバイトが主であり，その

行動をとるタイミングがユーザごとにまったく異なると考

えられる．このことから，社会人や主婦などの一般的に職

業ごとに行動が類似すると考えられる範囲に対して提案手

法を適用することで，高精度に行動を推定できることが分

かった．

6.3 属性推定手法の結果を用いた行動推定手法に関する

評価実験

6.3.1 実験概要

属性推定手法の結果を用いた行動推定手法に関する評価

実験では，パーソナルデータを高精度に推定できるかを評

価するため，提案手法である段階的詳細化の手法を用いた

属性推定手法とその属性を考慮した行動推定手法とを組

み合わせた場合の行動推定の精度を検証する．本実験によ

り，提案手法の実運用の可能性の検証と実運用へ適用する

ための制約条件を明らかにする．本実験での行動推定で用

いる属性ベクトルは，属性の推定結果を用いる．実験デー

タには，6.2.2項と同様のデータを用いる．また，パラメー

タには，6.1.2項と同様のパラメータを用いる．

6.3.2 実験手順

実験手順を以下に示す．

STEP 1：ユーザごとに 1,000，5,000，10,000，30,000件の

学習データを無作為に取得する．

STEP 2：ユーザの行動情報に属性推定部で出力されたユー

ザの性別，年代と職業の属性の特性を補完する．

STEP 3：学習データの件数ごとに習慣行動の推定精度を

算出する．

6.3.3 結果と考察

実験結果を表 8 に示す．表 8 は，ユーザごとに提案手

法の属性推定を行った結果とその属性を考慮した行動確率

モデルを用いて行動推定した結果を示している．表 8 の各

ユーザの職業は，A～Eが社会人，F～Jが学生，K～Oが

主婦，P～Tがパート・アルバイトである．これらのユー

ザごとに属性推定が正解した場合を「○」とし，投稿件数

ごとの F値をとりまとめた．また，表 8 のすべての属性が

正しく推定できなかったユーザにおいて，ユーザ属性がす

べて明らかな場合と比較して行動推定の精度が向上した箇

所に太字の下線を記載している．表 8 により以下に示す内

容が明らかになった．

•ユーザ属性が明らかな場合と比較して同程度の精度で行
動を推定できていることが分かった

表 7 および表 8 を確認すると，ユーザ属性が明らかで

ある場合（表 7）の全体の推定精度の平均 0.4568に対し，

表 8 の全体の推定精度の平均は 0.4464であり，0.0104ポ

イント差となっている．この 2手法の差が統計的に有意で

あるかどうかを評価するため，有意水準 5%で t検定を行っ

たところ，t(19) = 1.2819，p > .05となり，有意差がない

ことが分かった．このことから，2手法の有意差はなく，

提案手法は，ユーザ属性が明らかな場合と比較して，同程

度の精度で推定できることが分かった．
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表 8 属性推定手法の結果を用いた行動推定の提案手法の F 値

Table 8 F-measure of proposed method on behavior estima-

tion using results of attribute estimating method.

•職業が誤判定であったにもかかわらず精度向上する事例
があることが分かった

表 8 を確認すると，ユーザ属性を正しく推定できていな

いにもかかわらず，推定精度が向上している事例が見られ

る．この原因を調査するため，投稿件数ごとの推定精度が

すべて向上している Bのユーザの推定結果を確認すると，

年代では 30代を 40代，職業では社会人をパート・アルバ

イトとして誤判定していることが分かった．そこで，この

ユーザの実際の投稿を確認すると，一般的な社会人の勤務

時間とは異なる職業であり，社会人が通常勤務していると

考えられる日中の投稿が多く，パート・アルバイトに近い

習慣行動であることが分かった．このような，本来の職業

とは異なる職業に近い習慣行動をとっているユーザでは，

ユーザ属性を正しく推定できていない場合でも，行動推定

の精度が向上すると考えられる．このことから，すべての

属性が正しく推定できていない状況であったとしても，一

部の属性が推定できていることで，推定精度が向上する可

能性があることが分かった．

7. おわりに

本研究では，マイクロブログユーザのパーソナルデータ

を高精度に推定する手法を提案した．属性の推定において，

既存研究の課題である「属性ごとの推定精度の違いを考慮

せず一様に処理するという問題」に対して，段階的詳細化

の考え方を適用したユーザ属性の推定手法を提案した．そ

の手法の有効性を評価する実証実験を行い，社会人など性

別ごとに投稿される単語やライフスタイルが異なる特徴が

見られる属性に対して，高精度に推定可能であることが分

かった．

属性推定の実証実験では，段階的詳細化によるユーザ属

性の推定手法により，既存研究の課題である「属性ごとの

推定精度の違いを考慮せず一様に処理するという問題」に

対応した．

また，行動の推定において，既存研究の課題である「行

動推定の精度が投稿数や投稿記事の量に依存するという問

題」に対して，ユーザの属性を考慮した推定手法を提案し

た．その手法の有効性を評価する実証実験において，性別，

年代と職業の属性を考慮した場合に特に投稿数が少ない

ユーザに対して高精度に推定可能であることが分かった．

さらに，属性推定の結果を用いた行動推定を行うことで，

提案手法の実運用の可能性の検証と実運用へ適用するため

の制約条件を明らかにした．

その一方で，以下の 3つの課題が明らかになった．

課題 1：性別を考慮した職業の推定では，学生やパート・

アルバイトといった性別ごとに顕著な特徴が見られな

い属性の推定が難しい．

課題 2：段階的詳細化の手法により，学習データを属性ご

とに分類した場合にデータ件数が少なくなり，的確な

推定モデルを構築できない．

課題 3：職業により習慣的な行動を取得しにくいユーザが

存在する．

今後は，人間関係や興味・関心の高いトピックなど他の

パーソナルデータを考慮した推定手法の検討を行い，デー

タ件数を増やしてモデルを構築することにより課題 1と課

題 2に対応する予定である．また，課題 3については，自

身の投稿傾向から習慣行動を推定する既存手法 [13]に対し

て，段階的詳細化の手法を組み合わせることで対応する予

定である．
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