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StarCraft AI における Deep Q-Network を用いた
ユニットコントロールの実装

中田 季利 新井 イスマイル

概要：StarCraft: BroodWarは、Blizzard Entertainment が開発したリアルタイム・ストラテジーゲーム
である。大きな状態空間と複雑なゲームルールから、AI Competition が開催されるなど研究対象として
注目されているゲームである。既存の戦闘 AI における弱点として、不利な地形への誘い込みへの弱さや、
味方ユニット間の位置関係の悪さが指摘されている。既存の強化学習を用いた手法では、地形や味方ユ
ニットとの位置関係を最大限利用できていないためと考えた。しかし、地形や味方ユニットの位置関係等
を考慮すると状態空間が大きくなってしまい学習が難しい。これを解決するため、Convolutional Neural

Network(CNN)を活用し大きな状態空間上で直接 Q 学習が可能となる手法である Deep Q-Network(DQN)

の適用を試みた。CNNにマップの侵入可否情報を入力して、上下左右の移動方向もしくは攻撃を選択する
DQNを作成して学習を行った結果、マップを理解して移動ができ、報酬に基づき敵ユニットから逃げる行
動が学習されることを確認した。
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1. はじめに

StarCraft: Brood War*1は、Blizzard Entertainmentが

開発したリアルタイム・ストラテジーゲーム (以下 RTS

ゲーム)である。RTSゲームは広大な状態空間上の非完全

情報ゲームであり、またリアルタイムで迅速な意思決定が

必要である。このため、人工知能の研究対象として大きく

注目されている。2010年から StarCraft AI Competition*2

という大会も開かれ、2014年には 18チーム登録されるな

ど大きな盛り上がりを見せている。AI開発を容易にする

ために BWAPI*3 といった APIも公式に公開されている。

StarCraftは、ターン制ではなくリアルタイムに進行し、

戦場の指揮官となって兵士 (ユニット)を指揮して戦うゲー

ムである。予め幾らか用意されている戦場 (マップ)上で対

戦を行う。プレイヤーは Terran・Zarg・Protossの 3つの

種族から 1つを選択し、その種族からなるユニットを操作

し戦うことになる。ユニットには数種類あり、その種類ご

とに初期の HP・エネルギー・アーマー・攻撃力などが割

り当てられている。HPが 0になるとユニットが破壊され、

勝利とは全ての敵ユニットの HPを 0にすることである。

StarCraftは、探索・生産・建設・戦闘などさまざまな

*1 http://us.blizzard.com/en-us/games/sc/
*2 http://www.sscaitournament.com/
*3 http://bwapi.github.io/

要素が絡んでいる複雑なゲームになっているが、本研究で

は戦闘 AIの改良に焦点をあてている。既存の戦闘 AIに

おける弱点として、不利な地形への誘い込みへの弱さや、

味方ユニット間の位置関係の悪さが指摘されている。既存

の手法では、地形や味方ユニットとの位置関係を最大限

利用できていないためであると考えられる。しかし、ルー

ルベースでそれらを調整するのは難しく、また機械学習

を適用するにも状態空間が広大という問題があった。一

方、Convolutional Neural Network(CNN)を活用し大きな

状態空間上で直接 Q 学習が可能となる手法である Deep

Q-Network(DQN)という手法が他のゲームの AIに用いら

れるようになってきている。これを踏まえ、StarCraftの戦

闘におけるユニットの行動である、上下左右の移動方向も

しくは攻撃の選択に DQNを適用した実装を行った。その

場に留まっていると不利な戦闘になってしまうシチュエー

ションで 125万イテレーション学習を行った結果、地形を

理解し、角を曲がるように敵ユニットから逃げるような行

動が学習された。

本論文では、2章にて、研究対象となる Starcraftの概要

について述べ、3章で Starcraftのユニットコントロールに

おける関連研究と既存手法を提示し、現状の課題について

検討する。そして 4章で本研究の提案手法を述べ、5章で

はその実験結果と考察を行い、6章にてまとめる。
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2. StarCraftについて

StarCraftは、ターン制ではなくリアルタイムに進行し、

戦場の指揮官となって兵士 (ユニット)を指揮して戦うゲー

ムである。予め幾らか用意されている戦場 (マップ)上で対

戦を行う。敵ユニットを全て倒し勝利することが目的にな

る。対人戦では、長時間のゲームで数百ものユニットを人

間が操作する、大規模な対戦も繰り広げられている。

プレイヤーは Terran・Zarg・Protossの 3つの種族から

1つを選択し、その種族からなるユニットを操作し戦うこ

とになる。各種族には以下の特徴がある。

• Terran

地球人の末裔。他の種族と違い無条件で建造物を建造

することができる。SCVというワーカーユニットに

よって、建造物や機械系ユニットを資源を消費して修

理することができる。

• Zarg

超文明種族によって創造された有機体種族。ユニット

の生産コストが低いため、数と機動力で攻めていくス

タイルが一般的である。全ての建造物がDroneという

Zargのユニットが変異したものであり、ダメージを

自然回復することができる。Terranと違い建造物は

Creepと呼ばれる生物組織が覆っている地表の上にし

か建てることができず、Creepを広げながら領地を広

げていくことになる。生産所から全ての種類のユニッ

トを生産することができ、柔軟な戦術をとることがで

きる。

• Protoss

Zargと同じく超文明種族によって創造された種族。各

ユニットの能力が高く、少数精鋭で戦う。ユニットと

建造物は HPとは別に自然回復するシールドを持って

おり、HPへのダメージを肩代わりできる。Pylonと

いう建造物のエネルギーが届く範囲にしか建物を建設

できない。

射程内に敵ユニットが存在する時、そのユニットに攻撃

して HPを減らすことができる。ただし、武器にはクール

ダウン時間が存在し、一度攻撃するとクールダウン中は攻

撃できない。HPが 0になったとき、そのユニットは消滅

する。HPやクールダウン時間、移動速度などはユニット

の種類によって異なる。

ユニットには固有の特殊能力であるスキルが割り当てら

れている。例えば TerranのユニットであるMedicのもつ

スキル Healは、範囲内にある傷ついたユニットを回復す

ることができる。また、同じく Terranの Vesselのもつス

キル Defensive Matrixは、ユニット 1体に HP250分のダ

メージを肩代わりするシールドを与えることができる。

多種多様なスキルによってユニットは性格付けられてお

り、さまざまな種類のユニットやスキルを上手く使うこと

図 1 複数ユニットが直線的に移動している様子

が、戦闘を有利に進める上で重要である。

StarCraftは、戦闘の他に以下に示す探索・生産・建設な

どさまざまな要素が絡んでいる。

• 探索
ゲーム中プレイヤーは、味方ユニット付近の情報しか

得ることができない。偵察機などで偵察し、敵の状況

や資源の探索をする必要がある。

• 生産
マップ上に存在する有限資源である、ミネラルやガス

を採掘して、味方ユニットを生産したり、研究を進め

てユニットを強化することができる。

• 建設
資源を消費して、マップ上に建造物を建設することが

できる。建造物には、ユニットを生産するもの、人口

制限を緩和させるもの、ユニットの防御のために使う

もの、スキルを研究して有効化するものなど様々な種

類がある。

3. 関連研究

3.1 陣形を考慮した StarCraft AI

StarCraftの戦闘におけるユニット制御に、武田家の八陣

形のひとつである横陣隊列を取り入れる手法 [1]が報告さ

れている。実際のゲームではほとんどの場合で複数ユニッ

ト対複数ユニットの対戦となる。敵ユニットの数だけ火力

が分散してしまうため、同じ性能のユニット同士での戦闘

では、戦闘に参加しているユニット数がとても重要な要素

になる。ユニットは重なりあうことができないため、敵を

細い道に誘い込んで、広い出口から迎え撃つような戦術も

存在する。これらからわかるように、戦場として選ぶ場所

取りやユニットの位置関係は勝敗に大きく起因する要素で

ある。

また既存の StarCraft AIの分析として、図 1のように

直線的な移動をしがち、誘導行動に弱いなどの弱点が指摘

されている。敵の居る方向に兵士を垂直方向に広げて配置

する横陣という陣形を取り入れた AIは、陣形を考慮せず

直線的に移動する AIより強いことが実験で示されている

が、狭い通路では横陣が乱れてしまい勝率が下がることも
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α

一様流れ 湧き出し 渦糸

w(z) = Ue−iαz w(z) = Q log z(Q > 0) w(z) = −iΓ log z

図 2 主なポテンシャル流れ

報告されている。

3.2 ポテンシャル流れを利用したAI

ポテンシャル流れを利用して、敵ユニットを囲むように

味方ユニットを配置する手法 [2]が提案されている。一様

流れ・湧き出し・渦糸の 3種類のポテンシャル流れを重ね

あわせることによって複雑なポテンシャル場をつくり、そ

の微分によってユニットを移動させる。

敵軍ユニットの中心に向かって一様流れを設置すること

によって、自軍ユニットは敵軍ユニットに近づいていく。

また、各敵軍ユニットに湧き出しをつけることによって、

敵に近づきすぎない斥力をつくる。これによって、自軍が

敵軍を囲んでいるような陣形になる。これは、敵軍が一部

のユニットしか攻撃できないのに対して、自軍は全ユニッ

トが攻撃できるため有利である。

しかし、多くのユニットが参加する大規模な戦闘では、

ユニットとユニットの衝突が発生しやすい。他のユニット

に邪魔されて目的地に到達できないユニットが発生するこ

とがある。そこで、他のユニットをブロックするユニット

に渦糸を設置することによって、うまくユニットを避けて

移動することができる。

この手法によって、様々な AIを相手にした際に高い勝

率を得られることが示されている。しかし、実験には障害

物が存在しない広いマップが使用されている。建造物など

を含む複雑な地形のような、より現実的なシチュエーショ

ンに対応する必要があると結論付けられている。

3.3 強化学習を用いたユニット制御

強化学習によって、Kiting と呼ばれる追いかけてくる

敵と一定距離を保つ戦法を学習する手法 [3]が提案されて

いる。

Kitingが成立するためには、敵ユニットより素早く移動

できることと、敵ユニットより攻撃射程が長いことが必要

である。この能力優位を使い、敵ユニットに攻撃されない

場所へ移動しながら攻撃してダメージを与えていく。

one-step Q-learningやWatkins’s Q(λ)、one-step Sarsa、

Sarsa(λ)を用いて学習し、比較している。

学習に用いる状態として、以下のパラメータを用いる。

• 自分の武器のクールダウン値
• 最も近い敵ユニットへの距離

• 攻撃が届く敵ユニットの数
• 自分の HP

また、以下の 2つの行動を選択することを学習する。

• 攻撃行動
攻撃が届く敵ユニットの中で、最も HPが低いものに

攻撃を行う。

• 退却行動
危険回避を優先して、敵のダメージを受けないように

回避する。

学習中に与えられる報酬 rは、以下の式で定義される。

rt+1 =

m∑
i=1

enemy healthit − enemy healthit+1

− (agent healtht − agent healtt+1) (1)

Terranの地上ユニットである Vultureが、Marine 6体

に囲まれているような初期状態からの Vultureの操作を学

習する。

1000エピソードの学習の結果、どの学習手法でもビルト

イン AIに対して 100%に近い高い勝率を得ることができ

た。この結果は、RTSゲームの AIに強化学習を用いるこ

とへの希望的な結果だとしている一方、学習をより早くす

ることや、Kitingに限らない一般のゲーム状況に対応する

ためには更なる研究が必要であるとされている。

3.4 UCBを用いたモンテカルロ木探索

モンテカルロ木探索を改良した UCT(UCB applied to

Tree)という手法でユニットコントロールを決定する手法

が提案されている [4]。モンテカルロ木探索とは、可能な

着手を始点として敵味方共に完全にランダムな行動をし

た際のシミュレーションを大量に行い、その結果の期待値

を評価値とする探索手法である。UCT では UCB(Upper

Confidence Bound)という評価値を計算し、これが最も大

きい着手を優先してシミュレーションする。i番目の着手

の UCBは、以下のように計算する。

UCB(i) = Qi + C

√
lnN

Ni
(2)

ここで、Qiは i番目の着手の評価値、C は定数、N はノー

ド iの親における試行数、Ni はノード iの試行数である。

第一項はその着手が良い成果を残せる可能性が高いほど

高い値となり、第二項は他のノードと比較して探索数が少

ないほど高い値となる。探索があまりされていないが期待

できる着手を優先して選択するため、良いノードを効率良

く探索できる。ここで C を大きく設定すると未だに探索

が充分にされていない、評価値の不確定性が高いノードの

UCBが高まる。そのためそれらのノードが優先的に探索

されるようになり局所解に陥りにくくなるが、良い解であ

る可能性の低いノードについて探索される回数が多くなっ
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てしまう。

i番目の着手の j 回目のシミュレーションにおける評価

値 q
(j)
i は、以下のように計算する。

q
(j)
i = ω1HP + ω2DM + ω3CP + ω4EG (3)

HP、DM、CP、EGはそれぞれユニットの残体力、敵に

与えるダメージ、移動速度、残エネルギーを示している。

また、ωn はそれぞれ手動で設定する係数である。Qi はシ

ミュレーション毎に qi の期待値となるように更新する。

実際に可能な行動は、移動・スキルの使用であり、これ

のどちらかが選択される。リアルタイムで行動し続けなけ

ればならないゲームのため、探索を適当な時間で打ち切り、

その時点での評価値が最も高いものが次の着手として選択

される。この手法において、評価値にはユニットの持つパ

ラメータしか考慮されていない。実際の戦闘では、ユニッ

トが作る戦線や近辺にある建造物の位置など、考慮すべき

パラメータはより多くあるため、この評価値の計算は不十

分だと考えられる。

3.5 Deep Q-Network

Deep Q-Networkを用いて Atari 2600のゲームプレイを

学習した結果 [5]が報告されている。Deep Q-Networkは、

Q学習における行動価値観数 Q(s, a)を CNNによって近

似することで、非常に大きな状態空間に Q学習を適用す

る手法である。また、Experience Replayという、行動の

結果を即時に学習に反映せずに Replay Memoryに溜めて

おき、そこからランダムに取り出したサンプルを用いて学

習する手法も取り入れている。CNNとは、2次元グリッ

ドの情報を 2次元のまま畳み込みを繰り返して、グリッド

上の相対位置によらない特徴の抽出を行うニューラルネッ

トワークである。Atari 2600のゲームにおいて、最新 4フ

レームのゲーム画面を 110x84の解像度にダウンサンプリ

ングし、さらにグレースケール化した画像を入力に与える。

出力はコントローラーへの入力の行動価値となる。各イテ

レーションでは最も評価値が高い行動を選択するが、一定

確率で行動価値を無視して完全にランダムな行動を選択す

る epsilon-greedyという手法が使われている。また、報酬

は各ゲーム毎に定義された獲得スコアを与えている。

Deep Q-Networkの詳細なアルゴリズムは以下となる。

( 1 ) Replay-Memory Dをある大きさ N で初期化する

( 2 ) ニューラルネットワークをランダムな重みで初期化

する

( 3 ) 各イテレーションについて

( a ) 観測された初期状態 s1 = {x1}からエンコードさ
れた入力 ϕ1 = ϕ(s1)を作る

( b ) t = 1 から T までについて (ただし sT がゲーム

の終了状態とする)

( i ) ϵ の確率で a からランダムな行動 at を選択

する

( ii )それ以外の場合は、Q∗(ϕ(st), a; θ)が最大と

なるような at を選択する

( iii )行動 atを実行し、報酬 rtと次の入力 xt+1を

得る

( iv )st, at, xt+1 を用いて入力 ϕ(t+ 1)をエンコー

ドする

( v ) (ϕt, at, rt, ϕt+1)を Dに格納する

( vi )Dからランダムに 1つの minibatchである 4

つ組 (ϕj , aj , rj , ϕj+1)を取り出す

( vii )minibatchと下式で表される yj を用いて Q

値を更新する

yj =

rj(終了状態の場合)

b(終了状態でない場合)

このように構築された Deep Q-Networkで 1000万イテ

レーション分学習を行った結果、Breakout、Pong、Enduro

では人間に勝利できている。これらは比較的単純なゲーム

の成果であるが、 Space Invadersのように比較的長期的な

戦略や先読みが必要なゲームでは良い成績にならないこと

が報告されている。Deep Q-Networkを用いて、ロボット

の移動制御などを行う応用 *4などが発表されており、さら

なる発展が望まれるが、StarCraftや他の RTSゲームに適

用された報告はまだなされていない。

以上の関連研究から、戦闘において地形や味方ユニット

との位置関係が重要であり、それらを考慮して行動を決定す

ることが必要だと考え、その改善のためにDeep Q-Network

を利用することを考えた。

4. 提案手法

4.1 概要

戦闘において、不利な地形にとびこないことや、有利な

立ち位置で攻撃することは重要である。しかし機械学習を

用いる既存のアルゴリズムでは、HPや武器のクールダウ

ンタイムなどの入力は用いているが、マップの情報は状態

空間が大きいため有効に使うことができていない。そこ

で、DQNを用いてそれらの情報をグリッドマップとして

与えることによって、マップの情報を活かした行動の学習

ができるのではないかと考えた。

それを踏まえて、以下の 2手法を提案する。

4.2 学習方法 1

図 3 のように、地形情報のみで CNN を構成する。ユ

ニット情報は座標と情報をセットにした組として、CNN

とは別でニューラルネットワークに与えることにする。以
*4 http://research.preferred.jp/2015/06/

distributed-deep-reinforcement-learning/
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図 3 システム概要

下の方法で、DQNへの入力を生成する。

( 1 ) あるユニットを中心に 32x32セルの大きさのグリッド

を戦闘空間として扱う。1セルの大きさは 8x8ドット

(ユニットの最小移動単位)である。

( 2 ) 各セルに、地形の侵入可否を表すグリッドを作成する。

これを CNNに入力する。

( 3 ) 戦闘空間上のユニット毎に座標・HP・クールダウン値

の情報を、Q学習への入力として加える。

また、以下の 9行動のうち 1つを選択することを、DQN

の出力とする。

• 縦横斜めの各 8方向へ移動

• その場に留まって、一番近い敵に対して攻撃する。
時間 tにおける、ユニット iに与えられる報酬 reward(i, t)

は、以下の式で定義される。ただし、cause damage(i, t)

はユニット iが時間 tに敵に与えたダメージを正規化した

もの、unit health(i, t)はユニット iの時間 tにおける HP

を正規化したものである。

unit reward(i, t) =cause damage(i, t)

− {unit health(i, t)

− unit health(i, t+ 1)} (4)

reward(i, t) =
2

3
unit reward(i, t)

+
∑
j ̸=i

1

3
unit reward(j, t) (5)

4.3 学習方法 2

epsilon-greedyのみで複雑なゲームのプレイを学習する

ことは難しい。初期の学習を促進させるために、ルール

ベースの AIを補助的に用いることを考えた。

方法 1と同じように DQNへの入力を生成し、報酬を与

える。ただし、以下の 2行動のうち 1つを選択することを、

DQNの出力とする。

• 攻撃的行動
敵の方向へ移動し、攻撃できるなら最も近い敵に攻撃

3
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図 4 Denemy(x, y) の例

をする

• 防御的行動
敵から逃げるように移動する

4.3.1 移動方向の決定

図 4のような、グリッドマップ上のセルに対して敵ユ

ニットへの最短距離を表す関数Denemy(x, y)を考える。セ

ル内の数値は Denemy(x, y)の値を表しており、灰色は壁、

赤色の丸は敵ユニットの位置を表している。

攻撃的行動では、最も近い敵に近づけるような方向

(Denemy(x, y)が最も小さくなる方向)に移動する。このと

き、自分の位置から A*探索によって移動方向を決定でき

る。もし、射程内に敵ユニットが存在して攻撃ができる状

態なら、移動を行わずに攻撃を行う。

防御的行動では、攻撃的行動とは逆に敵ユニットへの最

短距離が大きくなる方向 (Denemy(x, y)が最も大きくなる

方向)に移動をする。

4.4 実験環境

図 5のようなマップを用意する。青色が敵ユニットで

あるMarine 8体で、赤色が味方ユニットであるMarine 8

体である。味方ユニットの初期位置は狭い通路になってお

り、その位置で敵を迎え撃つと不利になってしまう、とい

うシチュエーションを想定している。

5. 実験結果及び考察

現段階では、提案手法のうち学習方法 1までの実装と実

験が完了しているので、本論文では学習方法 1についての

み結果と考察を報告する。

本研究では、Intel Corei7 6700K、Palit NE5XTIX015KB-

PG600F (GTX TITAN X 12GB)の計算資源を用い、Win-

dows 10上で動作するプログラムを作成した。Starcraftの

制御プログラムはC++とBWAPIを用いて作成し、学習プ

5ⓒ 2016 Information Processing Society of Japan
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図 5 ユニットの初期配置

図 6 逃げ惑うユニット

ログラムはPythonと機械学習ライブラリであるChainer*5

を用いて作成した。制御プログラムと学習プログラムは、

MessagePack-RPC*6 を用いて通信を行った。

125万イテレーションの学習を行った結果、図 6のよう

に敵から逃げ惑うような動きが学習された。図中の黄色い

線は、移動方向を示している。

学習に与えられる報酬は、敵に与えたダメージと敵に与

えられたダメージの差であるため、敵から逃げることに

よって短期的な報酬を向上させることができるためと考え

られる。しかし、戦闘に勝利するためには敵を倒す必要が

あるため、あまり良い動きとはいえない。

また、多くのユニットは、図 7のように初期位置からま

ず下に移動し、角を過ぎたあたりで左に曲がる行動をとっ

た。このことから、各ユニットは自分のマップ上の位置を

理解し、うまく逃げるように学習されたと考えられる。

少ない損害で多くのダメージを与えるための一般的な戦

略として、素早く敵ユニットの数を減らす手法がある。そ

れを達成するためのいくつかの方法がある。一つは全味方

ユニットで 1体の敵ユニットを集中砲火することである。
*5 http://chainer.org/
*6 https://github.com/msgpack-rpc

図 7 角を回りこむ様子
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図 8 一対一に攻撃した場合
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図 9 集中砲火した場合

図 8のように 2体ずつのユニットが一対一に攻撃した場

合共倒れになってしまうが、図 9のように集中砲火をした

場合は、1ユニット生き残ることができる。ただし、敵の

HPより多くのダメージを与えることは非効率なので、必

要最小限のユニット数を割り当てる必要がある。もう一つ

の方法は、HPが低い敵ユニットを優先して攻撃すること

である。

その制御のためには、戦闘において大局的に盤面を判断

し各ユニットに司令をだす上位の AIが必要である。しか

し本手法では、各ユニットは個別の判断に基づき行動し、

また攻撃対象には最も近い敵を選択する。そのため戦力が

ばらけてしまい、損害より多くのダメージを与えること

ができず、正の報酬が得られなかったと考えられる。各ユ

ニットが個別に下す判断と戦闘における大局的な判断をう

まく統合する必要があるが、本研究の提案手法にはそれが

盛り込まれていない。大局的な判断と各ユニットの判断を

うまく統合する手法に関する更なる検討が必要である。

また、ユニット同士で行動決定を共有していないため、

図 10のように味方ユニットの移動方向が噛み合わず、お

互いに引っかかって移動ができない様子も見られた。
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図 10 ユニット同士で引っかかっている様子

今回の実験では、1シチュエーションのみで学習・実験

を行ったが、実際のゲームに適用するにはあらゆるシチュ

エーションに対応する行動を学習する必要がある。

6. おわりに

本論文では、StarCraftの戦闘に関して、DQNを用いて

ユニットコントロールを学習する手法を提案した。地形の

情報をグリッドマップとして DQNに入力して学習するこ

とによって、周囲の地形の状態を加味しつつ敵ユニットか

ら逃げるような AIが学習された。しかし、実際に戦闘に

勝利するためには逃げるだけではなく、攻撃を行って敵ユ

ニットを倒す必要がある。そのためには、戦闘における大

局的な判断に基づき味方ユニット同士が協調し、注意深く

攻撃対象を選ぶ必要がある。

今後の方針としては、学習方法 2に対する実験を行い、ま

た本実験で見つかった課題点に対する改善案を検討する。
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