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商品間のネットワーク構造を用いた  
意外性を高める推薦モデルの提案  

 

河合未夢 1	 能上慎也 2	 保坂忠明 2	 安藤晋 2 
 
概要：本研究では購買履歴に基づいて商品間のネットワークを作成し，その中で周辺ノードとなる商品を優先的に推

薦するモデルによって意外性のある推薦システムの実現を目指した．ネットワークにおけるハブの分析は長い歴史を

もつが，ネットワーク形成の過程を理解することが主要な目的であり，本研究におけるようなネットワーク構造を工
学的に利用する着想は新規なものとなった．本研究が対象とした推薦システムの問題では繰り返し推薦されるポピュ

ラーな商品を避ける，購入した商品と間接的な関係を持つ商品を探索するといった部分問題があり，それらを扱うた

めの表現形式として商品のネットワークを用いるのが有効であった． 
 
キーワード：推薦システム，意外性を志向した推薦，Strength of weak ties  
 

A Proposal of Recommendation Model to Enhance the 
Unexpectedness Using a Structure of an Item Network 

 

MIMU KAWAI1	 SHINYA NOGAMI2	 TADAAKI HOSAKA2	 SHIN ANDO2 
 
Abstract: In this paper, we made an item network on the basis of the history of purchasing and we tried to realize 
serendipity-oriented recommendation system by using the model that preferentially recommends items which are 
marginal nodes. Analysis of a hub on networks had a long history and the main purpose is to understand a process of the 
frame of networks, the idea of using a structure of networks for engineering was unique. In problems of recommendation 
systems against our paper, there were partial problems. One is to avoid recommending popular items and the other is to 
search items which have indirect relationship among purchasing items. Using an item network for a flame of expression 
was effective against these problems. 
 
Keywords: Recommendation System, Serendipity-oriented recommendation, Strength of weak ties  

 
 

1. はじめに   	 	  

1) 	 推薦システムは，利用者に有益と思われる情報や商品を推薦
するシステムであり，オンラインストアなどで広く利用されてい

る．典型的なシステムの入力は利用者の購買履歴データ，出力は

購買者や閲覧者に推薦する商品である．一般的に推薦システムの

評価には入力とは別のテストデータを用意し，テストデータと推

薦商品の一致する度合を用いる．一方で，推薦商品の新規性や意

外性といった観点も，利用者の満足に繋がることが指摘されてい

る[1]．逆に似通った商品ばかりを推薦すると新規性や意外性が小
さくなる[2]．購買データとの一致を高めることと，推薦商品の意
外性を高めることにはトレードオフの関係があると指摘されてお

り[3, 4]，実用的には利用者の好みとの一致を維持しつつ，意外性
を高める方法が求められる． 
推薦商品の意外性は個人の経験に依存するため，購買履歴

データから直接推定することは難しい．そこで本研究では

社会的ネットワークにおいて新規かつ有益な情報が入手で

きる経路に関する研究[9]に基づき，相関の高い商品間にリ
ンクを張った商品ネットワークを考え，ネットワークの構

造を用いた有益性と意外性の高い推薦を行うモデルを提案
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する． 
	 本論文の構成は次の通り．2 章で提案モデルの準備とし

て関連研究を紹介する．3 章で商品ネットワークと提案モ
デルについて説明する．4 章で分析対象の説明と数値実験

の結果を示す．5 章で本論文のまとめと今後の課題につい
て述べる． 

2. 準備  

2.1 基本的な推薦モデル  
	 基本的な推薦モデルである商品ベース協調フィルタリン

グ(IBCF)[1]と，非負値行列因子分解モデル(NMF)[11]につ
いて述べる．まず，推薦モデルの入力として購買履歴デー

タを定める．期間𝑇について，利用者の集合を𝑈，全利用者
数を 𝑈 ，商品の集合を𝐼，全商品数を 𝐼 とする．また，時

刻 𝑡 ∈ 𝑇で利用者 𝑢 ∈ 𝑈が商品 𝑖 ∈ 𝐼を購入した個数を
𝑛  𝑡,𝑢, 𝑖 とする．購買履歴データを以下のように表す． 

  { 𝑛( 𝑡,𝑢, 𝑖 ) | 𝑡 ∈ 𝑇, 𝑢 ∈ 𝑈, 𝑖 ∈ 𝐼 } (1) 
次に，期間𝑇における利用者𝑢が商品𝑖を購入した総数を𝑏!"
とする． 

  𝑏!"= 𝑛( 𝑡,𝑢, 𝑖 )!∈!  (2) 
購買行列𝐵は𝑏!"を要素とした行列とする． 
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  𝐵= 𝑏!"  |!|×|!| (3) 
まず IBCFでは，𝐵の列である商品の特徴ベクトルから商

品間の類似度を定める．たとえば，利用者が購入した商品

毎に，類似度が大きい順に定められた𝑁個の商品を推薦す
る．類似度としては，確率変数の関係の強さを表す相関係

数，ベクトルの方向の近さを表す余弦類似度，集合の共起

の度合いを示すジャッカード係数などが用いられる． 

次に NMFでは，𝐵について|𝑈|×𝐾の行列𝑈と𝐾×|𝐼|の行列
𝐼を𝑈𝐼 ≈ 𝐵となるように学習する．ただし，𝐾は購買行列の

潜在次元数であり学習のパラメータである．利用者𝑥 ∈ 𝑈に
対する商品𝑦 ∈ 𝐼の推薦スコア𝑟!"を，行列𝑈の第𝑥行ベクト

ル𝒖𝒙𝐓と行列𝐼の第𝑦列ベクトル𝒊𝒚の内積とする． 
  𝑟!"= 𝒖𝒙𝐓 ∙ 𝒊𝒚 (4) 
たとえば，利用者𝑥に対して，推薦スコアの高い順に定め
られた𝑁個の商品を推薦する． 

	 基本的な推薦モデルの問題として，推薦した商品の結果

を考慮していない点がある．この問題に対して，マルコフ

決定過程を用いたモデル[13]が提案されている． 

2.2 意外性向上のための推薦モデル  
	 推薦商品の意外性を高めるために，推薦商品の多様性を

高めるモデルが提案されている．文献[5]では，商品につい
てジャンル間の類似度を定義して，類似度の大きい異ジャ

ンルの商品を推薦するモデルを提案している．文献[6]では，
推薦商品の多様性を高めると利用者満足度が高くなると指

摘している． 
	 推薦商品の意外性を高める推薦モデルとしては，文献[3, 

7, 8, 12]がある．文献[3]は，習慣モデルと嗜好モデルを導
入して，2 つのモデルの推薦商品の差を意外性の高い商品
と定義している．文献[7]は，ソーシャルメディアにおける

利用者の行動履歴から隠れた興味の情報を推測して，これ

を意外性の高い情報と定義している．文献[8]は，推薦シス

テムと利用者が対話的な操作を行い，推薦商品の意外性を

高めるモデルを提案している．文献[12]は，推薦における

個人性を向上させることで意外性を高めるモデルを提案し

ている． 

2.3 ネットワークを用いた情報推薦  
文献[9]では，社会的ネットワークを用いて人同士の情報

の伝搬を分析し，どこから新規で有益な情報を入手しやす

いか研究している．社会的ネットワークは，人同士の強い

関係と弱い関係で構成される．ネットワーク上で，強い関

係から構成される割合が大きい密な部分グラフは，人同士

に密な社会的関係があるので情報が共有化されている．自

身がその密な部分グラフに属す場合，そこから得られる情

報は既知の情報となりやすい．そのため，密な部分グラフ

外の人との関係から得る情報の方が，新規で有益な情報と

なりやすい． 

3. 提案モデル  

3.1 提案モデル概要  
	 推薦システムにおいて意外性が失われる要因として，1)

少数のポピュラーな商品が繰り返し推薦される，2)購入し
た商品と直接的な関係が高い商品のみが推薦される，とい

った点が考えられる．これを踏まえ，本論文は商品のネッ

トワークを用いて意外性の高い商品を選択するモデルを提

案する．ネットワークは相関の高い商品間にリンクを張っ

たもので，このようなネットワークでは重みの大きいリン

クを多く持つハブ性が強い商品が存在する．ハブ性が強い

商品は 1)のポピュラーな商品に相当するため意外性は低

い．1)の問題に対処するため，ハブ性が弱いネットワーク
上の周辺に位置する商品を推薦する．また 2) の問題に対
処するため，ネットワーク上で相関が高い商品を辿ること

で直接的な相関が高くない商品でも利用者の好みを考慮し

て推薦対象とする．次節以降は提案モデルついて具体的に

説明する． 
3.2 商品ネットワーク  

	 商品をノードとする商品ネットワークを考える．ネット

ワークは重み付き隣接行列𝐴より表されるものとし，𝐴の要
素𝑎!"は商品𝑖と𝑗の間にリンクがあるとき正の値，さもなく

ば 0をとるものとする．さらに，リンクの有無は商品間の
相関係数より定めるものとする．商品𝑖と𝑗の相関係数𝑐!"を

購買行列𝐵各々の商品に関する列から計算する．相関行列𝐶
は𝑐!"を要素とした行列とする． 
  𝐶=[𝑐!"]|!|×|!| (5) 
相関係数の閾値を𝑡ℎとし，𝑡ℎ以上の商品間にリンクを張る．
𝑎!"は，𝑐!"と𝑡より以下のように定義される． 
  𝐴=[𝑎!"] (6) 

  𝑎!"=
0

  if  𝑖 = 𝑗                                                
     𝑐!" < 𝑡   𝑐!" ≥ 𝑡ℎ  ∃𝑘 ≠ 𝑗 
                        𝑐!" ≥ 𝑡ℎ  ∃𝑘 ≠ 𝑖 

𝑐!" otherwise                                          

 (7) 

(7)の定義は，𝑡ℎ以上の正の相関を持つ相手がない商品は，
そのうち最大の相関を持つ相手とリンクを張るものとして

いるが，これは孤立ノードとなることを避けるための条件

である．正の相関がない商品は孤立することになるが，本

研究で扱ったデータでは存在しなかった．相関分析では経

験的に相関係数が 0.2 未満な場合は正の相関なしと判断す
るため，本研究では𝑡ℎを 0.2とする． 

3.3 商品間の類似度  
提案モデル上で商品間の類似度を定めるために，ネット

ワーク上の商品間の最短経路を求める．経路の長さは𝐴の
対応する要素の逆数とする．最短経路の計算には Dijkstra

法を用いる．図 1 は，商品𝑖から𝑗まで辿るある 1 つの経路
を𝑃!"={ ( 𝑖 , 𝑘 ), ( 𝑘 , 𝑙 ), ( 𝑙 , 𝑗 ) }と表している．経路𝑃!"の長さ
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は
!
!!"(!,!)∈!!" とする． 

商品間の類似度はネットワーク上の距離が遠いほど小

さくなる． 3.1節の 2)の対策として，商品間の類似度をネ
ットワーク上の商品間の最短経路における商品間の相関係 

 

図 1	 類似度とハブ度の算出方法 

Figure 1	 Calculation of similarity and hub 
 

 
数の積とする．これにより，推薦の正確さを維持しつつ直

接的には相関の低い商品を推薦するため，相関が高い商品

を辿ったとき類似度が下がる割合が低くなる．商品𝑖と𝑗の
類似度𝑠!"は以下になる． 
  𝑠!"= 𝑎!"(!,!)∈!∗!"  (8) 

ただし，𝑃＊!"を商品𝑖と𝑗の最短経路とする．𝑠!"は 0 から 1
までの値をとる． 
3.4 商品のハブ度  

3.1 節の 1)の対策として，ハブ性の数量的な尺度として
ハブ度を定義する．提案手法では，相関の高い商品が多い

商品をハブ性が強いと考え，商品𝑗のハブ度ℎ!を，ネットワ

ーク上で商品𝑗に隣接している商品の相関係数の総和と定

める． 
  ℎ!= 𝑎!"!∈!!  (9) 
ただし，図 1より商品𝑗に隣接している商品を𝑁!={ 𝑓,𝑔, 𝑙 }と
する．ℎ!は 0以上の値をとる． 

3.5 推薦スコアの計算  
提案モデルは類似度が高くハブ度の低い商品を推薦す

ることを目指す．類似度とハブ度の線形和とした推薦スコ

アを求める．直感的には，ハブ度が低ければ直接的な相関

が高くても推薦し，ハブ度が高ければ相関が高い商品を辿

ってハブ度がより低い商品を探索することになる．商品𝑖に
対する商品𝑗の推薦スコア𝑟!"は，類似度𝑠!"とハブ度ℎ!から 
  𝑟!"=𝑠!"+ 𝜆ℎ!  (10) 

と定義する．ただし，𝜆はデータから学習するパラメータ
であり，4.4 節で述べる目的関数の値が最大になるよう学

習する．たとえば，商品𝑖を購入した利用者に対して，推薦
スコアの高い順に定められた𝑁個の商品を推薦する． 
3.6 評価指標  

本節は，推薦の正確さを測る指標と意外性を測る指標に

ついて述べる．前者には推薦商品の新規性を考慮した適合

率，再現率，F 値[1,2]などがあり，後者には文献[10]の
unexpectednessがある．一般的な推薦モデルの推薦の正確

さを測る場合，利用者の購買履歴データを，訓練データと

テストデータに分ける．訓練データで利用者に対する推薦

商品を決定し，テストデータで利用者が推薦商品を購入し

ているか検証する． 

文献[1,2]に基づき，新規性を考慮した適合率，再現率，
F 値を以下のように定める．まず，訓練データにおける利

用者𝑢の購入した商品の集合を𝛺(𝑢,𝑇𝑅)とする．次に，利用
者𝑢に対する推薦商品の集合を𝛺(𝑢,𝑅)とする．最後に，テ
ストデータで利用者𝑢が購入した商品の集合を𝛺(𝑢,𝑇𝑆𝑇)と

する．適合率は，推薦商品に対するテストデータで購入し

た商品の積集合から，訓練データで購入した商品を除いた

割合である． 

  適合率= !
|!|

|((! !,! ∩! !,!"! )¥!(!,!")|
| !(!,!)¥!(!,!") |!∈!  (11) 

推薦商品を全て訓練データで購入している利用者について

(11)式は計算できないが，そのような利用者は本研究で扱
ったデータでは存在しなかった． 

再現率は，テストデータで購入した商品に対する推薦商

品の積集合から，訓練データで購入した商品を除いた割合

である． 

  再現率= !
|!|

|(! !,! ∩! !,!"! )¥!(!,!")|
| !(!,!"!)¥!(!,!") |!∈!  (12) 

テストデータで購入した商品を全て訓練データで購入して

いる利用者について(12)式は計算できないが，そのような

利用者は本研究で扱ったデータでは存在しなかった． 
F値は，適合率と再現率の調和平均である． 

  F値=! 適合率 ･再現率
適合率＋再現率

 (13) 

文献[10]では，評価を行う対象モデルの推薦商品と，原
始的な基準モデルの推薦商品との違いから unexpectedness

を定義している．対象モデルと基準モデルの推薦商品の集

合をそれぞれ𝛷(𝑢,𝑅)と𝛷(𝑢,𝑅)とする．unexpectednessは基
準モデルで推薦できなかった商品を対象モデルが推薦した

割合であり， 

unexpectedness = 
1
|𝑈|

|(𝛷 𝑢,𝑅 ∩ 𝛺 𝑢,𝑇𝑆𝑇 )¥(𝛷 𝑢,𝑅 ∪ 𝛺 𝑢,𝑇𝑅 )|
|𝛷(𝑢,𝑅)¥𝛺(𝑢,𝑇𝑅)|

!∈!

 
(14) 

となる．推薦商品を全て訓練データで購入している利用者
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について(14)式は計算できないが，そのような利用者は本
研究で扱ったデータでは存在しなかった．本実験は NMF

を基準モデル，提案モデルと IBCF を対象モデルとして両
者の unexpectednessを比較する． 

4. 数値実験  

4.1 分析対象  
本論文では，平成 26 年度データ解析コンペティション

（http://jasmac-j.jimdo.com/データ解析コンペティション
/平成 26年度）において使用された，総合ブランド企業の

購買履歴データ（データ 2）を対象として分析を行う．購
買履歴データは年間 10 万円以上の購買を行っている優良

顧客と，それ以外の顧客のものから構成される．本論文で

は，優良利用者の購買履歴データを対象とした． 
購買履歴データは，2013年 5月 15日から 2014年 6月

30日まで約 1年の期間について，取引した商品の時刻別に
1単位とした 1,503,727件，全 11,030利用者，52,703商品

から構成される． 
本実験では，提案モデルの学習と評価のため購買履歴デ

ータを取引時刻順に 2分割し，それぞれを訓練データとテ
ストデータとする．さらに，訓練データを学習データと検

証データに分割した．分割した購買履歴の概要を表 1に示
す．提案モデルおよびベースラインモデルの評価では訓練

データの期間に購入した商品から推薦商品を決定し，テス

トデータとの一致の度合いを評価した．このため，学習デ

ータ，検証データ，テストデータの 3つのデータ全てで購
買がある利用者と商品のみを分析対象とした．  
分析対象に含まれる利用者数・商品数は表 2の「全部門

データ」の欄に示した通りである．この中で高額の商品は

購買頻度が低く種類が少ないため，購買頻度の最も高い「菓

子」部門の商品を抽出したデータを用意した．これを一部

門データと呼び，全部門のデータと区別する．一部門デー

タは提案モデルのネットワークを簡潔に可視化し，従来モ

デルとの違いを例示するのに用いる．表 2はさらに一部門

データの概要および両データから生成した商品ネットワー

クのリンク数を示す． 

4.2 ベースラインモデル  
提案モデルを客観的に評価するため，比較となるベース

ラインモデルを設定する．本実験では，商品ベース協調フ

ィルタリング(IBCF)と非負値行列因子分解モデル(NMF)を
ベースラインモデルとする IBCF は類似度として相関係数

を用いる． 
4.3 推薦方法  

	 典型的な推薦システムでは，利用者が購入した商品に対

して推薦商品を提案するため，本実験においても，同様に

提案モデルとベースラインモデルは，利用者が訓練データ

の期間で購入した商品毎に 2つの商品を推薦するものとし

た．提案モデルは訓練データから商品ネットワークを作成

し，訓練データを学習データと検証データを用いて 2-fold

交差検証を行い，最大の unexpectedness を与える𝜆を選択
した． 

 
表 1	 分割データ 

Table 1	 Divided data 

 
訓練データ 

テストデータ 
学習データ 検証データ 

取引件数 20,509 16,604 18,217 

 
表 2	 分析データ 

Table 2	 Analysis data 

 部門データ 全部門データ 

利用者数 1,238 2,701 

商品数 231 1,409 

リンク数 812 9,316 

 
表 3	 小規模データの評価指標の比較 

Table 3	 Comparison with an evaluation index in small data 

 提案モデル IBCF NMF 

適合率 6.4% 6.2% 5.3% 

再現率 17% 16% 31% 

F値 9.4% 9.0% 9.1% 

unexpectedness 0.45% 0.31%  

 

 
4.4 評価指標  

本実験では推薦の正確さを測る指標に，推薦商品の新規

性を考慮した適合率，再現率，F 値，意外性を測る指標に

unexpectednessを用いる．unexpectedness は NMFを基準
モデルに設定し，提案モデルと IBCF の値を比較する．ま

た，提案モデルは意外性を評価することが目的のため，パ

ラメータ𝜆は unexpectedness を目的関数として学習させる． 
4.5 一部門データの実験結果  

本節は一部門データの実験結果を示していく．𝜆は-1 か
ら 0までの値を検証し，学習した結果-0.1となった．𝜆の値

が負であることから，ハブ度が低い商品の方が推薦スコア

は高くなっている． 

4.5.1 評価指標の比較 
評価指標について，提案モデルとベースラインモデルを

比較したものを表 3に示す．表 3より，提案モデルは適合
率，再現率，F値，unexpectednessで IBCFを上回った． 

4.5.2 ネットワークの特性分析 
	 実験で得られたネットワークの全体図を図 2に示す．ノ

ード数は 231個，リンクの数は 812本，孤立ノードは存在
しなかった．なお少数のノードから構成されるネットワー
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クに属す商品は相関の高い商品がないため，一般的なコー

ルドスタートにおける手続きにならいハブ度の最も低い商

品を推薦するものとした．次に，ネットワークにおける各

商品の隣接ノード数|𝑁!|のヒストグラムを図 3に示す．図 3

より，大多数の商品は少ない隣接ノード数であるが，一部 

 
図 2	 小規模データの商品ネットワーク 

Figure 2	 Item network of small data 

 

 

図 3	 各商品の隣接ノード数のヒストグラム 

Figure 3	 Histogram of a number of adjacent nodes for 
every item 

 
 
の商品は隣接ノード数が多くなっており，裾が広い分布と

なっている．選択した閾値𝑡ℎの値でハブ性の高い商品と周

辺商品の違いがとらえられることが分かる．また，ネット

ワーク上の商品間の平均最短経路は 3.8 リンクであった．
全商品間の類似度を計算するために，全商品間の最短経路

を Dijkstra 法で求めたが，要した時間は 1.2 秒であった．
計算機環境は CPUが Core i7@1.70Ghz でメモリが 8GBで

ある． 
4.5.3 推薦モデルの視覚化 

	 4.3 節で述べた通り，商品毎に 2 つの商品を推薦するた

め一部門データでは 462個の推薦商品がある．そのうち提
案モデルと IBCFの推薦商品を比較すると，251個が異なる

商品であった．よって，提案モデルは IBCF とは大きく異
なる商品を推薦していると言える．具体的に提案モデルが

ネットワーク上でどのような推薦を行っているか分析する．

提案モデルと IBCFの推薦商品を比較した例を表 4に示す． 
表 4	 推薦商品の比較 

Table 4	 Comparison with recommendation items 

購入商品 
推薦商品 

提案モデル IBCF 
シュー 
クリーム 

スイート

ポテト 
スコーン 

スイート

ポテト 
カステラ 

つまみ A 最中 A 最中 B 最中 A つまみ B 
バウム A バウム B 大福 ブリュレ バウム E 

ブリュレ バウム C バウム D 
バウム 
クーヘン 

ロール 
ケーキ 

 

 

図 4	 ネットワークの構造を用いた推薦 

Figure 4	 Recommendation to use a structure of networks 
 

 
表 4の商品について，提案モデルの推薦を表したものを図
4 に示す．商品名の下にはハブ度が表記してあり，末端ノ

ードではハブ度が商品間の相関係数となる．購入商品●に

対する推薦商品○に至るまでの経路を矢印で示している． 

たとえば，ネットワーク上で末端ノードである”シューク
リーム”は他の商品と正の相関はないが，その中で最も高い
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相関の”スイートポテト”とリンクがある．また，”スイート
ポテト”は”スコーン”と中程度の正の相関がある．提案モデ

ルは”スイートポテト”を辿って”シュークリーム”から”スコ
ーン”を推薦している．つまり，提案モデルは他の商品と正
の相関が低い商品や少ない商品の場合でも，ネットワーク

上の相関の高い商品を辿ることで，利用者の好みを考慮し

た推薦を行うことが可能であると考える．また，直接の相

関が高くない商品を推薦しているので，意外性は高まると

考える． 

次に，他の商品と正の相関が多い”ブリュレ”について分析
する．本来であれば表 4の IBCFの推薦のように，”ブリュ

レ”は相関が高い上位 2 つの”バウムクーヘン”と”ロールケ
ーキ”を推薦するのが一般的である．しかし，この両者はハ

ブ度が大きいポピュラーな商品のため意外性の低い推薦と

考えられる．提案モデルは推薦の意外性を高めるために，

ハブ度の低い”バウム C” と”バウム D”を推薦している．ネ
ットワーク上では周辺に位置する商品をより多く推薦する

ことを意味する． 

4.6 全部門データの実験結果  
本節は全部門データの実験結果を示していく．𝜆は-1 か

ら 0 までの値を検証し-0.02 となった．全部門データでも
一部門データと同様な実験結果がみられた．重複をさける

ため必要な箇所だけ説明する． 
評価指標について各推薦モデルを比較したものを表 5に

示す．一部門データ同様，評価指標は提案モデルが IBCF
を上回った．次に，ネットワークの全体図を図 5 に示す．

ノード数は 1,407 個，リンクの数は 9,316 本，孤立ノード
は存在しなかった．少数のノードから構成されるネットワ

ークに属す商品については，一部門データと同様にハブ度

の最も低い商品を推薦するものとした．また，ネットワー

ク上の商品間の平均最短経路は 4.4 リンクであった．一部

門データと全部門データの違いとして，商品間の類似度を

計算するコストがある．4.5.2節で示した同じ計算機環境で

567秒を要した． 
全部門データでは 2,814 個の推薦商品がある．そのうち，

提案モデルと IBCFの推薦商品を比較すると 1,177個が異な
る商品であった．一部門データ同様，提案モデルは IBCF

とは大きく異なる商品を推薦していると言える．また，提

案モデルの推薦の特徴も一部門データと同じく，ネットワ

ーク上の相関の高い商品を辿った推薦やネットワークの周

辺に位置する商品をより多く推薦していた． 

5. おわりに  

本論文は，商品間のネットワーク構造を用いて意外性を評

価するモデルを提案した．提案モデルは類似度が高くハブ

度の低い商品の推薦を行い，推薦の正確さと意外性の向上

を目的としている．本実験では，提案モデルは適合率，再

現率，F値，unexpectednessで IBCFを上回った． 
	 提案モデルと IBCF の推薦商品を比較すると，両者は大

きく異なる商品を推薦していた．それにも関わらず，提案

モデルは IBCF と同等以上の評価指標であることは意外性
を高める上での意義があると考えられる． 

	 3.1 節で述べた意外性が失われる要因 1)と 2)について，
1)はネットワーク上で周辺に位置する商品をより多く推薦 

表 5	 大規模データの評価指標の比較 

Table 5	 Comparison with an evaluation index in large data 

 提案モデル IBCF NMF 

適合率 4.3% 4.1% 3.5% 

再現率 11% 10% 19% 

F値 6.2% 5.9% 5.9% 

unexpectedness 0.13% 0.12%  

 

 

図 5	 大規模データの商品ネットワーク 

Figure 5	 Item network of large data 

 
 
することで，2)は相関の高い商品間を辿って推薦すること
で対策した．評価指標について提案モデルは IBCF を上回

ったので，これらの対策は効果があったと考える． 
	 今後の課題として，提案モデルとベースラインモデルと

の意外性の差における，利用者満足度の検証が考えられる．

また，提案モデルは推薦の仕組みを視覚化することができ

るので，商品の関係を分析する企業の担当者が，推薦の妥

当性を評価・検証するツールとして利用できるように，提

案モデルを改良していきたい． 
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