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滞在時間帯と経路情報を用いた
混合最大エントロピー逆強化学習に基づく早期目的地予測

小西達也1,a) 下坂正倫2,b)

概要：ユーザの位置履歴情報に基づく目的地の推定はユビキタスコンピューティングの中心的な応用課題
の一つである．この問題に対して活動時間帯に基づくものや，逆強化学習に基づくものが提案されてきた
が，前者は移動時の経路情報を加味しないため最終的な目的地推定の精度を上げにくい，後者は移動開始
直後では経路情報を利用できないために移動開始直後の推定精度が低いという問題がある．本研究は，こ
れら 2つの枠組みを統合し，移動直後から一定水準の精度を保証しつつ，移動するにつれて目的地予測精
度を向上させていく手法の実現を目的とする．具体的には，滞在場所と時間帯に関係する分布を混合比と
する，最大エントロピー逆強化学習（MEIRL）を用いた統計モデルを提案する．スマートフォンにより取
得された位置履歴データを用いた実験により，提案手法が既存の目的地予測手法と比べて高い精度で目的
地を予測できることを確認した．
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1. 緒論

近年のスマートデバイス普及により，ユーザの情報を収
集することが容易になってきた．ユーザの日常生活を様々
なデータから生活パターンを把握，推定することができ，
ユーザの未来の行動を予測することが可能となる．特に，
位置情報はユーザの状況，行動などのコンテキストを把握
するのに最も一般的に使われるものであり，その商業的，
経済的な利用価値の高さからもユビキタスコンピューティ
ングの領域では研究が盛んに行われている．
その中でも，目的地予測，もしくは経路予測は行動デー
タ利活用の中心的な応用課題の一つと言える．事故や混雑
を回避するための迂回路の提示や目的地における予定や天
気の通知 [1]は勿論のこと，途中経路におけるパーソナラ
イズされた広告の表示，車であれば最適な給油，給電計画
の提案 [2], [3]，スマートフォンの基地局切替の最適化 [4]

など応用の幅は広い．
目的地を予測するにあたり，まず考えられるのは出発地
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点や出発時刻などの滞在パターンである．これに着目する
と，例えば夕方に職場を出発すればその目的地は自宅であ
る可能性が高い，すなわちその移動行動は帰宅であると
いうような予測を行うことができる．しかし，移動時の経
路情報を加味しないため最終的な目的地推定の精度を上
げにくいという問題がある．Manassehら [5]は，Decision

Treeなどの多クラス識別の枠組みで目的地推定に取り組
み，Nadembegaら [6]は，多クラス識別モデルに加えて階
層的なクラスタリングを用いて目的地予測精度の向上を
図った．これらは特徴量として現在地やそれ以前の位置情
報を組み込んではいるものの，経路を包括的に表現できる
モデルではないため，予測精度に改善の余地がある．
一方で，移動パターンを観察することでその目的地を予
測するという経路情報に着目したアプローチも考えられ
る．直感的には，自宅を出た瞬間には複数の候補から目的
地が絞れなくても，例えば次に経由したのが最寄りの駅な
のか，バス停なのかという情報がわかるだけでも，目的地
を絞り込むのに役立つのは容易に推察できる．しかし今度
は逆に，出発直後においては経路情報を用いることができ
ないために，移動行動の初期において目的地推定精度に難
がある．Xueら [7]は，地点から地点への遷移確率を元に
目的地に至る確率を計算する手法を取ったが，経路以外の
情報を使っておらず出発地点での目的地予測精度に問題が
あった．一方 Ziebartら [8]は，逆強化学習を目的地予測に
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応用できることを示したが，研究の主眼はあくまで与えら
れた目的地に対する経路予測であった．マルコフモデルに
着目して位置と位置の間の遷移確率をモデル化する研究も
多い [9], [10]．Huangら [11]は，位置情報と行動ラベルの
組み合わせに対して HMMを適用し，目的地に対して移動
や行動のラベルが周期的であることを明確に示した．しか
し，遷移のみに着目しているため，時刻などの人の行動に
大きく影響を与える要素についてはまだ考慮の余地がある．
Krummら [12], [13]は，目的地の事前確率と，最短経路と
実際の運転経路から計算される距離の差や経過時間の尤度
を組み合わせてモデル化を行っている．しかしこれらは目
的地のみに依存した定式化であり，目的地へ向かう出発地
からの経路情報を十分に考慮できていない問題点がある．
目的地予測に対する上述の 2つのアプローチ，すなわち
滞在パターンに着目した手法と経路情報に着目した手法に
内在する問題点は，相互に補うことが可能である．本論文
では，これら 2つの枠組みを統合し，経路情報が少ない移
動開始時には出発地や時刻などの滞在パターンを考慮し，
移動が進むにつれて経路情報を加味していく．これにより，
移動開始直後から予測精度を一定水準担保しつつ，移動す
るにつれて予測精度の向上が期待できる．本研究では，こ
のように 2つのアプローチを統合した早期目的地予測モデ
ルの構築を目的とする．
本研究の主眼はあくまで滞在時間帯と経路情報を統合し
た早期目的地予測モデルの構築であるが，経路情報を取り
扱う際，路線の乗り換えなど，移動手段を考慮した経路の
候補を活用する枠組みも新たに提案する．Krummらの研
究 [13]では，ユーザが行ったことのない目的地も予測対象
とする Open Worldな予測モデルを構築したことは画期的
であったものの，自動車での移動を前提に置いたこのモデ
ルでは，目的地への到達確率が既に行ったことのある目的
地からの物理的な距離に依存しているという仮定を置いて
いる．しかし特に都心などの交通網が発達した地域におい
ては，人の日常生活における駅間，ひいては目的地の物理
的な距離は意味を持たなくなるため，不十分な仮定と言え
る．そのため本研究では都心における生活の足である電車
の経路に着目し，路線検索APIにより取得された経路候補
を活用することで Open Worldな予測モデルを構築すると
いう新たな枠組みを提案する．
本研究の貢献は以下のようにまとめられる．まず，移動
開始直後から一定の予測精度を保ち，移動につれて予測精
度を向上させていく目的地予測モデルの構築である．次
に，経路情報の扱いにおいて，路線検索 APIから取得した
移動経路の候補を活用する新たな枠組みの提案である．
以降，2節では提案モデルの詳細について述べ，3節で
は用いる特徴量の設計について記述する．4節では，提案
モデルの性能評価のためスマートフォンを用いて複数人，
数週間に及ぶ実際の位置情報を収集し，そのデータセット

を利用して性能評価実験を行った．最後に 5節で本研究の
貢献と将来課題をまとめた．

2. 早期目的地予測モデルの構築

提案手法では，移動開始直後から一定水準の精度を保証
しつつ，移動に従って目的地予測精度を向上させていく数
理モデルを構築する．具体的には，最大エントロピー逆強
化学習により算出される経路情報の尤度から，滞在時間帯
を入力とする多クラス識別モデルによる目的地への到達確
率を混合比として目的地の事後確率を計算する．

2.1 問題設定
提案手法においては目的地とそこに至る経路上の位置情
報を離散化して扱うため，クラスタリングなどの前処理を
施す必要がある．このとき，得られた位置情報データセッ
トから，L個の位置クラスタが得られたとする．さらに，
得られた離散化された位置情報から，予測する「目的地」
の候補としていくつかの位置クラスタを抽出する．この抽
出された位置クラスタを本研究では「停留点」と呼び，以
下では K（ただし K ≤ L）個抽出されたとし，目的地を
表現する確率変数を y ∈ {1, 2, · · · ,K}とおく．このうち
どこに向かっているのかの予測を本研究における問題設定
とする．位置情報の離散化，停留点の抽出に関する詳細は
4.1節で示す．
また，本論文中では離散化された L 個の位置ラベル

{1, 2, · · · , L} を遷移する毎にステップ t が 1 ずつ更新さ
れるとし，ステップ tにおける位置ラベルを ℓt と表記す
る．経路情報以外の，滞在パターンを示す静的なコンテ
キスト情報も同様に xt と表記する．また，簡単のため
ℓ1:t ≡ {ℓ1, ℓ2, · · · , ℓt},x1:t ≡ {x1,x2, · · · ,xt}と表現する．

2.2 滞在時間帯による目的地確率を混合比とした
経路情報に基づく最大エントロピー逆強化学習モデル

上述のように，経路情報が少ない移動開始時には滞在パ
ターンから目的地を予測しつつ，移動が進むにつれて経路
情報を加味する数理モデルを構築し，ステップが小さいう
ちから精度の良い早期目的地予測の実現を目指す．ステッ
プ tにおいて目的地が kである確率を，

p(y = k|x1:t, ℓ1:t) = p(y = k, ℓ1:t|x1:t) (1)

∝ p(y = k, ℓ1:t|x1:t) (2)

∝ p(y = k|x1:t)p(ℓ1:t|y = k) (3)

のように定義する．この式において，p(y = k|x1:t)の部分
が静的なコンテキスト情報，すなわち滞在時間帯に応じた
目的地の分布を表し，p(ℓ1:t|y = k)が経路情報により計算
される尤度を表す．また，以上の提案モデルにおいて予測
される目的地 k̂ は，k̂ = argmax

k
p(y = k|x1:t, ℓ1:t) により
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求められる．k̂が複数ある場合には，ランダムにそれらの
内 1つを選択し予測結果とする．
2.2.1 滞在時間帯による目的地確率
滞在時間帯による目的地確率 p(y = k|x1:t)を多クラス
識別手法により算出する．ユーザにより滞在パターンが異
なることを考慮し，この多クラス識別器はユーザ毎に学習
を行う．ここで停留点の抽出は全ユーザ共通で行っている
ため，特定のユーザの過去の行動履歴，すなわち訓練デー
タセットに含まれない目的地をも予測結果に含める必要が
ある．本研究では，訓練データセットに含まれる停留点と
その集合を u ∈ U，含まれない停留点とその集合を v ∈ V

としたとき，

p(y = u|x1:t) = (1− α)
exp(wT

ufs(x1:t))∑K
k exp(wT

kfs(x1:t))
(4)

p(y = v|x1:t) =
α

|V | (5)

のように目的地確率を計算した．ただし，|V |は集合 V に
含まれる停留点の数，αは訓練データセットに含まれない
停留点を選択する確率を表すモデルパラメータ，fs は滞
在時間帯に関する特徴量ベクトルであり，wk は停留点 k

に対する特徴量ベクトルの重みパラメータである．式 (4)

では多クラス対数線形モデルをその学習法の一つである
FOBOS[14]により最適化して用いた. また，正則化には l2

正則化を用いた．上記では滞在時間帯に基づく目的地確率
の算出には対数線形モデルを用いたが，時間帯に基づく滞
在場所を分布で表現する手法 [15]の利用も可能である．
2.2.2 逆強化学習により算出される経路情報の尤度
経路情報による尤度 p(ℓ1:t|y = k) を計算するにあたっ
て，本研究では最大エントロピーマルコフ決定過程 [8]に
より定式化を行う．従って，2.2節の式により，提案する
目的地予測モデルは混合最大エントロピーマルコフ決定過
程となる．
ここで，ステップ tから t + 1において位置ラベルが ℓt

から ℓt+1に遷移したとき，マルコフ決定過程における状態
を ℓt，行動を ℓt+1と設定する．マルコフ決定過程において
は状態 ℓt に対する報酬関数 R(ℓt)の設定が重要であるが，
経路に関する報酬を正しく設定することは難しい．そのた
め，理想的な経路情報から最適な報酬関数を設定するため
の枠組みとして，停留点 kに対する報酬関数が以下のよう
なパラメータ θk により表現されるものと仮定し，事前に
取得した位置履歴データから θk を以下の規範により最適
化する．詳細な手続きは [8]を参照のこと．

R(ℓt|y = k) = θT
k gr(ℓt) (6)

p(ℓ1:T |y = k) ∝ exp

{
T∑

t=1

R(ℓt|y = k)

}
(7)

θ̂k = argmax
θ

{
∑

ℓ1:T∈D
ln p(ℓ1:T |y = k)− Ω(θ)

}
(8)

ただし Ω(θ)は正則化項を表し，ここでは l1 正則化すなわ
ち Ω(θ) = γ||θ||1, γ ≥ 0とした．またDは経路情報の訓練
データセットである．これにより，停留点 kに対する，ス
テップ tまでの実際の経路 ℓ1:t の尤度は，

p(ℓ1:t|y = k) =
1

Zk
exp

{
t∑

τ=1

R(ℓτ |y = k)

}
(9)

と計算される．ここで Zk は分配関数である．また，報酬
関数の学習に用いる訓練データ，すなわち理想的な経路と
して，本研究では路線検索 API*1 で取得した経由駅の緯
度，経度の点列を与えた．路線検索APIにより理想的な経
路を取得しているので，収集した経路データに履歴のない
出発地，目的地であっても予測が可能である点が本研究の
特徴である．

3. 特徴量設計

提案手法においては，式 (4)，式 (5)で表される多クラ
ス対数線形モデルと，式 (9)で表される最大エントロピー
逆強化学習という 2つの学習器を用いる．それぞれに対し
て，以下のように特徴量 fs, gr を設計した．

3.1 滞在時間帯に関する特徴量
式 (4)で用いる特徴量 fs(x1:t)について，その設計を述べ
る．本研究では滞在時間帯を表現する特徴量として，以下の
3つの観点から特徴量 fdep ∈ RL,ftime ∈ RH ,fweek ∈ R2

を設計し，fs(x1:t) = fdep(x1:t)⊗ftime(x1:t)⊗fweek(x1:t) ∈
R2LH とする．
出発地点 L個の位置ラベルのうち，出発地点のラベルを

ℓdep とする．このとき，出発地点を表現する特徴量
fdep(x1:t)は，

fdep(x1:t) =
[
f (1)
dep f

(2)
dep · · · f (L)

dep

]
(10)

f (i)
dep =

⎧
⎨

⎩
1 (if i = ℓdep)

0 (otherwise)
(11)

なる L次元ベクトルの 1-of-L表現である．
出発時刻 出発した時刻を hとして，24時間を H 分割し
た時間帯のそれぞれについて h との近さをガウシア
ンで平滑化したものを特徴量として用いる．具体的に
は，出発時刻を表現する特徴量 ftime(x1:t)は，

ftime(x1:t) =
[
f (1)
time f

(2)
time · · · f (H)

time

]
(12)

f (i)
time =

exp
{
− (h−min(i,H−i))2

2

}

√
2π

(13)

なる H 次元のベクトルである．
曜日 人の生活パターンが平日と休日とで異なることを仮
*1 駅すぱあとWeb サービス．https://ekiworld.net/service/

sier/webservice/api.html
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定し，平日か休日かを考慮する特徴量を作成する．こ
の特徴量 fweek(x1:t)は，

fweek(x1:t) =

⎧
⎨

⎩
[ 0 1 ] (if weekday)

[ 1 0 ] (if weekend)
(14)

なる 2次元のベクトルである．

3.2 経路情報に関する特徴量
ある停留点に向かう際に取り得る経路が複数存在するこ
とを考える．それら複数の経路は，選択のされやすさ，そ
こから到達可能な停留点の数など，目的地を予測するにあ
たり重要な要素が異なる可能性があり，すべてを同様に扱
うべきではない．そのため，ステップ tにおける位置 ℓt を
入力として，候補として得られる n個の経路毎に抽出され
た特徴量を並べたベクトル gr(ℓt) ∈ Rn を経路情報に関す
る特徴量として利用する．本研究で利用する路線検索 API

では出発駅と目的駅を指定した上で「早さ」「安さ」「乗換
回数の少なさ」の基準によって経路が取得でき，それぞれ
の候補のうち最上位であったものを利用する．すなわち
gr(ℓt) ∈ R3である．また，出発駅と目的駅は，それぞれ出
発地と目的地の緯度，経度から最寄りの鉄道駅を取得し利
用している．
特徴量として，「早さ」「安さ」「乗換回数の少なさ」の
基準で取得された理想的な経路 ζ̃ =

[
ζ̃1 ζ̃2 ζ̃3

]
のそれぞれ

に対して，与えられた位置 ℓtがどれだけ距離的に近いのか
を表現することを考える．ここで，d(ζ̃i, ℓt), (i = 1, 2, 3)は
理想的な経路 ζ̃i上の点を結んだ線と，実際の経路上の点 ℓt

の実世界上の最短距離を表すとする．これらを用いて，特
徴量ベクトル gr(ℓt) ∈ R3を以下のように計算する．なお，
⌊x⌋は xを越えない最大の整数を表す．

gr(ℓt) =
[
g(1)r g(2)r g(3)r

]
(15)

g(i)r =

⎧
⎨

⎩
X −

⌊
d(ζ̃i,ℓt)

D

⌋
(if d(ζ̃i, ℓt) ≤ XD)

0 (otherwise)
(16)

すなわち，理想的な経路 ζ̃i と実際の経路上の点 ℓt の距離
d(ζ̃i, ℓt)が D未満であれば特徴量 g(i)r = X，2D未満であ
れば g(i)r = X − 1というように，ζ̃i と ℓt が近いほど離散
的に値が大きくなる特徴量である．

4. 性能評価実験

滞在パターンと経路情報を組み合わせた提案手法におい
て，移動開始時，移動中ともに安定した目的地予測性能を
達成できるか検証するための実験を行った．実験に用いた
データは被験者 10名による実際の位置履歴情報である．

4.1 位置情報の収集
本研究の提案モデルの性能評価を行うための，日常的な

表 1 収集したユーザ毎の位置情報数
ユーザ番号 位置情報数 ユーザ番号 位置情報数

1 5445 個 5 2504 個
2 128 個 6 4780 個
3 3951 個 7 4001 個
4 34 個
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図 1 収集した位置情報（20843 点）

生活行動データを取得しデータセットを構築した．データ
収集期間は 2015年 5月 11日～5月 31日の 21日間で，被
験者は年齢，性別不問の成人 10名（うち位置情報を取得
できたのは 7名）である．被験者の所持する Android端末
に，データ収集用の専用アプリケーションをインストール
し，位置情報を含む様々なデータを取得した．特に位置情
報に関しては，GPSまたはネットワークの情報を利用して
5分間隔で取得し，計 20843点の位置情報を取得した．位
置情報には，緯度・経度に加え取得した時刻も含まれる．
ユーザ毎に収集された位置情報の数は表 1の通りである．
図 1に，実際に収集された位置情報の一部地域を拡大して
プロットした．
4.1.1 位置情報の離散化
本研究では位置情報の離散化には，凝集型階層クラスタ
リングの一つである群平均法（UPGMA:Unweighted Pair

Group Method with Arithmetic mean）[16]を用いた．UP-

GMAでは位置情報の密度を考慮してクラスタリングを行
うため，外れ値に対して頑健であるという特徴を持つ [17]．
例えば自宅や職場など位置情報が多く取得されると考えら
れる地点において，他の点の影響を受けにくく，直感的な
クラスタリングができると期待される．
クラスタリングした結果，20843点の位置情報は 99点に
離散化された．図 2に，クラスタリングされた位置の一部
地域を拡大してプロットした．
4.1.2 停留点の抽出
上記のクラスタリングにより得られた離散化された位置
情報から，個人毎の経路データが得られる．この経路デー
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図 2 全ユーザの位置情報のクラスタリング結果（99 点）
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図 3 抽出された停留点（9 点）

タから，ある一定時間以上滞在した地点を，目的地の候補
として扱うべき「停留点」として抽出する．ここでは，20

分以上滞在している点を停留点として計 9点抽出した．ま
た，図 3に，抽出された停留点をプロットした．
この結果経路データが計 245個抽出できた．さらに本研
究では遷移による目的地確率の推移を観察するため，遷移
が 4回以上起きている経路データ，すなわち出発地点を含
めて位置情報 5 点以上から構成される経路データのみを
データセットとした．また，旅行と思われる移動を除くた
め，関東以外の地点が含まれる経路データは除外した．こ
の結果，最終的にデータセットに含まれる経路データは計
20個であった．
また，出発地と目的地が同じテストデータ 3つを図 4に
プロットした．必ずしも同じ位置ラベルを経由しているわ
けではないことがわかるが，これは位置情報を取得するタ
イミング（本研究では 5分毎）によっては同一のラベルが
取得されるとは限らないためである．このように位置情報
をサンプリング，さらに離散化した結果，得られる経路上
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図 4 出発地と目的地が同じ 3 つの経路

の位置ラベルが厳密に等しくなくても目的地予測が可能で
あることも本実験で検証する．

4.2 比較手法
本研究では，出発時点からある一定以上の精度を保証し
つつ，経路を経る毎に精度を向上させていく目的地予測モ
デルの構築を目的とする．そのため，比較手法には出発時
点における情報のみを使った目的地推定モデルと，経路情
報のみを使った目的地推定モデルを用いた．具体的には，
提案モデルでも利用している，式 (4)と式 (5)で表現される
多クラス対数線形モデルと，Ziebartら [8]の提案している
逆強化学習によって学習された経路情報による予測モデル

p(y = k|ℓ1:t) ∝ p(ℓ1:t|y = k)p(y = k) (17)

である．ここで p(y = k)は目的地の事前分布であり，こ
こでは p(y = k) = 1/K とした．また，提案手法と同様に
予測された目的地 k̂ は，k̂ = argmax

k
p(y = k) として求め

る．ただし k̂が複数ある場合は，その内の 1つをランダム
に選択する．

4.3 実験結果
データセットに対して，Leave-one-out交差検定 [18]で
性能評価した結果を図 5にプロットした．ここで，式 (12)，
式 (13) に示した出発時間帯に関する特徴量パラメータ
H = 8，式 (16)に示した経路情報に関する特徴量パラメー
タ X = 5, D = 100m，式 (4)，式 (5)に示した訓練データ
セットに含まれない停留点を予測結果とする確率 α = 0.25

を設定した．横軸は，目的地予測を行ったステップ tの，
経路全体の長さ T に対する割合である．縦軸は予測の正解
率を表し，値が大きいほど高性能である．
移動開始時の精度に着目すると，提案手法の予測精度は
多クラス識別モデルのそれと等しい．すなわち，経路情報
を利用できない移動開始時においては，滞在パターンによ
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図 5 目的地予測精度

る予測を利用していることが分かる．次に，経路の経過に
つれて提案手法の精度が上昇していくことがわかる．これ
は経路情報を利用していくことで段々と目的地が絞られて
いくことを示している．また，滞在パターンをも考慮した
ことで，移動中の目的地予測精度において，経路情報のみ
から目的地予測したものよりも若干の精度向上が確認で
きる．
以上，実際の位置情報を用いた実験により，提案手法が
多クラス識別モデルと経路情報とを統合的に利用し，双方
の利点を上手くいかして精度良く目的地予測を行えること
が定量的に確認された．

5. 結論

本研究では，滞在時間帯などの静的な情報と経路情報を
組み合わせることにより，移動開始直後から一定水準の精
度を保ちつつ，経路を経る毎に精度を向上させていく目的
地予測モデルを構築した．提案モデルにおいて，特定の目
的地 k に対する確率 p(y = k|x1:t)と，経路情報から計算
できる尤度 p(ℓ1:t|y = k)はそれぞれ独立に計算できる．
前者に関しては，既存の多クラス識別モデルの枠組みが
そのまま利用できるため，特徴量の設計を含め更なる精度
向上の余地がある．後者の学習では，路線検索APIを利用
することにより訓練データセットにない出発地と目的地に
対しても尤度が計算できるという特徴がある．
実験の結果，既存研究の 2つのアプローチの問題点を解
決，すなわち移動開始直後の精度を向上しつつ移動につれ
て目的地予測精度を向上していく早期目的地予測が可能で
あることを確認した．特に，本研究では 5分間隔という決
して高頻度ではないサンプリングレートで取得された位置
情報を，更にクラスタリングで離散化しているが，厳密に
同じ離散化された位置ラベル列を経路データとして得られ
なくても，目的地が精度良く予測できることが確認できた．
本研究ではユーザの移動経路が電車の経路に深い関係が

あると仮定し，路線検索 APIに出発地の最寄り駅と，目的
地の最寄り駅を用いた．しかし車や徒歩，自転車による移
動も日常生活における重要な移動手段であり，複数の交通
手段を加味した検索結果を利用し，それに適合した特徴量
の設計により本アプローチの適用範囲が広がることが期待
される．
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