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1. イントロダクション
購買履歴や文書などの多くの現実のデータは組合せ集合と

みなすことができる．このような組合せ集合に対して，それ
らの類似度や距離を定義することは，データマイニングや機
械学習などの分野の重要な応用に繋がると考えられる．
集合間の類似度として Jaccard係数が知られている．2つ

の集合 F,Gに対して Jaccard係数は，|F|を集合 Fの要素数
として，Jaccard(F,G) = |F∩G|/|F∪G|で定義される．しか
しながら，Jaccard係数は 2つの集合の要素の有無のみを見
ているため，組合せ集合に含まれる組合せの関係を考慮する
ことができない．よって，組合せ集合間の類似度としては不
十分であり，組合せの関係を考慮できる類似度の定義が望ま
れる．
一方で，正規化情報距離の考え方に基づいた組合せ集合間

の距離尺度の定義が，細川らによって提案されている [3]．細
川らの定義は，MEET演算 [1]と呼ばれる組合せ集合間の演
算を用いており，組合せ間の関係を考慮した距離尺度になっ
ている．しかしながら，値が負値や不定値となる場合が存在
し，距離尺度として望ましくない性質を持っている．
そこで我々は，MEET演算を用いた組合せ集合間の類似度

として望ましい性質を持った定義を与える．また，応用例と
してTwitterユーザの分類に適用し，その妥当性を検証する．

2. 組合せ集合とMEET演算
組合せ集合とは「n個のアイテムから任意個を選ぶ組合せ」

を要素とする集合である．例えば a,b, c,dという四つのアイ
テムに関して，{ab,d}, {abc,bd, cd}は，いずれも組合せ集合
の一例である．Fの組合せのアイテム数の総和 ||F||を Fの総ア
イテム数とよぶ．たとえば，||{abc,bd, cd}|| = 3+ 2+ 2 = 7
である．
組合せ集合には，和集合や共通部分集合などを求める演算

に加えて，本稿で扱う MEET 演算 [1] を定義することがで
きる．MEET 演算は組合せ集合における二項演算として定
義され，演算子として “⊓”を用いる．組合せ集合 Fと Gの
MEET演算の結果 F ⊓Gは次式で定義される．

定義 1. MEET演算

F ⊓G = {α ∩ β | α ∈ F,β ∈ G}

定義よりMEET演算は，Fに含まれる組合せ αと Gに含ま
れる組合せ βの任意のペアに対して共通部分集合を求めると
いう演算である．つまり，MEET演算は Fと Gに共通して
出現する組合せを列挙する演算であり，F ⊓ Gを計算するこ
とで FとGに共通して現れる組合せがどのくらいが存在する
かを求めることができる．たとえば，{abc,ac} ⊓ {ab, cf} =
{abc ∩ ab,abc ∩ cf,ac ∩ ab,ac ∩ cf} = {a,ab, c}となる．
また，MEET演算は和集合演算に対して分配的であるこ

とが知られている．つまり，

F ⊓ (G ∪H) = (F ⊓G) ∪ (F ⊓H)

が成立する．
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3. MEET演算を用いた組合せ集合間の類似度
二つの組合せ集合 F,Gが共通して多くの組合せを持つなら

ば，Fと Gは類似していると考えるのが自然である．共通し
て現れる組合せはMEET演算を用いて計算することができ
るので，F⊓Gの総アイテム数 ||F⊓G||が多いならば，Fと G
は類似していると考えられる．たとえば，F = {abc,def},G =
{abc,de}に対して ||F⊓G|| = ||{abc,de}|| = 5であり，MEET
演算により多くのアイテムが出現する．このとき，Fと Gの
違いは defという組合せと deという組合せ間におけるアイ
テム 1つ分だけであり，これらは類似していると言えるであ
ろう．そこで，||F ⊓ G||を組合せ集合間の類似度に利用する
ことを考える．
しかしながら，||F ⊓ G|| は F または G の総アイテム数

が多いほど大きな値を取りうる．一方で，類似度は F や G
の総アイテム数に影響されないことが望ましい．たとえば，
F = {abc,def},G = {a,b, c,d, e, f} に対して ||F ⊓ G|| =
||{a,b, c,d, e, f}|| = 6 であり，多くのアイテムが出現する．
しかし各アイテムについて見てみると，Fでは abcや defと
いう組合せで出現しているのに対して，Gでは個別に出現し
ているため，Fと G はあまり類似していないと判断したい．
このため，||F ⊓G||を類似度に利用するためには，Fや Gの
総アイテム数に影響されないように正規化を行う必要がある．
正規化として，類似度を 0以上 1以下の値にすることを考

える．つまり，0に近いほど類似しておらず，1に近いほど類
似していると判断する．ここで，MEET演算が和集合演算に
対して分配的であることから F⊓G ⊆ (F∪G)⊓ (F∪G)である
ことがわかる．したがって，||(F∪G)⊓(F∪G)||は ||F⊓G||の上
界となっている．そこで我々は，||F⊓G||を ||(F∪G)⊓(F∪G)||
で割ることで正規化を行い，次式で与えられる類似度を定義
する．

定義 2. 組合せ集合間の類似度

SMEET (F,G) =
||F ⊓G||

||(F ∪G) ⊓ (F ∪G)||

先述の例を用いると，F = {abc,def},G = {abc,de} に対
して SMEET (F,G) = ||{abc,de}||/||{abc,de,def}|| = 5/8，の
ように，組合せ集合間の類似度が算出される．
この類似度には次の性質がある．
1. 0 ! SMEET (F,G) ! 1

2. F = G =⇒ SMEET (F,G) = 1

3. F と G に共通して現れるアイテムが存在しない ⇐⇒
SMEET (F,G) = 0

また，特別な場合として F，Gに含まれる全ての組合せが
1つのアイテムからなるとき，我々の定義は Jaccard係数に
一致する．たとえば，F = {a,b, c},G = {b, c,d}などの場合
である．このとき，F⊓G = F∩G, (F∪G)⊓ (F∪G) = F∪G
であり，||F ∩ G|| = |F ∩ G|, ||F ∪ G|| = |F ∪ G| であるから，
SMEET (F,G) = |F ∩G|/|F ∪G| = Jaccard(F,G)となる．
我々の定義では，MEET 演算により組合せの関係を考慮

することができるので，二つの組合せ集合が同じアイテムか
ら構成される組合せ集合であっても，それらの類似度が 1と
は限らない．また，MEET 演算の結果には同じアイテムが
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複数の組合せに現れることがある．これは，そのアイテムが
元の二つの組合せ集合に複数回現れるときであり，この性質
からアイテムの頻度を考慮できると考えられる．

4. 実験：Twitterユーザー分類への応用
4.1 目的と準備
提案した類似度が，組合せを考慮した妥当な類似度である

かを検証する．そのために，応用例の一つとして考えられる，
Twitter∗ ユーザーの分類へ適用し，妥当性を検討する．
実験には 100人のそれぞれ 200ツイートを用いた．100人

の内訳は，声優，TVタレント，サッカー選手，野球選手，経
営者それぞれ 20 人である．これらのツイートを MeCab∗∗

を用いて形態素解析を行い名詞だけの単語の組合せとし，各
ユーザのツイート集合を組合せ集合とした．このとき，指示
語やひらがな一文字のみ，アルファべットのみからなる単語
は削除した．
本実験では，すべてのツイート集合間の類似度を計算し，ス

ペクトラルクラスタリングと呼ばれる手法を用いて，k-means
によりクラスタリングを行った [2]．この手法には，距離行
列（または非類似度行列）が必要となるため，非類似度 (二
つの組合せ集合が一致するとき値が 0 となる尺度) として
1−SMEET (F,G)を算出してこれを距離行列として用いた．実
験では，5つのクラスタにクラスタリングを行い正解率を計
算する．ここで，正解率とは，声優，TVタレント，サッカー
選手，野球選手，経営者のそれぞれ 20人ずつを正解のクラ
スタとし，100人のうち何人が正解のクラスタに分類される
かの値である．
また，我々の定義が組合せを考慮していることを確かめ

るために，組合せを考慮せずにツイート集合を単なる単語の
集合として Jaccard 距離を算出した場合との比較を行った．
Jaccard距離は 1− Jaccard(F,G)で定義される．Jaccard距
離は組合せ集合を扱うことができないため，ツイート集合に
含まれるすべてのツイートを繋げて一つのツイートとみなし，
そこに現れる単語の集合を扱った．
実験には，CPU : 1.7GHz Intel Core i5，Memory : 4GB，

OS : OSX Yosemite 10.10.3のマシンを用いた．
4.2 実験結果
得られた非類似度行列を表現したヒートマップを図 1. に

示す．ヒートマップは，各行または各列は一人のユーザの組
合せ集合に対応し，上または左から 20人ずつがそれぞれ声
優，TVタレント，サッカー選手，野球選手，経営者に対応
している．交差する点には二人のユーザの組合せ集合間の非
類似度を白黒の濃淡で表しており，非類似度の値が小さけれ
ば黒，大きければ白に近づくようになっている．
また，100人のユーザをクラスタリングしたときの正解率

を表 1.に示す
4.3 考察
実験結果より，5 つにクラスタリングしたときの精度は

Jaccard距離を用いた場合より高いことが分かる．これには
次の二つの要因が考えられる．まず一つ目の要因として，サッ
カー選手間や TV タレント間の類似度が Jaccard 係数を用
いたときに比べて，MEET 演算を用いた類似度の方が高く
なっていることが挙げられる．これは，我々の定義がアイテ
ムの頻度を考慮していることが理由であると考えられる．た
とえば，F = {abc,abd},G = {ab,abd,abcde} に対して，
F ⊓ G = {ab,abc,abd} となり，複数回 ab が数えられるこ
とがある．一方で，Jaccard係数は，アイテムが複数回数え
られることはない．このように，ある単語がどちらのツイー
ト集合にも複数回現れる場合は，Jaccard係数よりも類似度
が高くなることがある．二つ目の要因として，声優と TVタ
レントの間の類似度が Jaccard係数よりも，MEET演算を
用いた類似度の方が比較的低くなっていることが挙げられ
る．これは，二つの組合せ集合が同じアイテムをもつ組合せ
集合でも，組合せが異なれば，類似度が低くなることが理由
であると考えられる．たとえば，F = {ab, cd},G = {ac,bd}

∗https://twitter.com/
∗∗http://mecab.sourceforge.net/

図 1: Jaccard距離（左）とMEET非類似度（右）のヒート
マップ

表 1: クラスタリングの正解率の比較

クラスタ数 Jaccard距離 MEET非類似度
5 69% 82%
3 98% 88%

の場合，どちらの組合せ集合も a,b, c,dのみからなるので，
Jaccard距離は 0となってしまうが，F ⊓ G = {a,b, c,d}よ
り，1 − SMEET (F,G) = 1 − 1/3 = 2/3 となり，これらの類
似度は低くなっている．
また，声優と TVタレントは芸能関係として，サッカー選

手と野球選手をスポーツ選手としてまとめて考えることがで
きるので，芸能関係 40人，スポーツ選手 40人，経営者 20
人の 3つのクラスタを正解とし，同様の実験を行った．結果
を表 1.に示す．結果より Jaccard距離を用いた場合の 3ク
ラスタへの分類と 5クラスタへの分類実験において正解率に
大きな差が出ている．この原因の一つとして，声優と TVタ
レント，サッカー選手と野球選手の区別ができていなかった
ことが挙げられる．一方で，我々の定義が 3クラスタと 5ク
ラスタの分類実験において，正解率にあまり変化がないこと
から，声優と TVタレント，サッカー選手と野球選手の区別
ができており，より細かな分類ができることが期待できる．
一方で，我々の定義がクラスタ数によらず一定の誤差がある
ことに関しては，「年，月，日」などの職業とは無関係に頻出
するアイテムの組合せに影響を受けているのではないかと考
えている．

5. まとめ
本稿ではMEET演算を用いた組合せ集合間の類似度を定

義した．Twitter ユーザの分類の実験から，我々の定義が，
Jaccard係数よりも組合せの関係を考慮した類似度の定義と
なっていることが確認された．
なお本研究は，JST湊離散構造処理系プロジェクトからの

助成による．
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