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1． まえがき 

Webの情報は日々蓄積され，利用できるコンテンツの数

は増加している．一方，膨大な Webページの中から必要

な情報や興味のあるコンテンツを探すことは困難である．

ユーザの負担を減らして Webの利便性を高めるため，コ

ンテンツ推薦システムの重要性が高まっている[1]． 

コンテンツ推薦システムはコンテンツベース型と協調フ

ィルタリング型，両者のハイブリッド型の 3通りに大別で

きる[1]．コンテンツベース型はコンテンツの特徴量を扱い，

ユーザの嗜好モデルを構築して推薦を行う．協調フィルタ

リング型は他のユーザの行動履歴を参照し，類似ユーザの

利用コンテンツを推薦する．ハイブリッド型は両手法を組

み合わせたものである． 

コンテンツベース型は推薦の質がサービスの利用者数に

影響されず，利用者の居ない新規のコンテンツを推薦でき

る．課題として推薦内容の偏り，メディアの種類によって

は特徴量抽出が困難なことが挙げられる[2]． 

協調フィルタリング型はコンテンツの特徴量解析が必要

無く，異なるメディア同士を結び付けることができる．課

題として履歴の蓄積が少ないシステム稼働当初の推薦精度

が落ち，新規コンテンツの推薦が難しいといったことが挙

げられる[2]． 

コンテンツベース型と協調フィルタリング型の問題は相

補的な関係にある[3]．両者の利点を活かして推薦の質を高

めようとするのがハイブリッド手法である． 

本論文ではコンテンツベース型，協調フィルタリング型

として運用でき，インタラクティブ性を取り入れてユーザ

満足度向上を図る推薦システムを提案する． 

 

2 ．提案手法 

2.1 SORN 

Self-Organizing Relationship Network(SORN)という

学習器を用いる．SORNは堀尾[4]らによって提案された

Self-Organizing Map(SOM)[5]の拡張手法である．SORN

は好ましい入出力関係を自己組織化するために用いられる．

SORNの構成を図 1に示す．入力層，出力層，競合層から

成り，それぞれ n ，m ，N個のユニットをもつ．競合層

上の i番目のユニットは入力層，出力層の全ユニットとそ

れぞれ結合重みベクトル Wi = (Wi1，…，Wij，…，Win) と

Ui = (Ui1，…，Uik，…，Uim) を介して結合している．i番

目のユニットの結合重みベクトルを Vi= (Wi ，Ui)とする．

結合重みは[0，1]の値をとる． 

学習用ベクトルとして入出力ベクトルの組 I = (X,Y)を与

え，この組に対する評価値 Eも同時にネットワークに与え

る．入出力ベクトルの各値は[0，1]の値に正規化される．

評価値は[-1,1]の値をとり，正の値は望ましい入出力関係

を，負の値は悪い関係を表す． 

 

入出力ベクトル(X，Y)と評価値 Eが与えられたとき，式

(1)(3)で入力層，(2)(4)で出力層との結合重みを更新する．

Wij，Uikは i番目の競合層ユニットがもつ j番目の入力層

ユニット，k番目の出力層ユニットとの結合重みである．

I=(X，Y)，X=(X1，…，Xj，…，Xn)， Y=(Y1，…，Yk，…，

Ym)の学習では，評価値 Eが正なら Wij，Uikは Xj，Ykに

近づき，負なら遠ざかる．学習データと競合層の差が大き

ければ大きく，小さければ小さく更新する．α(t)は学習の

収束用関数であり，学習の進行度 tに応じて重みの更新値

を小さくする．β は評価値 E が負の場合の更新値を制御し，

β が小さければ小さく，大きければ大きく遠ざける．sgn()

は符号関数であり，正の値には 1，負の値には-1 を返す． 
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学習後の SORN は入力 X に対し式(5)を計算することで，

X に対する好ましい出力 Yを得ることができる．ziは i番

目の競合層ユニットと入力 Xの類似度であり，k番目の出

力 ykは，Uikの ziによる重み付き平均和で求められる．式

(5)で Y を求めることは，入力 Xに対して N個のファジィ

if-thenルールによるファジィ推論を行うことを意味する

[4]．式(6)中の γはファジネスを表し，γが大きければ結合

重みが出力に反映されやすくなる． 
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図 1 SORNの構造 
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提案手法では入力層にユーザ情報，出力層にコンテンツ

情報を与え，獲得した結合重みを推薦に利用する． 

 

2.2 コンテンツベース型 

コンテンツの内容やタグから生成したコンテンツ特徴ベ

クトルを C=(C1，C2，…，Cn)とする．ユーザのコンテン

ツ利用履歴，及び年齢や性別などのデモグラフィック情報

から生成したユーザの属性ベクトルを U=(U1，U2，…，

Um)とする．コンテンツベース型ではこの両ベクトルの関

係を SORNに学習させる(図 2)．属性 Uをもったユーザが

特徴 C をもつコンテンツを利用して評価 E を下した場合，

学習データ(U，C，E)が生成される．学習データは特定期

間毎に収集して更新し，流行を反映させた学習を行う．E

が正のデータの学習を行う場合，(U，C)に最も近い結合重

みをもつ競合層ユニットとその周辺ユニットの重みを(U，

C)に近づけ，Eが負の場合は遠ざける．学習を繰り返し，

各ユーザ層が何のコンテンツを評価したかの関係を競合層

に獲得させる． 

 

学習後の競合層の i番目のユニットには Ciに近い特徴を

もつコンテンツ群を対応させる．同様に全てのユニットに

コンテンツ群を対応させ，図 3 のようなコンテンツマップ

を作成する．マップの各マスの色は保持するコンテンツ情

報により異なる．i番目のユニットが対応したマスについ

て Uiとシステム利用ユーザ属性 U の類似度を求め，マッ

プ上での表示を変化させる(図 4)．類似度はユーザベクト

ル間の距離を基に算出する。ユーザはマップに対して操作

することで，コンテンツの推薦を受けられる．マップの各

マスを選択して対応したコンテンツ群を表示する．また，

特定のマスを選択して類似度を再計算することで，選択し

たマスのユーザ属性を反映したマップを表示する．なお，

コンテンツマップは学習対象とした全ユーザで共有する．

ユーザ操作を伴わない推薦として，ユーザ属性 Uの入力に

対して式(5)に基づいて得られた Cに近い特徴をもつコン

テンツを表示する． 

この手法ではユーザ個人の嗜好モデルではなく，ユーザ

全体の嗜好モデルを SORN上に構築する．そのため，学

習後の競合層解析により学習データ収集期間中における全

体傾向の抽出が期待できる．また，マップ操作により他者

の興味を反映した推薦を受けることができ，思いがけない

発見的な推薦が可能になる． 

 

2.3 協調フィルタリング型 

コンテンツベース型の構成を協調フィルタリング用に修

正する．SORNの入力層にはコンテンツの利用履歴を直接

与え，出力層にも利用コンテンツをそのまま与える．競合

層ユニットは入力重み集合 I={[I1，Iw1]，[I2，Iw2]，… ，

[In，Iwn]}，出力重み集合 O={[O1，Ow1]，[O2，Ow2]，… ，

[Om，Owm]}をもつ．集合中の組の Ij，Okはコンテンツの

ID，Iwj，Owkは各コンテンツに対する重みを表す．これ

は総コンテンツ数を NCとしたとき，NC個の入力層・出力

層ユニットの内，それぞれ n個・m個と結ばれている．ユ

ーザのコンテンツ利用履歴を L=(C1，C2，… ，CA)とする．

履歴 Lをもったユーザがコンテンツ CUSEを利用して評価

E を下した場合，学習データ(L，CUSE，E)が生成される．

学習時は類似度 Sが最も高かった競合層ユニットと近傍ユ

ニットについて，評価値 E に加え入力集合として{[C1，1]，

[C2，1]，…，[CA，1]}，出力集合として{[CUSE，1]}を与え

て重みの更新を行う．ここでは CUSEに対する評価のみ考

慮し，利用履歴 L中のコンテンツに対する過去の評価は考

えないものとする．学習データと競合層ユニットの類似度

Sは式(7)で求める． 

 

    ∑                   (7)  
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図 3 コンテンツマップの構造 

図 2 コンテンツベース型の学習 
図 4 マップへのユーザ情報反映 

FIT2014（第 13 回情報科学技術フォーラム）

Copyright © 2014 by
The Institute of Electronics, Information and Communication Engineers and
Information Processing Society of Japan All rights reserved.

 448

第3分冊



Owcの値は Oj = CUSEとなる組が Oに含まれている場合

Owj，そうでなければ 0となる．競合層ユニットの入力重

み集合 I の組に含まれないコンテンツ Ciについて Cwi=0

として学習する．同様に Oに含まれない CUSEについて，

[CUSE，0]が Oに含まれているとする(図 5)． 

 

 

図 5 競合層の学習手順 

 

学習後｜I｜>nとなった競合層ユニットは｜I｜=nとなる

まで，I の中で最も小さい重み Iwmin をもつ組を削除する．

｜O｜>m のユニットについても，Oの中で最小の重み

Owminをもつ組を｜O｜=m となるまで削除する(図 6)． 

 

学習後の競合層ユニットは履歴コンテンツ集合 IC={I1，I2，

…，In}と，ICの要素を利用履歴にもつユーザから高評価を

受けた利用コンテンツ集合 OC={O1，O2，…，Om}をもっ

ている．また，ICの各要素の OCに対する高評価への関連

度を表すベクトル Iw=( Iw1，Iw2，…，Iwn)をもつ． 

コンテンツベース型の場合と同様に，学習後の競合層ユ

ニットから図 3のようなコンテンツマップを作成する．た

だし，既に出力情報がコンテンツの集合であるため，コン

テンツ群を新たに構成する必要はない．利用履歴 Lをもつ

ユーザに対する各競合層ユニットの類似度を式(7)から

Owc の項を除いて求め，マップの表示に反映させる(図 4)． 

マップ操作はコンテンツベース型の場合と同様である．マ

ップ非操作の場合，式(5)に基づいて求めたベクトル中で値

の大きな出力に対応したコンテンツを推薦する． 

この手法では対象とした全ユーザの利用文脈，評価と関

連付けたコンテンツの重み付けを行っている．そのため，

学習後の競合層から全体傾向を抽出できる． 

 

3．検証実験 

2.2 で述べたコンテンツベース型について実験を行った．

実験では Twitterで Yahoo!ニュース公式アカウントが配

信している Webニュースをコンテンツとし，Twitter利用

者をユーザとしてシステムを構築した．Twitterユーザが

ニュースツイートをリツイートした事例を収集して学習デ

ータとした．学習データの構造を表 1に示す．  

 

表 1 学習データの構造 

 経済 芸能 スポーツ IT 科学 

入力(U) U1 U2 U3 U4 U5 

出力(C) C1 C2 C3 C4 C5 

 

取得したテキスト中の全単語について 5種の文書集合を

適用した tf-idf値[6]の合計を求め，文書集合毎の合計値を

5 種全体の比率に直して学習用ベクトルとしている(図 7)．

解析対象とする単語は形態素解析器 kuromoji[7]によって

名詞かつ数でないとされたものである．解析に用いた文書

集合に属する記事数と単語数を表 2に示す．記事は

2013/6/25～11/12に Yahoo!ニュース RSSの各トピックで

公開された中から収集した． 

 

 

 

表 2 解析に用いた文書集合 

 経済 芸能 スポーツ IT 科学 

記事数 198 222 225 166 167 

単語数 4623 5691 3810 2212 3553 

 

学習データは 2014/1/20～2014/1/29 の間に Yahoo!ニュ

ース公式 Twitter アカウントから発信されたツイートの内，

図 7 学習用ベクトルの生成 

図 6 全学習終了後の処理 
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20 人以上にリツイートされたニュースから生成した 210

件を用いている。各学習データは複数のユーザが同一のコ

ンテンツを利用した事例集合であり，学習用ベクトルの集

合{(U1，C)，(U2，C)，…}として扱われる．学習の際，リ

ツイート行為は各ユーザのニュースに対する良い評価を表

していると考えて，評価値 Eを 1に固定して重みの更新を

行っている．   

3 パターンの実験を行い比較・考察した．全実験の共通

事項として，210 件のデータ中の 7738件のリツイート事

例について 50 回のバッチ学習を終えた SORNを用いて推

薦処理を行っている．学習パラメータの共通設定を表 3に

示す．α(t)は各バッチ学習ごとに減少し，2次元に配置し

た競合層について隣接関係から近傍ユニットを定めた． 

 

表 3 学習パラメータの設定 

α(t)    
   

     [ 1 ≦ t ≦ 50 ] 

β なし(評価が負の学習を行わないため) 

近傍ユニット 

勝者ユニットの周囲 24個について， 

勝者の周りは更新値 0.5倍， 

その外周は更新値 0.2倍として学習 

 

提案手法であるコンテンツマップ方式(マップ方式)と総

動員方式の特徴を図 8に示す．マップ方式では単一ユニッ

トが獲得した結合重みを利用するため，個々の事例に近い

レベルの推薦を行う．総動員方式では全ユニットの学習結

果の重み付き平均を利用するため，個人性のない全体傾向

に従った推薦を行う． 

 

 

図 8 提案手法の特徴 
 

3.1 コンテンツマップ方式(提案手法) 

学習後の各競合層ユニットに 210 件のニュースから出力

重みの近い上位数件のニュースを対応させる．その後，学

習データ中の 7738事例に含まれるユーザからランダムに

100 人抜き出し，各ユーザの属性に最も近い入力重みをも

つ競合層ユニットを探索する．ユーザに最も近い重みをも

つユニットに対応したニュースの中にユーザがリツイート

したものが含まれていれば推薦成功，含まれていなければ

失敗としてカウントする．競合層のユニット数，1ユニッ

トに対応するニュース数を変えながら，各設定につき 100

回実験した平均の成功率を表 4 に示す． 

 

表 4 ニュース推薦の成功率(マップ方式) 

 
ユニット数 

10×10 

ユニット数 

15×15 

ユニット数 

20×20 

対応数 5件 12.5% 12.6% 12.8% 

対応数 10 件 19.9% 19.2% 19.7% 

対応数 15 件 24.7% 25.1% 25.4% 

 

表 4の行は 1個の競合層ユニットに対応させるニュースの

数が 5，10，15件の設定に対応し，列は競合層ユニットを

10×10，15×15，20×20の 2次元に設定したことに対応す

る．ここで，表 4中の成功率はコンテンツマップ上で最も

強調されたマスにユーザが過去に利用したコンテンツが対

応している確率である．推薦成功のケースでは過去に利用

したコンテンツと共に，同系コンテンツの推薦に成功して

いる．表 4からはユニット数による推薦精度の変化は見ら

れない．各設定 100回の実験において競合層ユニットに対

応しなかったニュース件数を表 5に示す．  

 

表 5 ユニット未対応のニュース件数 

 
ユニット数 

10×10 

ユニット数 

15×15 

ユニット数 

20×20 

対応数 5件 145.4件 99.9件 75.1件 

対応数 10 件 115.6件 72.3件 52.5件 

対応数 15 件 99.7件 56.8件 39.4件 

 

表 5より，210件中かなりのニュースがマップに配置され

ていなかったことが分かる．ユニット数の増加に応じて未

対応のニュースが減っていることから，競合層の出力重み

の多様性はマップサイズに比例するといえる．  

 

3.2 総動員方式(提案手法) 

 総動員方式では学習後の SORN にユーザ属性を与えて

式(5)でニュース属性を求め，求めた属性に最も近い数件の

ニュースを推薦する．式(6)中の γは 1とした．マップ方式

の実験と同様に，ユーザがリツイートしたニュースが推薦

内容に含まれていれば成功，含まれていなければ失敗とし

た．学習データから無作為抽出した 100人のユーザに対す

る実験を各設定 100回行った平均成功率を表 6に示す． 

 

表 6 ニュース推薦の成功率(総動員方式) 

 
ユニット数 

10×10 

ユニット数 

15×15 

ユニット数 

20×20 

推薦数 5件 9.9% 10.2% 10.4% 

推薦数 10 件 20.0% 19.1% 19.7% 

推薦数 15 件 25.4% 25.2% 25.3% 

 

表 6の行は各ユーザに対して推薦するニュースの数に対応

し，列は競合層ユニットの設定に対応する．推薦数が 5件

のときマップ方式より精度が悪く，利用・被利用関係の平
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均を求めて個人性を消した弊害が現れている．ユニット数

による変化が見られないのはマップ方式と同じである． 

 

3.3 直接推薦方式 
学習データ中からランダムに抜き出した 100人のユーザ

に対し，各ユーザ属性に最も近い特徴をもつニュース数件

を直接推薦した．マップ方式，総動員方式と同様，推薦し

たニュースにユーザからリツイートされたものが含まれて

いれば成功とした． 100回実験した平均の成功率を表 7に

示す．この手法では学習を行わず，ユーザのツイート構成

に近い話題のニュースを推薦している． 

 

表 7 ニュース推薦の成功率(実験 3) 

推薦数 5件 14.8% 

推薦数 10 件 23.8% 

推薦数 15 件 30.3% 

 

直接推薦方式ではマップ方式，総動員方式のいずれより高

い精度を得た．これは，普段ツイートする内容に近い話題

のニュースをリツイートするユーザが多いことを示す．学

習データ中の 7738事例について，ニュース属性とユーザ

特徴の相関係数を求めた．表 8 に各次元ごとの相関係数を

示す． 各行がニュース特徴の次元，各列がユーザ属性の次

元に対応しており，各セルにはそれぞれの行・列の値の相

関係数が入っている．表 8においてニュース・ユーザ間で

同じ話題の次元同士が最も高い係数をもっている．相関係

数から，普段のツイートと同じ分野のニュースをリツイー

トするユーザが多いことが確認できる． 

 

表 8 ユーザ・ニュースの相関係数 
  経 U 芸 U ス U ITU 科 U 

経済 C 0.146 -0.060 -0.121 0.119 0.080 

芸能 C -0.110 0.172 -0.026 -0.074 -0.127 

スポ C -0.127 -0.028 0.218 -0.135 -0.093 

ITC 0.092 -0.042 -0.104 0.148 0.047 

科学 C 0.095 -0.089 -0.061 0.047 0.170 

 

3.4 考察 

データ中のユーザ 1人が 210件のニュースの中からリツ

イートしている平均件数は 1.58 件である(リツイート事例

7738件，ユーザ 4905人)．ランダムに推薦を行う場合の

成功率を表 9に示す．表 9の値は式(8)で計算している．式

(8)中の 210はニュース件数，208 はニュース件数から平均

リツイート数の切り上げ値を引いた数値である．提案手法

2 種はランダム推薦と比較すると良い結果だが，利用コン

テンツの直接推定において有効な精度を得られたとは言え

ない．提案手法ではユーザとのインタラクションによる多

様な推薦を想定しているため，マップ方式の勝者ユニット

単独による推薦，総動員方式の平均化した 1属性を用いた

推薦の単純な精度が評価の全てではないが，学習や推薦手

法の改善が必要であると考えられる． 

 

表 9 ランダム推薦の理論成功率 

推薦件数 成功率 

5 件 4.7% 

10 件 9.3% 

15 件 13.8% 

 

{
成功率      

      (   ， )

      (   ， )

 ：推薦件数

  (8) 

 

マップサイズによる変化が見られない原因として，ニュ

ース特徴の結合重みに対してユーザ属性の重みの多様性が

低いことが考えられる．学習に用いたユーザ 7738事例

(4905人の各リツイート時点)，ニュース 210件の入出力ベ

クトルの各次元の平均・分散を表 10 に示す． 

 

表 10 学習データの傾向 

 経済 芸能 スポーツ IT 科学 

Uの平均 0.2104 0.3156 0.2486 0.1263 0.0988 

Cの平均 0.2335 0.2506 0.2589 0.1102 0.1465 

Uの分散 0.0018 0.0053 0.0044 0.0010 0.0008 

Cの分散 0.0180 0.0256 0.0276 0.0076 0.0157 

 

U・C共に芸能・スポーツの平均が高く，Twitter上のニ

ュースや会話に芸能・スポーツの話題が多いことが分かる．

これはネット上での芸能人やスポーツ選手の影響力の強さ

によると考えられる．また，Cの分散に比べ Uの分散は小

さく，ユーザのツイートはニュースに比べて多様性が低い

ことが分かる．多様性の指標として，学習後の競合層にク

ラスタリングを行った．ユニット数を 20×20 として実験

と同じ設定の学習を行なったユニットに k=20の k-means

法[8]を適用した．クラスタリングには各ユニットの入力重

みと出力重みの両方を用いている．得られたクラスタを図

9 に示す．図 9中の上の棒グラフがニュース特徴，下がユ

ーザ属性を表す．各グラフの左から経済，芸能，スポーツ，

IT，科学の割合に対応する．クラスタ番号隣の括弧内の数

字は所属ユニット数である．なお，空のクラスタは載せて

いない．得られたクラスタでは下のユーザ属性に大きな差

は見られないが，ニュースの特徴には明確な違いが存在す

る．また，ニュース特徴・ユーザ属性の重みを別々にクラ

スタリングした場合でも同様の傾向が現れている．ユーザ

多様性が低いため各ユニット間でのニュース特徴の差分が

相対的に大きくなり，ユーザ属性に過敏な推薦を行って推

薦内容が分散していると考えられる．ユーザやコンテンツ

の学習データに統計的な差異がある場合に近似度計算の重

み付け配分を変えるなど，両者の均衡をとる仕組みにより

推薦精度が改善すると予想できる．また，ユーザ・コンテ
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ンツの解析自体に多様な学習データを生成する仕組みを取

り入れることも有効と考えられる． 

 

 

図 9 競合層のクラスタ 
 

直接推薦方式との比較から，ユーザとコンテンツのパラ

メータ間に明確な相関関係が含まれる場合，提案手法は非

学習の最尤推定手法の推薦に対して精度が劣ると予想され

る．図 9に示される学習結果は，似た嗜好のユーザが異な

る分野のニュースを評価した事例を獲得した結果だと判断

できる．この学習結果は，提案手法でのマップ操作による

推薦を行うための学習に成功していると言える．マップ方

式の実験では推薦に用いるユニットをユーザ属性に最も近

いものとしたが，本来はユーザに選択させるものである．

クラスタリングの結果を踏まえると，ユーザに推薦内容を

選択させる方式であれば単純な精度以上の評価を獲得でき

ると考えられる． 

マップ方式と総動員方式を比較すると，マップ方式では

個々の事例に近い推薦，総動員方式では個人性を排した推

薦を行っている．両手法の違いは利用する競合層ユニット

が単一か複数かであり，利用ユニットの決め方や数の設定

で推薦の性質を調整できる．クラスタリング後のラベルや

マップ中のユニット位置情報などがユニット選定に利用可

能である．各指標で選定されたユニット群による協調推薦

では，特定ユーザ層の利用コンテンツ群を辿る階層移動的

な推薦が可能になると考えられる． 

 

4. まとめ 

本論文ではユーザとコンテンツ双方の特徴を結びつけた

機械学習による推薦システムを提案した．提案システムは

コンテンツベース型，協調フィルタリング型の推薦に適用

できる．また，グラフィカルなマップにコンテンツを配置

したユーザ操作を伴うインタラクティブな推薦，学習結果

全体の傾向を抽出した推薦が可能である．コンテンツベー

ス型の実験において良い推薦精度を得られなかったが，マ

ップ操作により他者の多様な興味を反映させるインタラク

ティブな推薦を行える可能性が示された． 

提案手法による有効な推薦にはユーザ多様性とコンテン

ツ多様性のバランスが重要と考えられる．ユーザ側重みの

多様性が欠けるとインタラクティブな推薦の意義が失われ，

コンテンツ側重みの多様性がないと単調な推薦しか行えな

い．多数派の性質を強く学習すると多様性が失われ，少数

派を重視すると推薦の根拠が弱くなる．有効なバランスを

保つためには，ユニークなユーザ・コンテンツの利用関係

を適切に競合層に保持しながら大勢を獲得する学習機構が

必要である．学習パラメータの設定によっても推薦の性質

が変わると考えられるため，有効な推薦に関わる要素を明

らかにしながら適切な学習手法を求めていく必要がある． 

今後は多様性を確保するための学習手法を考えながら，

ハイパーパラメータの影響や協調フィルタリング方式の性

質を測るための実験を行っていく予定である． 
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