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1. はじめに 

動的バイナリニューラルネットワーク(DBNN)は Nbit 入

力 Nbit出力の 3層フィードフォワード型のバイナリーニュ

ーラルネットワーク(BNN) に対して遅延フィードバック機

能を付加したものである[1]. DBNN は適切な数の中間層ニ

ューロンを用いることで任意の時系列パターンを再現する

ことが可能である. 各ニューロンのパラメータは時系列パ

ターンを教師データとして学習することによって得ること

ができる. また, DBNNにおいて各ニューロン間の結合パラ

メータは 3 値で表されるため, ディジタル回路への実装に

対して極めて適している.  

 

DBNN の学習方法には BNN で提案されている幾何学的

学習法(Geometrical Learning : GL)[2]を用いる.  基本的な GL

は N入力 1出力 BNNの学習法であるが, 本稿ではこれを N

入力 N出力の DBNN用に拡張させた並列 GLを用いて学習

を行う.  GL は教師信号間を分離する超平面(SHP)を逐次的

に求めることが目的であり, DBNN に対する SHP 探索にお

いて従来では遺伝的アルゴリズム(GA)に基づく手法が提案

されている[1]. しかしながら GA は制御パラメータが多く, 

その設定によっては探索領域が限定的になることがある[3]. 

そこで我々は最適化手法の分野で近年注目されている群知

能の一つである粒子群最適化(PSO)[4]に基づく GL を提案

する. さらに本稿では結合パラメータの結合数(リンク数)に

対する評価基準を新たに追加し, パラメータの簡素化を図

る. いくつかの 2 値時系列パターンを教師信号として学習

を行い, 中間層ニューロン数 , リンク数を比較することで学

習性能を評価し,  提案手法の有効性を示す.  

2. 動的バイナリニューラルネットワーク 

DBNN のモデルを図１に示す. DBNN は 3 つのニューロ

ン層から構成され,  出力層から入力層への全遅延フィード

バックを持つ. また, 各ニューロンはシグナム活性化関数を

有している. DBNNの動作は式(1)〜(3)のように表される.  
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図 1   DBNNモデル 
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は時刻   における   個の中間層出力を表す.  なお,   は学

習過程に依存して変化する. DBNN は中間層を経由し次状

態   ⃗(   ) を出力する.  入力(現状態)から出力(次状態)への

写像を繰り返すことで DBNNは様々な時系列パターンを生

成することができる.  

 

中間層, および (後述の TV分離の場合の)出力層のニューロ

ンの結合荷重と閾値の関係を以下に示す.  
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DBNN は       (  )    
  の 3 種類のパラメータによって特

徴づけられる 

3. 幾何学的学習法 

本稿では多 bit出力用に対応した並列 GLについて説明す

る. ここでは例として 3 入出力教師信号を用いて説明する. 

ある 2 値の信号を図 2 のように幾何学的空間上の頂点とし

て配置する. 図 2 の 3 つの立方体は入力パターンに対応す

る各出力の応答を表している. 各点の座標は入力パターン

と対応している. また☓は Don’t Careを表し,  教師データが

存在しない,  あるいは考慮しないことを意味する. GL では

これらの教師信号を分離する超平面(Separate Hyper Plane :

以下 SHP) を逐次的に求める.  ここで SHPと各パラメータ

の関係について説明する. SHPの傾きは結合パラメータ,  切

片は閾値に対応している.  よってすべての信号を完全分離

する SHP の組合せを求めることで DBNN 全体のパラメー

タを決定することができる.  並列 GL ではニューロン数を

抑制するため, 出力の数だけ存在する幾何学的空間の間で

出来る限り SHPを共有しながら学習を行う.  SHPのパラメ

ータ(結合荷重, 閾値)の組み合わせは入出力数に応じて指数

関数的に増加するため SHPを効率的に探索するアルゴリズ

ムが必要となる. そこで本稿では近年注目されている群知

能アルゴリズムに基づく学習法を提案する.  
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図 2  幾何学的学習法による教師信号分離 

3.1 群知能に基づく GL 

3.1.1 PSO概要 

PSO は粒子と呼ばれる多数の探索点が互いに情報共有し

ながら多次元空間内を探索する最適化アルゴリズムである. 

粒子全体の過去の探索点の中で最も良い評価の位置を

     とし , 各粒子の過去の探索における最適な位置を

      とする. 各粒子は現在の速度と群れ全体の最良位置と

各粒子の最良位置に基づいて速度の更新を行う. その速度

に基づいて各粒子の位置を更新する.  
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ただし, は慣性定数,     ,    はそれぞれ学習定数である. 

また       は ,   - の一様乱数である. 

3.1.2 離散化 

提案手法では結合パラメータを各粒子の位置情報として表

現する. そこで 3 値離散情報である結合パラメータに対す

る離散化方法を提案する. 位置の更新の際に現在の位置に

基づいて以下のように離散化を行う. 
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ただし,    は ,    - の一様乱数,    は ,   - の一様乱数で

ある. 各粒子の評価値は分離成功信号数とする. ただし, 同

評価値だった場合はリンク数( ∑        
 
    )の少ない方を高く

評価する. 

4. 実験 1 

提案手法の有効性を示すため 2 つの教師信号を用いて実

験を行う. 実験環境を表 1 に示す. なお, 通常の PSOでは慣

性定数   は正の値を用いるが, 事前実験で性能が良かった

負の慣性定数[5]を用いた. 教師信号はランダムに生成し, 表

中の pattern は 2値時系列パターン数を意味する. 実験では

学習後の中間層ニューロン数, およびリンク数を比較する. 

4.1 実験結果 1  

表 2 より提案手法ではリンク数評価を行わなかった場合

と比べ, 行う場合はリンク数を約 30~40%削減することが出

来ている. 

 

表 1    実験環境 

パラメータ PSO 

リンク数評価 無 有 

粒子数 300 

エピソード数 1000 

学習試行回数 100 

教師信号 1 16 bit 10 pattern (random) 

教師信号 2 16 bit 20 pattern (random) 

慣性定数(w) -0.51  

学習係数 1(C1) 1.0 

学習係数 2(C2) 1.0 

 

表 2   実験 1結果 

 16 bit 10 pattern 16 bit 20 pattern 

リンク数評価 無 有 無 有 

中間層パラメータ数 13.173 13.372 23.012 24.132 

リンク数/ニューロン 7.099 3.867 7.456 5.177 

総リンク数 99.542 57.728 183.106 121.393 

 

5. 実験 2 

実験 2 では GL の分離方法による中間層ニューロン数の比

較を行う. 実験に用いる分離方法は真の信号のみを分離す

る TV分離と偽の信号のみを分離する FV分離, さらに真と

偽の信号を交互に分離する交互分離で比較を行った. PSO

のパラメータは実験 1 と同様とし, 教師信号にはランダム

に生成した 16 bit 400 patternのものを用いる.  

5.1 実験結果 2 

表 3   実験 2結果 

 TV FV 交互 

中間層ニューロン数 384.19 383.00 330.20 

リンク数/ニューロン 7.4494 7.4511 7.9188 

総リンク数 2861.93 2853.65 2614.84 

総譜リンク数 1310.76 1298.50 1085.44 

表 3 より交互分離が最も中間層ニューロン数を削減するこ

とが出来ている.  

6. むすび 

本稿では PSO を用いた DBNN の学習アルゴリズムを提案

した.  また分離方法による中間層ニューロン数の変化につ

いても検証した. 今後の課題として学習方法の改良とパラ

メータの簡素化及びデータ圧縮器への応用などが挙げられ

る. 
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