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1.はじめに

今日,インターネット上などで大量のデータを容易に
入手することができるが,それらを直接機械学習に利用
することは難しい.何故なら,それらのデータは教師情
報がない,解こうとしているタスクとは異なるといった
可能性が高いからである.このような問題を解決する手
法として,近年転移学習 [1][2]が注目されている.
転移学習は同一タスク内で学習とテストを行う一般

の機械学習とは異なり，新規タスクにおいて別のタス
クで学習した結果を利用するという手法である．転移
学習を実現するアルゴリズムは様々考案されているが，
我々はその一つである属性ベース転移学習 [3]に着目し
た．属性ベース転移学習は，各クラスの定義として属
性という概念を導入し，学習結果を転移することで転
移学習を実現している．しかし先行研究では，各属性
がテスト段階でどのくらい目標クラスの分類予測に貢
献するか（予測能力）について考慮していない．
本研究では，提案手法として目標クラスを予測する

際に用いる評価値に，各属性の予測能力に基づき重み
付けを行うことで,クラス分類性能の向上を試みた.

2.関連研究
2.1.転移学習
転移学習 (transfer learning)は,一般的な機械学習が

同一タスク内でしか学習・予測のプロセスができない
のに対し,他のタスクの学習結果を利用（転移）するこ
とで問題を解決しようという手法である. 転移学習と
いう言葉は,幅広い枠組みに対して用いられているため
に統一的な定義や議論は難しいが,Panら [2]や神嶌 [1]
などによる転移学習のサーベイがある.
2.2.属性ベース転移学習
属性ベースクラス分類 (Attribute-based Classifica-

tion)による転移学習は,Lampertらによって提案され
た手法である [3].本稿では,転移学習であることを強調
するため属性ベース転移学習 (Attribute-based Trans-
fer Learning)と呼称する.
(x1, l1), ..., (xn, ln)⊂X × Y を訓練集合とする．こ

のとき，Xは任意の特徴空間であり，Y = {y1, ..., yK}
は K 個のクラスから構成されている．この手法の目
標は，Y とは異なる未知のタスクのクラス集合 Z =
{z1, ..., zL}においてX → Z の分類を得ることである．
図 1(a)のように従来の方法では，X → Y の分類の

ため訓練クラス y1, ..., yK ごとの分類α1, ...,αK を学
習しても，X → Z 間は学習していないためX → Z の
分類はできない．知識を転移するためには，異なるタ
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図 1: 一般の機械学習 (a)と属性ベース転移学習 (b)

スク間で変換する必要がある．この先行研究ではその
方法として属性 (attibute)を用いる．属性はクラスに
よって 0,1の二値をとる.また全てのタスク内のクラス
で共有しているため，属性を介して知識を転移するこ
とができる．
図 1(b) がこの手法の概要図である．先行研究では

Direct attribute prediction(DAP)モデルと呼称されて
いる．図 1(a)と比較すると，間に属性A = {a1, ..., aM}
の層が導入されている．クラス yとそれに対応する属
性 aの値は ay = (ay1, ..., a

y
M )と予めわかっているとす

ると，X → Y の分類は入力 xと対応する属性 amの値
を教師情報として分類βm を学習することで求まる.
テストの際は,学習したデータとは異なるタスク内の

クラス集合 Z に属するデータを入力データとする．ま
たクラス z に対しても az = (az1, ..., a

z
M )と予めわかっ

ているとする.入力が xのとき出力するクラスが z で
ある確率は，p(z|x)である．MAP（最大事後確率)推
定より分類する zは

argmax
z

p(z|x) (1)

となる．確率部分は式変形によって

p(z|x) =
∑

a∈{0,1}M

p(z|a)p(a|x) = p(z)
M∏

m=1

p(azm|x)
p(azm)

(2)

となる.ここで，p(z)は zを推定する際に無視すること
ができるので，結局 zは式 (3)で求まる.

argmax
z

M∏
m=1

p(azm|x)
p(azm)

(3)

式 (3)の中の p(azm|x)は分類βmとして学習した確
率的分類器であり,p(azm)はテストクラスの属性の分布
なので p(azm) = 1

L

∑L
l=1 a

zl
m で求めることができる．

3.提案手法

先行研究の問題点として，それぞれの属性がどの程
度学習と分類予測に有効かを考慮していないことが挙
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げられる．この「属性がどの程度学習と分類予測に有
効か」ということを，本稿では属性の「予測能力」と
呼ぶ．つまり予測能力が高い属性とは，未知の入力に
対して精度が高い予測をすることができ，反対に予測
能力の低い属性は，上手く予測することができないこ
とを意味する．
予測能力は主に二つの要因によって影響を受けると

考えられる．一つ目は，その属性が入力から学習しや
すいかどうかである．上手く学習できる属性は予測能
力が高く，学習が困難な属性は予測能力が低いと考え
られる．もう一つの要因は，データセット内の属性の
偏りである．特に訓練時のそれぞれの属性 aym の値の
偏りは予測能力に大きく影響する. なぜなら分類 βm

は属性ごとに学習するため,属性値の偏りは不均衡デー
タとなって未知の入力に対して属性値を予測しにくく
なってしまうからである.
予測能力の低い属性は分類の際の影響をなるべく小

さくしたいので,分類の評価値に属性ごとの予測能力に
応じた重みをつけることを考える．上記の一つ目の要
因の度合いを表す重みを vm,二つ目の要因を wmとし,
各属性ごとに重み付けをすることを踏まえて式 (3)を
次のように変更する.

argmax
z

M∑
m=1

vmwmlog
p(azm|x)
p(azm)

(4)

一つ目の要因については,属性の正解率によって表す
ことができる.よって vm は

vm = E(δ(pxm, axm)) (5)

となる．ただし
x = y : δ(x, y) = 1 (6)

x ̸= y : δ(x, y) = 0 (7)

E は期待値で,pxm は入力 xに対する属性 axm の予測値
である.
もう一つの要因は属性 aymの偏りであるが,学習した

後未知のデータを分類した結果の偏りの方が, より属
性の予測能力が反映されると考えられる.このとき重み
wmは分類予測の平均が 0と 1で最小，0.5で最大にな
るようにしたい．よって属性 am に対し次のような重
み wm を提案する．

wm = 1− 2|E(pxm)− 1

2
| (8)

以上により重み vm，wm が定まった．

4.実験

本実験では，データセットに Attributes with
animals(AwA)[4]を使用する．このデータセットは動
物の画像とそれに対応する属性が用意されている.動物
のクラスは 50種類であるが，本実験では元タスク，つ
まり訓練データとしてそのうちの 40種類を用いて，残
りの 10種類を目標タスク，テストデータとして,多ク
ラス分類問題に取り組んだ．また訓練データの各クラ
スの画像 10%を重み vm と wm を求めるためのテスト
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図 2: 先行研究と提案手法

データとした.
またAwAでは 6種類の手法で画像から特徴量を抽出

しているため,MKL-SVMを用いた.さらに線形分類器
である SVMから確率的分類器を求める手法には platt-
scaling[5]を使った.
実験結果が図 2である.横軸は訓練データ及びテスト

データのクラスごとの枚数で,縦軸は分類の正解率を表
す.提案手法によって正解率がおおむね向上したことが
わかる.

5.まとめ

本稿では,提案手法によって従来の手法よりも分類性
能が向上したことを示した.今後はさらなる改良の他,
別の問題設定においても本手法が有効か検証したい.
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