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1. はじめに
近年，インターネットを介した楽曲の配信が発達し，
音楽販売の主流となりつつある．多くの楽曲配信サービ
スでは，古い曲から最近の曲まで膨大な数の曲が保管さ
れているため，利用者が目的の曲を瞬時に検索できるよ
う，楽曲を分類する技術が期待されている．
楽曲の分類，検索のアプローチとしては，アーティス
ト名やアルバム名といった楽曲情報を利用したキーワー
ド検索が一般的である．その他にもメロディやリズムを
入力としたコンテンツベースの方法も研究され，実用化
されているものもある．しかし，これらの検索方法を利
用するには，ユーザが所望の楽曲の断片的な情報をあら
かじめ得ている必要があり，検索範囲が限定的になる．
一方で，より直感的な検索の手法として，人が楽曲を
聴いたときに感じる印象を手がかりとした検索手法も有
望であり，研究が進められている．先行研究 [1]では，感
性に個人差があることを考慮し，個人に対してのみ印象
推定を行い，有効性が確認されている．しかしながら，
個人別に学習し，楽曲の印象を得る方法では，未知の人
物に対応することが困難である．そこで，被験者の付加
情報 (プロフィール) に着目し，類似した印象傾向を持
つグループに分類することで，未知の利用者にも適応可
能な印象推定モデルを提案する．
本研究では，感性の個人性と共通性の双方を考慮する
ために，被験者のプロフィールにより印象推定モデルを
木構造的に自動分類し，その有効性を評価する．

2. 感性モデル
2.1 GMMに基づいた感性モデル
人間が抱く心理的特徴と音響信号から得られる物理的
特徴には何らかの相関が存在し，この相関関係を利用し
て，音響信号から楽曲の印象に変換することを考える．
これらの特徴の複雑な対応関係を学習的に獲得する手法
として，高精度な声質変換の手法の一つである混合正規
分布 (Gaussian Mixture Model: GMM)に基づいた最
尤特徴量変換 [2]を用いる．この変換は，特徴量間の変
換関数を確率モデルとして記述できる．この変換方法の
概略を図 1に示す．学習楽曲から得られた物理量X と
心理量 Y を結合した Z から GMMのパラメータ λを
ML基準で推定する．そして，入力楽曲の物理量X ′ と
学習した GMMのパラメータ λより，入力楽曲の心理
量 Y ′ を推定する．
2.2 特徴量抽出
人間が感じる楽曲の印象と音響信号の特徴を表す特徴
量として，物理量と心理量を抽出する．
物理量としては，強弱，リズム，調性，音色を抽出し，
各フレームの平均と分散を特徴量として一曲あたり 60
次元のベクトルで表現する．
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図 1: GMMに基づいたパラメータ変換の概略図

表 1: 使用した感性語対
軽い – 重い 明るい – 暗い

しんみりした – うきうきした 迫力のある – 静かな
穏やかな – 激しい 陰気な – 陽気な
のびやかな – 抑えたような 速い – 遅い
優雅な – 荒々しい 寂しい – 賑やかな
慌しい – のんびりとした 重厚な – 軽快な
安らぐ – 緊張した 華やかな – 素朴な

心理量としては，表 1に示した感性語対を SD法を用
いた聴取実験を行い，14対の印象を 7段階の尺度で数
値化した．したがって，心理量は一曲あたり 14次元の
ベクトルで表現する．
2.3 感性の個人性と共通性
感性には個人差があり，楽曲聴取時に感じる印象も個

人により異なる．2節で示した手法に基づいて個人毎に
モデルを作成した場合，モデルの数によるデータ量の肥
大化．学習データ数の確保，未知利用者への対応という
三つの問題点がある．
また，同様の手法で，複数人物の心理量を用いること

により，平均的な印象推定が可能なモデル (平均モデル)
となる．この場合は，共通性を考慮する反面，個人性を
考慮することができないという問題点がある．
本研究では，類似した印象傾向を持つ人物で分類する

ことにより，個人性と共通性の双方を考慮したモデルを
考える．過去に聴いた音楽や，音楽に対する知識が，音
楽の認知に影響を与えているという知見 [3]に基づいて，
音楽に関する知識や楽器の経験等の個人のプロフィール
を利用することで，類似した印象傾向を分類する手法を
提案する．
2.4 木構造による分類
プロフィールによる分類を考えた場合，どのプロフィー

ルが印象傾向の違いに影響しているのかが不明である上
に，プロフィールの要素数に応じて組み合わせの数が膨
大な数となる．この問題を解決するために，決定木に基
づいたクラスタリング [4]を用いて適切なモデルを選択
できるモデル生成法を試みる．決定木のルートノードは，
個人性を考慮しない全被験者から学習されたGMM（平
均モデル）とし，プロフィール分類の質問によりクラス
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表 2: 被験者のプロフィール
性別 男性：10 名 女性：10 名

楽器の経験 有り：7 名 無し：13 名
クラシック音楽の知識 有り：10 名 無し：10 名

タを分割する．質問は二者択一のものとするため，木の
構造は二分木となる．分類の基準には対数尤度を用いて，
最も尤度が高くなる分類で分割する．すなわち，qをあ
る分類を行うための質問とし，Sを分類前の状態のデー
タ，Sy(q)と Sn(q)を q で Yesと Noに分けたときの状
態のデータ，L(S)をモデルに対する S の対数尤度とし
たとき，式 (1)の ∆Lq が最大となる q を基準にクラス
タの分割を作成する．∆Lqが閾値を下回ったときにクラ
スタの分割の作成を終了する．

∆Lq = L(Sy(q)) + L(Sn(q)) − L(S) (1)

3. 実験
3.1 実験条件
心理量は，20～60 代の男女 20名の被験者に対し，一
定の印象を持つ 10 秒間のクラシック音楽 200 曲を評価
させ，14次元の特徴量を取得した．被験者のプロフィー
ルとその内訳を表 2に示す．
物理量は前述した内容を，音響信号から各種特徴量が
抽出可能な MIRToolboxを用いて同じ 200曲から 60次
元の特徴量を抽出した．分析条件は文献 [5]と同じであ
る．これら 200曲のうち 180曲を学習に使用し，残りの
20曲の未知曲を評価に用いた．GMMの混合数は 8と
した．
比較対象としては，個人モデル，平均モデル，プロ
フィールを用いたモデルの結果の比較を行う．プロフィー
ルを用いたモデルでは，三つのプロフィールの分類を単
純に全てを用いた場合のモデルと木構造で分類されたモ
デルを作成した．また，得られた特徴量を全て学習デー
タに用いたモデルと，個人モデルに合わせて学習データ
量を 180曲に統一したモデルを作成した．詳細な条件は
下記の通りである．

• 平均モデル (Average)：被験者 20名の平均モデル

• プロフィールモデル (Profile)：三つのプロフィール
を用いたときに 3名以上となるモデル

• 木構造で分類されたモデル (Tree)：20名の被験者
から木を作成したモデル

• 個人モデル (Personal)：被験者 20名の各人のモデル

結果の評価法として，一つの推定値と全未知データと
の ユークリッド距離を算出し，その距離が近い順に順
位付けを行い，本来の楽曲が 5 位以内評価された楽曲数
の割合を調査した．
3.2 印象推定実験
プロフィール分類の有効性を確認するために，それぞ
れのモデルにおける正解率を比較した．結果を図 2に示
す．何れの結果も，三つのプロフィールを用いたときに
3名以上となるモデルに分類される 11名の結果の平均
であり，エラーバーはその標準偏差である．木構造で分
類されたモデルにおいて，使用したモデルの階層の平均
は，クローズでは 3.46，オープンでは 3.25となった．
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図 2: 印象推定評価実験の結果

全ての特徴量を学習に用いた未知の被験者に対する結
果は，木構造で分類されたモデルが最も正解率が高いが，
平均モデルもほぼ同等となり，プロフィールモデルが少
し低い正解率となった．しかし，学習データ量を揃えた
場合にはプロフィールモデルは平均モデルよりも高い正
解率となっている．
これら結果から，学習データ量が正解率に大きく影響

していることが分かる．したがって，学習データ量が十
分な量となれば，プロフィールを用いたモデルは平均モ
デルより正解率が向上するものと予測できる．また，木
構造で分類されたモデルは，学習データ量が平均モデル
の半分に満たないにもかかわらず同等以上の正解率が得
られ，11名の被験者のうち 7名で平均モデルの正解率
を上回る結果となった．このことから，木構造により適
切なモデルが選択されたといえる．

4. むすび
本研究では，未知利用者に適応可能な楽曲の印象推定

を可能にするために，印象推定モデルを個人性を表した
プロフィールによって木構造的に分類する手法を提案し
た．被験者 20名の評価実験で，木構造で分類したモデ
ルは未知被験者に対して最も高い正解率をとなり，個人
モデルと同等の精度となった．現状では，学習データ量
を増加させるほど正解率が高くなる傾向があるが，木構
造で分類されたモデルの正解率が，すべてのデータを用
いた平均モデルと同等以上となったことから，木構造を
用いることで少ないデータから効率的に学習できる可能
性を示した．今後の課題としては，より詳細な比較を行
うために，被験者とプロフィールの増加があげられる．
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