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概要：本論文では，画像を扱うソーシャルキュレーションサービスの 1つである Pinterestの画像データ
から，共通するコンテクストを持つ画像群を自動的に発見する手法を提案する．ソーシャルキュレーショ
ンは，日本語では一般に「まとめサイト」とも呼ばれ，キュレーターと呼ばれる人間が既存コンテンツを
人手で収集・選択した結果を編集コンテンツ群として共有する仕組みである．その結果として得られた編
集コンテンツ群は，通常の SNS上のコンテンツとは異なり，キュレーターにとって不要なコンテンツが除
去され，キュレーターの意図や意見を反映した一貫した指針に基づいて生成されている．このことから，
編集コンテンツ群を構成するコンテンツは，共通のコンテクストを保持していることが期待される．本論
文では，このソーシャルキュレーションのプロセスに着目することで，自然言語との直接的な対応付けが
必ずしも容易であるとは限らない概念やコンテクストなどを共有する画像群を，非常にシンプルな手法で
大量に発見できることを示す．さらに本論文では，発見した画像群を画像認識・検索のための類似性を自
動的に獲得するための重要なステップとして，コンテクストの共通性を考慮した画像特徴量の低次元埋め
込み手法を提案する．この手法を利用することで，類似するコンテクストを持つと思われる画像が類似す
る低次元特徴量を持つような埋め込みを実現するとともに，画像分類のタスクで同様の機能を実現する従
来手法と比較して高い分類性能を実現できることを実験的に示す．
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Abstract: This paper proposes a novel method for discovering a set of image contents sharing a specific
context with the help of image collections obtained from content curation platforms. Socially curated con-
tents are promising to analyze various kinds of multimedia information, since they are manually filtered
and organized based on specific individual preferences, interests or perspectives. Our method fully exploits
the process of social curation: How images are manually grouped together by users, and how images are
distributed in the platform. Our method reveals that images with a specific context are naturally grouped
together and every image includes really various contexts that cannot necessarily be verbalized by texts. In
addition, we show how the image contexts obtained from socially curated contents can be used for several
tasks such as image classification, data visualization and image retrieval. The key idea is to incorporate the
contexts as side information to derive an embedding transformation so that images with similar contexts
are close in the embedding space. Through experiments with images obtained from Pinterest, we show that
our proposed method benefits several image-related tasks such as visualiztion, image classification and image
retrieval.
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1. Introduction

任意の画像を柔軟に認識・理解する知能の構築は，パ

ターン認識・メディア理解の研究分野における究極目標の

1つでありながら，いまだに挑戦的な研究課題の 1つであ

る．その理由として，画像の見た目と内容との間に存在す

るいわゆる “セマンティックギャップ”を埋める特徴量・

モデル化などの技術が十分ではない点がある．特に，自然

言語との直接的な対応付けが必ずしも容易ではあるとは限

らない概念やコンテクストなどを獲得し表現することにお

いては，計算機の能力は人間にはるか及ばないのが現状で

ある．一方で人間は，言語・音・外部知識など各種の補助

情報を利用することで，画像の内容を形成する概念を獲得

していると考えられ，計算機においても同様の戦略が有効

であると期待される．

上記の問題を解決しうる可能性を持つ新しいタイプの情

報資源として，ソーシャルメディアが非常に注目を集めて

いる．ソーシャルメディアが注目を集めている 1つの理由

は，コンテンツ間の関連性・ユーザネットワーク・位置情

報など，従来のマルチメディアコンテンツにはあまり含ま

れなかった多様な付加情報が大量に獲得できる点にある．

ソーシャルメディアの基盤をなすソーシャルネットワーキ

ングサービス（SNS）において，画像コンテンツはテキスト

と並ぶ重要な位置を占めるようになり，現在では，Twitter・

Facebookなどの主要な SNSが，Flickr・YouTube・ニコニ

コ動画などのコンテンツ共有サイトと同等に大量の画像コ

ンテンツを保有するようになり，その量は増加の一途をた

どっている．また，Instagramなど SNS上での画像をより

リッチにすることを意識したサービスや，Pixiv・Snapchat

など画像に特化した SNSも普及し，SNS上での画像の重要

性は日に日に増している．さらに，SNSの発展によって，

誰もが情報を発信し消費できるようになったがゆえに，大

量の画像コンテンツが次々と生み出されるようになり，人

間ですらも，日々拡大する膨大な量のメディアコンテンツ

を扱いきれなくなっている．そのため，まずは，あまりに

膨大すぎるデータの中から，価値あるメディアや情報源を

効率的に抽出することが必要となる．SNS上のメディアコ

ンテンツを解析する様々な先行研究の多くは，コンテンツ
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から情報や価値を自動的に抽出し可視化することを目指し

ている．

その一方で，自動的なソーシャルメディア解析とは異な

る方向性で注目を集める一大潮流として，ソーシャルキュ

レーション（social curation）がある（図 1）．これは，ユー

ザである人間が自発的に人手でメディアの収集・評価・選択

および編集を行い，その結果として得られた編集コンテン

ツ群を共有するプロセスとして規定され，日本では一般に

「まとめサイト」の名で広く知られている．ソーシャルキュ

レーションを支えるのは，キュレーター（curator）と呼ば

れる，メディアの取捨選択と再構成を行うユーザ層である．

このキュレーターの介在により，ソーシャルキュレーショ

ンは，一般的な自動解析・可視化技術とは異なった独自の

再編集コンテンツを生み出すことが可能となる．すなわち，

取捨選択された再編集コンテンツは，キュレーターの目と

手によって人為的にかつ一貫した方針によって収集され，

同一のコンテクストを共有していることが期待される．

上記の背景に基づき，本論文では，ソーシャルキュレー

ションの特性に着目した，新しい画像コンテンツ解析の方

法を提案する*1．特に本論文では，画像を対象コンテンツ

とするソーシャルキュレーションサービスの代表格である

Pinterestを利用する．Pinterestには，画像コンテンツを

まとめるグループである “board”を自由に作成できる機能

がある．Pinterestでは，この boardを，ユーザ自身がアッ

プロードした画像ではなく，他のユーザが持つ別の board

に含まれる画像で構成することが一般的である．すなわ

ち，boardにユーザが画像コンテンツを集めていく作業は，

画像コンテンツを対象としたソーシャルキュレーションと

見なすことができる．また，多くのユーザは，自分自身が

所望の画像を見つけやすいように，各 boardに特定のコン

テクストを持たせる．各 boardが特定のコンテクストを持

ち，かつ画像が boardから boardへコピーされていくこ

とを考慮すると，数多くの画像を共有している boardの対

は，類似したコンテクストを持つことが期待される．本論

文では，この知見を利用することで，類似したコンテクス

トを持つ画像群を発見する問題を，Pinterest上での画像の

共有行動を表現するグラフから強連結構造を抽出する問題

として定式化できることを示すとともに，独自に収集した

大規模データセットを用いて，グラフ構造の近接関係がコ

ンテクストの類似関係と密接にかかわることを実験的に示

す（図 2 左）．

さらに本論文では，このように獲得したコンテクストの

類似関係を，未知の画像の認識や検索のために利用する手

法についても提案する．具体的には，グラフ表現されたコ

ンテクストの類似関係を補助情報として利用する，画像特

徴量の低次元埋め込みの新しい手法を提案する．この手法

*1 本論文の一部は，ACMMM2013 にて報告した内容に基づ
く [1], [2]．
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図 1 ソーシャルキュレーションのプロセス

Fig. 1 Process of social curation.

図 2 提案手法の概略

Fig. 2 Outline of the proposed method.

を利用することで，言語化が必ずしも容易とは限らないコ

ンテクストの類似関係を，低次元画像特徴量の類似関係に

変換できるようになるとともに，より高次の意味や概念を

考慮した画像分類・認識・検索が可能となる（図 2 右）．

本論文の以降の構成は以下のとおりである．まず，2 章

で本論文に関連する既存研究を紹介するとともに，それら

既存研究に対する本論文の独自性について言及する．続く

2つの章では，本論文で提案する 2つの手法について詳し

く述べる．まず，3章では，ソーシャルキュレーションデー

タから類似したコンテクストを持つ画像群を自動的に発見

する手法を説明する．続く 4 章で，前章で発見したコンテ

クストの類似関係を利用した画像特徴量の低次元埋め込み

手法を具体的に示す．5 章でクロールしたソーシャルキュ

レーションデータを用いた実験により，これら提案手法の

有効性を検証し，6 章で本論文を総括し，今後の展望につ

いて述べる，

2. 関連研究

ソーシャルメディア上の画像コンテンツの解析について

は，これまでに様々な研究がなされている．その際に最も

数多く用いられているデータ資源が Flickrである．Flickr

は画像共有サイトではあるが，コミュニティやグループな

ど SNSに類する機能も存在しており，このようなソーシャ

ル機能に注目した研究，たとえば，ユーザに好みの Flickr

グループを推薦する方法 [3], [4]，Flickr内のコミュニティ

検出 [5]，画像検索のランキングの修正 [6]などに関する研
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究が知られている．また，Flickrにアップロードされた画

像には，テキストタグやジオタグなど，様々なメタデータ

が利用可能であることも特筆すべき点としてあげられる．

位置情報が類似する画像に付与されたテキストタグを集約

することで，その地域で人々の興味関心を集める対象を示

すテキストタグや，そのタグを端的に表現する画像を抽出

する研究 [7]は，このメタデータを有効に活用した研究の

代表例である．また，テキストタグやメタデータの共通性

を画像間の関係性を表現する特徴量とすることで画像分類

や画像説明文生成の性能を向上させる手法 [8], [9], [10]も

提案されている．さらに，YouTubeや Chictopiaなど，他

の SNSプラットフォームのデータを用いることで，映像

コンテンツの推薦 [11]，画像アノテーション [12]，ファッ

ションアイテムの人気度予測 [13]などを行う研究が知られ

ている．

一方，本論文では，一般的なソーシャルメディアではな

く，自発的に人手でメディアの収集・評価・選択を行い，そ

の結果を共有するプロセスに独自性があるソーシャルキュ

レーションを対象としており，そのプロセスに着目した解

析を行う点に特長がある．

ソーシャルキュレーションは比較的新しく登場した概念

であり，この特性に着目した学術的な研究はそれほど多

くはない [14], [15]．また，それら先行研究の多くは，ソー

シャルキュレーションというプロセスそのものがどのよ

うなものであるか，それがもたらしたユーザマインドの変

化は何か，など，社会学的な見地からソーシャルキュレー

ションという現象そのものあるいはソーシャルキュレー

ションサイトにおけるユーザ行動を解明しようとする試み

である [16], [17], [18], [19], [20], [21], [22], [23], [24], [25],

[26], [27]．これらの研究は，本論文で取り扱うソーシャル

キュレーションデータを用いた画像コンテンツの解析にお

いて，重要な知見として活かされているが，本論文と直接

関連するものではない．

ソーシャルキュレーションデータを用いたコンテンツ

解析の初期の研究例として，Duhら [28], [29]は，Twitter

まとめサイトの先駆的存在である Togetterを対象として，

図 3 Pinterest の概要

Fig. 3 Outline of Pinterest.

大量に存在する Twitter投稿から Togetterまとめを半自

動的に構成する方法を提案している．Greene ら [30] は，

Twitter投稿を映画，Togetterまとめを映画再生リストに

置き換えて同様のアイディアを用いることで，映画の推薦

が実現できることを示した．Ishiguroら [31]は，Togetter

のまとめに数多くの画像コンテンツが含まれていること

に着目し，これらの画像コンテンツの潜在的な商業価値

を示す閲覧回数を，ソーシャルキュレーションから獲得

できる非画像特徴量から高精度に予測可能であること示

した．Chenら [32]は，Ishiguroらと同様のアプローチで，

Twitter投稿のテキストと画像の関連性を高精度に判別で

きることを示した．Pinterestを利用した研究例としては，

Pinterestの各画像コンテンツを ECサイトのページにリン

クさせる方法が知られている [33]．

しかしながら，我々の知る限り，ソーシャルキュレーショ

ンデータを用いて画像のコンテクストを解析し，それを画

像の認識や検索に活用する研究は，本論文が初出である．

3. 画像コンテクストの自動発見

3.1 Pinterestの仕組み

まず，本論文で対象とするソーシャルキュレーション

サービスである Pinterest の概要について，図 3 および

図 4 を用いて説明する．

Pinterestは，スクラップブックに写真や雑誌の切り抜き

を貼り付けていくような感覚で，お気に入りの画像を集め

たり共有できる，画像共有サービスと見ることができる．

Pinterestのユーザは，“board”と呼ばれる画像のグループ

をいくつか所有し，一般的な SNS同様に，フォローしてい

る友人が共有したコンテンツが，“wall”と呼ばれるタイム

ラインに表示される．この wallでお気に入りの画像を見

つけた際に，ほぼ 1クリックでその画像を自分が所有する

いずれかの boardに “pin”（画像へのリンクを作成）する

ことができる．ユーザが pinする手段は，主に以下の 2通

りが提供されている．

( 1 ) Pin: Web上にある画像へのリンクを作成し，それを

いずれかの boardに紐付ける．

c© 2015 Information Processing Society of Japan 13
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図 4 Pinterest における pin の一例

（See http://pinterest.com/pin/22166223140004983/）

Fig. 4 Example of a pin in Pinterest.

( 2 ) “Repin”: Twitterにおけるリツイートと同様の概念で

あり，他のユーザのいずれかの boardに存在する pin

をコピーして，それを自分のいずれかの boardに紐付

ける．

この 2通りの pinする手段が提供されることにより，

( 1 ) まず，あるユーザが興味を持つ画像を webで見つけて

pinし，

( 2 ) その画像を別のユーザが wallで見つけて repinし，

( 3 ) また他のユーザが repinする，

という，画像コンテンツの伝搬のサイクルが形成される．

このように作成されたそれぞれの pinには，図 4 に示す

ように，画像コンテンツだけではなく，画像出展元のURL，

画像が pinされた board，repin元の boardの所有者，画像

を最初に pinしたユーザや board，その pinが repinされ

た boardやユーザなど，様々な補助方法が含まれる．多く

のユーザは，自分自身もしくは他のユーザが所望の画像を

素早く見つけられるように，各 boardに自身が設定した特

定の概念や内容を対応させ，その概念や内容に適合する画

像のみをその boardに pinする傾向が強く見られる．

本研究の遂行のために，Pinterest から総計約 100 万

boards，1億 pinsのデータをクロールしている．本論文の

以降では，その部分集合である 19万 boards，104万 pins

を利用する*2．104万 pinsのうち repinは 90万，ユニーク

画像数は 78万枚であった．すべての pinの repin元を完

全にクロールできなかったため，repinであることが確認

できた pinであっても，その repin元がデータセットに含

*2 “Image Context Discovery” dataset http://www.brl.ntt.co.
jp/people/akisato/socialweb4.html.

Algorithm 1 Compute pin diffusion graphs

Require: allP ins: a set of all the pins in the dataset

for pin in allP ins do

pin.node← new node

Append pin.node to allNodes

end for

for pin in allP ins do

parent← find the parent of pin from allP ins

if parent not exists then

parent← NULL

end if

edge← new edge

edge.root = parent.node

edge.dest = pin.node

Append edge to allEdges

endo for

Return: allNodes, allEdges

まれていないケースも多数存在する．ユニーク画像数が，

repinではない pinの数よりも多くなっているのは，この

ためである．

3.2 類似コンテクストを持つ画像群の発見

各 board が特定のコンテクストを持ち，かつ repin に

よって複数の boardを次々と伝搬していくことを考慮する

と，伝搬を通じて数多くの画像を共有した boardの対は，

類似したコンテクストを持つことが期待される．この知見

を利用すると，類似したコンテクストを持つ画像群を発見

する問題は，伝搬を通じて数多くの画像を共有した board

の集合を発見する問題に置き換えることができる．本節で

は，このような boardの集合を効率的に発見する手法につ

いて説明する．

前節に示したように，各 pinから，pinされた画像の出

展元 URL，その pinが repinであるかどうか，repin元の

board を所有するユーザを知ることができる．これらの

情報から，当該 pinの repin元である pinをただ 1つに特

定することができる．図 5 において，Pin 2 が Pin 1 の

repin元として特定された pinである．同様にして，すべ

ての pinに対してその repin元をたどることにより，各 pin

をノード，repin元 pinに対応するノードから repin先 pin

に対応するノードへの経路を有向エッジとする，木形状

の有向グラフを多数得ることができる．この有向グラフ

を pin diffusion graphと呼ぶ．Pin diffusion graphの例を

図 5 に示す．また，pin diffusion graphを得るアルゴリズ

ムを Algorithm 1 に示す．

Repin元 pinと repin先 pinが異なる pin IDを持つこと

から，各 pin が属する board は一意に特定できる．つま

り，すべての pin はいずれか 1 つの board に属すること

になる．このことから，Algorithm 2 に示すように，pin

diffusion graphの各ノードを，所属する boardごとにまと
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図 5 Pin diffusion graph

Fig. 5 Pin diffusion graph.

Algorithm 2 Compute pin diffusion graphs

Require: allBoards: a set of all the boards in the dataset

Require: allNodes: a set of all the nodes in the pin diffusion graph

Require: allEdges: a set of all the edges in the pin diffusion graph

for board in allBoards do

board.node← new node

Append board.node to allNewNodes

end for

for board in allBoards do

for pin in board do

parentBoard← Find the board that contains pin.parent

if parentBoard exists then

nowEdge← find the edge from parentBoard.node to board.node in allEdges

if nowEdge not exists then

edge← new edge

edge.root← parentBoard.node; edge.dest← board.node

edge.weight← 1

Append edge to allNewEdges

else

nowEdge.weight← nowEdge.weight + 1

end if

end if

end for

end for

Return: allNewNodes, allNewEdges

めることができ，その結果は一意に定まる．その過程で，

repin元・repin先双方の boardを共有するエッジも 1つに

まとめられ，新しいエッジの重みはまとめられたエッジの

数となる．このように構成された，boardをノードとする

新たな有向グラフを，board diffusion graphと呼ぶ．図 6

に，board diffusion graphの構成例を示す．また，board

diffusion graphを得るアルゴリズムをAlgorithm 2に示す．

前節（3.1 節）に示したデータに上記の手順を実行すること

により，18万ノード，32万エッジを持つ board diffusion

graphが得られた．
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図 6 Board diffusion graph

Fig. 6 Board diffusion graph.

図 7 主要クラスタに所属する board 名の word cloud (1) “Holidays”

Fig. 7 Word cloud of board names in clusters (1) “Holidays”.

Board diffusion graphは，boardから boardへの画像の

伝搬の様子をグラフ表現したものである．このことから，

本論文で解くべき問題である，類似したコンテクストを持

つ画像群を発見する問題は，board diffusion graphで相互

連結の強いノード（board）の集合を検出する問題と読み替

えることができる．この問題は，グラフクラスタリングと

して広く知られており，モジュラリティ最大化として定式

化する方法が標準的である．本論文では，モジュラリティ

最大化基準のグラフクラスタリング手法として Louvain

法 [34], [35]を採用するとともに，多数のノードを含む巨大

クラスタが生成されないように，一定数以上のノードを含

むクラスタに再帰的にクラスタリングを実行する階層クラ

スタリングを行った．

本節前半に示した 18万ノード，32万エッジを持つ board

diffusion graphに対して上記のクラスタリングを実行した

結果，約 1,000個のクラスタが得られた．得られたクラス

タのうちサイズの大きな上位 15クラスタを取り出し，各

クラスタに含まれる boardの名前で word cloudをそれぞ

れ構成した結果を，図 7，図 8，図 9 に示す．この word

cloudでは，より高頻度に出現した単語ほどフォントが大き
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図 8 主要クラスタに所属する board 名の word cloud (2) “Art colors”

Fig. 8 Word cloud of board names in clusters (2) “Art colors”.

図 9 主要クラスタに所属する board 名の word cloud (3) “Foods & cute”

Fig. 9 Word cloud of board names in clusters (3) “Foods & cute”.

く表示される．また，board diffusion graphを 2次元平面

上に可視化した結果を図 10 に示す．このとき，ノードの

大きさが次数を，ノードの色が所属するクラスタを表現し，

エッジの重みが大きいノードをより近くに配置する可視化

を行った．これらの可視化結果から，以下の 3点が明らか

となった．(1) 各クラスタが共通のコンテクストを持った

boardによって構成されている．たとえば，図 7 を見ると，

Christmas，Halloween，Thanksgiving，holidayなど祝日
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図 10 Board diffusion graph およびそのクラスタリング結果の可

視化

Fig. 10 Visualization of a board diffusion graph and board

clustering.

に関連する単語や，craft，diy，ideaなど手芸に関連する

単語が共通して多く含まれることが見てとれる．このこと

は，図 7 に示された 5つの boardクラスタが，休日を彩る

手芸品の画像によって構成されていることを示唆する．一

方で，(2) わずかに異なるコンテクストが適切に別のクラ

スタに分離されていることも見てとれる．図 7 に示された

5つのクラスタは，主要な単語が少しずつ異なっている．

すなわち，それぞれのクラスタは，Christmas，Halloween，

Thanksgivingなど個別の休日に焦点を絞って構成されてい

る．さらに，(3) 類似したコンテクストがグラフ上で隣接

した位置にあることも，図 10 から見てとれる．Christmas

に関連するクラスタが右上，その近隣にはケーキや食事に

関するクラスタ，さらにその左下に休日の手芸に関するク

ラスタが見られる可視化の結果から，関連したクラスタで

多くの画像コンテンツが共有されていることが示唆され

る．各クラスタが類似したコンテクストを持つかどうかに

ついては，後述の 5.1 節で実験的に検証を試みる．

4. コンテクストを考慮した画像特徴量の低次
元埋め込み

ここまで，ソーシャルキュレーションデータから類似し

たコンテクストを持つ画像群を自動的に発見する方法につ

いて説明してきた．すなわち，board diffusion graphをク

ラスタリングした結果，同じクラスタに所属した boardが，

類似したコンテクストを共有する画像群と見なせること

を示してきた．さらに本論文では，このように獲得したコ

ンテクストの類似関係を，未知の画像の認識や検索のため

に利用する手法についても提案する．具体的には，board

diffusion graphという形でグラフ表現されたコンテクスト

の類似関係を補助情報として利用する，画像特徴量の低次

元埋め込みの新しい手法を提案する．この手法を利用する

ことで，コンテクストの類似関係を低次元画像特徴量の類

似関係に変換することを可能とする．

本章で提案する低次元埋め込み手法は，learning using

privileged information（LUPI）と呼ばれる，学習時のみに

利用可能な補助情報を用いた機械学習手法の枠組を利用し

ている [36], [37]．すなわち，特徴ベクトル x ∈ X ⊂ R
d か

らクラスラベル y ∈ Y ⊂ Nを予測する予測器 f : X → Y
の学習に，特徴ベクトルとは別に用意された補助情報（priv-

ileged information）v ∈ V ⊂ R
p を利用する枠組である．

ここで注意すべきは，予測器 f は特徴ベクトルのみからク

ラスラベルを予測することから，補助情報は予測器の学習

にしか用いることができない点というである．

本論文では，LUPIの枠組で取り扱われてこなかった教

師付き次元削減 [2]に言及し，コンテクストの類似関係を

考慮した補助情報を具体的に構成する方法を提案する．

4.1 問題設定

まず，本節で説明する教師付き次元削減の問題設定につ

いて記述する．

画像特徴量は d次元ベクトル x ∈ X ⊂ R
d で表現され，

それぞれクラスラベル y ∈ Y = {1, 2, . . . , C}が与えられ
ている．さらに，各画像特徴量に対して，別の p次元ベク

トル v ∈ V ⊂ R
p が補助情報として与えられているものと

する．補助情報の具体的な構成方法については，別途後述

する．本節で説明する教師付き次元削減は，LUPIの一般

的な設定と同様，この画像特徴量・補助情報・クラスラベ

ルの三つ組み n個

D = {(xi, vi, yi)|xi ∈ X , vi ∈ V, yi ∈ Y, i = 1, . . . , n}.

が学習データとして与えられたときに，各クラスの特徴量

をよりよく分離する低次元表現 z ∈ Z ⊂ R
m (m ≤ d)を

得るための変換 f : X → Z を獲得することが目的である．
ここでは簡単のため，線形変換を対象とする．

z = T�x, (1)

ここで，T ∈ R
d×m は変換行列，� は行列の転置をそれぞ

れ表現する．低次元表現を得るための変換 f は特徴量 xの

みを入力として用いることに注意する．すなわち，補助情

報 vは，変換 f を学習するためだけに用いられる．
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4.2 局所線形判別分析

本節で採用する次元削減手法は，局所線形判別分析（Local

Fisher Discriminant Analysis: LFDA）[38]と呼ばれる線

形判別分析（FDA: Fisher Discriminant Analysis）の改良

手法に基づいて構成されている．まずは，この局所線形判

別分析について説明する．

局所線形判別分析 LFDAは，特徴量の局所的な構造を考

慮した教師付き次元削減手法であり，線形判別分析 FDA

と同様，クラス間分散を大きくし，クラス内分散を小さく

するような線形変換 T ∗ を一般化固有値問題によって求め

る．LFDAでは，このクラス内・クラス間分散の計算で，

特徴量の局所構造を考慮する．クラス間共分散行列 Sb お

よびクラス内共分散行列 Sw はそれぞれ以下のように計算

される．

Sb =
1
2

n∑
i,j=1

Db
i,j (xi − xj) (xi − xj)

�
,

Sw =
1
2

n∑
i,j=1

Dw
i,j (xi − xj) (xi − xj)

�
,

Db
i,j =

{
Ai,j(1/n − 1/nc) if yi = yj = c,

1/n if yi �= yj ,

Dw
i,j =

{
Ai,j/nc if yi = yj = c,

0 if yi �= yj .

ここで，nc はクラス c に所属する特徴ベクトルの数，

A = {Ai,j}は隣接行列であり，その i行 j 列の要素 Ai,j

に，i番目の特徴ベクトルと j 番目の特徴ベクトルとの間

の類似性を表現する値を持つ．一般には，局所スケーリン

グ法 [39]で特徴ベクトルからアフィン行列を計算すると良

い性能が得られることが知られている [38]．

上記 2つの共分散行列を用いることで，変換行列 T ∗は，

以下のトレースノルム最大化問題の解として得られる．

T ∗=argmax
T∈Rd×m

tr
[(

T�(Sw + ηId)T
)−1

T�SbT
]
, (2)

ここで，Id ∈ R
d×d は d × d単位行列，η > 0は正則化パ

ラメータ，tr[·]はトレースノルムである．この最適化問題
は，以下のような一般化固有値問題と等価である [40]．

Sbϕ = λ(Sw + ηId)ϕ.

よって，変換行列 T ∗は，上記の一般化固有値問題の解のう

ち，固有値 λが大きい順にm本の固有ベクトルϕ1, . . . ,ϕm

を取り出し，それを列ベクトルとして並べた，以下の行列

として得られる．

T ∗ = (ϕ1|ϕ2| . . . |ϕm) ,

4.3 補助情報を用いた局所線形判別分析

LFDAでは，アフィン行列 Aに特徴ベクトル間の類似

関係を持たせ，この類似関係に応じてクラス内・クラス間

共分散行列の計算に重み付けを与えていた．より具体的に

は，アフィン行列の要素が大きい値を持つ特徴ベクトルの

対についての共分散を重視し，アフィン行列の要素が小さ

な値を持つ特徴ベクトルの対についての共分散は無視する

演算となっている．本論文で採用する補助情報付き局所線

形判別分析 [2]では，この点に着目し，アフィン行列の計

算に補助情報を用いる．より具体的には，補助情報が類似

する場合にアフィン行列の要素が大きく，補助情報が大き

く異なる場合にアフィン行列の要素が小さくなるように設

定することで，補助情報が類似する特徴ベクトルが共通に

持つ特徴成分を強調する．

Ai,j = exp
(
−‖vi − vj‖2

2σ2

)
,

ここで σは分散を制御するパラメータである．

4.4 補助情報の構成方法

本節では，補助情報の具体的な構成方法を提案する．補

助情報は，前節で述べたとおり，各画像 xi (i = 1, 2, . . . , n)

について 1本の多次元ベクトル vi が構成され，提案手法

が有効に機能するように，コンテクストが類似すると思わ

れる画像についての補助情報が，互いに類似するように構

成する必要がある．特に本節では，3 章で獲得したコンテ

クストの類似関係を考慮した以下の 3通りの構成方法を提

案する．

User: この構成方法では，所定の画像にどのユーザが興味

を持ったかについての情報をベクトル化することにより，

関心を持つユーザ層の類似性から画像の類似性を表現する

ことを狙う．具体的には，Pinterestのユーザ数と同じ次元

のベクトルを用意し，j番目のユーザが i番目の画像を pin

もしくは repinしたときに，i番目のベクトル vi の j 次元

目の要素 vi,j を 1に，それ以外の場合には 0とする．

Board: この構成方法では，所定の画像がどの boardに属

しているかについての情報をベクトル化することにより，

所属 boardの類似性から画像の類似性を表現することを狙

う．具体的には，board数を同じ次元数のベクトルを用意

し，j 番目の boardが i番目の画像を含むとき，i番目のベ

クトル vi の j 次元目の要素 vi,j を 1に，それ以外の場合

には 0とする．

Cluster: この構成方法は，board diffusion graphから抽

出した boardクラスタに関する情報をベクトル化するもの

で，最もコンテクストに関する情報が多く含まれると期待

される．具体的には，クラスタ数と同じ次元数のベクトル

を用意し，i番目のベクトル vi の j 次元目の要素 vi,j を以

下のように設定する．

vi,j = ni,j/ni,

ni,j は i番目の画像が j 番目のクラスタに含まれる board
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に pinされたのべ回数，ni は i番目の画像が pinされたの

べ回数の合計値である．

上記 3通りの構成いずれも，Pinterestを含むソーシャル

キュレーションデータに依存している．すなわち，これら

の構成による補助情報は，Pinterestに含まれない未知の画

像に対しては計算することができない，という点に注意す

る．本節で提案する画像特徴量の低次元埋め込み手法は，

あらかじめ十分な量のソーシャルキュレーションデータで

埋め込みのための変換を学習しておけば，未知の画像に対

しても適用が可能である．

5. 実験

本章では，提案手法の有効性を検証するために行った，

Pinterestから収集した実際のソーシャルキュレーション

データを用いた実験の結果について説明する．収集した

データは 3 章に示したものと同一で，19万 boards，104

万 pinsによって構成される．構成された board diffusion

graphは 18万ノード，32万エッジを持つスパースなグラ

フとなり，グラフクラスタリングによって約 1,000個のク

ラスタが抽出された．

5.1 自動検出した画像群のコンテクストの共通性

本節ではまず，Pinterestの boardに含まれる画像が共

通のコンテクストを持つかどうか，3 章で説明した手法が

類似コンテクストを適切に抽出できたかどうか，この 2点

を検証するために，4 章で提案した補助情報を画像の特徴

量と見なして画像分類を実行する予備実験を行った．あら

かじめ定めた 10クラス*3に関連する単語を複数用意し，そ

の単語を board名として含む boardと，その boardに属す

る 30万 pinsおよびユニーク画像 20万枚をデータセットと

して用いた．データセット内の各画像について，所属する

boardの名前に対応するクラスラベルを付与するとともに，

4.4 節に説明した 3通りの手法（User，Board，Cluster）で

補助情報を抽出し，これを画像特徴量とした．20万枚の画

像を学習用 15万枚とテスト用 5万枚にランダムに分割し，

学習用画像の特徴量を用いて 10クラスの分類器を学習し，

テスト用画像で分類器の性能を測定した．

表 1 に，3通りの補助情報の構成方法および 4通りの分

類器についての分類性能を示す．クラスラベルの付与の方

法から，board補助情報がきわめて高い分類性能を示す*4こ

とが予想される．すなわち，cluster補助情報と board補助

情報との分類性能の相対的な差が，本節における議論の主

*3 Pinterest上で数多くの画像を確保でき，クラスが相互に関係性を
持つよう，以下の 10クラスを選択した．Architechture，fashion，
cupcake，animals，chocolate，flowers，blue，sea，Christmas，
green．

*4 1 枚の画像が同時に複数のクラスに所属することが可能であるマ
ルチラベル分類の設定であるため，board補助情報を画像特徴量
として用いたとしても，100%の分類率を達成することを保証は
できないことに注意する．

表 1 補助情報を特徴量として画像分類を行った際の分類性能（in

%）．行：分類器の種類，列：補助情報の種類

Table 1 Performance of image classification with side informa-

tion as image features (in %).

User Board Cluster

Linear regression 87.09 98.94 97.36

k = 1 85.46 98.70 97.13

kNN k = 5 88.08 98.88 97.64

k = 10 88.78 98.84 97.62

眼となる．表 1 の結果は，cluster補助情報が board補助

情報とほぼ同等の分類性能であることを示している．すな

わち，3 章で説明した，board diffusion graphのクラスタ

リングに基づく提案手法が，キュレーションデータに内在

する画像のコンテクストを適切に抽出できていることを示

唆する結果であるといえる．

5.2 コンテクストを考慮した特徴量の低次元埋め込みの

効果

続いて，抽出したコンテクストが画像の認識・検索に有

用であるか，提案の画像特徴量の低次元埋め込み手法が有

効に機能するか，この 2点について検証する．

本節では，前節に示したデータから無作為に抽出した

画像 12,500枚および関連する pinや boardの情報をデー

タセットとして利用する．このデータセットに含まれる

Pinterestユーザ数は 170，board数は 630，boardクラス

タ数は 390であった．画像分類のための画像特徴として，

本節では，大域的特徴量の 1つである GIST [41] 960次元

を用いる．データセットに含まれる 12,500枚の画像から，

5,000枚を学習用として無作為に抽出し，画像特徴量の低

次元埋め込みの学習および画像分類器の学習に利用した．

これとは別に，5,000枚の画像をテスト用として無作為に

抽出し，このテスト用画像を用いて分類器の性能を測定

した．LFDAおよび提案手法における正則化パラメータ η

は，予備実験により 0.1と設定した．また，アフィン行列

の分散パラメータ σは，以下の方法により決定した [42]．

σ = 2−0.5median({‖vi − vj‖}n
i,j=1) (3)

図 11 に，960次元の GIST特徴量を 2次元に埋め込ん

だ結果を示す．ここでは，提案手法（cluster補助情報）を

主成分分析（PCA）・局所線形判別分析（LFDA）と比較す

る．この図から，提案手法が既存手法と比較してより適切

にクラスを分離できていることが分かる．

続いて，表 2 に，提案手法を画像分類のタスクに利用

した際の実験結果を示す．本実験では，PCA・LFDAの他

に，低次元埋め込みをしないGIST 960次元（Orig.），およ

びグラフ構造を分類学習の正則化に利用する従来手法 [43]

（Graph Reg.）と，提案手法（cluster補助情報）の性能を

比較する．画像特徴量の低次元埋め込み手法の効果を適切
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図 11 画像特徴量の低次元埋め込み手法の比較．各埋め込み手法における主要な基底 2 本を

抽出し，各特徴量を 2 次元埋め込みしている

Fig. 11 Comparison of low-dimensional embedding of image features.

表 2 画像分類を行った際の分類性能（in %）．行：分類器（k-NN）の種類，列：低次元埋め

込み手法の種類．Graph Reg. = グラフ正則化を用いた従来手法 [43]

Table 2 Performance of image classification.

Orig. Graph Reg. PCA LFDA Prop.

960 dim 960 dim 10 dim 10 dim 10 dim

Linear regression 39.7 39.4 33.6 38.7 42.5

k = 15 37.9 - 35.7 42.5 45.1

kNN k = 20 38.1 - 36.2 42.7 45.4

k = 25 38.2 - 36.4 42.8 45.6

に評価することを目的とする本実験では，分類器として，

手法 Graph Reg.を除き，比較的単純な k近傍識別器およ

び線形回帰を採用し，低次元埋め込み特徴量の分布や構造

がより直接的に分類性能に反映されるように実験を設計し

た．また，マルチラベル分類の設定を採用する本実験では，

各クラスで独立に（2値）分類器を設計した．手法 Graph

Reg.では，board diffusion graphを正則化のためのグラフ

構造として利用した．

表 2 における低次元埋め込みを行わない Orig.と提案手

法 Prop.との比較から，コンテクストを考慮した補助情報

を利用することにより，特徴量次元数が大幅に減っている

にもかかわらず，より優れた分類性能を示すことが分かる．

また，従来法Graph Reg.と提案手法 Prop.との比較から，

提案する低次元埋め込みがグラフ構造の利用方法としてよ

り適切であることが分かる．また，提案手法と他の埋め込

み手法との比較から，コンテクストを考慮した補助情報が

分類性能向上に大きく寄与することが分かる．

図 12 および図 13 に，埋め込み次元数を変化させたと

きの分類性能の変化の様子を示す．図 12 では異なる特徴

量埋め込み手法の比較を，図 13 では異なる補助情報の構

成方法の比較を行っている．図 12 から，提案手法がいず

れの埋め込み次元においても他の手法よりも高い性能を

示し，非常に低い次元でほぼ最高の性能に到達しているこ

とが分かる．また，図 13 から，わずかではあるが cluster

informationが他の構成方法よりも高い性能を示すことが

見てとれる．
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図 12 特徴量埋め込み手法の比較．横軸：埋め込み次元数，縦軸：画像分類の分類率

Fig. 12 Comparison of feature embedding.

図 13 補助情報の比較．横軸：埋め込み次元数，縦軸：画像分類の分類率

Fig. 13 Comparison of side information.

6. まとめ

本論文では，ソーシャルキュレーションのプロセスに着

目することで，共通のコンテクストを持つ画像群を非常に

シンプルにかつ大量に発見する手法を提案するとともに，

発見した画像群を画像認識・検索のための類似性を自動的

に獲得するための重要なステップとして，コンテクストの

共通性を考慮した画像特徴量の低次元埋め込み手法を提案

した．提案手法により，言語化が必ずしも容易であるとは

限らないコンテクストの類似関係を，低次元画像特徴量の

類似関係に変換できるようになるとともに，より高次の意

味や概念を考慮した画像分類・認識・検索が可能となるこ

とを示した．画像分類をタスクとする実験により，提案手

法の有効性を示した．

ソーシャルキュレーションのプロセスに着目する提案手

法は，Pinterest以外のキュレーションデータを用いた解析

にも応用可能である．たとえば，クラウド型音楽ストリー

ミングサービスにおいて，ユーザが自分の好みに応じてプ

レイリストを構成するプロセスも，音楽を対象としたキュ

レーションと考えることができる．このことを利用する

と，共通の嗜好性を持つ楽曲の集合を提案手法とほぼ同じ

ような手法で大量に獲得可能であり，それに基づくプレイ

リストの自動生成や音楽推薦が可能になる [44]．この例に

代表される，他のキュレーションデータやメディアコンテ

ンツへの適用可能性を広く探るとともに，獲得したコンテ

クストを表現するメディアコンテンツの特徴量成分につい

てより深い検討を進めることが，今後の研究の方向性とし

て重要になるであろう．
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