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天井設置型深度カメラを用いたテーブルトップシステム
利用者の個人認証手法の提案

増田 彬1,a) 前川 卓也1,b) 浪岡 保男2,c)

概要：日常的に用いられる家具の一つであるテーブルに情報を提示して，ユーザの作業をインタラクティ
ブに支援するテーブルトップシステムが教育や商業分野などにおいて普及しつつある．複数人で利用さ
れることが多いテーブルトップシステムにおいて各ユーザにパーソナライズされた情報を提示するため，
テーブルトップシステムのための個人認証技術に関する研究が広く行われている．多くの既存研究では全
てのユーザがデバイスを装着する必要があったり，設置したカメラがユーザの行動を妨げるなどの課題が
存在した．そこで本研究では天井に設置した深度カメラを用いてテーブルトップシステムを操作するユー
ザを認証する手法を提案する．提案手法では天井の視点から取得した深度画像のみを用いてユーザの肩
幅，頭の形状，背中の姿勢といったソフトバイオメトリクス情報を抽出して個人認証に用いる．抽出した
ソフトバイオメトリクス情報はそれぞれ異なる数値の分布を持つため，そのようなデータの扱いに長けた
Multiview Learningを適用することでより高精度な個人認証を実現する．天井から個人認証を行う手法は
ユーザを正面から認証する従来の手法と比べて，天井から複数人を同時に捕捉できる点や人体や障害物に
遮られることがない点，天井に設置された照明と同じ電源から容易に電気を供給できる点，そしてユーザ
の作業の邪魔にならないといった利点がある．本稿では天井に設置した深度カメラを用いた個人認証手法
を提案し，その性能を検証した．

1. はじめに

日常的な生活の中でテーブルは勉強や食事，ディスカッ
ションなど様々な作業の場として頻繁に用いられている．
また近年の情報通信技術の進展に伴い，マルチタッチディ
スプレイの大画面化や安価なセンサを用いて人のジェス
チャを認識するインタラクティブプロジェクタの実現に
より，テーブルに情報を提示してユーザの作業を支援する
テーブルトップシステムがオフィスや商業施設，教育機関
などで普及しつつある．テーブルトップシステムは，複数
人の利用者による協調作業に用いられることが多く，各利
用者にパーソナライズされた情報を提示するためには個人
を識別する手法が必要となる．そのため，いくつかの既存
研究では，RFIDタグを組み込んだ指輪を利用者が装着し
て認証する手法 [1]のようにデバイスを装着して個人認証
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する手法が提案されている．しかし，これらの手法はテー
ブルトップシステムを日常的に用いるユーザにとってデバ
イスの装着コストやデバイスの電池の維持コストなどがか
かる課題が存在した．ユーザの負担にならない個人認証手
法として，顔認証といったビジョンを用いた認証手法が挙
げられるが，これらの手法をテーブルトップシステムに適
用するには以下のような課題がある．
- 認証するユーザの正面にカメラを設置する必要があり，
テーブル上にカメラを設置した場合はテーブルで作業を行
うユーザの行動の妨げになる．ユーザの妨げにならないよ
うに壁面に設置する場合は，壁に取り付け器具を設置する
コストがかかる．
- 複数人で利用されるテーブルトップシステムの場合は，
壁面に取り付けられたカメラとユーザの間に他のユーザが
映り込む場合がある．またユーザは様々な方向を向いて作
業等を行うため，一つのカメラのみですべてのユーザの正
面を捉えることは困難である．
- 壁やテーブルに取り付けられたカメラに電源を供給する
ためには電源の延長ケーブルなどを壁や床に這わせる必要
があり，設置に手間がかかる．
これらの課題を解決するため，本研究では深度カメラを
図 1のように天井に設置することを想定する．天井に深度
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カメラを設置する方法は以下のような利点がある．
- 天井に設置するため，テーブル上に設置したカメラと異
なり，テーブルトップシステム利用者の行動を妨げない．
- ユーザとカメラの間に障害物が入り込みにくく，より確
実にユーザを捕捉できる．また複数人のユーザを同時に撮
影することができる．
- 天井に設置された電灯やプロジェクタの近くに深度カメ
ラを設置することでそれらと同じ電源から容易に電気を供
給することができる．
一方，天井からの視点では個人認証に有用な顔や指紋の
ような特徴を取得するのが困難になる問題がある．そこで
本研究では天井に設置した深度カメラで取得可能な利用
者の肩幅や頭の形状，姿勢の癖といったソフトバイオメト
リクス情報を深度画像から抽出して組み合わせることで，
テーブルトップシステム利用者の行動を阻害しないで高精
度に個人を認証する手法の実現を目指す．
本稿では住宅やオフィス，研究室などに導入されたテー
ブルトップシステムの真上の天井に深度カメラが設置され
ている環境を想定する．利用者がテーブルでWebブラウ
ジングや食事を始めると，提案手法によりユーザの行動を
阻害することなく深度画像から抽出されたソフトバイオメ
トリクス情報を用いて自動的に個人認証を行う．本研究で
は天井に設置された深度センサから取得できる以下のソフ
トバイオメトリクス情報に着目した．
• 骨格情報 : 深度カメラから取得した深度画像を用いて
骨格認識を行い，肩や肘，手などの関節の位置を検出
する．そして関節間の距離を求めることで例えば肩幅
や上腕の長さといった個人を特定するのに役立つ骨格
に関する特徴を抽出する．

• 部位の形状 : 深度データから頭や肩といった身体の
部位を推定し，その形状を取得する．頭の形状は天井
からの視点では容易に取得することができ，ユーザに
よって大きさや形が異なるため，個人の特定に役立つ
と考えられる．

• 部位の面積 : 肩や背中の面積を取得することでユーザ
の身体の大きさを見積もることができるため，個人の
特定に有用であると考えられる．

• 姿勢の癖 : 本研究で想定している環境ではユーザが
テーブル上で食事などの行動を行う．行動の際の背中
の曲がり具合などの姿勢の癖は個人の特定に役立つと
考えられる．
ただし，これらの情報にはそれぞれ欠点が存在し，例
えば頭の形状は髪型によって変化したり，部位の体積は
服の種類によって変化する．そこで本研究では Multiview

Learningを用いてそれらの特徴を組み合わせることでそれ
ぞれの欠点を補い，これらのノイズに頑健な個人認証手法
を目指す．

図 1 想定するテーブルトップシステムの利用環境

2. 関連研究

2.1 日常生活やオフィス環境におけるセンシング
日用品に組み込まれた RFIDタグやウェアラブルデバイ
スを用いて，日常行動の補助や記録を行うための行動認識
に関する研究が数多く行われるようになっている．机上行
動認識の研究も多数行われ，例えばテーブル上で行われた
食事や食事準備，工作など様々な作業をテーブルを見下ろ
すカメラを用いて認識する研究も行われている [2], [3]．こ
のような日常的環境下でパーソナライズされたサービスを
提供するためには設置や運用が容易な個人認証手法が求め
られている．

2.2 デバイスフリー個人認証
個人認証手法として RFIDによる認証や慣性センサを用

いたジェスチャ認証などのデバイスを用いた認証手法 [1], [4]

が研究されているが，利用者がデバイスを常に持ち歩く必
要があるなどの課題があった．そこで利用者の負担を減ら
すため，デバイスを必要としない個人認証手法が研究・開
発されている．例えば，Schmidtらはテーブル内に組み込
んだカメラで利用者の手の形を撮影し，指の長さなどの
ソフトバイオメトリクス情報を抽出して個人認証を行っ
た [5]．Schmidtらの手法は高い精度の個人認証を実現し
ているが，テーブル内に手を映すためのカメラを組み込ん
だり，テーブルに手をかざすという特定の動作をユーザに
要求するといった利便性の課題があった．
特別な動作を必要とせずユーザの行動を阻害しない認証
手法として，顔や骨格を用いた認証手法が挙げられる [6]

が，複数人が同時に利用するテーブルトップシステムでは，
他のユーザが認証に用いるカメラの妨げになる可能性があ
る．そこで [7]では他のユーザに遮られることのないテー
ブルの下から利用者の靴を RGB-Dカメラで撮影して，靴
の画像で認証を行う手法を提案した．
天井からソフトバイオメトリクス情報を用いて認証を行
う手法としてAugstenらの研究 [8]が挙げられる．[8]では，
ドアの上部に設置した超音波距離センサを用いてユーザ
の身長を取得して認証を行うのに対して，本研究ではいく
つかのソフトバイオメトリクス情報をMultiview Learning

で学習することにより，テーブルトップシステム環境下で
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ユーザの姿勢に依存しない個人認証手法を実現する．

3. 提案手法

3.1 概要
提案手法ではテーブルトップシステムを利用する各ユー
ザからあらかじめ学習データを取得して個人認証モデルを
学習する．想定する利用環境は図 1に示している．個人認
証モデルを準備した後，新たにユーザ（これをテストユー
ザとする）がテーブルトップシステムを利用し始めると深
度データの変化を検出して深度画像の記録と個人認証を開
始する．時系列的に得られる深度画像ごとに個人認証を行
い，深度画像の記録開始から Ntest 枚の画像の認証結果の
多数決を用いて最終的な個人認証の結果を出力する．
提案手法の概要を図 2に示す．まずランダムフォレスト
を用いた身体の部位判定アルゴリズムにより，深度画像か
らユーザの各身体部位に対応するピクセルを推定する．推
定した身体の部位から 1節で示したソフトバイオメトリク
ス情報を抽出し，Multiple Kernel Learning(MKL)を用い
てユーザの個人認証を行う．
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図 2 提案手法の概要

3.2 身体の部位判定
提案手法では身体の部位判定アルゴリズムを用いて，図

3のように深度画像に含まれる各ピクセルを身体の部位あ
るいは背景のいずれかに分類する．Microsoft社が提供し
ている Kinect APIではユーザを正面から撮影したときの
み部位の判定が可能であるため，本研究では独自に天井か
撮影した画像の部位判定を行うモデルを学習する必要があ
る．部位判定アルゴリズムは基本的に Kinect APIで用い
られている手法 [9]と同じであるが，机（上から撮影する
深度センサ）に対して任意の方向で座るユーザを認識する
ためには回転不変である必要がある．
部位判定は各ピクセルごとに特徴量を算出してそれらを
結合することで特徴ベクトルを作成する．その後，特徴ベ
クトルを身体の部位クラスに分類する．本研究では特徴ベ
クトルを頭，左手，右手，左腕，右腕，左肘，右肘，左肩，
右肩，その他の部位，背景の 11クラスに分類する．
3.2.1 特徴ベクトルの抽出
部位判定は深度画像に含まれる各ピクセル周辺の形状情
報を用いて行う．形状情報は [9]と同様に着目したピクセ
ルとその周辺のピクセルとの深度の差を計算してオフセッ
ト特徴とする．画像 I において着目したピクセルを xとす
るとその特徴の値は以下のようにして求められる．

fu(I, x) = dI
(
x+

u

dI(x)

)− dI(x)

図 3 深度画像と身体部位判定結果の例．

ここで dI(x)は画像 I におけるピクセル xの深度の値，u

は xを始点としたオフセットベクトルである．オフセット
ベクトルに 1

dI(x)
を乗算することで，この特徴は深度不変

となる．本研究ではオフセットベクトルをあらかじめラン
ダムに 500個生成して特徴を計算する．
3.2.2 ラベル付けされた深度画像の事前準備
特徴ベクトルを学習する際，その特徴ベクトルがどの部
位であるかを教師データとして与える必要がある．深度画
像に対して手動で部位のラベル付けを行うことは非常にコ
ストがかかるため，本研究では深度画像と同時に撮影した
RGB画像を用いて各部位を自動的にラベリングした．具
体的には被験者の身体に特徴的な色のマーカを装着しても
らい，RGB画像から各部位に対応するピクセルを検出し
たあと，同時に撮影された深度画像ピクセルを求めた．ま
た，回転不変の部位判別モデルを作成するため，深度画像
を z軸中心にランダムに回転させて学習を行う．認識時に
は事前に学習した部位判別モデルを用いるため，マーカの
装着は必要としない．
3.2.3 ランダムフォレストによる部位判別
高速で頑健な部位判別を行うため，本研究では部位判別
モデルとしてランダムフォレストを用いた．ランダムフォ
レストではランダムに選択された特徴ベクトルおよびそ
の属性の部分集合を用いて，決定木が学習される．ランダ
ムな選択・学習を T 回行うことで T 個の決定木が作成さ
れる．
特徴ベクトル x′ に対する部位判定は各決定木の多数決

によって決まる．本研究では x′がどの部位 Cnに分類され
るかを

p(Cn|x′) =
n(x′, Cn)

T

によって求める．ここで n(x′, Cn)は x′ を Cn と分類し
た決定木の数である．
3.2.4 骨格認識
深度画像には複数人のユーザが含まれる可能性があるた
め，複数人の骨格を同時に認識する必要がある．そこで本
研究ではまず深度画像から頭に分類されるピクセルを求
め，x-means法を用いてクラスタリングする．クラスタの
うち閾値よりも広い面積を持つものにユニークな IDを割
り当て，そのクラスタが 1人のユーザに対応するものとす

3ⓒ 2015 Information Processing Society of Japan

Vol.2015-HCI-165 No.3
Vol.2015-UBI-48 No.3

2015/11/29



情報処理学会研究報告
IPSJ SIG Technical Report

る．その後，頭のクラスタに最も近い左肩，右肩，次に左
肘，右肘に順次最近傍の隣接クラスタと同じ IDを割り当
てていき，判定された全ての部位に IDが割り当てられる
ようにする．
IDごとに求められたそれぞれの部位において重心を求
め，それを各部位の関節とする．これらの関節を結ぶ直線
から肩幅や腕の長さなど個人を特定するのに役立つ特徴を
抽出することができる．図 3に一人のユーザにおいて骨格
認識を行った結果の例を示している．

3.3 ソフトバイオメトリクス情報の抽出と距離計算
認証時には時系列の深度画像を用いて認証を行うため，
時系列順にそれぞれの深度画像からソフトバイオメトリク
ス情報を抽出する．抽出されたソフトバイオメトリクス情
報には深度画像の測定誤差や部位判定時の推定誤差が含ま
れるため移動平均法を用いて外れ値を持った深度画像を取
り除く．例えば，図 4では左から 3番目のテスト画像から
抽出されたソフトバイオメトリクス情報に外れ値が含まれ
ている（肩幅が 0.17[m]）ため，認識には用いない．同様
にユーザ 1の学習用画像も最初の画像において外れ値が含
まれている（左上腕の長さが 0.06[m]）ため，学習に用い
ない．
外れ値を除いた後，ランダムに選んだテスト画像と学習
用画像からそれぞれ抽出されたソフトバイオメトリクス間
の距離を計算し，それらを連結して距離ベクトルを作成す
る．提案手法で抽出したソフトバイオメトリクス情報の詳
細とそれぞれの情報における距離計算の方法を以下に示す．
1. 骨格情報
腕や肩などの部位の長さはユーザの身体の大きさを表す指
標の一つとなる．肩幅や上腕の長さ，下腕の長さなどは部
位判定によって求められた関節間の距離から求めることが
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図 4 2 ユーザ間におけるソフトバイオメトリクス情報の距離計算

できる．骨格情報の距離計算は値の差の絶対値によって求
める．例えばテスト画像から求めた肩幅が 0.34[m]でラン
ダムに選ばれた学習時の画像から求められた肩幅が 0.38[m]

である場合，それらの距離は |0.34− 0.38| = 0.04 となる．
2. 部位の形状
部位判定の結果から頭や肩などの部位に対応する 3次元点
群を求めることができるため，テストユーザの部位（頭，
肩）の形状と登録されているユーザの部位の形状を比較
することができる．二つの点群の距離は Iterative Closest

Point(ICP)[10]によって求められる．ICPは点群間の位置
合わせを行う代表的なアルゴリズムの一つであり，二つの
点群間の距離が最も小さくなるように一方の点群を移動・
回転する．二つの点群間の距離は対応点（最も距離の近い
二点）同士の距離の平均によって求められる．提案手法で
はテストユーザの部位の点群と登録されているユーザの部
位の点群を ICPで位置合わせしてその距離を部位の形状の
距離と定義する．同一ユーザの頭の形状を ICPで位置合
わせした結果と異なるユーザの頭の形状を位置合わせした
結果を図 5に示す．同一ユーザの場合は頭の輪郭や大きさ
が類似しているため二点群間の距離が小さいのに比べて，
別ユーザの形状を比較した場合は点群の位置合わせに失敗
していることが分かる．
ここで深度カメラの測定方法による制約から深度画像に欠
損値が含まれることがある．例えば図 3において深度画像
が白くなっている箇所（頭の左側など）が欠損値であり，
頭の形状が正しく計測されていないことが分かる．正しく
計測された場合とそうでない場合の ICPの距離は大きく
なってしまうため，個人認証の精度を低下させる要因とな
る．そのため，提案手法では，テストユーザ（もしくは登
録されているユーザ）の時系列データに階層的クラスタリ
ングを適用して外れ値検出を行うことで欠損値が多い深度
データを除く．また，ICPは計算コストが大きく，本研究
で扱ったユーザの頭の点群を並列処理しても 1回の比較で
0.05秒ほどかかってしまう．そこで認証の際にはテスト用
の深度画像において最初の Nicp 枚のみの点群における距
離を求め，Nicp +1枚目の画像からは過去に求めた ICPの
値をランダムに選択して用いる．
3. 部位の面積
部位の表面積もユーザの身体の大きさを示す指標の一つで
ある．提案手法では 3次元空間の点群からGreedyTriangle

法を用いて肩や胴体の表面積を計算する．
4. 姿勢の癖
Webブラウジングなどの作業を行っているときのユーザ
の姿勢も個人を特定するのに役立つと考えられる．事前検
証により背中の曲がり具合が人の姿勢をよく反映すること
が分かった．二人の異なる被験者の上半身の点群の例を図
6に示す．図 6において左の被験者は背中の曲がり具合が
小さく姿勢が良いのに比べて，右の被験者は背中が大きく
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曲がっており猫背になっている．天井に設置した深度カメ
ラでは座っている椅子の背もたれやユーザの位置によって
背中を捉えることが困難な場合があるため，本研究では首
や肩の角度を求めて姿勢の癖として用いる．首の角度は部
位判定で求めた両肩の中心点（これを首の付け根とする）
と頭の頂点を結ぶベクトルと地面との角度を計算すること
で求められる．首は背骨と直接つながっているため，背中
の曲がり具合をある程度反映するものと考えられる．肩の
角度は両肩を結ぶベクトルと地面との角度から求める．首
と肩の角度の距離は骨格情報と同様に差の絶対値によって
求める．ここで，ユーザの姿勢は行動の最中に変化する．
例えば食事において，器を持っている時の姿勢と箸を伸ば
している時の姿勢は異なる．そこで本研究では最も頻繁に
観測された姿勢を骨格情報と同様に移動平均法を用いて求
め，それ以外は外れ値とする．

3.4 Multiple Kernel Learningを用いた分類
3.4.1 概要
提案手法ではテストユーザのソフトバイオメトリクス情
報を登録されたユーザのものとそれぞれ比較して距離ベク
トルを求める．距離ベクトルは図 4 で示したように各ソ
フトバイオメトリクス情報の距離を結合して構築され，登
録されたユーザごとに学習した 2クラス Support Vector

Machine(SVM) に入力される．入力した距離ベクトルと
SVMの超平面から距離を求めることができ，その値から
SVM を学習したユーザへ分類される確率が求められる．
図 7に距離ベクトルから登録済みのユーザへ分類する手順
の概要を示す．これによりある時刻の深度画像におけるあ
るユーザへの分類確率が求められるが，最終的にどのユー
ザとして認証するかは時系列データ全ての分類確率を求め
てその総和により決定する．
ユーザ 1の認証用 SVMの学習に用いる距離ベクトルを
求めるとき，ユーザ 1の深度画像群の中で互いに異なる画
像同士で距離を求め，これを正例の距離ベクトルとする．
ユーザ 1と異なるユーザの場合もランダムなペアで距離を

図 5 2 ユーザ間における頭の位置合わせの結果の例

図 6 異なるユーザの上半身の点群
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図 7 登録したユーザごとに学習した 2 クラス SVM を用いた認証
の概要

求め，これを負例の距離ベクトルとする．ユーザ 1と異な
るユーザは複数人存在するため，負例の数が正例の数より
も多い不均衡データになる．そこで提案手法では正例と同
数の負例距離ベクトルの集合を学習用データからランダム
に複数回選択して SVMを複数個学習する．そして，学習
した SVMのうち学習用データに対して分類精度が最も高
いものを選んで認識に用いる．
距離ベクトルはいくつかの異なるソフトバイオメトリク
ス情報によって構成されており，例えば骨格情報の中でも
肩幅だけでなく腕の長さや首の長さの距離が含まれてい
る．このように異なる数値の分布を持つ情報によって構成
された距離ベクトルをより高精度に分類するため，提案手
法ではMultiview Learningの一つであるMultiple Kernel

Learning(MKL)を 2クラス SVMに用いる．MKLはいく
つかの異なる数値の分布に対応した基底カーネルの線形結
合によって構成されるため，提案手法では骨格情報や形状
情報に応じた基底カーネルを用意して結合する．
3.4.2 基底カーネルの線形結合と個人認証
カーネル関数は特徴空間においてインスタンス間の距
離を求める際に用いられる．N 個の学習インスタンス
{xi ∈ X}Ni=1 があるとき，テストインスタンス x� の推定
を行う決定関数は

f(x�) = aTk� + b,

と表される．ここで a は各学習インスタンスに対
する重みであり，b はバイアスである．また k� =
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[k(x1,x�) . . . k(xN ,x�)]
T であり，k(·, ·) は二つのインス

タンス間の距離を求めるカーネル関数である．
基底カーネルを線形結合して構成されるMKLにおいて，

sk，sh，d，hがそれぞれ骨格情報，部位の形状，部位の表
面積，姿勢の癖とすると決定関数は

f(x�) = aT
(
eskksk,�+eshksh,�+edkd,�+ehkh,�

)
+b,(1)

となる．ここで em は m つ目のカーネルの重み
であり，m ∈ {sk, sh, d, h} である．また km,� は
[km(x1,x�) . . . km(xN ,x�)]

T である．実際の実装ではガ
ウシアンカーネル，シグモイドカーネル，多項式カーネル
を各ソフトバイオメトリクス情報 mごとに用意した．異
なるカーネルを用いることで異なる数値分布を持つ特徴
同士の非線形な関係を学習させることができる．式 1 の
決定関数に基づき，提案手法では 2クラス SVMを登録し
たユーザごとに作成し，その分類結果は y = sign(f(x�))，
y ∈ {−1,+1}のように求められる．f(x�)が +1に近い値
をもつとその SVMに対応したユーザである確率が高いと
し，−1に近いほど SVMに対応したユーザとは異なること
を示す．
3.4.3 パラメータ推定
式 1のパラメータを推定するために本研究では Bayesian

Efficient Multiple Kernel Learning (BEMKL) を用いた．
図 8に二値分類器のグラフィカルモデルを示す．ここで，
esk，esh，ed と ehはまとめて eとしている．Km は N×N

のカーネル行列で二つのインスタンス間の距離を定義す
る．補助変数のベクトルは f で表され，中間出力の行列は
Gで表される．ハイパパラメータ λ，γ と ω はそれぞれ
a，b と eの事前確率を決定する．パラメータ推定の詳細
は [11]を参照されたい．

4. 評価

4.1 実験データ
実験に用いるデータはテーブルから約 1.5[m]離れた天井
付近に設置したMicrosoft社の Kinect V2を用いて，2Hz

のサンプリングレートで取得した. テーブルの席に座った
被験者は「テーブルトップディスプレイを用いたWebブ
ラウジング」と「テーブルでの食事」の二つの行動をそれ
ぞれ 140秒ほど行った．Webブラウジングに関しては，被
験者にテーブルトップディスプレイに表示したWebブラ

a�

G f

e

b �

�

yKm
{sk, sh, d, h}

図 8 2 クラス分類に用いる MKL のグラフィカルモデル
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図 9 被験者の身長の分布
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図 10 被験者の体重の分布

ウザを用いて興味のあるニュース記事を調べてもらった．
この行動を選んだ理由は，パーソナライズされた情報検索
や情報提示などのアプリケーションを想定しているためで
ある．食事に関しては，研究所やオフィスに導入された共
用のダイニングテーブルにおいて個人向けの情報提示や食
事に関する情報の提示，ライフログを行うアプリケーショ
ンを想定している．
被験者は 19名（19クラス分類問題）で実験期間は約 1

か月である．長期間に渡る提案手法の精度を調べるため，
1名の被験者は 60日以上に渡ってデータの収集を行った．
被験者は男性 16名，女性 3名であり，平均年齢は 23.5歳
である．図 9と図 10に被験者の身長と体重の分布を示す．
研究室に所属する学生を被験者としたため，身長や体重
の分布が偏っていることが図 9と 10からわかる．各被験
者は異なる日に異なる服を着て，2つの行動をそれぞれ 3

セッションずつ行った．

4.2 評価手法
各行動において個人認証モデルを作成し，1つのセッショ
ンをテスト，2つのセッションを学習に用いる leave-one-

session-out交差検定によって提案手法および以下に示す比
較手法を評価した．テストセッションでは最初の Ntest 枚
の深度画像を用いて評価した．このとき点群の位置合わせ
(ICP)の計算には最初の Nicp 枚のみを用いた．
- 提案手法： 全てのソフトバイオメトリクス情報を用いて
MKLを学習する手法．
- SVM： 全てのソフトバイオメトリクス情報を用いるが，
線形カーネルを用いた多クラス SVMを学習する手法．
- 提案手法（骨格特徴抜き）： 肩幅といった骨格特徴を除
いてMKLを学習する手法．
- 提案手法（形状特徴抜き）：頭の形状特徴を除いてMKL

を学習する手法．
- 提案手法（表面積特徴抜き）： 体の表面積特徴を除いて
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表 1 ユーザ分類の精度 [%]

Web 食事 平均
提案手法 86.0 91.2 88.6

SVM 78.9 86.0 82.5

提案手法（骨格特徴抜き） 82.5 84.2 83.4

提案手法（形状特徴抜き） 77.2 77.2 77.2

提案手法（表面積特徴抜き） 82.5 82.5 82.5

提案手法（姿勢特徴抜き） 77.2 75.4 76.3

提案手法（骨格特徴のみ） 36.8 42.1 39.5

提案手法（形状特徴のみ 43.9 43.9 43.9

提案手法（表面積特徴のみ） 57.9 49.1 53.5

提案手法（姿勢特徴のみ） 50.9 47.4 49.2

MKLを学習する手法．
- 提案手法（姿勢特徴抜き）： 姿勢の癖の特徴を除いて
MKLを学習する手法．

4.3 結果
4.3.1 分類精度
提案手法による個人認証の精度を表 1に示す．提案手法
では 9割に近い推定精度を達成することができた．特に食
事行動においては図 9，10に示したように偏った体型の分
布の中で 9割を超える推定精度を達成することができた．
この推定精度は RGB-Dカメラを用いて靴の画像を取得し
て認証を行う既存研究 [7]と比べて精度は劣る（靴を用いた
認証では 18名の被験者に対して 95.8%の認証精度であっ
た）が，この研究では靴を履き替えたり，別のユーザが同
じ靴を履いていると認証ができない課題があった．一方で
提案手法では色情報を用いず，天井に設置した深度カメラ
から得られた深度画像のみを利用するため，異なる服装で
あったとしても形状や骨格が取得できれば認証できる利点
がある．
また提案手法では線形カーネルを用いた SVMで分類す
る場合と比べて精度が 6%ほど向上した．これは各ソフト
バイオメトリクス情報ごとにいくつかのカーネルを組み合
わせて学習を行ったためと考えられる．
Webブラウジングの行動は食事よりも動きが少なく，被

験者によってはテーブルに肘をついて姿勢が前かがみの
まま作業を続けていることがあった．天井からの視点では
ユーザが前かがみになると腕を補足することが困難にな
り，その結果Webブラウジングの認証精度に悪影響を与
えていると考えられる．
図 11にWebブラウジングと食事の結果を総合した混同
行列を示す．混同行列から分かるようにユーザAはユーザ
Hとユーザ Lに誤分類されている．またユーザ Cはユー
ザ Aとユーザ Dに誤分類されている．ユーザ Aとユーザ
H，ユーザ Cとユーザ Dの身長の差はそれぞれ 0.01メー
トルと 0.03メートルであった．これらの誤分類は体型が

図 11 提案手法におけるWeb ブラウジングと食事の混同行列

似ているために生じたものと考えられる．一方でユーザ A

とユーザ L，ユーザ Cとユーザ Aの身長差はそれぞれ 0.1

メートルと 0.09メートルであった．これらのユーザは姿
勢が椅子に座った際の姿勢が類似しており，姿勢の違いで
識別することができなかったことが原因だと考えられる．
提案手法の個人認証精度はソフトバイオメトリクス情報
を用いているため完璧ではない．そのため，なりすましが
許容されないアカウント管理のようなアプリケーションで
は提案手法を用いることは適切ではない．しかし，パーソ
ナライズした情報を提示したり，ライフログのような高度
なセキュリティを要求しないサービスで利用するための十
分な精度は達成できていると考えられる．
4.3.2 ソフトバイオメトリクス情報の有用性
表 1に特定のソフトバイオメトリクス情報を用いなかっ
た場合の推定精度を示した．形状や姿勢情報を用いなかっ
た場合，分類精度は 10%ほど低下した．特に形状情報を用
いなかった場合，提案手法では身長が類似した被験者を分
類することが困難であった．そのため，これらの特徴は体
型が似ている被験者を分類するのに役立っていると考えら
れる．
また同表より表面積の情報は骨格情報と比べて有用であ
ることがわかる．これは部位の表面積の方が骨格情報より
も被験者の体型を反映しやすいためだと考えられる．例え
ば太った体型の被験者は細い体型の被験者よりも特定の部
位の表面積が大きくなるが，身長が類似している場合は肩
幅や腕の長さはあまり差がない．本研究の被験者は図 9の
ように身長に差があまりないことから身長に比例するであ
ろう骨格情報は表面積と比べて個人を特定するのに有用で
はなかったと考えられる．
骨格情報や形状情報，表面積や姿勢の癖のみを用いて分
類を行った場合，分類精度は大きく低下した（表 1の下部
分）．このことからいくつかの特徴を組み合わせることに
より高い精度を達成できることがわかる．特に頭の形状は
体型が類似している被験者の分類に役立つが，単体では体
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図 12 Ntest と Nicp の数を変化させたときの認証精度の変化

型の違いが反映されないため，分類が困難になる．
4.3.3 Ntest の影響
個人認証は深度画像の時系列テストデータの最初のNtest

枚を用いて行う．テストに用いる Ntest 枚の数を変化させ
て分類精度を求めた結果を図 12 に示す．Ntest が小さい
ほど認証に必要な画像数が少ないため，早く個人を認証す
ることができるが，精度は低下することがわかる．Ntest

が 10枚に達したとき，提案手法では精度が約 90%になっ
た．深度カメラのサンプリングレートが 2Hzであったた
め，Ntest = 10は 5秒間に対応する．
4.3.4 個人認証にかかる計算時間
形状情報を求める際に用いる ICPアルゴリズムは計算コ
ストが大きいため，ICPを行う深度画像の数を減少させた
場合の計算時間を求めた．Ntest = Nicp = 10のとき，提案
手法では 10枚目の画像を処理するのに 10.5秒かかった．
ICPを行う画像の数を減らすと Ntest = 10，Nicp = 5で
7.6秒，Ntest = 10，Nicp = 1で 5.6秒かかることが分かっ
た．形状情報を求める枚数を減らすと図 12の Nicp のとお
り分類精度はなだらかに低下する．本研究では将来的に計
算時間の短い骨格情報や姿勢情報を用いて明らかに異なる
ユーザをフィルタリングした後，分類が難しいユーザのみ
形状情報を用いて分類することで計算時間の短縮を実現す
る予定である．
4.3.5 長期間の分類精度
時間の経過による分類精度の変化を調べるため，1人の
被験者が 63日にわたってデータを収集した．図 13にこの
被験者が正しいクラスに分類される確率の推移を示す．形
状情報への影響を調べるため，被験者は 13日目に散髪を
行った．散髪を行った後の 14日目は分類確率が下がって
いるが，それ以降は分類確率が戻っている．これより散髪
によって形状情報が変化して被験者の分類確率に影響を与
えるが時間の経過とともに分類精度が改善することがわか
る．実際のアプリケーションでは散髪後に取得したデータ
を用いてユーザの SVMを再学習させることができるため，
散髪による影響を抑えることができると考えられる．

5. おわりに

本稿ではテーブルトップシステムの利用者の行動を阻害
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図 13 被験者が正しいクラスと分類される確率の変化

せずに認証を行う手法を提案した．提案手法では天井に設
置した深度カメラから得られた深度画像から個人の特定
するのに有用なソフトバイオメトリクス情報を抽出して
MKLで学習を行った．評価実験では 19名の被験者から
得られた実データを用いて提案手法の有効性を検証し，約
90%の高精度で認証を行うことができた．

参考文献
[1] V. Roth, P. Schmidt, and B. Güldenring, “The ir ring:
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