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概要：大量の訓練データによる機械学習は，自然言語処理の様々なタスクにおいて多大な貢献をしてきた．
しかし文書要約においては，大規模訓練データを有効に利用することに成功していない．New York Times

Annotated Corpus (NYTAC)には，約 65万の文書-要約対が含まれるが，それらの要約の間には，長さの
違い，抽出および非抽出の違いなど様々な違いが存在しうるため，単純に訓練データとして利用するだけ
では十分な効果が期待できない．本研究では，NYTACを要約器の訓練用データとして有効に活用する方
法を提案する．
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1. はじめに

他の様々なタスクと同様に，文書要約においても機

械学習が何らかの形で用いられる場面は増えてきてい

る [1], [8], [13], [22], [25], [26], [29]. しかしながら，文書

要約において機械学習を用いる上での共通の問題は，訓練

事例（要約-文書対）の不足である．これは，単純な分類

問題と比較し人手による要約作成はコストが高いことに由

来している．そのため，従来のほとんどの研究は数百事例

という小規模なデータによる学習を余儀なくされており，

他の主要なタスクと比較しても十分とはいえない*1．この

現状は，複雑な手法の開発や有効な素性の構築，人手によ

る詳細な分析などを困難にしている．直近の研究では西川

ら [22]が日本語報道記事とその要約 13,000事例を用いた

学習を行い，文書要約においても訓練事例数の増加が性能

向上に寄与することを報告しており，訓練データの充実は

更なる文書要約研究の発展に不可欠であると言える．

現在，このような現状の打破に寄与すると最も期待でき

るコーパスとして，New York Times Annotated Corpus

(NYTAC)[24]が存在する．NYTACを構成する約 180万
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*1 例えば，機械翻訳における古典的なコーパスの一つであるHansard
コーパス [4] には約 130 万もの事例が収録されている．

記事のうち，およそ 65万もの記事に専門家による要約が

付与されている．これは，潜在的には単一文書要約におい

て最も大規模な訓練データとみなすことができる．しかし

ながら，これまで NYTACの人手要約を何らかの形で利用

した研究 [10], [28]は存在するが，直接的に大規模な訓練事

例として利用したという報告はなされていない．NYTAC

を直接的に訓練事例として利用する上で留意すべき*2は，

そこに含まれる人手要約が特定の目的のもと統制されて作

成および整備されたわけではないという点である．文書要

約にはその作成方法や使途に複数の種類が存在しており，

それぞれ特性や必要となる技術が異なるが，NYTACにお

いてはそれらが明示的に区別されることなく混在してい

る．そのため，特定の要約器，例えば現在最も標準的なア

プローチである文抽出に基づく要約器を訓練する際に，全

ての事例を機械的に利用することが必ずしも有効であるか

は疑問である．

本稿における我々の目的は，NYTACを単一文書要約に

おける大規模な訓練事例として利用する上での効果的な

手法を示すことである．訓練のどの段階でどのような形で

NYTACを利用するべきか，全ての事例を用いるべきか何

らかの基準でその部分集合に限って利用するべきか，実験

を通して明らかにする．

評価の際は，単一文書要約において評価に用いられてい

る複数のテストセット（ターゲットデータ）を用意し，そ

*2 これは同時に，従来 NYTAC が要約器の大規模訓練データとし
て用いられて来なかった理由であると考えられる．
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れら全てにおいて NYTACの利用が有効であるかを確か

める．

我々が扱う問題は，ドメイン適応 [15]の一つのケース

だと考えることができる．ドメイン適応では，両ドメイン

間で学習されたパラメータの線形補間や適用元ドメイン

により訓練された分類器を素性として利用するなど，シ

ンプルでありながら強力ないくつかの手法が存在してお

り [6]，今回のケースにも容易に適用が可能である．さらに，

ドメインにあわせた事例選択 (instance selection, instance

weighting)も同様にドメイン適応の方法として知られてい

る [2], [27]．本研究では，ドメイン適応の分野を参考にい

くつかの標準的な手法を用意し比較することで，NYTAC

を利用するにあたり有効な方法を確かめる．

実験の結果，要約器を NYTACで一度訓練したあと，そ

のパラメータを初期値として所望のターゲットデータで

追加的に訓練する手法が有効に働くことが分かった．加え

て，使用する要約器の特性に併せた事例選択を事前に行う

ことで更に精度が向上することを確認した．

2. New York Times Annotated Corpus

NYTACは，約 180万記事の New York Times紙の新聞

記事によって構成されており，そのうちの約 65万記事に

は人手で生成された要約が付与されている．表 1に主な統

計量を，今回の実験で使用するテストセットと共に示す．

1節で述べたように，このコーパスには様々な種類の要約

が混在している．たとえば，文抽出を行うことで作成され

ている要約もあれば，文抽出に加えて文圧縮や文融合など

を行うことにより作成されている要約も存在する．加え

て，言い換えなどの非抽出的な操作を行うことで作成され

ている要約や，メタな視点に立って書かれた説明口調な要

約も存在する．このように異なる種類の要約が存在するこ

とは，文圧縮，文融合や非抽出的なアプローチに基づく要

約など，異なる要約技術の発展に有益である [11], [21]．

しかしながら，各要約操作を計算機に行わせるためには

それぞれ異なった技術が必要であり，それぞれにとって有

効な訓練事例は異なることが予想できる．たとえば，文抽

出による要約手法を用いる場合は，原文書からの表層的な抽

出にこだわらない方法で作成された要約は訓練事例として

適切ではないと考えられる．従って，本研究では NYTAC

を訓練事例として利用するにあたり，訓練する要約器に合

わせた事例の選択が必要であると考える．本稿では，現在

の文書要約において最も広く用いられている文抽出に基づ

くアプローチを対象とする．そこで，適切な文抽出により

人手の正解要約（参照要約）を再現できる度合いを基準と

し，訓練事例の選別を行い，その有効性を確かめる．

*3 NYTACに含まれる要約の総数は 658,874であるが，原文書や要
約文書が空であるなどのノイズを除去すると，最終的には 524,216
事例となった．

3. NYTACの利用した要約器の訓練手法

本節では，今回用いる要約器とそのパラメータ推定方

法，そして訓練に NYTAC を利用する手法を説明する．

NYTACの利用法として，訓練方法そのものを規定する 5

つの手法と，それらの前処理として要約器の特性に合わせ

た事例選択の方法を提案する．

3.1 ナップサック問題による文抽出型要約器

本稿では，ナップサック問題に基づく要約器を用いる．

すなわち，原文書中の各文に要約として選択した場合の利

得を付与し，与えられた最大単語数以下で利得の総和を最

大化する文の組み合わせを選択する．ナップサック問題に

よる定式化は，単一文書要約を組合せ最適化問題として定

式化する上で最も自然な方法の一つである [19], [31]．近

年提案されている単一文書要約を対象とした多くの手法は

ナップサック問題の拡張であり，そのためベースラインと

して頻繁に登場している [9], [22]．具体的には，以下のよ

うに定式化できる:

max.
∑n

i bixi

s.t.
∑n

i cixi ≤ L; (1)

xi ∈ {0, 1}; ∀i. (2)

xi は文 iを要約として選択した場合に 1となる決定変数で

あり，bi は文 iを要約として選択した場合に得られる利得

である．また，ci は文 iを要約として選択した場合のコス

ト（文 iの単語数）であり，Lが要約に含めることのでき

る最大の単語数である．ここで，文の利得 bを素性関数 ϕ

とその重みベクトル wとして定義し，wを訓練により推

定する: bi = w · ϕ(s)．
重みベクトル w を推定する方法として，本稿では教師

あり構造学習の枠組みを採用する．具体的には Passive

Aggressive法 [5]の一種である PA-II法に基づき，重みベ

クトルの更新を以下の最適化問題の解として定義する:

wt+1 = argmin
w

1

2
||w −wt||2 + Cξ2 (3)

s.t. loss(w) ≤ ξ. (4)

wt は tステップ目の重みベクトルである．また，ξは制約

を破った場合のペナルティを意味するスラック変数であり，

C はペナルティの影響を決めるパラメータである．ここ

で，損失関数について loss(w) = 1−ROUGE(o, s)と定義

する．sは重みベクトルwに基づき要約器が生成*4した要

約である．oは，参照要約により求めた文抽出オラクル要

約であり，次節で詳しく説明する．ROUGE(o, s) はオラ

クル要約 oを正解としたときのシステム要約 sの ROUGE

*4 要約のデコーディングは標準的な 0-1ナップサック問題において
用いられる動的計画法と同様の方法により求めることができるた
め，具体的なアルゴリズムについては割愛する．
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表 1 本稿で扱うコーパスとその統計量．corpus size を除く全ての数値は平均値である．ま

た，下から 3 つのコーパスは実験で用いるターゲットデータである．

corpus size summary document compression rate

# sentence # word # sentence # word

NYTAC 524,216*3 2.42 38.79 29.36 607.62 0.128

DUC2002 533 5.62 101.09 27.40 549.61 0.363

RSTDTBlong 30 9.57 186.10 116.77 930.23 0.246

RSTDTBshort 30 3.5 39.43 116.77 930.23 0.093

(Recall-Oriented Understudy for Gisting Evaluation) [16]

値である．この最適化問題は，ラグランジュの未定乗数法

により以下のような閉形式で表すことができる:

wt+1 = wt + τt(ϕ(ot)− ϕ(st)), (5)

τt =
loss(wt)

||ϕ(ot)− ϕ(st)||+ 1
2C

. (6)

ϕ(·)は文書を素性ベクトルへ変換する関数であり，与えら
れた文書中に含まれる各文の素性ベクトルの和を取ったベ

クトルである．

ϕ(·)の構築に用いる文単位の素性として，以下のものを
用いる:

(a) 文に含まれる内容語の割合,

(b) 頻度上位 1万語の bag-of-words,

(c) 文に含まれる単語数の対数，

(d) 文に含まれる単語数の，文書全体の単語数に対する相

対的な長さ，

(e) 文の，文書における絶対位置の対数，

(f) 文の，文書における相対的な位置，

(g) 文が文書の前半 20%以内に位置している場合に 1，そ

れ以外に 0となる二値素性，

(h) 文による文書中のユニグラム被覆率，

(i) 訓練済みのNytOnlyモデルが出力した文の利得（本素

性は 3.2節における Featurizeにおいてのみ利用される）．

また，訓練の際は Zhaoらの報告に基づき並列化を行っ

た [30]．

3.1.1 文抽出オラクル要約

オラクル要約とは，ある評価指標において，人手による

参照要約に対して要約器が獲得できる評価値の上限となる

要約である．本稿では評価指標として ROUGE-2 [16]を用

いた．すなわち，文抽出型要約においては参照要約に対す

る ROUGE-2が最も高くなる文の組み合わせを選択するこ

とでオラクル要約を生成する．

オラクル要約の評価値は要約器が獲得できる評価値の上

限値であるため，その値が高い事例は，適切な文を選択す

ることで参照要約の大部分を再現できることを意味する．

本研究では，NYTACの参照要約-原文書対から計算され

たオラクル要約を，二つの異なる目的で利用する．

- 一つ目の目的は，要約器の訓練における教師信号，す

なわち式 (6)-(??)における ot に，参照要約に代わっ

て利用することである．構造化パーセプトロンに基づ

く学習手法においては，正解となる素性ベクトルを正

解ラベルから構築する必要があるが，参照要約をその

まま変換するだけでは，文の位置など一部の素性が適

切に学習されない．

- もう一つの目的は訓練時の事例選択への利用である．

オラクル要約の獲得する ROUGE-2値が低い場合，要

約器がどのような文の組み合わせを選んだとしても高

い評価値が得られない．そのため，文抽出要約器の訓

練事例としてのふさわしさの指標としてオラクル要約

の評価値を利用する．より詳細な説明は 3.3節にて述

べる．

本稿では，参照要約に含まれるバイグラムを被覆対象と

する最大被覆問題を解くことでオラクル要約を作成する:

max.
∑m

j zj

s.t.
∑n

i cixi ≤ L; (7)∑n
i aijxi ≥ zj ; ∀j (8)

xi ∈ {0, 1}; ∀i (9)

zj ∈ {0, 1}; ∀j. (10)

ここで zj は，要約として選択した文が参照要約中に出現す

る j 番目のバイグラムを含む場合に 1となる決定変数であ

る．また，式 (8)は文と被覆対象の整合性を取るための制

約式であり，aij は文 iがバイグラム j を含む場合に 1で，

そうではない場合に 0となる．なお，オラクル要約の計算

時には全ての文書に対して，英数字以外の全ての文字を削

除した上で語幹抽出を行った．これは，ROUGEの公式評

価スクリプトをオプションは”-m -r 2”で実行した時と同じ

前処理である．このように，人手により自由に作成された

参照要約から関連する原文書の抜粋を構築するという試み

は構造学習に基づく要約器の学習 [25], [26]の際に行われ

ているほか，より一般的な問題としてMarcuらによる試み

がある [18]．

3.2 NYTACを利用した要約器の訓練

本節ではNYTACを訓練に利用する 5つの手法について

述べる．ターゲットデータを訓練に用いる際は，五分割交

差検定を利用している．なお，ターゲットデータによる五

分割交差検定のみで構築されたモデルを TrgtOnly とし，
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以下に述べる全ての手法に対するベースラインとする．

NytOnlyはNYTACのみで訓練を行い，ターゲットデー

タの情報を一切利用しない手法である．そのため，こ

の手法で訓練されたモデルのスコアは純粋に大量の訓

練事例による効果を表しているといえる．

Mixtureは，NYTACの事例とターゲットデータの交差

検定における訓練セットを混合した事例集合を用いて

訓練を行う手法である．本手法は単純に訓練事例のサ

イズを増加させる目的で NYTACを利用しているが，

以下の 3手法は訓練済みのNytOnlyモデルを用いる．

LinInterは，訓練済みの TrgtOnly モデルと NytOnly

モデルの重みベクトルの線形補間により作成した重

みベクトルを用いて予測を行う手法である．重みパラ

メータは交差検定における検証セットを利用して決定

する．

Featurizeは，訓練済みの NytOnly モデルが出力する

文の利得を追加の素性として，ターゲットデータで訓

練を行う手法である．

FineTuneは，訓練した NytOnly モデルの重みベクト

ルを初期値として利用し，そのモデルをターゲット

データで学習する手法である．NYTACで学習した重

みベクトルを初期値とすることは，PA法をはじめと

するオンライン学習手法で標準的なゼロベクトルによ

る初期化と比較してより良いパラメータの探索が可能

となると期待できる．

3.3 オラクル要約による事例選択

2節で述べた通り，NYTACには多くの種類の参照要約

が含まれる．ある要約は抽出型である，すなわち原文書か

ら適切なテキストスパンを抽出することで生成されている

が，ある要約は生成型，すなわち言い換えや一般化などに

より原文書に存在しない表現を含んだ形で作成されている．

本稿では文抽出に基づく要約器を用いるため，前者のよう

な抽出に基づく要約事例を訓練事例として用いることは有

用であると考えられる一方で，後者の要約を訓練事例とし

て用いるのは適切ではないと考える．より一般的には，も

し我々が特に統制のない状態で作成された大量の事例を手

に入れた場合，その時の利用目的，今回は文抽出に基づく

要約器の訓練をする上で有用であると思われる部分集合を

自動で選択するという処理が必要になる．このような考え

はドメイン適応の分野においても知られている [3], [23].

本稿では，事例選択の基準として 3.1.1節で述べた文抽

出オラクル要約の ROUGE-2値を用いる．オラクル要約の

ROUGE-2値が十分に高い場合は，原文書から適切な文の

組み合わせを選択することで参照要約の大部分を再現でき

る．反対に，オラクル要約の ROUGE-2が低い場合はどの

ような文の組み合わせを選択したとしても参照要約とは表

層的に異なる要約しか生成することが出来ない．このよう

なケースでは，言い換えや一般化など，より複雑な操作が

必要となる．

具体的な事例選択の方法としては，まず NYTAC 中の

全ての要約-文書対に対しオラクル要約を計算し，その

ROUGE-2値が閾値 thrを超えた事例のみで構成された部

分集合を選択する．実験を行う際は，thr毎にNytOnlyモ

デルを訓練しておき，交差検定の検証セットにおいて，ど

のモデルを利用するかを決定する．

表 2に thrごとの事例数を示す．表により，NYTACの

中の 2,430事例 (thr = 0.8)は，原文書中の文を適切に選

択することで人手により作成された要約の 8割以上を被覆

した要約文書が作成可能であることが分かる．

4. 実験

本稿では，ターゲットデータとして，単一文書要約におけ

るテストデータとして用いられることの多い三種類のコー

パスを用いる．以下，各データをDUC2002，RSTDTBlong，

RSTDTBshort と呼び，それぞれの統計量を表 1 に示す．

DUC2002[7]は評価型ワークショップであるDocument Un-

derstanding Conference (DUC)において単一文書要約が共

通課題として設定された際のテストデータである*5．567個

の原文書-参照要約対で構成されており，各参照要約の長さは

100単語以下*6となるように生成されている RSTDTBlong

およびRSTDTBshortは，Rhetorical Structure Theory Dis-

course Treebank (RSTDTB，LDC2002T07)と呼ばれる，

修辞構造理論 (RST)に関するコーパスに含まれている要約

データである．RSTDTBは Penn Treebank中の 385記事

のWall Street Journal記事によって構成されており，各記

事にはRSTに基づく談話構造が人手でアノテーションされ

ている．さらに，そのうち 30記事には人手で生成された参

照要約が付与されている．RSTDTBlong と RSTDTBshort

では参照要約の長さが異なる．具体的には，RSTDTBlong

では要約者は原文書の 25%の長さとなるよう要約を作成

するよう指示されており，RSTDTBshort は 2,3文と指示

されている．RSTでは，文書を文よりも細かいおおよそ

節に相当する elementary discourse unit (EDU) に分割し，

談話構造を考える上での最小単位としている．そのため，

RSTDTBを利用した要約研究はこの EDUを抽出単位と

することが多く，本研究においても同様に文ではなく EDU

の抽出を行う．

要約器に与える制限要約長 L は，DUC2002 を用い

た実験においては 100 単語とし，RSTDTBlong および

*5 2002 年は単一文書要約が共通課題として設定された最後の年度
である．

*6 評価の際には，全ての要約を 100 単語に切り詰める．
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表 2 thr 毎に選択される訓練事例の数
thr 0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

datasize 524,216 403,222 285,628 203,813 134,068 74,595 31,181 10,472 2,430 299 71

RSTDTBshort を用いた実験ではそれぞれの参照要約の単

語数と等しくなるように設定した．

評価尺度としては，単一文書要約の評価によく用いられて

いる ROUGE-1を用いる．この際，DUC2002において人

手との相関が最も高かった設定 [16]である，ストップワー

ドを削除した上で語幹の抽出を行った上での数値*7を報告

する．また，参考のために同様に人手評価との高い相関を

示した ROUGE-2による評価結果も付与する．ROUGE-2

においては，ストップワードの有無による差は報告されて

いないため，語幹抽出のみを行った上で評価を行う*8．

ここで，三種類のテストセットの参照要約の使途の違

いについて言及しておく．DUC2002および RSTDTBlong

の参照要約は報知的要約と呼ばれる要約であり，対し

て RSTDTBshort は指示的要約である*9．本稿で用いる

要約器を含め，先行研究における多くの要約手法は報知

的要約を対象としている．そのため，まず DUC2002 お

よび RSTDTBlong に対して提案手法の評価を行い，次に

RSTDTBshort おける実験を行うことにより NYTACが指

示的要約の生成についての学習にも寄与するかを確認する．

4.1 Result: DUC2002

DUC2002による評価結果を表3に示す．まず，Featurize

を除くすべての提案手法が TrgtOnlyを有意に上回る結果

となった*10．これは，NYTAC を追加の訓練データとし

て用いることの有効性を示している．NytOnly は訓練時

に DUC2002の情報を一切用いていないにもかかわらず，

ROUGE値が TrgtOnlyを有意に上回っていることは興味

深い結果であり，訓練データの規模の重要性を示唆してい

る．5つの提案手法間で比較すると，FineTuneがNYTAC

を用いる上で最も有効な手法であることが分かる．

名前の末尾に slct がついた結果は，3.3節で提案した事

例選択を事前に行った上で訓練した場合の結果である．そ

の差は有意ではないものの，事例選択を行う前と比較して

僅かな向上が見られた．また，FineTuneslctは事例選択を

行わない場合と同様に他の手法を有意に上回っている．な

*7 具体的には，ROUGEの公式評価スクリプト（バージョン 1.5.5）
においてオプション “-a -x -n 1 -m -s”で実行した時のスコアで
ある．

*8 具体的には，ROUGEの公式評価スクリプト（バージョン 1.5.5）
においてオプション “-a -x -n 2 -m” 　で実行した時のスコアで
ある．

*9 これら二つの要約についての具体的な説明は，例えば Nenkova
による著作 [21] では以下のように記述されている: A summary
that enables the reader to determine about-ness has often
been called an indicative summary, while one that can be
read in place of the document has been called an informa-
tive summary．

*10 検定にはウィルコクソンの符号順位検定 (p ≤ 0.05) を用いた．

表 3 DUC2002 における各手法の ROUGE 値．表は便宜上横線に

より 4 つの区画に分けられており，それぞれの区画で最も高

い ROUGE-1 値を獲得したシステムを太字で示している．

ROUGE-1 ROUGE-2

TrgtOnly 0.400 0.218

NytOnly 0.409 0.217

Mixture 0.411 0.219

Featurize 0.404 0.220

LinInter 0.409 0.217

FineTune 0.415 0.221

NytOnlyslct 0.411 0.224

Mixtureslct 0.412 0.224

Featurizeslct 0.403 0.219

LinInterslct 0.411 0.224

FineTuneslct 0.418 0.225

LEAD 0.413 0.224

TextRank 0.409 0.206

s21 0.416 0.223

s27 0.401 0.212

s28 0.428 0.228

s29 0.400 0.213

s31 0.393 0.203

お，五分割交差検定によって選択された thrの値は，それ

ぞれ 0.2, 0.3, 0.3, 0.3, 0.3となった．

最後に，いくつかの既存手法と提案手法を比較する．

LEADは原文書の冒頭から 100単語を機械的に抽出する

手法である．LEADは単純な手法であるにもかかわらず，

単一文書要約において非常に強力なベースラインである

ことが知られている．TextRank [20]も単一文書要約に

おいて知られた手法であり，PageRankアルゴリズムに基

づくグラフベースの重要文ランキングを行う．s21-31は

DUC2002の単一文書要約タスクに参加したシステムのう

ち上位 5件のシステムである．FineTuneslct は，LEAD，

s27，s29，s31を有意に上回る性能を示している一方で，s28

を有意に下回る結果となっている．

4.2 Result: RSTDTBlong

RSTDTBlong による評価結果を表 4に示す．概ねの結果

は DUC2002と同様である．提案手法の中では FineTune

が最も高い評価値を得ており，その評価値は TrgtOnlyを

はじめ，他の提案手法を有意に上回っている．加えて，事

例選択により更なる向上が見られる．

ここで，比較する先行研究について説明する．LEADEDU

は要約長 Lに至るまで原文書の冒頭の K 個の EDUを抽

出する手法である．Marcuは原文書の RSTに基づいて

EDUの重要度をランキングすることで要約を生成する手
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表 4 RSTDTBlong における各手法の ROUGE 値．表は便宜上横

線により 4つの区画に分けられており，それぞれの区画で最も

高い ROUGE-1 値を獲得したシステムを太字で示している．

ROUGE-1 ROUGE-2

TrgtOnly 0.324 0.121

NytOnly 0.313 0.128

Mixture 0.320 0.132

Featurize 0.359 0.150

LinInter 0.313 0.128

FineTune 0.385 0.158

NytOnlyslct 0.320 0.134

Mixtureslct 0.323 0.133

Featurizeslct 0.376 0.156

LinInterslct 0.320 0.134

FineTuneslct 0.408 0.173

LEADEDU 0.323 0.128

Marcu 0.362 0.155

Hirao 0.405 0.161

法である [17]．Hiraoは，平尾らの提案した RSTの依存

構造木からの刈り込みに基づく要約手法であり，EDU抽

出による要約手法の中で state-of-the-artな手法である．

これらの手法と比較しても，FineTuneslct*
11が高い評価

値を得ていることが分かる．Marcuおよび Hiraoは人手で

アノテーションされた原文書の修辞構造を利用した手法で

あり，そのような情報を一切用いずに state-of-the-artな評

価値を獲得したことは，大規模な訓練データの重要性を物

語っているといえる．

4.3 Result: RSTDTBshort

RSTDTBshortによる評価結果を表 5に示す．FineTune

が他の手法に比較して高い評価値を獲得しているという

点では DUC2002, RSTDTBshort と同様だが，いずれの差

も有意では無いという点で異なる．事例選択*12による影

響を見ると，FineTuneslct を除き有効な効果は得られな

かった．

RSTDTBshort における性能向上は DUC2002 や

RSTDTBlong と比較して大きなものではなかったが，指示

的要約と報知的要約という両者の違いを考慮すれば妥当な

結果といえる．

5. 関連研究

他の様々なタスクと同様に，文書要約においても様々な

形で機械学習が利用されている．いくつかの手法では文の

利得を推定するために，ユニグラム，バイグラムあるいは係

り受けエッジの重要度を学習している [1], [10], [13], [29]．

また他には，文全体の重要度を推定するもの [8], [20]や，
*11 五分割交差検定によって選択された thr の値は，それぞれ 0.1,

0.1, 0.1, 0.1, 0.1 であった．
*12 五分割交差検定によって選択された thr の値は，それぞれ 0.3,

0.6, 0.3, 0.3, 0.6 であった．

表 5 RSTDTBshort における各手法の ROUGE値．表は便宜上横

線により 4つの区画に分けられており，それぞれの区画で最も

高い ROUGE-1 値を獲得したシステムを太字で示している．

ROUGE-1 ROUGE-2

TrgtOnly 0.258 0.086

NytOnly 0.272 0.085

Mixture 0.272 0.085

Featurize 0.264 0.087

LinInter 0.272 0.085

FineTune 0.283 0.094

NytOnlyslct 0.265 0.087

Mixtureslct 0.264 0.088

Featurizeslct 0.246 0.075

LinInterslct 0.265 0.087

FineTuneslct 0.286 0.092

LEADEDU 0.240 0.082

Marcu 0.272 0.094

Hirao 0.321 0.106

構造学習を利用して要約としてのスコアを直接学習する

試みも行われている [22], [25], [26]．本研究では標準的な

ナップサックモデルを構造学習により訓練したが，今後他

の様々な機械学習に基づく手法に NYTACが有効であるか

確かめる必要がある．

NYTACの要約データを活用する試みはいくつかの先行

研究に見受けられる．いくつかの手法は，NYTACの要約

によって訓練された言語モデルを利用している [10], [12]．

Li and Nenkova[14] は NYTAC を用いて文の特異性を推

定している．また Yang and Nenkova [28] は，文書の第

一段落がその文書全体にとって重要な情報を含んでいる

かを判定するために NYTACを利用している．本研究は

NYTACを直接的に訓練データとしているが，これらの研

究は NYTACを補助的な情報として利用している．

6. おわりに

本研究では， 文抽出に基づく要約器の訓練に NYTAC

を活用するため 5つの手法を提案し，3つのテストデータ

をターゲットとした実験により比較を行った．また，要約

器の特性に併せた事例選択を行い，その効果を確かめた．

実験の結果，すべてのターゲットデータにおいて，NY-

TACにより事前に学習した要約器のパラメータを初期値

として追加的に学習する手法（FineTune）が最も学習に

寄与することが分かった．さらに，事例選択による更なる

精度向上は，RSTDTBlong においては state-of-the-artな

ROUGE値を獲得した．

今後は，大規模な訓練事例の活用による，より柔軟で効

果的な素性の設計を行う．また，標準的なナップサックモ

デル以外の文書要約モデルに対する NYTACの有効性を検

証する必要がある．
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