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クレジットカード加入審査結果データセットを用いた複数の機械学習

手法の性能比較 
 

池田政人†1	 新美礼彦†2 
 

概要：本研究では，Deep Learning がクレジットカードデータの分析にどの程度有効であるかを確かめるため，UCI 
Machine Learning Repositoryから入手可能な Credit Approval Data Set（クレジットカード加入審査結果データセット）
を性能評価データとして機械学習の手法の一つである Deep Learning を用いて性能評価実験を行った．他の機械学習
の手法であるロジスティック回帰とガウシアンカーネル SVM，線形カーネル SVM，ランダムフォレスト，Xgboost
を用いた結果と Deep Learningを用いた結果を比較したところ，ガウシアンカーネル SVMが正解率 0.89となり一番高
い正解率となったが，Deep Learningは 0.87となり 2位の正解率になった．トランザクションデータに対する性能評
価として実データを元にしたテストデータを利用し，Deep Learningによる不正検知モデルを作成し，不正検知率と誤
検知率を算出した． 
	

キーワード：機械学習，Deep Learning，クレジットカード	
	

 
 

1. はじめに    

	 昨今のインターネットの普及によりインターネットショ

ッピングを利用した商品の購入が増加している．また，コ

ンビニエンスストア等での小額決済も増額しており，クレ

ジットカードを利用する機会が増えたことから今後ますま

す利用する機会が増加すると考えられる．また，複数枚の

クレジットカードを保有しているケースも少なくない． 

	 クレジットカードはその場で現金を必要とせず，商品や

サービスの購入・利用決済が可能であるがその反面，カー

ド番号の流出や偽造カードの利用等，不正利用が社会的な

問題となっており平成 26 年の金額ベースでの不正利用は

106億円 1)であり，同年の不正利用を含めた利用額は 40兆

円 2)である．金額ベースでの不正利用発生確率は 0.0265%

であり一見低く見えるが，先に述べた通り不正利用額は

106億円である． 

	 本研究では，Deep Learning 3)を用いたクレジットカード

分析モデルの性能を評価するため，Deep Learningによる分

析モデルと他の機械学習を用いた分析モデルを構築し，結

果を考察した．第 2章では比較に用いた機械学習について

述べる．第 3章では Deep Learningについて述べる．また，

実験で用いたデータセットについては第 4章で述べる．第

5 章で実験設定について，第 6 章でその結果について考察

する．トランザクションデータを用いた実験については第

7 章にまとめた．実験では不正利用検知率と誤検知率に注

目した．  

2. 比較に用いた機械学習手法  

	 今回，Deep Learning以外に実験を行った機械学習手法，

統計分析手法を挙げる． 
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2.1 ロジスティック回帰  
	 ある事象が起こる確率を予測する統計分析手法の 1つで

2 値分類問題に適しており，予測結果が 0 から 1 の間を取

るように目的変数と説明変数から線形的な合成関数を用い

て定量的に分析する． 

2.2 サポートベクターマシン（SVM）  
	 サポートベクターマシンとは，特徴空間上で線形分離で

きない際にソフトマージンと呼ばれる線形分離の条件を緩

めて線形分離可能にする．SVMのひとつであるガウシアン

カーネル SVM は線形分離不可能パターンに強く，データ

に関する事前知識がない場合に用いられる汎用的なカーネ

ル法である．線形カーネル SVM は，線形であり，サポー

トベクターマシンにおいて，訓練データが大規模で疎であ

るデータ（ほとんどの項目が 0の場合）は線形分離可能で

あれば特徴空間に写像する必要がないため，カーネル法を

用いない線形のサポートベクターマシンとなる 5)． 

2.3 ランダムフォレスト  
	 決定木による分類器を複数組み合わせてアンサンブル学

習を行う際に，決定木の各ノードで選択する属性をランダ

ムに選ぶ手法である 6)． 

2.4 Xgboost 
	 複数の決定木による分類器をアンサンブル学習において，

逐次的に学習され，個々の分類器が苦手とするデータに対

して，より分類能力が高くなるように個々の分類器を組み

合わせ学習することを勾配ブースティングと呼ぶ． 勾配ブ

ースティングの高速な C++の実装である 6) 7) 8)． 

3. Deep Learning 

	 Deep Learning ニューラルネットワークの発展版であり

今までの階層型ニューラルネットワークよりも多くの隠れ

層を用いるのが特徴である．また，自己符号器を用いるこ

とにより，入力層と出力層の両方に学習させたいデータの

正解例を読みこませ，例えば隠れ層を 200に設定すること
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でデータを 200個の特徴量で表現できるようになる．自己

符号器による特徴量の圧縮が繰り返し，最終的には特徴量

としてベストなものが残る 3)． 

	 Deep Learningを利用してモデルを高速で作成・判定を行

うために，様々な実装が提案されている，今回は，リアル

タイム処理を Apache Hadoop より 10 倍高速とされる

Apache Spark 9)上で Deep Learningが実行可能である H2O

の Sparkling Water 10)を利用した． 

	 Sparking Water に実装されている活性関数を表 1 に示す

11)． 

 

表 1  Sparkling Waterで利用されている活性関数 

関数 式 

Tanh 
𝑓 𝛼 =

𝑒! − 𝑒!!

𝑒! + 𝑒!!
 

Rectified Linear 𝑓 𝛼 = max (0,𝛼) 

Maxout 𝑓 ∙ = max 𝑤!𝑥! ,  

𝑟𝑒𝑠𝑐𝑎𝑙𝑒 𝑖𝑓max 𝑓(∙) ≥ 1  

4. クレジットカードデータセット  

	 Deep Learning と他手法の比較実験には UCI Machine 

Learning Repository から入手可能である Credit Approval 

Data Set 12)を Takashi J. OZAKI氏が欠損値処理を行ったデ

ータセット 13)を用いた．属性は連続値の離散化や，オリ

ジナルの要素を推定不可能にするために加工が行われてい

る．データセットの概要を表 2に示す． 

 

表 2	 データセットの概要 

インスタンス数 690 

属性数 15+判定結果（+, -） 

データ分布 +:307 (44.5%), -:383 (55.5%) 

トレーニングデータ数 590 

テストデータ数 100 

5. 実験環境  

	 実験は統計分野や機械学習で用いられる R 14)を(1)で示

す環境と，Sparkling Waterは(2)で示す．Deep Learningによ

る実験では Sparkling Waterを，他の機械学習による実験で

は Rを用いた．Rによる実験は MacBook Airで，Sparkling 

Waterによる実験は Amazon Web Servicesの EC2 環境 15)

で行った．Amazon Web Servicesの EC2環境による実験は

どの程度のスペックのインスタンスが分析に適しているか

を検討するために処理時間や処理能力の測定を兼ねている．  

(1) Rの実行環境  
l MacBook Air 2013 mid 

l Mac OS X 10.10 Yosemite 

l CPU Intel Core i7 1.7GHz 

l メモリ 8 GB 

l R 3.2.2 

 

(2) Sparkling Waterの実行環境  
l Amazon Web Services EC2 t2.micro 

l Amazon Linux AMI 

l CPU Intel Xeon 3.3GHz 

l メモリ 1GB 

l Spark 1.3.1 

l H2O Sparkling Water 0.2.101 

l 隠れ層 2層 (200,200) 

l 活性関数（Rectifier） 

 

 なお，Rの実行についてはインストール直後に入っていな

いライブラリを都度追加した．ライブラリは下記の通りで

ある． 

l e1071 

l randomForest 

l Xgboost, Matrix 

6. 実行結果  

	 4 章にて述べたデータセットを利用し，機械学習の手法

で実験を行った．テストデータに対する推定結果について

Confusion Matrix の形で表 3 にロジスティック回帰，表 4

にガウシアンカーネル SVM，表 5 に線形カーネル SVM，

表 6にランダムフォレスト，表 7にXgboost，表 8に Sparkling 

Water の順に示す．N,Y は推定する属性を示す．一部のア

ルゴリズムでは数値属性として推定するため，N,Y の代わ

りに 0,1を用いた． 

 

表 3	 ロジスティック回帰 

 0 1 

N 42 8 

Y 10 40 

正解率 = 0.82 

 

表 4	 ガウシアンカーネル SVM 

 N Y 

N 42 8 

Y 3 47 

正解率 = 0.89 

 

表 5	 線形カーネル SVM 

 N Y 

N 42 8 

Y 6 44 

正解率 = 0.86 
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表 6	 ランダムフォレスト 

 N Y 

N 45 5 

Y 9 41 

正解率 = 0.86 

 

表 7	 Xgboost 

 N Y 

N 44 6 

Y 8 42 

正解率 = 0.86 

 

表 8	 Sparkling Water(Deep Learning) 

 N Y 

N 41 9 

Y 4 46 

正解率 = 0.87 

7. 考察  

	 表 9において，正解率の順位を整理する． 

表 9	 正解率の順位 

順位 手法名 正解率 

1 ガウシアンカー

ネル SVM 

0.89 

2 Sparkling Water 0.87 

3 線形カーネル

SVM 

0.86 

3 ランダムフォレ

スト 

0.86 

3 Xgboost 0.86 

6 ロジスティック

回帰 

0.82 

 

	 利用したデータの分布が滑らかであり，木構造を用いる

ランダムフォレストと Xgboost では上手くアンサンブル学

習ができなかったと考えられる．線形分離可能とは言えな

いデータではないため，ロジスティック回帰と線形カーネ

ル SVM も苦戦したと考えられる．結果として，線形分離

不可能パターンに強く，データに関する事前知識がない場

合に用いられる汎用的なガウシアンカーネル SVM が一番

高い正解率が得られたと考えられる． 

	 Sparkling Water(Deep Learning)の正解率は第 2位であった

が，他手法と比較して性能に差がないことが確認できた． 

	 Deep Learningはデータ数が多い方が性能が出やすいが，

本実験で利用したデータ数が少ないか，多いかという議論

については少ないと考えているため，特徴量の圧縮が十分

に行われないまま終わってしまったと考えている．隠れ層

の値の調整など，パラメータの変更で正解率が変化する他

が今回の実験ではデフォルトのパラメータを用いている．

使用するデータ数やパラメータチューニングにより性能向

上も考えられる． 

	 Amazon Web ServicesのEC2インスタンスについては第 5

章にて述べたスペックにおいて，実行時間の平均は 15秒程

度であり，特にメモリが不足することはなかった．一般的

に Deep Learningには大量のメモリが必要となるが，今回の

実験で用いたデータの規模であればそれほどメモリが多く

なくとも処理が可能であることが確認できた．実行時間に

関しては，他の機械学習手法とは実験環境が異なるため，

一概には比較できない． 

8. トランザクションデータを用いた実験  

	 追加実験として，第 5章で述べた EC2インスタンスに構

築した Sparkling Water上でトランザクションデータを用い

た不正利用検知モデルの構築と性能評価を行った．Deep 

Learning のパラメータはデフォルトのものを用いた．実際

のクレジットカード利用データからモデル構築し生成した

データ用いて不正利用検知モデルを構築し，不正利用検知

率（全不正のうち，どの程度不正を検知できたか）と誤検

知率（不正と判断したデータのうち，どの程度不正が含ま

れていたか）を算出した．データは 2015 年 9 月 1 日から

2015年 9月 30日の 1ヶ月分であり，1日あたり 1100件で

ある．そのうちテストデータ生成時に不正利用とされた件

数は 1100件中最大 8件である．トレーニングデータは 2015

年 9 月 n 日のデータを利用し，テストデータは 2015 年 9

月 n+1 日のデータを利用し，29 パターンの実験を行った．

例えばトレーニングデータとして 2015年 9月 1日のデータ

を利用し，テストデータとして 2015年 9月 2日のデータを

利用する．表 10に不正利用検知率と誤検知率の平均値を示

す． 

 

表 10	 不正利用検知率と誤検知率（平均値と分散） 

 不正利用

検知率 
（トレーニ

ングデータ） 

誤検知率 
（トレーニ

ングデータ） 

不正利用

検知率 
（テストデ

ータ） 

誤検知率 
（テストデ

ータ） 

平均値 0.4724 0.4129 0.7693 0.9522 

分散 0.0573 0.1274 0.0424 0.0050 

 

	 不正利用検知率は 1に近づくにつれ，誤検知率は 0に近

づくにつれ良いとされているが，翌日のデータをテストデ

ータとしているため，日によって結果にばらつきがあった．

これはモデルの作成に利用したデータ数が少なく，十分に

モデル構築が行えなかったためと考えられる．例えば 1週

間単位や 1ヶ月単位でモデルを生成すれば決まった曜日や

日に同じようなクレジットカードの利用パターンが出現し，
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不正利用検知率と誤検知率が向上する可能性がある． 

	 本実験において，先に述べた EC2 インスタンスの

Sparkling Water環境ではメモリが不足したため，実行コマ

ンドの引数においてメモリを 512MB 確保した．実行時間

は 14分 13秒であった．実メモリ以上のメモリを指定した

ため，スワップが発生し実行時間が遅くなる原因になった

と思われる． 

9. まとめと今後の展開  

	 本論文では，Deep Learningを用いたクレジットカード分

析モデルの性能を評価するため，他の機械学習によるモデ

ルと比較する実験を行った．実験の結果，ガウシアンカー

ネル SVMに次ぐ性能を確認できた．Deep Learningではデ

フォルトのパラメータを用いているため，学習に使うデー

タ数と共に検討を行えば，より公正なモデル構築が期待で

きる結果となった．また，トランザクションデータに対す

る Deep Learningによる不正利用検知モデルの構築を行い，

性能を評価したが，不正利用検知率・誤検知率共に良い結

果は得られなかった． 

	 現段階では，クレジットカードの利用データについて

Sparkling Water(Deep Learning)のデフォルトのパラメータ

や関数では不正利用の検知に有効であるとは言えない．パ

ラメータや関数を工夫する必要があり今後取り組む． 

	 今回の実験で使用した Deep Learning のライブラリは

Spark上で動いているため，Sparkの特徴であるストリーミ

ング処理に対応した不正利用検知のためのアプリケーショ

ンについても検討を行う． 
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