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不完全ラベル付きデータからのマルチラベル分類問題

兼平篤志1,a) 原田達也1,b)

概要：本研究は付与されたラベルが不完全なデータからのマルチラベル分類学習に焦点を当てる．画像ア
ノテーションをはじめとして，マルチラベル問題においてはサンプルにラベルが完全に付与されていない
状況は頻繁に起こり，このようなデータからの識別器学習は重要な問題である．不完全なラベル問題は
（1）サンプルに付与されたラベルは信頼できる，（2）サンプルに本来付与されるべきだが，実際には付与さ
れていないラベルが存在する，という性質を持つ．このような設定の問題は 2値分類問題においては PU
（Positive and unlabeled）分類問題として研究されてきた．本研究ではマルチラベル分類問題における不完
全なラベル付きのサンプルからの学習を，2値 PU分類問題を拡張したマルチラベル PU分類問題として捉
え，解析を行うことでマルチラベル PU分類問題においてラベル欠損の影響をなくすために損失関数が満
たすべき条件を示した．また複数のデータセットを用いた実験によってそれらの有効性を示した．

キーワード：PU分類，マルチラベル分類，半教師付き学習

1. 序論
マルチラベル分類問題は 1つのサンプルが複数のラベル
を取り得るという設定を扱う問題である．最も単純なマル
チラベルの学習手法として，クラスごとに独立に識別器を
学習する方法が挙げられるが，これはラベル間の依存関係
を無視しており，ラベル間に相関がある場合に精度が悪く
なることが知られている [1]．そのためラベル間の依存関
係を考慮したマルチラベル学習手法が必要となる．マルチ
ラベル分類問題は機械学習において重要な問題として，従
来多くの研究が成され [1], [2], [3]，また画像認識分野にお
いても様々な応用先が存在する [4], [5], [6]．
マルチラベル分類学習のためのデータセットの収集には
クラウドソーシングを用いる方法や半自動で行う方法 [7]

などがあるが，多くの場合全てのサンプルに完全なラベル
を付与することは困難であり得られるラベルは不完全なも
のとなる．
例えば，一般的な画像認識のデータセット作成では，図 1
のように複数のクラウドワーカに同一の画像へのラベル付
けを依頼し，信頼性確保の為に複数，あるいは全てに共通
する回答をそのサンプルのラベルとみなす．この処理によ
り，図 1の”テーブル”のような誤ったラベルが付与される
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図 1 クラウドソーシングによるデータセット作成．複数の回答に共
通する回答をラベルとみなす処理により得られるラベルは信頼
のおけるものとなる一方で，不完全なものとなる．

Fig. 1 Construction of dataset using crowd sourcing. Obtained labels

will be reliable while incomplete, due to the process assigning

only the common labels from different answers.

ことを避けることができる一方，”ソファ”のような正解の
ラベルまでも排除してしまう可能性がある．その為，得ら
れるデータは，（1）付与されたラベルは信頼できる，（2）
サンプルに本来付与されるべきだが実際には付与されて
いないラベルが存在する，という性質を持つ．このような
データを用いて学習された識別器の精度は低下すると考え
られ，不完全なラベル付けの問題はマルチラベル分類問題
において本質的な問題であると言える．
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そこで，本研究の目的は，サンプルに付与されたラベル
が不完全であっても頑強に学習が可能となる方法を提案す
ることである．
本研究では以下の問題を扱う．

( 1 ) サンプルに付与されたラベルは必ず正例ラベルである．
( 2 ) サンプルに本来付与されるべきだが，実際には付与さ
れていないラベルが存在する．

( 3 ) サンプルが複数ラベルを取り得る．
（1），（2）の問題設定は機械学習の分野では PU（Positive

and Unlabeled）分類問題として研究されてきた [8], [9]．本
稿では（1），（2），（3）を含めマルチラベル PU分類問題と
定義し，2値 PU分類問題の解析 [10]をマルチラベル分類
問題に拡張することで不完全なラベル付けデータを用いた
学習を頑強にするための損失関数の条件を示す．本研究の
貢献は以下のようにまとめられる．
( 1 ) 不完全なラベル付きサンプルからのマルチラベル分類
の学習ために，マルチラベル PU分類問題を定義した．

( 2 ) マルチラベル PU分類問題においてラベル欠損の影響
をなくすために損失関数が満たすべき条件を示した．

( 3 ) 複数のデータセットを用いた実験によりそれらの条件
の有効性を示した．
本稿の構成は以下の通りとなる．1章では，本研究の目
的と貢献について述べた．2章では，関連研究について述
べる．3章では，マルチラベル分類問題の設定を説明する．
次に 4章でマルチラベル問題の PU分類問題への適用を考
え，不完全ラベルデータを用いてロバストに学習を行うた
めの損失関数の条件を述べる．5章では人工データと画像
アノテーションデータにおいて実験を行い，それらの条件
の有効性を示した．6章では考察を行い，7章で本稿の結
論を述べる．

2. 関連研究
2.1 マルチラベル分類問題
従来マルチラベル分類問題について多くの研究が為され
ており，その中でも最も一般的なアプローチの１つとして
ランキングベースの方法がある．ランキングベースの手法
はランク損失 [11]を最小化することで全ての正例のクラ
スが負例のクラスよりも高くランク付けされることを目指
す．[12]はこれを大規模データに拡張可能なように拘束条
件を緩和した．コンピュータビジョンの分野においてもラ
ンク損失を用いた多くのモデルが提案されており，[5]はラ
ンク損失を拡張し，さらに特徴空間とラベル空間の共通空
間を求める手法と統合したモデルであるWSABIEを提案
した．[13], [14]は物体認識への応用に用いた．[15]は画像
アノテーションの為に，[5]が提案した損失関数を畳み込
みニューラルネットの損失として用いた．しかし，これら
全ての研究は完全にラベルが付与されていることを前提と
しており，ラベルが不完全であることを想定していない．

2.2 PU分類問題
PU分類問題は正例サンプルとラベルなしサンプルのみ
から識別器を学習する問題であり，従来いくつかの研究が
行われてきた [9]．[8]は確率的な方法で，観測可能なサン
プルを用いて学習した識別器から真の識別器を推定する方
法を提案した．[10]は PU分類問題の解析を行い，2値の
PU分類問題は正例クラスとラベルなしクラスで損失関数
の重みを変えるコスト考慮型学習 [16]として捉えることが
でき，対称な非凸の代理損失関数を用いることによってロ
バストな学習が可能となることを示した．しかし，これら
の研究はすべて 2値分類問題に焦点を当てたものであり，
サンプルが複数ラベルを取り得ることを想定していない．

2.3 不完全ラベル付きデータからの学習
マルチラベル問題におけるラベルの欠損を取り扱った研
究として，[17]，[18]，[19]がある．[17]は正例ラベルと
負例ラベルの識別スコアの差分を正則化項としてランク損
失に加え，正則化に group lassoを用いることで最適化の
中で欠損ラベルの影響を除外することを試みた．また [18]

は [8]の方法にラベル間の関係を取り入れることでマルチ
ラベル問題へ拡張した．[19]は条件制約付きボルツマンマ
シンを用いた．しかしこれらの研究では不完全ラベル付き
のデータからのマルチラベル PU分類問題において，損失
関数が満たすべき条件は述べられていない．

3. マルチラベル分類
本章では，マルチラベル分類問題の設定について説明す
る．Xをサンプル空間，Y = {0, 1}m をサンプルが取り得る
ラベルの集合とする．ここで mはクラス数である．yi = 1

はクラス iがサンプルに対して正例ラベルであることを示
し，yi = 0は負例であることを表す．サンプル数 Nのデータ
セット S = {(x1, y1), (x1, y1), ..., (xN , yN)}はX×Y上の未知の
確率分布からサンプルされるとする．また各クラスらしさ
を表すスコア関数を f(x) = ( f1(x), f2(x), ..., fm(x)) : X −→ Rm

と定義する．マルチラベル分類問題では，損失関数の（サ
ンプル，ラベル）空間上における期待値を最小化すること
を試みる．つまり，以下の値を最小化する f∗ = argmin L(f)

を求める．

L(f) = Exy[L(f(x), y)]

L(f(x), y)はサンプルに対するスコアとラベルによって定義
される損失関数であり，損失関数の種類としてハミング損
失やサブセット 0-1損失などいくつか提案されているが，
ここでは一般的に使われるランク損失について考える．

3.1 ランク損失
マルチラベル分類で一般的に使われるランク損失につい
て説明する．マルチラベル問題で用いられるランク損失
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は，2つのラベルのペアに対してそれらが誤ってランク付
けされる場合に損失を与えるものであり，i, jをクラスの
インデックスとした時，以下の式で定義される．

Lrank(f(x), y) =
∑

yi=1,y j=0

[[ fi < f j]] +
1
2

[[ fi = f j]]

サンプルの iクラスの識別器に対するスコアを表す f(x)の
i番目の要素を xを省略して fi と書く．また [[·]]は括弧の
中の条件を満たすなら 1，そうでないなら 0をとる指示関
数である．最小化すべき期待損失は，

Lrank = Exy[Lrank(f(x), y)]

=
∑
y∈Y

P(y)Ex|y[Lrank(f(x), y)]

=
∑
y∈Y

P(y)
∑

yi=1,y j=0

Ex|y

[
[[ fi < f j]] +

1
2

[[ fi = f j]]
]

(1)

となる．2つの総和を入れ替えることにより，式 (1)は以
下で書き直すことができる．

Lrank

=
∑

yi=1,y j=0

∑
y∈Y

P(y)Ex|y

[
[[ fi < f j]] +

1
2

[[ fi = f j]]
]

=
∑

yi=1,y j=0

P(yi = 1, y j = 0)Ex|yi=1,y j=0

[
[[ fi < f j]] +

1
2

[[ fi = f j]]
]

ここで，誤ランク率を

R(i, j)

= Ex|yi=1,y j=0

[
[[ fi < f j]] +

1
2

[[ fi = f j]]
]

= P( fi < f j | yi = 1, y j = 0) +
1
2

P( fi = f j | yi = 1, y j = 0)

と定義する．誤ランク率 R(i, j)はサンプルの正例ラベルの
識別器のスコアが負例ラベルの識別器のスコアよりも小さ
くなるような確率である．この誤ランク率を用いて，ラン
ク損失 Lrank は，

Lrank

=
∑

yi=1,y j=0

P(yi = 1, y j = 0)R(i, j)

=
∑

1≤i< j≤m

P(yi = 1, y j = 0)R(i, j) + P(yi = 0, y j = 1)R( j, i)

(2)

と書ける．ランク損失 Lrank は誤ランク率 R(i, j)を全て
のラベルの組に対して期待値を取ったものと考えることが
できる．本研究では，PU問題においてこの損失関数を最
小化することを考える．

4. マルチラベル PU分類
本研究ではマルチラベル問題において，サンプルに付与
されたラベルは必ず正例ラベルであり，かつサンプルに付

与されていないラベルが必ずしも負例ラベルであるとは限
らないという 2つの性質を持つデータから識別器を学習す
る問題をマルチラベル PU分類問題と定義した．本章では
PU分類問題の解析 [10]をマルチラベル分類問題に拡張す
ることで，マルチラベル PU分類問題においても 2値 PU

分類問題と同様に，
( 1 ) マルチラベル PU分類問題は，正例とラベルなしサン
プルを用いたコスト考慮型学習として書き表すことが
できる．

( 2 ) ラベル欠損が存在するデータに対して代理損失関数を
使って学習を行った際にラベル欠損が存在しない場合
の値から誤差が生じてしまうが，対称な代理損失関数
を選択することでこの誤差がキャンセルされる．

ことを説明する．

4.1 損失関数の適切な重み付け
本節ではマルチラベル PU分類問題はコスト考慮型学習
で書き表すことができる，つまり損失関数に対して適切な
重み付けが必要であることを説明する．
コスト考慮型学習 [16]とは誤分類に対する損失の重みを
クラスごとに変化させる学習方法である．これをランク損
失に適用した際，以下の式で表せる．

Lrank

=
∑

1≤i< j≤m

ci jP(yi = 1, y j = 0)R(i, j) + c jiP(yi = 0, y j = 1)R( j, i)

ci j は yi = 1, y j = 0であるラベル組への誤りに対する損
失の重みを表す．
不完全にラベル付けされたサンプルを用いて，式 (2)を
最小化することを考える．本研究の設定では学習データに
負例ラベルが存在しないため，式 (2)における誤ランク率
R(i, j)を直接学習データから推定することはできない．そ
こで，学習データから推定可能な擬似誤ランク率 RX(i, j)

を以下のように定義する．

RX(i, j)

= P( fi < f j | si = 1, s j = 0) +
1
2

P( fi = f j | si = 1, s j = 0)

si ∈ {0, 1} はラベルが付いているかどうかの状態を表し，
si = 0はラベル無し，si = 1はラベル有りの状態を表す．擬
似誤ランク率 RX(i, j)は付与されたラベルのクラスに対す
る識別器のスコアがラベルが付与されていないクラスのス
コアよりも小さくなる確率であり，不完全なラベル付きの
データから推定可能である．ラベル付けが不完全であるこ
とを考慮せずに，完全にラベルが付いているものとみなし
た場合，最小化しているのは式（2）ではなく，
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L̂rank

=
∑

si=1,s j=0

P(si = 1, s j = 0)RX(i, j)

=
∑

1≤i< j≤m

P(si = 1, s j = 0)RX(i, j) + P(si = 0, s j = 1)RX( j, i)

(3)

となる．
ここで，データの生成される分布に対して [10]と同様に，
ラベル無しサンプルは周辺分布から生成されると想定する．
この設定は PU問題では”case-controlled” [20]と呼ばれる．
この条件は P(∗|si = 0) = P(∗)と書くことができる．更に，
本来正例であるラベルの欠損はサンプルに偏りなく起こる
という仮定をとる．この条件は，P(∗|si = 1) = P(∗|yi = 1)

と書ける．これらの仮定を用いることで，擬似誤ランク率
RX(i, j)は誤ランク率 R(i, j)を用いて次式の様に書き表すこ
とができる (付録 A.1)．

RX(i, j) = (1 − πi j)R(i, j) + πi jR−X(i, j) (4)

ここで，

R−X(i, j)

= P( fi < f j | yi = 1, y j = 1) +
1
2

P( fi = f j | yi = 1, y j = 1)

であり，また

πi j = P(y j = 1 | yi = 1)

とおいた．R−X(i, j)は付与されていないラベルの中に正例
ラベルが含まれることにより誤って与えられる損失を表
す．つまり，不完全なラベル付きデータを用いた学習にお
いては，ランク損失は（正例ラベル，負例ラベル）のペア
ではなく，（ラベル有り，ラベル無し）のペアに対して損
失を与える．しかし，このペアの中には本来は損失に含ま
れるべきではない（正例ラベル，正例ラベル）のペアが含
まれている．ここでは，この誤って過剰に与えれた損失を
R−X(i, j)と表し，またその割合を πi j と表す．従って（4）
式は本来与えられるべきであった損失と与えられるべきで
はなかった損失に分解していると解釈することができる．
（4）式を変形することにより，

R(i, j) =
1

1 − πi j

(
RX(i, j) − πi jR−X(i, j)

)
が得られる．これを式 (2)に代入し，

R−X(i, j) + R−X( j, i)

= P( fi > f j or fi = f j or fi < f j | yi = 1, y j = 1)

= 1

の関係を使うことで，以下の式が得られる (付録 A.2)．

Lrank

=
∑

P(yi = 1)RX(i, j) + P(y j = 1)RX( j, i) − P(yi = 1, y j = 1)

=
∑

ci jP(si = 1, s j = 0)RX(i, j) + c jiP(si = 0, s j = 1)RX( j, i)

−P(yi = 1, y j = 1) (5)

ここで
ci j =

P(yi = 1)
P(si = 1, s j = 0)

である．式（3）と比較することで，マルチラベル PU分類問
題はコスト考慮型学習として捉えることができ，ラベル欠損
を含むデータを用いて学習を行う際，各項を ci jによって重み
付けを行った損失関数を最小化することで，本来最小化すべ
き損失関数を最小化できることが分かる．P(si = 1, s j = 0)

は学習データセットに存在する si = 1, s j = 0を満たすサ
ンプルの割合で学習データセットから推定することができ
る．また，P(yi = 1)は [21], [22]等を用いて推定すること
ができる．

4.2 対称な代理損失関数の使用
本節では最適化の際に使われるべき代理損失関数の条件
を導く．誤ランク率 Rは以下の 0-1関数の期待値として書
くことができる．

R(i, j) = Ex|yi=1,y j=0[l0−1( fi − f j)], l0−1(x) =


1 (ifx < 0)
1
2 (ifx = 0)

0 (otherwise)

同様に
RX(i, j) = Ex|si=1,s j=0[l0−1( fi − f j)]

と書ける．これらの l0−1(x)を用いた損失関数の直接的な最
適化は組み合わせ最適化問題となり困難である．そこで最
適化の際に一般的に代理損失 l′(x)によって 0-1損失の近似
を行う．例えば，SVM等で使われるヒンジ損失関数 l′hin

を用いると擬似誤ランク率は以下のように近似することが
できる．

RX(i, j) ≈ Ex|si=1,s j=0[l′hin( fi− f j)], l′hin(x) =

1 − x (ifx < 1)

0 (otherwise)

ラベルが完全に付与されたデータを用いた場合，最小化
すべきランク損失は式（2）に代理損失を適用すると以下
で表せる．

L′rank

=
∑

P(yi = 1, y j = 0)Ex | yi=1,y j=0[l′( fi − f j)]

+P(yi = 0, y j = 1)Ex | yi=0,y j=1[l′( f j − fi)]

一方で，ラベルの欠損があるデータに対して代理損失を適
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図 2 (a): ランプ損失（赤破線）とシグモイド損失 (青実線)は条件を
満たす．(b):指数損失（赤破線）とヒンジ損失（青実線）は条件
を満たさない．

Fig. 2 (a): Ramp loss（red dashed line）and sigmoid loss (blue solid line)

meet the described condition．(b): Exponential loss (red dashed

line) and hinge loss (blue solid line) don’t meet the described con-

dition.

用した場合，式（5）の RX を代理損失の期待値によって置
き換えることにより，

L′′rank

=
∑

P(yi = 1)Ex | si=1,s j=0[l′( fi − f j)]

+P(y j = 1)Ex | si=0,s j=1[l′( f j − fi)] − P(yi = 1, y j = 1)

=
∑

P(yi = 1, y j = 0)Ex | yi=1,y j=0[l′( fi − f j)]

+P(yi = 0, y j = 1)Ex | yi=0,y j=1[l′( f j − fi)]

−P(yi = 1, y j = 1)
(
1 − Ex | yi=1,y j=1[l′( fi − f j) + l′( f j − fi)]

)
が得られる．上の 2式から L′′rank = L′rank + (Error)の関
係にあり，代理損失を用いた場合，不完全なラベル付けが
なされたデータに対する損失関数は完全にラベルが付いて
いるデータに対する損失関数から誤差が生じることが分か
る．ここで，代理損失関数 l′(·)を l′( fi − f j) + l′( f j − fi) = 1

を満たすように選択すると誤差項はキャンセルされ，ラベ
ル欠損がない場合の値と一致する．ヒンジ損失や指数損失
のような代理損失関数 (図 2(b))はこの条件を満たさず，ラ
ンプ損失やシグモイド損失のような対称な非凸の代理損失
関数 (図 2(a))はこの条件を満たす．
これは例えば，データが完全にラベル付けされており，
かつ完全に分離可能な場合，つまりmin Lrank = 0の場合を
考えると，

argmin L′rank−hinge = argmin L′rank−ramp

でありヒンジ損失を使った場合もランプ損失を使った場合
も得られる最適な識別平面は同じである．PU問題の設定
では上の議論から，

argmin L′′rank−ramp = argmin L′rank−ramp

である一方，

argmin L′′rank−hinge , argmin L′rank−hinge

でありヒンジ損失のような非対称な関数を代理損失として
用いた場合，得られる識別平面は最適なものから誤差が生
じてしまうことがわかる．

表 1 実験で比較した手法．それぞれ条件 1（適切に重み付けられた
損失関数を使用），条件 2（対称の損失関数を使用）のあるなし
に対応する

Table 1 Methods used in experiments. Each method corresponds to

whether cond.1 (use of appropriately weighted loss function)

and cond.2 (use of symmetric loss function) are met or not.

Baseline Method1 Method2
Method3

(proposed)
cond.1

(weighted loss) ✓ ✓
cond.2

(symmetric loss) ✓ ✓

5. 実験

本研究で導いた条件の有効性を示すために人工データ
セット，MSCOCO [23]，NUS-WIDE [24]の３つのデータ
セットを用い実験を行った．

5.1 設定
サンプルに付いている正例ラベルを 0% ∼ 80%の割合で
欠損させ，そのデータを用いて学習し，精度評価を行った．
欠損は以下の様にして与えられた．
( 1 ) 全正例ラベル数に欠損率を掛けることで全体の欠損ラ
ベル数 Nnoise を決定．

( 2 ) 総数が Nnoise となるように，クラス cに対する欠損ラ
ベル数 Nc

noise を多項分布から決定．
( 3 ) クラス cのラベルが付与されているサンプルを Nc

noise

個をランダムに選択し負例とした．
評価指標は Average precisionのサンプル平均を用いた．条
件 1（適切に重み付けられた損失関数を使用），条件 2（対
称の損失関数を使用）を適用するかどうか (図では cond.1，
cond.2と表記)で以下の 4通りの手法を比較した．全ての
実験を通して条件 2の非対称の関数としてヒンジ損失を，
対称な関数としてランプ損失を用いた．スコア関数として
線形な関数を用い，確率的勾配降下法により更新した．つ
まり，f(x) =WT xであり， 1

N
∑N

n=1 l(f(xn), yn)なる損失関数
に対して,

W(t+1) =W(t) − η(τ) ∂l(f(xn), yn)
∂W

のように更新を行う．N は学習サンプル数，η(τ) は学習係
数，τはイテレーション数を表し本実験では η(τ) = η(0)/

√
τ

とした．

5.2 人工データ
次元数 100のサンプル，クラス数 50のマルチラベルデー
タセットを以下の処理によって生成した．
( 1 ) ラベル数 nをポアソン分布からサンプリングする．
( 2 ) 属するクラス ciを n回多項分布からサンプリングする．
( 3 ) サンプルしたクラス {c1, c2, ..., cn}をラベルとする．
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図 3 ラベル欠損を含む人工データを用いた実験結果．左からそれぞれ平均ラベル数 (3, 7, 15,

35) の結果．提案した条件を両方満たす手法が最もラベルの欠損に対して頑強となる．
Fig. 3 Experimental results on synthetic dataset．Each figure from left corresponds to different mean

number of label (3, 7, 15, 35)．The Method which meets both conditions has robustness to

label deficit.

( 4 ) 各クラスからのサンプリング回数 kをポアソン分布か
らサンプリングする．

( 5 ) k回多項分布からサンプリングを行い w j とする．
( 6 ) サンプリングした w j の和

∑
j w j を特徴量とする．

多項分布のパラメータは一様分布からサンプリングされ決
定される．サンプルは合計で 10000サンプル生成し，学習
に 8000サンプル，評価に 2000サンプルを用いた．サンプ
ル回数の平均値を 50とした．またサンプルに付与される
ラベル数の平均値を (3, 7, 15, 35)と変化させてデータセッ
トを生成し，それぞれに対して学習，評価を行った．
実験結果は図 3のようになった．図の左からサンプルに
付与されるラベル数の平均値を (3, 7, 15, 35)とした時の結
果である．図 3から全ての条件において本研究で導出した
条件を両方満たす損失関数を最小化する方法 (Method3)が
最も頑強に学習できていることが分かる．また，サンプル
に付与されるラベル数が多くなればなるほど，ラベルを欠
損させた時に提案する条件を両方満たす手法 (Method3)と
他手法との精度の差が大きくなることが分かる．

5.3 画像アノテーションデータセット
MSCOCO : MSCOCOは，画像に存在する物体のラベル
に加えセグメンテーションされた物体領域の情報やキャプ
ション等を含むデータセットである．本実験においては画
像と付随する物体ラベルの情報のみを用いた．また 1枚の
画像に同一物体が複数存在する場合は重複を除き 1つの物
体とした．学習に 82,783サンプル，評価に 40,504サンプ
ル用い，クラス数は 80である．また画像の特徴量として，
ILSVRC2012のデータセットで学習済みのAlex-Net [25]の
第 7層目の中間出力を用いた．

NUS-WIDE : NUS-WIDEは Flickrの画像にタグ付けを
行った画像アノテーション用のデータセットで，269,648

枚の画像とそれに対応する 5,018種類のタグを含む．本実
験ではデータセット内で指定されている 81クラスを用い
た．学習に 161,789サンプル，評価に 107,859サンプルを
用い，画像特徴量としてデータセットに含まれている SIFT

[26]+BoVWを用いた．特徴量の次元は 500次元である．

MSCOCO と NUS-WIDE における実験結果はそれぞれ
図 4，図 5のようになった．両データセットにおいて条件
を両方満たす損失関数を最小化する方法 (Method3)が最も
ラベルの欠損に対して頑強に学習が行えていることが分
かる．

6. 考察
人工データにおける実験結果から，（A）欠損率が大きく
なるほど，（B)サンプルに付与されるラベル数が多くなる
ほど条件 1のある手法（Method1，Method3）とない手法
(Baseline，Method2)の精度の差が大きくなる結果が得られ
た．この結果は以下の式から説明することができる．条件
1のように重みを変えなかった場合の損失関数を L̂rank と
すれば，真の損失関数との差 Lrank − L̂rank は（a）実際は正
例であるにも関わらずラベルが付いていないサンプルの割
合に比例する項（b）2つのクラスの両方にラベルが付い
ているサンプルの割合に比例する項に分解することができ
る．（補足 A.3）(a)の項は（A）の結果に対応し，（b）の項
は（B）の結果に対応する．
更に条件 1を満たす場合（C）ラベル数が増えれば条件

2を満たす手法（Method3）と満たさない手法（Method1）
の差が大きくなる結果が得られた．これは，PU 設定の
データに対して代理損失を用いることによって生じる誤差
L′′rank − L′rank が 2つのクラスが同時に正例となる確率に
比例しているからであると考えられる．
ラベル数が増えた場合，Method3では欠損率が低い場合
においても精度が悪くなる理由は，本研究では条件を導く
過程で”case-controlled”の仮定をおいているため，この条
件を満たさない場合は誤差が生じるためであると考えら
れる．特に欠損率が 0%の場合，つまり完全にラベルが付
与されている場合において，この誤差は非対称な代理損失
関数を用いた場合はキャンセルすることができる．（補足
A.4）

7. 結論
本稿では，マルチラベル分類の本質的な問題である不完
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図 4 MSCOCO データセットにおける実験結果．
Fig. 4 Experimental result on MSCOCO dataset．

図 5 NUS-WIDE データセットにおける実験結果．
Fig. 5 Experimental result on NUS-WIDE dataset．

全なラベル付けデータからの学習に焦点を当てた．不完全
なラベル付けされたデータからでも頑強に学習可能な方法
を導くため，この問題を 2値の PU分類問題を拡張したマ
ルチラベルの PU分類問題として捉え，2値の PU分類問
題に対する解析を拡張することによりマルチラベル PU分
類問題において学習を頑強に行うための損失関数の条件を
示した．更に，複数のデータセットを用いた実験によって
これらの条件の有効性を示した．
謝辞 本研究は，JST CRESTにおける研究領域「ビッグ
データ統合利活用のための次世代基盤技術の創出・体系化」
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付 録

A.1

2 つの条件 P(∗|si = 0) = P(∗), P(∗|si = 1) = P(∗|yi = 1)

から

P( fi < f j | si = 1, s j = 0)

= P( fi < f j | yi = 1, s j = 0)

= P(y j = 0 | yi = 1, s j = 0)P( fi < f j | yi = 1, y j = 0, s j = 0)

+ P(y j = 1 | yi = 1, s j = 0)P( fi < f j | yi = 1, y j = 1, s j = 0)

= P(y j = 0 | yi = 1)P( fi < f j | yi = 1, y j = 0)

+ P(y j = 1 | yi = 1)P( fi < f j | yi = 1, y j = 1).

同様に,

1
2

P( fi = f j | si = 1, s j = 0)

=
1
2

P(y j = 0 | yi = 1)P( fi = f j | yi = 1, y j = 0)

+
1
2

P(y j = 1 | yi = 1)P( fi = f j | yi = 1, y j = 1).

合わせて

RX(i, j)

= P( fi < f j | si = 1, s j = 0) +
1
2

P( fi = f j | si = 1, s j = 0)

= (1 − πi j)R(i, j) + πi jR−X(i, j)

A.2

式 (5)から，

P(yi = 1, y j = 0)R(i, j)

=
P(yi = 1, y j = 0)
P(y j = 0|yi = 1)

(RX(i, j) − P(y j = 1|yi = 1)R−X(i, j))

= P(yi = 1)RX(i, j) − P(yi = 1, y j = 1)R−X(i, j).

これと，式（2）より，

Lrank

=
∑

1≤i< j≤m

P(yi = 1, y j = 0)R(i, j) + P(yi = 0, y j = 1)R( j, i)

=
∑

1≤i< j≤m

P(yi = 1)RX(i, j) + P(y j = 1)RX( j, i)

−P(yi = 1, y j = 1)
{
R−X(i, j) + R−X( j, i)

}
=
∑

1≤i< j≤m

P(yi = 1)RX(i, j) + P(y j = 1)RX( j, i)

−P(yi = 1, y j = 1)

となる．

A.3
P(yi = 1) − P(si = 1, s j = 0)

=

{
P(yi = 1, si = 0) + P(yi = 1, si = 1)

}
−P(si = 1, yi = 1, s j = 0)

= P(yi = 1, si = 0) + P(yi = 1, si = 1, y j = 1, s j = 1)

= P(yi = 1, si = 0) + P(si = 1, s j = 1)

であるので，

Lrank − L̂rank

=
∑

1≤i< j≤m

P(yi = 1)RX(i, j) + P(y j = 1)RX( j, i) − const

−
∑

1≤i< j≤m

P(si = 1, s j = 0)RX(i, j) + P(si = 0, s j = 1)RX( j, i)

=
∑

1≤i< j≤m

P(si = 1, s j = 1)
{
RX(i, j) + RX( j, i)

}
+P(yi = 1, si = 0)RX(i, j) + P(y j = 1, s j = 0)RX( j, i)

+const

第 1項目はクラス i, jの両方のラベルが付いているサン
プルの割合に，2, 3項目はそれぞれのクラスで正例かつラ
ベルが付いていないサンプルの割合に比例する．

A.4

完全にラベルが付与されている場合，最小化すべき損失
関数は式（2）より

Lrank

=
∑

1≤i< j≤m

P(yi = 1, y j = 0)R(i, j) + P(yi = 0, y j = 1)R( j, i)

である．一方，”case-controlled”の仮定の基で導かれた不
完全ラベル付きのデータを用いた損失関数は，

Lrank

=
∑

P(yi = 1)RX(i, j) + P(y j = 1)RX( j, i) − P(yi = 1, y j = 1)

である．実際に欠損が存在しなかった場合，R(i, j) =

RX(i, j)となるため，

Lrank−false

=
∑

P(yi = 1)R(i, j) + P(y j = 1)R( j, i) − P(yi = 1, y j = 1)

となる．これらの差は，

Lrank−false − Lrank

=
∑

1≤i< j≤m

P(yi = 1, y j = 1)
{
R(i, j) + R( j, i) − 1

}
となり，このクラス i, jの同時確率に比例した誤差が生
じる．用いる代理損失関数として対称な関数を選択すれば
この誤差はキャンセルされる．
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