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畳み込みニューラルネットワークにおける数値表現と分類精
度に関する調査

成子　貴洋1,a) 平木　敬1,b)

概要：畳み込みニューラルネットワーク (Convolutional Neural Network, CNN) は画像認識アプリケー

ションに適した機械学習モデルである．CNNは，入力画像とそれが属するクラスのラベルからなる訓練

データを基に，自身のパラメータを学習する．学習が完了した CNNは画像の分類器として機能する．計

算機的側面から CNNを観察すると，CNNは膨大な浮動小数演算と高い並列性を有することが分かる．こ

の高い並列性を活用して分類に要するレイテンシを削減するために，CNNを FPGAによって高速化する

研究が行われてきた．FPGAは浮動小数点数の演算器を持たないため，固定小数点数を数値表現に用いる

のが適当である．固定小数点数に何ビットを割り当てるかに関して，必要な FPGAリソースと精度はト

レードオフの関係にある．入力画像から分類結果を得る feed forwardパスの演算に何ビットの固定小数点

数が必要であるかは，先行研究で明らかになっている．しかし，学習を含めた CNNの演算に，何ビット

の固定小数点数が必要であるかに関しては十分な知見が得られていない．本稿では，固定小数点数のビッ

ト数と丸め方法が CNNの分類性能に与える影響について調査する．

1. はじめに

ニューラルネットワーク (Neural Network, NN)は動物

の脳の仕組みを基にした機械学習モデルである．NNは，

入力 x とそれに対応する出力 f(x) のペアからなる訓練

データから，関数 f を近似するパラメータを学習する．

NNにはいくつかのバリエーションが存在するが，畳み込

み層を持つものを特に畳み込みニューラルネットワーク

(Convolutional Neural Network, CNN) と呼ぶ．CNN は

図 1のような構成となっており，画像認識において高い分

類性能を示すことが知られている [9]．

CNNの計算的側面の特徴として，高い並列性を有する

点が挙げられる．なぜならば，同一レイヤ内の各ニューロ

ンの出力は，それぞれ独立に計算できるからである．ア

クセラレータによりこの高い並列性を活用することで，

CNNを高速化することが可能である．アクセラレータに

は，GPGPU，ASIC[2], [3]に加え，FPGA[4], [5], [12]が

用いられる．FPGAは数百個の DSPブロックを搭載して

おり，独立な積和演算を超並列に実行することができる．

故に FPGAは，多数の独立なベクトル内積演算から成り

立つ CNNと親和性が高い．
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FPGAで NNの高速化に取り組む先行研究では，数値

表現に固定小数点数が採用されている [4], [5]．FPGAは

FPUを持たないため，FPGA上で浮動小数点数を扱うの

はコストが高いからである．固定小数点数は図 2のように

符号部，整数部，小数部から成り，小数点は静的に固定さ

れている．固定小数点数の演算器は整数と同様の回路で実

現できるため，DSPブロックを効果的に利用することがで

きる．整数部・小数部に各々何ビットを割り当てるかは設

計者が自由に設定できる．より多くのビットを割り当てれ

ば，より広い範囲・細かい粒度で数値を表現できる一方で，

FPGAリソースやメモリがより多く必要となる．逆に，少

ないビットを割り当てれば，ハードウェアリソースを節約

できる一方で，精度が犠牲となる．よって，CNNにおけ

る固定小数点数の最適なビット数は自明ではない．

Sign Integer FractionPoint

図 2 固定小数点数の構成．

固定小数点数のビット長と NN の分類精度の関係につ

いて報告した先行研究は存在する [1], [2], [6], [7], [10]．

[7], [10] は小規模な多層パーセプトロンにおける評価を

行ったものであり，現在用いられるような深い CNN を

想定していない．学習はオフラインに doubleで行い，入
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図 1 畳み込みニューラルネットワークの構成例．

力から分類結果を得る feed-forward パスの演算のみ固定

小数点数で実行する場合を想定した研究には [1]が挙げら

れる．Chenらは，MNISTデータセットを用いて実験し

た結果，ASIC内部の数値表現に 16ビットを採用してい

る [1]．feed-forwardパスに加え，学習を含めて固定小数点

数で実行する場合を想定した研究には [2], [6]が挙げられ

る．Chenらは，MNISTデータセットの学習においては，

32ビットの固定小数点数が必要であると主張している [2]．

Guptaらは，丸めにおいて乱数を利用することで，固定小

数点数のサイズを 16ビットに抑えつつも，分類精度を保

つ手法 (Stochastic Rounding)を提案した [6]．Stochastic

Roundingは最近接丸めよりも良い分類性能を示すものの，

小数点の位置はデータセット毎にアドホックに決定する必

要がある．さらに，[6]で実験に用いたデータセット，トポ

ロジ，パラメータ以外においても 16ビットで十分である

かは分かっていない．

本稿では，固定小数点数のビット数と丸め方法が CNN

の分類性能に与える影響について，[6]とは異なる条件で

調査する．[6]では 12ビットと 14ビットの小数部につい

て実験している．本稿の実験では，小数部を 1ビットから

20ビットまで 1ビットずつ変化させながら，ビット数が

分類性能に与える影響を詳細に観察する．先行研究 [6]で

は最近接丸めと Stochastic Roundingについて調査が行わ

れた．本稿ではこれらに加え，丸め方法として切り捨てと

切り上げを対象とする．切り捨てを対象とするのは，下位

ビットを捨てるだけで実装可能な最も簡単な丸めだからで

ある．切り上げを対象とするのは，微小量が 0に丸められ

るケースが排除できるからである．

2. 丸め

2つの固定小数点数 a, bのビット列をそれぞれA,Bとす

る．f を小数部のビット数とすると，A = a∗2f , B = b∗2f

である．このとき，a, bの加減乗算は，それぞれ以下の様

に計算できる．

a+ b = (int)A+ (int)B

a− b = (int)A− (int)B

a ∗ b = r((int)A ∗ (int)B) >> f

ただし，r(n)は整数 nの下位 f ビットを丸める関数であ

る．本稿では，以下の 4通りの丸め関数を評価対象とする．

切り捨て

r(n) = n

切り上げ

r(n) = n+ (2f − 1)

最近接丸め

r(n) = n+ 2f−1

Stochastic Rounding[6]

(int)A∗(int)Bの下位 fビットを eとする．Stochastic

Roundingでは，確率 p = e/2f で切り上げ，確率 1−p

で切り捨てを行う．よって，

r(i) = i + s ただし s は [0, 2f ) の範囲における一様

乱数．

本稿では，ハードウェアでの実現性を考慮し，乱数には

Linear Feedback Shift Register (LFSR) を用いる．以下の

様に生成される 32ビット LFSRの下位 f ビットを sとし

て利用する．

static unsigned int lfsr32 = 0;

unsigned int bit0 =

((lfsr32 >> 0) & 1) ^

((lfsr32 >> 1) & 1) ^

((lfsr32 >> 21) & 1) ^

((lfsr32 >> 31) & 1) ^ 1;

lfsr32 = ((lfsr32 << 1) & 0xFFFFFFFE) | bit0;

固定小数点数の演算においては，飽和演算を仮定する．

つまり，加減乗算によりオーバーフロー・アンダーフロー

は発生させず，想定する固定小数点数で表現しうる最大値・

最小値を計算結果とする．

FPGAの DSPは内部にアキュムレータを持つ．アキュ

ムレータのサイズは，乗算器の入力サイズに対して十分大

きい．例えば Xilinx社の DSP48E1[11]では，乗算器の入

力長が 18ビット * 25ビットであるのに対して，アキュム

レータは 48ビット長である．したがって，本稿において

は，ベクトル内積計算の部分積・部分和の演算では丸めや

飽和処理を行わず，全ての加減乗算が完了した段階でそれ

らの処理を行うと仮定する．つまり，
∑

i r(xiwi)でなく，

r(x ·w)を内積の計算時に用いる．
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表 1 MNIST の学習に用いる CNN の構成．ただし，Mi, Ri, Ci,

Kr, Kc, Mo, Ro, Co はそれぞれ入力のマップ数・縦幅・横幅，

カーネルの縦幅・横幅，出力のマップ数・縦幅・横幅を表す．

Type (Mi, Ri, Ci) (Kr,Kc) (Mo, Ro, Co)

INPUT (1, 28, 28)

CONV (1, 28, 28) (5, 5) (20, 24, 24)

POOL (20, 24, 24) (2, 2) (20, 12, 12)

CONV (20, 12, 12) (5, 5) (50, 8, 8)

POOL (50, 8, 8) (2, 2) (50, 4, 4)

CLASS (50, 4, 4) (500, -, -)

OUTPUT (500, -, -) (10, -, -)

表 2 MNISTの学習に用いるCNNのパラメータ．Random Range

は重みとバイアスの初期値の範囲．

Learning Rate 0.001

Batch Size 1 (Incremental Learning)

Random Range [−0.1, 0.1]
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図 3 小数部のビット数，並びに丸め方法と精度の関係．

3. 評価

3.1 評価手法

評価には，C++で作成した CNNの数値型を，自作の固

定小数点数クラスで置き換えたプログラムを用いる．固定

小数点数の整数部・小数部のビット数は，実行時にコマン

ドライン引数で指定することができる．重みとバイアスの

初期値は，指定された範囲の一様乱数により決定される．

異なる 5通りの乱数シードについて評価を行い，それらの

分類精度の相加平均を結果とする．

現時点では，データセットに手書き数字認識のMNIST

を用いる．MNISTは 60000の訓練データと 10000のテス

トデータから構成される．学習フェーズでは，訓練データ

を一巡だけ与える．学習後にテストデータを与え，正しく

分類されたケースの割合を CNNの精度とする．CNNの

構成とパラメータは表 1, 2に示す．

データセットに CIFAR-10[8] を用いた評価は準備中で

ある．
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図 4 丸めに Stochastic Rounding を用いた場合の，整数部のビッ

ト数と精度の関係．

3.2 MNISTにおける結果

小数部のビット数を変化させた時の結果を，図 3 に示

す．各丸め方法における結果に加え，ベースラインとして

doubleを用いた場合の結果を示す．整数部は 32ビットで

固定した．小数部のビット数は，表現できる数値の粒度を

決定する．

いずれの丸めにおいても，小数部のビット数が増加する

のに伴い，分類精度が向上する傾向が分かる．小数部が 9

ビット以下の範囲では，いずれの丸め方法を利用した場合

であっても，学習が正しく行えていないことが読み取れ

る．小数部が 10ビットの場合には，最近接と Stochastic

Rounding (SR)において doubleと互角の性能が得られて

いる．最近接の 91%に対し，SRは 97%の精度が得られて

おり，SRの方がより丸め誤差に強い手法であるといえる．

切り上げについては，10ビットでは十分な性能は得られな

いものの，9ビットの場合と比較して大きな精度向上が確

認できる．切り下げを用いる場合には，最低 16ビット必

要である．

整数部のビット数を変化させた時の結果を，図 4 に示

す．このビット数には符号ビットが含まれる．丸め方法に

は Stochastic Roundingを用いる．小数部分は 32ビット

で固定した．整数部のビット数は，表現できる数値の範囲

を決定する．

グラフより，整数部は最低 5ビット必要であることが分

かる．逆三角の線は学習フェーズにおいて発生したオー

バーフロー・アンダーフローの回数を表す．これらの回数

が初めて 0になるのは，7ビットの整数部においてである．

5ビット・6ビットの整数部は doubleと同等の分類性能を

示すものの，学習において 8.57×107回のオーバーフロー・

アンダーフローが発生している．

以上の議論より，本実験で用いた CNN については，

Stochastic Roundingを用いる場合に必要な固定小数点数

のフォーマットは < 5, 10 >である．ただし，< i, f >は

整数部，小数部がそれぞれ i, f ビットの固定小数点数を表

す．GuptaらがMNISTデータセットについて行った実験

では，ニューロンの出力に < 6, 10 >，その他の数値表現

に < 2, 14 >が必要であった [6]．本実験の結果は，先行研
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究 [6]の結果とほぼ一致したといえる．一方で，最近接丸め

を用いた場合の結果については，本実験においては 11ビッ

トで収束が見られたのに対し，先行研究 [6]では 14ビット

でも収束に至らない．この結果から，固定小数点数に必要

なビット数は，用いる CNNのトポロジやパラメータによ

り変動すると考えられる．

4. まとめと今後の課題

本稿では，数値表現に用いる固定小数点数のビット数と

丸め方法が，CNNの分類精度に与える影響について調査

した．本研究では，先行研究 [6]で対象とされた最近接丸

めと Stochastic Roundingに加え，切り下げと切り上げを

丸め方法の評価対象とした．さらに，1ビット刻みで整数

部・小数部のビット数を変化させ，分類精度の調査を行っ

た．実験結果から，MNISTデータセットに対しては，整

数部に 5ビット，小数部に 10ビット，それぞれ必要であ

ることが確かめられた．さらに，Stochastic Roundingは，

本稿で扱った 4 つの丸め方法の中で最も良い分類性能を

示すことが確かめられた．切り捨ては下位ビットを捨てる

ことで実現できるため，最も実装が簡単な丸めであるが，

性能が大きく劣ることが明らかとなった．本実験において

は，最近接丸めを用いた場合は，11ビットの小数部で十分

であった．しかし，この結果は 14ビットの小数部では収

束しないとする先行研究の結果 [6]に反する．このことは，

想定する CNNの構成やパラメータにより数値表現に求め

られる精度にばらつきが存在することを示唆している．

故に，様々なパラメータやデータセットについて評価を

行い，知見を得ることが重要である．現在，CIFAR-10を

用いた評価を準備中である．
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