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畳み込みニューラルネットワークを用いた複単語表現の解析

進藤 裕之1,a) 松本 裕治1,b)

概要：本稿では，畳み込みニューラルネットワークを用いて文字，単語，複単語表現の特徴量をデータか
ら自動的に学習し，文に含まれる複単語表現の同定および品詞タグ付けを行う手法を提案する．提案手法
は，従来の固有表現認識やチャンキングの手法と異なり，句動詞のように単語が文中で連続していない場
合にも頑健に複単語表現を同定することができる．評価実験の結果，提案手法は規則ベースの手法や系列
ラベリングに基づく既存手法の性能を上回ることを確認した．

1. はじめに

複単語表現（multiword expression）とは，複数の単語

で構成され，それ全体で特有の意味解釈を持つ表現の総称

である [9]．例えば，英語の“according to”や“a number

of”などの表現は，全体として一つの意味を成し，統語的

には機能語の役割を果たす．複単語表現を正しく認識する

ことは，自然言語の意味理解に必要不可欠であり，実際に，

構文解析，機械翻訳，文生成などの自然言語処理タスクの

性能向上に大きく寄与することが示されている [1], [6], [7]．

これまでの複単語表現に関する研究では，固有表現，複

合名詞，句動詞，軽動詞（light-verb construction）などの

特定の複単語表現を対象にして，それぞれ個別に言語資源

の構築や解析手法の提案が行われてきた [5], [8], [13], [14]．

そのため，様々な種類の複単語表現を網羅的に注釈した

コーパスはあまり整備されておらず，標準のベンチマーク

データで解析手法の良し悪しを比較することが難しかった．

その結果，英語やその他の西洋語のように単語をスペース

で区切る言語の構文解析や意味解析では，依然として単語

を基本単位とすることを前提としており，複単語表現に十

分な注意が払われていないのが現状である．

このような状況を打開するために，近年，包括的な複単語

表現のリソース構築が精力的に行われている [11], [12], [15]．

これらのリソースは，Penn Treebank形式の構文木コーパ

ス上に複単語表現の情報を付与しているため，同じテキス

トデータを用いて複単語表現の解析や構文解析の評価を

行うことができる．したがって，今後は，従来の品詞タグ

付けや構文解析と，複単語表現の解析とを統合することに
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よって，より高度な意味解析の実現に寄与することが期待

できる．

そこで本研究では，複単語表現の同定と品詞タグ付けを

同時に行うタスクに焦点を当てる．具体的には，入力文を

単語または複単語表現に分割し，それぞれのトークンに品

詞タグを付与する．これは，日本語では形態素解析と呼ば

れるタスクと類似しているが，英語の場合は，複単語表現

を構成する単語が常に連続して文中に出現するとは限らな

いという点が異なる．例えば，英語の句動詞“bring up”

は，“bring someone up”というように，単語や句が複単語

表現の間に入り込むことがあるため，従来の固有表現認識

やチャンキング等で用いられてきた系列ラベリングの手法

をそのまま適用することはできない．

このような非連続なパターンに対しても頑健に複単語表

現の同定を行うために，我々は，畳み込みニューラルネッ

トワークを用いて単語や複単語表現の特徴量を抽出する

手法を提案する．我々の提案するニューラルネットワーク

は，「文字の組み合わせが単語を構成し，単語の組み合わせ

が複単語表現を構成する」という言語の持つ階層性を自然

に統計モデル化したものであり，連続・非連続のパターン

を問わず，複単語表現の解析に有用な特徴量をデータから

自動的に学習することができる．本研究では特に，Shigeto

ら [12]が英語の Penn Treebankコーパスに注釈を付与し

た複合機能語のデータと，駒井ら [15]が英語のOntoNotes

コーパスに注釈を付与した句動詞のデータを併合し，それ

らの複単語表現の同定および品詞タグ付けを行うタスクに

取り組む．評価実験の結果，提案手法は規則ベースの手法

や，近年提案された非連続パターンを扱える系列ラベリン

グの手法と比較して，性能が上回ることを確認した．
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図 1 入力“in getting their money back”に対する複単語表現の

同定と品詞タグ付けの例．

2. 関連研究

Shigetoら [12]は，英語の Penn Treebankコーパス上に

機能語（主に副詞，接続詞，限定詞，前置詞）となる複単

語表現の注釈を付与した．また，条件付き確率場（CRF）

を用いて複単語表現の同定と品詞タグ付けを同時に行う手

法を提案している．ただし，彼らの解析手法は，複単語表

現を構成する単語が文中で連続して出現することを仮定し

ており，句動詞のような非連続のパターンへそのまま適用

することができない．Constantら [3]も同様に，フランス

語の複単語表現を対象として，条件付き確率場による連続

パターンの同定手法を提案している．

Schneiderら [10]は，英語のWeb Treebankコーパスの

一部（3812文）に，連続，非連続パターンを問わず，網羅

的に複単語表現の注釈を付与した．また，固有表現認識や

チャンキングで用いられてきた BIOタグセットを拡張し，

限定的ではあるが，系列ラベリングの手法によって非連続

な複単語表現を同定する手法を提案している．彼らの手法

は，人手で設計された素性テンプレートを用いて単語や文

脈情報の特徴量を抽出し，文中の各単語に対して順番に拡

張 BIOタグセットのいずれかを付与していく．このよう

な系列ラベリングの手法は，学習データに出現しない複単

語表現も同定することができるため，固有表現や複合名詞

のような生産性の高い複単語表現を同定する場合には特に

有効であると考えられる．一方，我々の手法は，人手によ

る素性テンプレートが不要で，複単語表現の同定や品詞タ

グ付けに有用な特徴量をデータから自動的に学習する．ま

た，学習データから構築した複単語表現辞書のエントリと

一致した単語についてのみ，複単語表現かどうかを判別す

る．このような手法は，機能表現や動詞句などの生産性が

あまり高くない複単語表現の解析に適していると考えら

れる．

3. 畳み込みニューラルネットワークを用いた
複単語表現解析

3.1 問題設定

本研究で取り組むタスクは，入力文の単語列に含まれる

複単語表現を同定し，各トークンに品詞を付与することで

ある．これを，「複単語表現解析」と呼ぶことにする．図 1

に，入力文の一部“in getting their money back”に対す

る複単語表現解析の結果を例示する．図 1では，“getting

back”が一つの複単語表現で，品詞が VBG（動名詞）で

あることを表している．また，複単語表現以外のトークン

（単語）に対しても，IN（前置詞），PRP$（所有代名詞）な

どの品詞を付与する．文中に“getting ... back”が出現した

とき，それが必ず複単語表現の用法として用いられている

とは限らない．そのため，文中の複単語表現の候補に対し

て，それが複単語表現としての用法なのかを判別する必要

がある．また，単語の品詞タグセットと複単語表現の品詞

タグセットは必ずしも同じである必要はないが，今回我々

が実験で用いるデータでは，どちらも英語の OntoNotes

コーパスで用いられる共通の品詞タグセット（49種類）と

なっている．

複単語表現の同定や品詞タグ付けの精度は，入力文から

どのような特徴量（素性）を抽出するかということに大き

く依存する．単語の品詞を決定する際には，対象となる単

語自身とそれに含まれる文字，周囲の単語や文字，または

それらの組み合わせなどが特徴量となりうる．複単語表現

の場合は，それらの特徴量に加えて，複単語表現自身を構

成する単語，品詞，さらには単語の組み合わせなども考慮

しなければならない．これら特徴量の組み合わせは膨大な

数となり，その中から有効な特徴量を実験的に探すのは多

大な労力がかかる．

そこで我々は，ニューラルネットワークを用いて，文

字，単語，複単語の各レベルで有効な特徴量を自動的に学

習することのできるモデルを提案する．図 3に提案モデル

の模式図を示す．提案モデルは，畳み込みニューラルネッ

トワークと呼ばれるネットワーク構造を文字から単語，単

語から複単語へと階層的に積み重ねることによって，複単

語表現の解析に有効な特徴量をデータから自動的に学習す

る．最終的に得られた特徴ベクトルは線形分類器に入力さ

れ，複単語表現の同定や，各トークンに対する品詞タグの

決定が行われる．

ニューラルネットワークを用いて単語や文字の特徴量を

学習し，単語の品詞タグ付けを行う手法は既にいくつか提

案されており [2], [4]，我々の研究は，彼らのモデルを単語

から複単語表現へ，連続から非連続なパターンまで扱える

ように拡張したものとみなすことができる．

我々が実験で用いるデータは，Shigetoら [12]が英語の

Penn Treebankコーパスに注釈を付与した機能表現（主に

副詞，接続詞，限定詞，前置詞となる複単語表現）と，駒井

ら [15]が英語の OntoNotesコーパスに注釈を付与した句

動詞のデータを併合したものである．どちらのコーパスも

Wall Street Journal部を含んでおり，Shigetoら [12]が注

釈を付与した Penn Treebankと同じ文が OntoNotesにも

含まれている場合に，注釈情報をOntoNotesの対応する文

へ移行した．Shigetoら [12]のデータは，連続したパター
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図 2 複単語表現を格納したトライ木構造の例．

ンの複単語表現のみを対象としており，例えば，“as well

as”や“according to”などの機能表現が含まれている．一

方，駒井ら [15]のデータは，“bring up”や“look for”な

どの句動詞を対象としているため，非連続パターンも含ま

れている．

3.2 複単語表現解析の流れ

畳み込みニューラルネットワークを用いた複単語表現解

析の流れは以下の通りである．

( 1 ) 入力文の単語列から，複単語表現の候補を検索する．

( 2 ) 複単語表現の候補となる単語列に対して，図 3の畳み

込みニューラルネットワークを用いて特徴ベクトルを

計算し，候補の単語列が複単語表現であるかどうかを

判別する．複単語表現である場合，同じ特徴ベクトル

を用いて最適な品詞を付与する．

( 3 ) 複単語表現ではない単語も同様に，図 3 の畳み込み

ニューラルネットワークの一部（文字‐単語レイヤー

まで）を用いて特徴ベクトルを計算し，単語ごとに独

立に品詞を決定する．

以下，それぞれの処理について詳細を説明する．

3.3 複単語表現の検索

入力文に含まれる複単語表現の候補を素早く検索するた

めに，単語をエッジとするトライ木構造を用いる．図 2に

トライ木構造の例を示す．まず，あらかじめ学習データに

含まれる複単語表現をトライ木構造へ格納しておく．そし

て，入力文の単語を左から順番に見ていき，トライ木構造

に含まれるかどうかを検索する．もし含まれていれば，ト

ライ木のノードをさらに深くたどっていくことによって，

文中の単語列が複単語表現の候補になりうるかどうかを判

定できる．トライ木構造は，前方一致検索が可能なので，

非連続なパターンや 3単語以上の複単語表現を効率良く検

索できるという利点がある．

3.4 畳み込みニューラルネットワークによる特徴ベクト

ルの学習

図 3に示されているように，提案モデルは，文字列から

単語の特徴ベクトルを計算する畳み込みニューラルネット

ワークと，単語列から複単語表現の特徴ベクトルを計算す
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図 3 複単語表現解析のための畳み込みニューラルネットワーク構

造の概要．縦長の長方形は，ニューラルネットワークの入出力

となる特徴ベクトルを模式的に表したものである．
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図 4 文字列の特徴量を抽出する畳み込みニューラルネットワーク

構造．縦長の長方形はベクトルを模式的に表したものである．

黒塗りの長方形は，パディングを表すベクトルである．図は，

窓幅 k = 3 の場合である．

る畳み込みニューラルネットワークで構成されている．

3.4.1 文字列の特徴ベクトル

未知語に対しても頑健に品詞タグ付けを行うためには，

文字レベルでの特徴量が必要となる．そのために，文字列

の特徴量を計算する畳み込みニューラルネットワークを

構築し，単語の特徴ベクトルの一部とする．図 4にネット

ワーク構造の概要を示す．図 4は，図 3中で，文字から単

語の特徴ベクトルを計算する部分をより詳細に記述したも

のである．図 4に示すように，単語を構成する文字はそれ

ぞれベクトル表現に変換され，最終的に文字列の情報を統

合した特徴ベクトル vchar を得る．具体的な計算手順は以

下の通りである．

まず，テキストに含まれるあらゆる文字 c について，
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dchar1 次元のベクトル ec ∈ Rdchar
1 を用意する．ec は cと

一対一に対応しており，埋め込みベクトル（embedding）

とも呼ばれる．このとき，単語 w を構成する文字列を

{c1, c2, . . . cM}とすると，wに対応する文字埋め込みベク

トル列は，{ec1 , ec2 , . . . , ecM }となる．
畳み込みニューラルネットワークは，畳み込み層と pool-

ing層と呼ばれる二つの関数を順番に適用することによっ

て，文字埋め込みベクトル列を特徴ベクトルへと変換する．

畳み込み層では，まず m番目の文字 cm に対して，cm を

中心とした文字 n-gramの埋め込みベクトルを連結し，zm

とする．

zm = concat
(
em−⌊kchar/2⌋, . . . , em+⌊kchar/2⌋

)
ただし，concatは，引数となる全てのベクトルを連結し

た新たなベクトルを返す関数である．また，kchar は窓幅，

⌊·⌋は床関数である．例えば，kchar = 5の場合，mを中心

に左右 2文字ずつを含めた文字埋め込みベクトルを連結し

たものが zm である．先頭や最後の文字では，左または右

の文字が存在しないので，パディングと呼ばれる特別なベ

クトルを代わりに使う（図 4の黒い長方形）．

次に，zm に対してアフィン変換を行い，dchar2 次元のベ

クトル hm ∈ Rdchar
2 を得る．

hm = W charzm + bchar

ただし，W char ∈ Rdchar
2 ×dchar

1 kchar

は重み行列，bchar ∈
Rdchar

2 はバイアスベクトルである．

その後，pooling層では，文字ごとに計算したベクトル

hm を一つのベクトルへまとめる処理を行う．様々な種類

の pooling関数が存在するが，我々は，代表的な pooling関

数の一つであるmax-poolingを用いる．max-pooling関数

は，同じ次元数の複数のベクトルに対して，各次元で最も

値の大きな値のみを出力する．具体的には，max-pooling

関数の出力を vchar とすると，vchar ∈ Rdchar
2 は以下のよ

うに計算される．

[
vchar

]
j
= max

1<m<M
[hm]j

ただし，[hm]j は，hm の j 次元目の値を指す．

直観的には，畳み込みニューラルネットワークは単語に

含まれる全ての文字 n-gramを取り出して線形変換を行い，

max-pooling関数によって有効な特徴量を取り出している

と考えられる．単語の品詞タグ付けの場合には，畳み込み

ニューラルネットワークの学習を行うことによって，単語

の接頭辞や接尾辞の文字情報がmax-pooling関数で抽出さ

れることが期待できる．

3.4.2 単語の特徴ベクトル

単語の特徴ベクトルは，前述のニューラルネットワーク
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図 5 単語列から複単語表現の特徴量を抽出する畳み込みニューラ

ルネットワーク構造．縦長の長方形はベクトルを模式的に表し

たものである．黒く塗られた長方形は，複単語表現に含まれな

い内部の単語ベクトルを表す．

によって文字列から計算された特徴ベクトルと，単語その

ものの埋め込みベクトル eword を連結したものとする．す

なわち，dword 次元の単語の特徴ベクトル vword ∈ Rdword

を以下のように計算する．

vword = concat
(
eword, vchar

)
3.4.3 複単語表現の特徴ベクトル

次に，単語の特徴ベクトルから，複単語表現の特徴ベク

トルを計算する畳み込みニューラルネットワークを構築す

る．図 5にネットワーク構造の概要を示す．図 5は，図 3

中で，単語から複単語表現の特徴ベクトルを計算する部分

をより詳細に記述したものである．

まず，複単語表現の候補となる単語列を {w1, . . . , wM}
とする．このとき，{w1, . . . , wM}に対応する単語の特徴ベ
クトルは

{
vword
1 , . . . , vword

M

}
となる．複単語表現を構成す

る単語が文中で非連続の場合には，複単語表現の先頭の単

語を w1，最後の単語を wM と定義し，先頭から最後の単語

までの連続した単語列を指すこととする．例えば，図 5で

示す“in getting their money back”の場合には，“getting

... back”が複単語表現の候補となるので，“getting”がw1，

“back”が w4 となり，M = 4である．

まず，畳み込み層では，先ほど同様に，wm を中心とし

た単語 n-gramの特徴ベクトルを連結して z′m とする．

z′m = concat
(
vword
m−⌊kword/2⌋, . . . , v

word
m+⌊kword/2⌋

)
ただし，kword は窓幅である．

次に，z′m に対してアフィン変換を行い，dmwe 次元のベ

クトル h′
m ∈ Rdmwe

を計算する．ただし，非連続パターン

の複単語表現に対処するために，{w1, . . . , wM}の中で複
単語表現の構成要素となる単語と，それ以外の単語とを区
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別し，それぞれ異なるパラメータでアフィン変換を行う．

すなわち，

h′
m =

Wword
I z′m + bword

I if m ∈ P

Wword
O z′m + bword

O otherwise

ここで，Wword
I , bword

I は複単語表現の構成要素となる単

語に適用するパラメータ，Wword
O , bword

O はそれ以外の内部

単語に適用するパラメータである．P は複単語表現の構成

要素となる単語のインデックスmの集合である．

その後，pooling層では，単語ごとに計算したベクトル

h′
m を一つのベクトルへまとめる処理を行う．文字の畳み

込みニューラルネットワークと同様に，max-pooling関数

を用いる．

[vmwe]j = max
1<m<M

[h′
m]j

以上の計算によって，複単語表現の特徴ベクトルを計算

することができる．

複単語表現の構成要素とはならない単一の単語について

も，1単語の複単語表現とみなすことによって，上記と同

じ計算手順によって特徴ベクトルを計算する．ただし，1

単語の場合はmax-pooling関数の入出力が同じベクトルに

なってしまうため，代わりに活性化関数 tanhを用いる．

3.5 複単語表現の同定と品詞タグ付け

上記の畳み込みニューラルネットワークによって計算さ

れた特徴ベクトルを用いて，複単語表現の同定と，各トー

クンに対する品詞タグ付けを行う．

まず，文中に含まれる複単語表現の候補は，特徴ベクト

ル vmwe を入力として，線形分類によって複単語表現であ

るかを判別する．複単語表現であると判別された場合には，

同じ特徴ベクトルを使って線形分類で品詞を決定する．実

際には，複単語表現が複数の品詞を取ることは稀であるた

め，複単語表現であると判別されれば，その品詞はほぼ一

意に定まる．

入力文に含まれる全ての複単語表現を同定した後，残り

の複単語表現ではない単一の単語について品詞を決定する．

これも先ほどと同様に，単語の特徴ベクトル vmwe を線形

分類器に入力し，最適な品詞タグを決定する．ただし，複

単語表現の線形分類器と，単語の品詞を決定する線形分類

器は別々に用意する．

提案モデルの学習は，確率的勾配法によって行う．正解

の複単語表現の範囲とその品詞，それ以外の各単語の品詞

を訓練データとして与えて，モデルの対数尤度が最大にな

るようにパラメータを更新していく．パラメータの更新

は，一文ごとにまとめて行った（ミニバッチ学習）．

ハイパーパラメータ 値

dchar1 10

dchar2 50

dword 150

dmwe 300

kchar, kword 5

表 1 実験で用いた提案モデルのハイパーパラメータ一覧．

適合率 再現率 F 値

規則ベース 95.9 96.7 96.3

拡張 BIO 系列ラベリング [10] 96.8 96.7 96.7

提案手法 97.3 97.3 97.3

表 2 全トークンに対する複単語表現解析の性能

適合率 再現率 F 値

規則ベース 76.1 92.3 83.4

拡張 BIO 系列ラベリング [10] 93.3 90.0 91.6

提案手法 92.2 93.5 92.8

表 3 複単語表現（2 単語以上で構成されるトークン）のみの解析

性能

4. 実験

4.1 実験設定

提案手法の有効性を検証するため，複単語表現解析の実

験を行った．実験で用いるデータは，3.1節で述べたよう

に，英語の OntoNotesコーパスのWall Street Journal部

に対して機能表現および句動詞の注釈が付与されたもので

ある．各注釈は，コーパスの文番号，複単語表現の位置，

複単語表現の品詞，を含む．元々の OntoNotesコーパス

には，各単語に品詞タグの情報が付与されているため，こ

の単語品詞タグと，複単語表現の注釈情報を組み合わせて

学習データおよびテストデータを構築した．学習データは

Wall Street Journalのセクション 02-21，テストデータは

セクション 23とした．学習データに含まれる複単語表現

の数は全部で 10798事例あり，そのうち 434事例が非連続

パターンであった．

実験では，規則に基づく複単語表現解析手法と，Schneider

ら [10]によって提案された系列ラベリングの手法と提案手

法とを比較した．規則ベースの解析手法として，複単語表

現辞書にマッチした候補に対して，それらが文中で連続し

て出現している場合には複単語表現である，そうでない場

合には複単語表現ではないという単純な規則を設けた．単

語の品詞は，後述する Stanford POS Taggerを用いて付与

し，複単語表現の品詞は，データ中で最も頻出した品詞を

付与した．

Schneiderら [10]の手法は，固有表現やチャンキングで

用いられてきた BIOタギングによる複単語表現の同定手
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法を，非連続なパターンへ拡張したものである．彼らの手

法では，{B, I,O, b, i, o}の 6種類のタグを用意して，各単

語にいずれかのタグを付与する．{B, I,O}はそれぞれ，複
単語表現の開始単語，内部または終了単語，外側の単語，

を表す．{b, i, o}は {B, I,O}と同じ意味であるが，ある複
単語表現に別の複単語表現が埋め込まれている場合に，内

部の複単語表現の開始位置や終了位置を表すために用いら

れる．例えば，入力が“in getting their money back”のと

き，正解のタグ系列は“O B o o I”となる．彼らの手法で

は，入力単語に品詞が付与されていることを前提としてい

るため，我々はあらかじめ Stanford POS Tagger *1 を用

いて，10-foldのジャックナイフ法で学習データの品詞を付

与した．テストデータに対しては，全ての学習データで訓

練した Stanford POS Taggerを用いて各単語の品詞を決定

した．

提案モデルのハイパーパラメータは，表 1のように設定

した．また，モデル学習に用いる確率的勾配法の学習率 λ

は，λt =
0.0075

t とした．ただし，tはイテレーション数で

ある．単語の埋め込みベクトル ewordは，word2vec*2を用

いて，英語の Gigawordコーパス *3 に含まれる NewYork

Timesデータから，100次元のベクトルを事前に学習した．

4.2 実験結果

表 2，表 3に実験結果を示す．表 2は，テストデータの

全トークンに対する複単語表現解析の性能を示している．

評価は完全一致基準に基づいており，正解のトークンと予

測したトークンの範囲が完全に一致し，かつ品詞も正しい

ときにのみ正解とする．

表 2に示されているように，提案手法が最も高い性能を

達成していることがわかる．ただし，データに含まれる複

単語表現の割合はあまり多くないため，評価の大部分は単

一の単語に対する品詞タグ付けの精度に依存している．し

たがって，提案手法は，現在広く用いられている Stanford

POS Taggerと比べても同等以上の精度で単語の品詞タグ

付けを行えていることを示している．

次に，表 3は，単一の単語を評価から取り除き，2単語以

上の複単語表現のみの解析性能を評価した結果である．提

案手法は，複単語表現のみの評価でも他手法を上回ること

がわかった．これは，提案モデルが文字や単語，またはそ

の文脈から複単語表現の特徴量を学習できており，高精度

で複単語表現の同定が行えることを示している．拡張 BIO

系列ラベリングの手法 [10]は，1単語ずつ BIOタグ付けを

行っていくのに対して，提案手法は，複単語表現を構成す

る全ての単語を一度に考慮して判別を行うため性能向上に

つながったのではないかと考えられる．

*1 http://nlp.stanford.edu/software/tagger.shtml
*2 https://code.google.com/p/word2vec/
*3 https://catalog.ldc.upenn.edu/LDC2011T07

5. おわりに

本稿では，畳み込みニューラルネットワークを用いて文

字，単語，複単語表現の特徴量をデータから自動的に学習

し，文に含まれる複単語表現の同定および品詞タグ付けを

行う手法を提案した．提案手法は，句動詞のように単語が

文中で連続していない場合にも頑健に複単語表現を同定す

ることができ，規則ベースや系列ラベリングに基づく手法

よりも高性能であることを実験的に確認した．今後は，複

単語表現の解析と，構文解析を統合するモデルや手法を考

案する予定である．
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