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リストマウントカメラによる環境変化に頑健な
日常生活動作認識

大西克典1,a) 原田達也1,b)

概要：本研究では，ウェアラブルカメラによる一人称視点からの日常生活動作認識の新規手法を提案する．
ウェアラブルカメラによる日常生活動作認識においては，従来ヘッドマウントカメラやチェストマウント
カメラといった人の視点に近い位置からの映像が用いられてきた．そのため，背景映像を事前に取得した
環境でしか使えなかったり，学習データの用意に多大な労力を要するという問題があった．そこで我々は，
このような問題を解決するために操作物体をより大きく捉えられる手首に装着したカメラ，すなわちリス
トマウントカメラから撮影した日常生活動作を提案する．加えて，動画像全体の特徴を表現するための新
たな手法を提案し，それが従来の動画像表現より日常生活動作認識精度を大きく向上させることを示した．

1. 序章
近年，カメラ機能のついた様々なウェアラブルデバイス
の開発に伴い，一人称視点からの動作認識に関する研究
が盛んに行われるようになった．そうした一人称視点か
らの動作認識において，認識の対象として日常生活動作
(Activities of Daily Living (ADL))があげられる．日常生活
動作とは，”手を洗う”，”水を飲む”といった基本的な日
常生活における動作のことである．日常生活動作が把握で
きることで，介護・リハビリへの活用や生活習慣の改善と
いった応用が可能となる．
日常生活動作を認識するためには，それぞれの動作に関
連した操作物体に注目することが大切である．例えば，”
コーヒーを作る”という動作であれば，マグカップとコー
ヒーパックに注目していれば可能であり，”掃除機をかけ
る”という動作であれば掃除機に注目していれば可能であ
る．Pirsiavashら [1]は，チェストマウントカメラから撮影
された日常生活動作データセットを作成し，検出された物
体及び人の腕の位置から操作物体を特定する手法を用い
て，多様な環境における日常生活動作認識を可能とし，実
世界における日常生活動作認識においては動作に関わる物
体の認識こそが重要であると示した．
しかし，こうした従来の多様な環境におけるヘッドマウ
ントカメラ (HMC) やチェストマウントカメラ (CMC) と
いった一人称視点カメラによる日常生活動作認識は，物体
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図 1 リストマウントカメラ (左) 及びヘッドマウントカメラ (右) に
よる日常生活動作認識

検出を必要とするため，以下の問題点がある．(1)物体の
位置の特定は完璧に行えるわけではない．(2)手が常に映
像内に映っているとは限らずカメラの視野外で物体操作が
行われることもある．(3)物体の検出を行う上では，学習
データ作成時に，大量の画像にバウンディングボックスを
付与する必要があり，学習データの準備に多大な労力を要
する．
そういった問題点を解決するために，本研究では，日常
生活動作において主に手を利用して物体操作を行うことに
着目し，手首にカメラを装着する．手首に装着したカメラ，
すなわちリストマウントカメラ (WMC)から撮影された映
像であれば，以下の利点がある．(1)操作物体以外の物体
が大きく映り込むことが少ない．(2)常に操作物体が捉え
続けられる．そのため (3)物体の検出を行う必要がなくな
り，物体のバウンディングボックスを付与する必要がなく
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なる．つまり，動作が行われている区間のみを指定するだ
けでよく，訓練動画作成の労力を大幅に削減できる．
そこで本研究では，リストマウントカメラによる映像を
用い，学習データの用意が容易で，より正確かつ環境変化
に頑健な日常生活動作認識システムを提案する．
本研究の貢献は以下の通りである．
• リストマウントカメラ及びヘッドマウントカメラから
撮影した日常生活動作データセットを作成し，リスト
マウントカメラとヘッドマウントカメラの公平な比較
を可能にした．

• 作成したデータセットを用いて動作認識の実験を行
い，リストマウントカメラの有用性を示した．

• 新たな動画像表現手法を開発した．
• 日常生活動作認識において，動画像の新たな認識シス
テムを提案し，実験によりその有用性を示した．

2. 関連研究
2.1 日常生活動作認識
従来，日常生活動作認識は様々な形で行われてきた．手
首に加速度センサを操作物体に RFID タグを付けての認
識 [2]や操作物体に付けた RFIDタグと固定カメラによる
三人称視点映像を組み合わせての認識 [3]といった研究が
行われてきたが，これらでは事前の準備に多大な労力を要
するだけでなく限定的な環境でしか使えない．しかしウェ
アラブルデバイスであれば，装置の準備が簡単で活動範囲
に制限もない．そうした背景と Goproや GoogleGlassのよ
うなカメラ機能の付いたウェアラブルデバイスの開発に伴
い，ヘッドマウントカメラからの映像を用いての日常生活
動作認識が行われるようなった．

2.2 Egocentric Vision
一人称視点からの日常生活動作のパイオニアとして Ren

ら [4]の研究がある．Renらは日常生活動作を推定する上
で操作物体を認識することが重要であることに着目し，42

種類の日用品の画像データセットと，実生活環境で撮影さ
れた 10本の一人称視点からの日常生活動作動画データセッ
トを作成し，それらの定量的評価を行った [4]．そしてそ
のデータセットに対し，オプティカルフローを活用して前
景と背景を分離し，前景と判定された領域に対して HOG

を利用した物体検出を用いることで一人称視点からのより
精度の高い操作物体の認識を行った [5]．Faithら [6]は操
作物体と腕を背景から切り出す方法を開発し，これを用い
て弱教師付き学習で室内における目線カメラからの動作
認識を行った．しかしこれは，限定的な環境にしか対応で
きない．より自然な日常生活上の環境で動作認識を行う試
みとして，腕の位置を検出した後に操作物体を特定する研
究 [7], [8]があるが，そもそも腕がカメラの視界からしば
しば消えたり操作物体が腕に隠れ見えなくなってしまうと

いう問題もある．また腕が完全に検出されたとしても操作
物体を完全に検出することは難しい．Pirsiavashら [1]は，
チェストマウントカメラからの映像に対し，物体と腕の検
出を行うことで操作物体の推定を行った．操作物体が完全
に検出された状態であれば，多様な環境でも高い精度で動
作を認識できることを示したが，完璧な検出そのものが困
難である上に，これを行うためには学習時に，映像内の全
ての物体に位置の情報を与える必要がある．Pirsiavashら
は作成したデータセットに，動作の種類とそれが行われた
時間，物体の種類と位置，人の腕の位置といった情報を付
与したが，これには 10人が行って 1ヶ月要した．これは新
たな動作を加える度に多大な労力を要するため実用的では
ない．実用的な条件下ではウェアラブルデバイスによる，
より環境変化にロバストで，どの区間にどの動作が行われ
ているのかといった簡単な情報だけで学習できる日常生活
動作認識が必要である．

2.3 動画像の特徴表現
動画像の特徴表現は動作認識分野において盛んに研究さ
れている．訓練用動画像から局所特徴を得て，局所特徴を
コーディングするためのモデルを構築するのが，動作認識
に用いる動画像特徴を得る一般的なパイプラインである．
HOF [9]やMBH [10]などといった，動き特徴を表現する局
所特徴量がよく用いられる．局所特徴のコーディング手法
として，Bag of Visual Words (BoVW) [11], [12]が用いられ
ていたが，Wuらは，動作認識において VLAD [13]，Fisher

Vector (FV) [14]を BoVWの代わりに用いる手法を提案し
た [15]．局所特徴量とカメラの動きを取り除ける improved

Dense Trajectory (iDT) [16]を組み合わせることで動作認識
における最高水準の動作認識結果が得られた [17]．
物体認識分野では，近年 Deep Convolutional Neural Net-

works (DCNN)が優れた性能を示しており，物体認識におい
て標準的なパイプラインとなっている [18]．THUMOS2014

[19]の優勝チームは，DCNNの大規模動作認識への応用を
行った．Jainら [20]は，動画の各フレームから DCNN特
徴を抽出し，その全特徴量を平均化することで動画像全体
を表現する特徴を開発した．この簡潔な手法は各フレーム
の全体的な特徴を取ってきているだけであるが，iDTのよ
うな動き特徴と組み合わせることで非常に高い性能を発揮
する．我々の取り組む問題は動作認識と物体認識の中間に
位置する．そのため我々は前述した研究を活用して，リス
トマウントカメラからの日常生活動作認識に適した動画特
徴を開発する．

2.4 リストマウントカメラ
前川ら [21]は，カメラ，マイク，加速度計，照度計，デジ
タルコンパスを搭載したリストマウント型デバイスによる
マルチモーダルな日常生活動作認識を行った．しかしこれ
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図 2 システムパイプライン

はカメラからはカラーヒストグラムを抽出するだけで，操
作物体を認識するには不十分である．そこで，我々の研究
ではリストマウントカメラの特性を十分に分析し，その有
効性を生かした，動画像のみからの日常動作認識を行う．．

3. 提案手法
3.1 システムパイプライン
図 2は，リストマウントカメラを用いた我々の日常生活
動作認識のパイプラインを示したものである．まず，動画
の各フレームをピラミッド領域に分割する．そして各領域
から動画特徴を抽出する．最終的な動画特徴は，各領域の
動画特徴に識別的な重みをかけた物を足し合わせることで
得られる．日常生活動作のクラスを予測するには，最終的
な動画特徴に線形識別器を用いることで得られる．

3.2 Vector of Locally Aggregated Holistic Features
まず，提案する動画表現と基本的なパイプラインについ
て説明する．1章で述べたように，1つの動作はいくつか
の操作物体によって決定されるので，動画表現はそういっ
た日常生活動作特有の問題を上手く扱えるようなものであ
る必要がある．
T 枚のフレームから成る動画 V = {I1, I2, · · · , IT }があ
る時，各フレームに特徴抽出器 (e.g., DCNN)を用いて各フ
レームから大域特徴量を得る．こうして以下の様な大域特
徴量の集合 F を得る．

F = {f t ∈ Rd}Tt=1. (1)

F から動画特徴を抽出する上で，各フレームから得た大域
特徴の集合を局所特徴のようにみなし，VLADをフレーム
の大域特徴の集合に以下のように適用する．

vi =
∑
f∈Ri

(f − ci), (2)

ただし，vi は i 番目の VLAD の構成要素で，{ci}Mi=1 は
訓練動画のフレームの大域特徴からクラスタリング手法
(e.g., kmeans)にって得たコードワードである．そして Ri

は i番目のコードワードの領域である．vi を連結して得

る，v = [v1 . . .vM ] は D = M × d 次元のベクトルにな
る．この動画特徴 vをVector of Locally Aggregated Holistic

Features (VLAH)と呼ぶことにする．
最後に，VLAHに線形識別器を以下のように用いる．

y = w⊤v, (3)

ただし，wは線形識別器の重みベクトルである．
VLADを大域特徴の集合をコーディングするのに用いた
理由は，(1) VLADは物体認識にて良い精度が得られること
が知られており，(2) VLADはコードワードベクトルと特
徴量の差を取るだけなので，小規模の高次元特徴量に対し
て安定した性能を発揮できるからである．(3)また，DCNN

などをの高次元ベクトルを用いた時，コードワードは代表
的な物体の情報と考えられるので，提案する動画特徴は物
体の情報を多く含んだものと考えられる．(4)そして，異
なった順番で同じ物体を操作しても，同じ動画特徴が得ら
れる．(5)加えて，提案手法は動作の長さの違いに影響を
受けにくい．

2章で述べたように，THUMOS2014 [20]の優勝チーム
は，DCNN特徴を平均化して動画特徴を得ていた．この特
徴では，大域特徴の集合の一次の統計量しか得られない．
一方で，本研究の提案手法はより物体情報を含んだ識別的
な動画特徴を得ることができるので，より動作認識に対し
て高い性能を発揮することが期待される．
もちろん，VLADだけでなく FV，Global Gaussian (GG)

[22]，Generalized Local Correlation (GLC) [23]といったコー
ディング手法も用いる．また，時系列情報を捉える Vector

Auto Regression (VAR)も用いた．しかし，これらの手法は
小規模の高次元特徴量から分散行列や転移行列を計算する
ものである．そのため，これらの手法が物体認識に対し発
揮するような性能を，日常生活動作認識にも期待すること
はできない．実験の章にてこれらの手法の比較を行う．
単一のコーディング手法で良い認識性能が得られなくと
も，複数の互いに補い合うような手法であれば，組み合わ
せることでより良い性能を得られるということが知られて
いる．本研究でも，様々なコーディング手法の組み合わせ
を提案する．m番目のコーディング手法によって得られ
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た動画特徴を vm とし，それから得た線形識別器の重みを
wm とすると，最終的な識別器の出力は以下のように得ら
れる．

y =

M∑
m=1

w⊤
mvm. (4)

3.3 Discriminative Spatial Pyramid
カメラを右手首に搭載した時，画面の右側にはユーザー
の右手が常に映る．また操作物体が，右手から遠い位置に
ある左下や右下に現れるといったことはほとんどない (図
5)．そのため，リストマウントカメラを用いて操作物体を認
識するのであれば，おおまかにではあるものの識別的な領
域が固定されている．そこで本研究では，位置情報を活用
するために， 3.1節で述べたように，Discriminative Spatial

Pyramid Representation (D-SPR) [24]を動画特徴に組み込む
ことにする．
動画の各フレームを各ピラミッドレベルにおいて複数の
矩形領域に分割する．この時動画特徴は，全ての領域から
抽出された特徴量を連結することで得られる．vl

kをレベル
lの k番目の矩形領域から得た特徴量だとしたとき，Spatial

Pyramid Representation (SPR) [25]と呼ばれる次のベクトル
vs が得られる．

vs
⊤ =

(
v0
1
⊤
,v1

1
⊤
, . . . ,v1

c(1)

⊤
, . . . ,vL−1

1

⊤
, . . . ,vL−1

c(L−1)

⊤)
,

ただし，c(l)はピラミッドレベル lにおける矩形領域の数
であり，Lはピラミッドのレベルの数である．

SPRは動画特徴の空間的特徴を捉えるが，各領域の識別
的な情報は含んでいない．そこで，レベル lの k番目の領
域が，その領域の識別的な重み αl

k を持つと考える．重み
付けされた SPRは各レベルにおける各領域から得た動画
特徴の和で定義される．その式は以下のように書ける．

vw =

L−1∑
l=0

c(l)∑
k=1

αl
kv

l
k = V α. (5)

ただし α ∈ Rdw，dw =
∑L−1

l=0 c(l)，V ∈ Rd×dw は下式で
定義される．

α =
(
α0
1, α

1
1, . . . , α

1
c(1), . . . , α

L−1
1 , . . . , αL−1

c(L−1)

)⊤
, (6)

V =
(
v0
1,v

1
1, . . . ,v

1
c(1), . . . ,v

L−1
1 , . . . ,vL−1

c(L−1)

)
. (7)

重みベクトル αは，PLSや Fisher SPRによって得られ
る固有値ベクトルである．αの詳しい導出方法は紙面の都
合上省略する．本研究では，PLSを用いた．固有値ベクト
ルの集合 A = {αi ∈ Rdw}Nw

i=1 を用いて，v
(Nw)
W ∈ RNwd を

以下のように定義し直す．

v
(Nw)
W =

(
(V α1)

⊤
, . . . , (V αNw )

⊤
)⊤

. (8)

3.1節で述べたように，本研究では最終的なカテゴリを
得るために線形識別器を用いた．

y = w⊤v
(Nw)
W . (9)

4. データセット
リストマウントカメラから撮影された日常生活動作認識
の公開データセットが存在しないため，本研究では新たに
リストマウントカメラ及びヘッドマウントカメラから撮影
した日常生活動作データセットを作成した．本章では，作
成したデータセットの詳細について説明する．
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図 3 本研究で作成した日常生活動作動作カテゴリとクラス

4.1 動作クラス
動作リストは，日常生活動作認識に関する研究 [1], [26],

[27]を参考に決定した．まず，一人称視点からの日常生活
動作認識研究 [1]の 18種類の動作のうち，歯磨きや洗濯
といった多くの被験者が撮影に対し拒否感を示すようなク
ラスを除いた．そしてより多様なデータセットにするため
に，他の日常生活動作認識の研究 [26]やアルツハイマー病
の治療の評価 [27]に使われた日常生活動作の動作種類を参
考に，既存のカテゴリに新たな動作を追加し，また新たな
カテゴリとそれに属する動作も増やした．図 3に示すよう
に，合計で 5カテゴリ 23種類の日常生活動作を本研究で
は認識対象とする．

4.2 データセット収集とアノテーション
データセット収集にあたり，目線カメラとして GoPro社
製の GoPro HERO3+*1 を，リストマウントカメラとして
Panasonic社製の HX-A100*2 を図 4のように装着し，2種
類の動画を同時に撮影した．既存の一人称視点からの日常
*1 http://jp.shop.gopro.com/cameras
*2 http://panasonic.jp/wearable/a100
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図 4 ヘッドマウントカメラ及びリストマウントカメラ装着図

生活動作データセット [1]同様に，被験者には，より自然
な動作が撮影できるよう細かい動作手順は指示せず，図 3

の動作リストの中から複数選択し，撮影を行ってもらった．
動画内における動作のラベル付にあたって，動作はその動
作に必要な前後の動作も含めて 1 つの動作と定義してい
る．例えば”手を洗う”という動作であれば，手を洗うため
に蛇口を捻り手を水で洗って蛇口を閉めるところまでが”

手を洗う”と定義される．被験者数は 20で，撮影された映
像は目線カメラとリストマウントカメラそれぞれ約 6.5時
間，約 69万枚フレームずつとなった．

!"#$%&

!"#'%&

!"#$%&'#("#)*+, !

!"#$%&'#("#)*-,!

<environment A>!

<environment B>!

図 5 ”vacuuming”のデータセットの例．左がヘッドマウントカメラ
から，右がリストマウントカメラから撮影された映像で，上が
環境 A で，下が環境 B で撮影されたもの．

4.3 データセットの特性
日常生活における操作物体は環境によって様々である．
そのため，日常生活動作認識を行う上では，多様な環境に
対応出来る必要がある．そこで本研究では，20人の被験者
にそれぞれの生活環境で動画を撮影してもらった．20人の
被験者が 23種類の日常生活動作を撮影した映像は，ヘッド
マウントカメラとリストマウントカメラそれぞれ約 6.5時
間，約 69万枚フレームずつとなった．データセットの例
である，図 5に示すように，同じ動作であってもカメラに
映っている環境は，被験者によって全く異なるものとなっ
ている．

5. 実験結果
本章では，提案手法とベースライン，及びリストマウン

トカメラとヘッドマウントカメラの比較実験の結果につい
て述べる．

実験設定
動画は 1fps に落として使用した．leave-one-out corss-

validation法を用いて評価を行う．フレームの各領域の特
徴量を求める際には，一般物体認識において高い性能を示
すことで知られている DCNNを利用する．フレームの各
領域を ImageNet2012データセット [28]で学習済みの 8層
Convolutional Neural Network [29]に入力し，その中間出力
である 7層目の状態を得る．得られた 4096次元の特徴量
をフレームの各領域の特徴量 f とする．本研究ではベース
ラインとなる手法として，第 2章で述べた，Jainらの手法の
うち，見た目の特徴量を求める手法を参考に，各フレーム
の画像全体から得られた特徴量を Averagingにてコーディ
ングする手法を採用する．次元圧縮には PCAを用い，識
別器には SVMを用いる．

5.1 リストマウントカメラとヘッドマウントカメラの比較
VLAD，FV，GG，GCL等のコーディング手法において，
クラスタリングを行う際に，次元数が大きすぎるとクラス
タリングが上手く行かず識別性能を大きく下げてしまう可
能性があり，次元圧縮を必要とする場合がある．しかし，
同時に次元数を圧縮しすぎることによって性能が下がって
しまうことがある．また，VLADは正規化の手法によって
精度が変化する [30]ことが知られているため，本実験に最
適な正規化手法を検討する必要がある．そして，VLADや
FVを使用する際に事前に決める必要があるコードブック
数について検討する必要がある．そこで，各コーディング
手法毎に様々なパラメータを試し，精度と計算量を考慮し
て決定した．表 2は，各コーディング手法毎に最も良い性
能を示した際の認識率を示したものである．まず VARを
除いた全ての手法においてリストマウントカメラがヘッド
マウントカメラより 10%以上高い性能を示している．ここ
からリストマウントカメラのヘッドマウントカメラに対す
る優位性が見て取れる．

表 2 各コーディング手法による認識率

Avg. VLAD FV VAR GG GLC

WMC 44.7 48.1 42.3 8.4 41.7 39.0

HMC 34.1 36.3 30.5 8.3 32.9 32.2

表 3は，各コーディング手法を組み合わせた場合の正答
率のうち代表的なものを比較したものである．リストマウ
ントカメラでは，全ての手法を組み合わせた時が 52.8%と最
も高い性能を示し，Averagingのみの 44.7%と比べ 7.9%向
上させた．本研究でコーディング手法は，全ての手法を組
み合わせたものを使用することとする．
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表 1 Spatial Pyramid Representation (SPR)及び Discriminative Spatial Pyramid Representation (D-

SPR) の比較
Level 0-2 Level 0-2 without SPR

1×1, 2×2, 4×4 1×1, 3×1, 4×3 (baseline)

Algorithms WMC HMC WMC HMC WMC HMC

Averaging + SPR 43.9 32.8 47.6 35.5 44.7 34.1

All codings + SPR 52.1 33.7 52.1 38.2 52.8 40.0

All codings + D-SPR(proposed) 54.4 37.3 56.2 43.6 - -

5.2 位置情報
ここまでの実験設定を用いて，提案手法の性能を測り，
コーディング手法に Averagingのみを用いた SPR及び Av-

eragingとVLADと FVを用いた SPRとの比較実験を行う．
D-SPRにおいては，重みベクトルの計算方法は PLS Spatial

Pyramidを使用し，パラメータNwは，もっともよい性能を
示した Nw = 3をヘッドマウントカメラに，Nw = 7をリ
ストマウントカメラに用いた．また，ピラミッドの切り方
は，一般的に使用されている 1× 1, 2×2, 4×4だけでなく，
1×1+3×1+4×3を用いた．これはリストマウントカメラに
おいて，画面を縦に 3分割した時右端に手，中央に操作物体，
左端に背景が来る傾向があることに着目したためである．
表 1は，その実験結果である．表に示すように，ピラミッ
ドの切り方が 1×1, 2×2, 4×4の時に比べ，1×1+3×1+4×3

の時は，平均で 3.15%高い識別を示している．また，全て
のコーディング手法を用いた時は，Averagingのみに比べ
平均で 4.08%高い性能を示し，SPRではなく D-SPRを用
いることで平均で 3.85%高い性能を示している．
図 6は，リストマウントカメラのデータセットに提案手
法を用いた時の DSPRの各ピラミッドの重みを可視化した
ものである．Level 1，2においていずれも右側があまり重
要な領域でなく，中心に近い領域が重要な領域となってい
ることがわかる．これは，右側には撮影者の手だけが映っ
ていることがほとんどであり，識別に重要な情報がほとん
どないこと，そして操作物体の現れることの多い中心に近
い領域が重要な情報が集まっていることがわかる．

5.3 動作検出
実用的な環境下においてはどの時間に動作を行ったのか
といった情報は与えられない．そこで，本節では，時間方
向にスライディングウィンドウを用いての提案データセッ

表 3 コーディング手法の組み合わせ

Avg. VLAD FV VAR GG GLC WMC HMC

✓ ✓ ✓ 50.7 37.6

✓ ✓ ✓ ✓ ✓ 52.3 40.1

✓ ✓ ✓ ✓ ✓ 50.6 40.7
✓ ✓ ✓ ✓ ✓ ✓ 52.8 40.0

トの認識を行う．表 4は，その Average Precisionを表した
ものである．この表に示す通り，テストデータに動作区間
の情報を与えず動作を検出する場合でもリストマウントカ
メラに提案手法を用いるものが最もよく検出できている．

0.1! 0.15! 0.2! 0.25! 0.3! 0.35!

Level 0! Level 1! Level 2!

図 6 リストマウントカメラに提案手法を適用した時の D-SPR の重
みを可視化した図

図 7は，我々のデータセットで動作検出を行った時の例
である．x軸が時間軸で，各色がそれぞれの動作を表す．
一番上がヘッドマウントカメラにベースラインの手法を用
いたもの，中央がリストマウントカメラに提案手法を用い
たもの，一番下が正解データである．予測された動作のス
コアが閾値以下の区間では，なにも動作が行われなかった
区間とした．この閾値は，損益分岐点の値を用いた．
図 7 に示す通り，いくつか検出できていないクラスや
違ったクラスが検出されていることがあるものの，リスト
マウントカメラに提案手法を用いた時の方がヘッドマウン
トカメラにベースラインの手法を用いた時より良い性能を
示している．例えば，Video Aでは，リストマウントカメ
ラに提案手法を用いた時は”use refrigerator”(正解データの
左から 11番目の茶色のクラス)をほとんど完璧に検出で
きている一方で，ヘッドマウントカメラにベースラインの
手法を用いた時は全く違ったクラスが検出されている．他

表 4 Average precision

baseline proposed

HMC WMC HMC WMC

Average Precision 0.304 0.319 0.365 0.510
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図 7 動作検出の例
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図 8 ヘッドマウントカメラ及びリストマウントカメラに対するベー
スラインと提案手法の性能

の例として，リストマウントカメラに提案手法を用いた時
は，”drink water from a cup”(正解データの左から 14番目の
オレンジ色のクラス)をほとんど完璧に検出できている一
方で，ヘッドマウントカメラにベースラインの手法を用い
た時はそもそも動作が検出されていない．Video Bでは，
動作時間の長いものが上手く検出できていないように見え
る．しかし，”make tea”(正解データの左から 2番目の水色
のクラス)は，いくつか”make tea”，ユーザーが紅茶の葉を
浸して待っている時の動作等，関係のない動作を含んでい
る．そのため，断続的に予測されたクラスというのは，そ
のクラスの重要な部分のみが予測されていると考えられる．

5.4 考察
図 8 は，提案手法とベースラインの手法から得られた
結果を示している．Top1のスコアでは，リストマウント
カメラに提案手法を用いた時が 56.2%と，ヘッドマウント
カメラにベースラインの手法を用いた時の 34.1%に比べ
22.1%高い性能を示した．Top3のスコアでは，リストマウ
ントカメラに提案手法を用いた時が 78.3%と，ヘッドマウ
ントカメラにベースラインの手法を用いた時の 60.1%に比
べ 18.2%高い性能を示した．
各手法におけるクラス別の識別率のグラフを図 9 に示
す．図 9から，”wash hand”と”dry hand”は明らかに目線
カメラ＋ベースラインの方がより正しく識別されている

ことが伺える．これは，リストマウントカメラにおいては
手が常に映っているため，手に対する動作を識別するのは
難しいためと考えられる．一方で，”wipe desk”や”open

and close drawer”といった動作（グループ 1），”drink water

from a bottle”や”drink water from a cup”といった動作（グ
ループ 2），そして”cut paper”や”staple paper”や”open

and close door”といった動作（グループ 3）などにおいて，
リストマウントカメラが大きく目線カメラを上回った．グ
ループ 1に関しては，目線カメラでは机の上の物の動作に
関係のない物などが映ってしまい動作を識別しにくいが，
リストマウントカメラであれば布巾や引き出しといった必
要な操作物体のみ映るためにより正確に識別できたと考え
られる．グループ 2に関しては，目線カメラでは口元が映
らず，必要な操作物体であるペットボトルやコップが視界
から外れてしまう一方で，リストマウントカメラならそれ
らを捉え続けられるためにより正確に識別できたと考えら
れる．そしてグループ 3に関しては，ハサミやホチキスや
ドアノブといった認識にとって重要な操作物体は目線カメ
ラでも捉えられはするものの，小さく映ってしまうために
認識しづらい．一方でリストマウントカメラであれば，そ
れらの物体が大きく映るためにより正確に識別できたと考
えられる．

6. 結論
本研究では，リストマウントデバイスとコンピューター
ビジョンを組み合わせることを提案し，ヘッドマウントカ
メラ及びリストマウントカメラによる日常生活動作データ
セットを作成した．そしてそれらを用いて，より簡単な情
報だけで学習を行い，より多様な環境に対しロバストな操
作物体認識が行うためには，ヘッドマウントカメラよりも
リストマウントカメラが有効であることを示した．また，
より精度の高い認識を行えるよう，新たな日常生活動作認
識のための動画認識手法を提案し，それが有効であること
を実験にて示した．
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図 9 各クラスごとの認識率
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