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ソーシャルキュレーションデータを用いた
画像コンテクストマイニング

木村 昭悟1,a) 石黒 勝彦1 Alejandro Marcos Alvarez1,†1 山田 誠1,†2 片岡 香織2 村崎 和彦2

概要：本論文では，ソーシャルキュレーションサービスの画像データから，共通するコンテクストを持つ
画像群を自動的に発見する手法を提案する．ソーシャルキュレーションは，日本語では一般に「まとめサ

イト」とも呼ばれ，キュレーターと呼ばれる人間が既存コンテンツを人手で収集・選択した結果を編集コ

ンテンツ群として共有する仕組みである．その結果として得られた編集コンテンツ群は，通常の SNS上

のコンテンツとは異なり，キュレーターにとって不要なコンテンツが除去され，キュレーターの意図や意

見を反映した一貫した指針に基づいて生成されている．このことから，編集コンテンツ群を構成するコン

テンツは，共通のコンテクストを保持していることが期待される．本論文では，このソーシャルキュレー

ションのプロセスに着目することで，共通のコンテクストを持つ画像群を非常にシンプルな手法で大量に

発見することが可能であることを示す．さらに本論文では，発見した画像群を画像認識・検索のコーパス

として利用するための重要なステップとして，コンテクストの共通性を考慮した画像特徴量の低次元埋め

込み手法を提案する．この手法を利用することで，類似するコンテクストを持つと思われる画像が類似す

る低次元特徴量を持つような埋め込みを実現すると共に，画像分類のタスクで同様の機能を実現する従来

手法と比較して高い分類性能を実現できることを実験的に示す．

1. Introduction

任意の画像を柔軟に認識・理解する知能の構築は，パター

ン認識・メディア理解の研究分野における究極目標の一つ

でありながら，未だに挑戦的な研究課題の一つである．そ

の理由として，画像の見た目と内容との間に存在するいわ

ゆる ”セマンティックギャップ” を埋める特徴量・モデル

化等の技術が十分ではない点がある．特に，必ずしも自然

言語との直接的な対応付けが容易ではない概念やコンテク

ストなどを獲得し表現することにおいては，計算機の能力

は人間にはるか及ばないのが現状である．一方で人間は，

言語・音・外部知識など各種の補助情報を利用することで，

画像の内容を形成する概念を獲得していると考えられ，計

算機においても同様の戦略が有効であると期待される．

上記の問題を解決しうる可能性を持つ新しいタイプの情
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報資源として，ソーシャルメディアが非常に注目を集めて

いる．ソーシャルメディアが注目を集めている一つの理由

は，コンテンツ間の関連性・ユーザーネットワーク・位置

情報なと，従来のマルチメディアコンテンツにはあまり含

まれなかった多様な付加情報が大量に獲得できる点にあ

る．一方で，SNS の発展によって，誰もが情報を発信し

消費できるようになったが故に，大量の画像コンテンツが

次々とと生み出されるようになり，人間ですらも，日々拡

大する膨大な量のメディアコンテンツを扱いきれなくなっ

ている．そのため，まずは，あまりに膨大すぎるデータの

中から，価値あるメディアや情報源を効率的に抽出するこ

とが必要となる．SNS上のメディアコンテンツを解析する

様々な先行研究の多くは，コンテンツから情報や価値を自

動的に抽出し可視化することを目指している．

その一方で，自動的なソーシャルメディア解析とは異な

る方向性で注目を集める一大潮流として，ソーシャルキュ

レーションがある．これは，ユーザである人間が自発的に

人手でメディアの収集・評価・選択および編集を行い，そ

の結果として得られた編集コンテンツ群を共有するプロセ

スとして規定され，日本では一般に「まとめサイト」の名

で広く知られている．ソーシャルキュレーションを支える

のは，キュレーターと呼ばれる，メディアの取捨選択と再

構成を行うユーザ層である．このキュレーターの介在によ
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図 1 提案手法の概略

り，ソーシャルキュレーションは，一般的な自動解析・可

視化技術とは異なった独自の再編集コンテンツを生み出す

ことが可能となる．すなわち，取捨選択された再編集コン

テンツは，キュレーターの目と手によって人為的にかつ一

貫した方針によって収集され，同一のコンテクストを共有

していることが期待される．

上記の背景に基づき，本論文では，ソーシャルキュレー

ションの特性に着目した，新しい画像コンテンツ解析の方

法を提案する．特に本論文では，画像を対象コンテンツと

するソーシャルキュレーションサービスである Pinterest

を利用する．Pinterestには，画像コンテンツをまとめる

グループである ”board” を自由に作成できる機能がある．

Pinterestでは，この boardを，ユーザ自身がアップロード

した画像ではなく，他のユーザが持つ別の boardに含まれ

る画像で構成することが一般的である．すなわち，board

にユーザが画像コンテンツを集めていく作業は，画像コン

テンツを対象としたソーシャルキュレーションと見なすこ

とができる．また，多くのユーザは，自分自身が所望の画

像を見つけやすいように，各 boardに特定のコンテクスト

を持たせる．各 boardが特定のコンテクストを持ち，かつ

画像が boardから boardへコピーされていくことを考慮す

ると，数多くの画像を共有している boardの対は，類似し

たコンテクストを持つことが期待される．本論文では，こ

の知見を利用することで，類似したコンテクストを持つ画

像群を発見する問題を，Pinterest上での画像の共有講堂を

表現するグラフから強連結構造を抽出する問題として定式

化できることを示すと共に，独自に収集した大規模コーパ

スを用いて，グラフ構造の近接関係がコンテクストの類似

関係と密接に関わることを実験的に示す（図 1左）．

さらに本論文では，このように獲得したコンテクストの

類似関係を，未知の画像の認識や検索のために利用する手

法についても提案する．具体的には，グラフ表現されたコ

図 2 Pinterest の概要

ンテクストの類似関係を補助情報として利用する，画像特

徴量の低次元埋め込みの新しい手法を提案する．この手法

を利用することで，言語化が必ずしも容易は限らないコン

テクストの類似関係を，低次元画像特徴量の類似関係に変

換できるようになると共に，より高次の意味や概念を考慮

した画像分類・認識・検索が可能となる（図 1右）．

2. 画像コンテクストの自動発見

2.1 Pinterestの仕組み

まず，本論文で対象とするソーシャルキュレーション

サービスである Pinterestの概要について，図 2を用いて

説明する．

Pinterestは，スクラップブックに写真や雑誌の切り抜き

を貼り付けていくような感覚で，お気に入りの画像を集め

たり共有できる，画像共有サービスと見ることができる．

Pinterestのユーザは，”board” と呼ばれる画像のグループ

をいくつか所有し，一般的な SNS同様に，フォローしてい

る友人が共有したコンテンツが，”wall” と呼ばれるタイム

ラインに表示される．この wallでお気に入りの画像を見

つけた際に，ほぼ 1クリックでその画像を自分が所有する

いずれかの boardに ”pin”（画像へのリンクを作成）する

ことができる．ユーザが pinする手段は，主に以下の 2通

りが提供されている．

( 1 ) Pin: Web上にある画像へのリンクを作成し，それを

いずれかの boardに紐付ける．

( 2 ) ”Repin”: 他のユーザのいずれかの boardに存在する

pinをコピーして，それを自分のいずれかの boardに

紐付ける．

この 2通りの pinする手段が提供されることにより，まず

あるユーザが興味を持つ画像を webで見つけて pinし，そ

の画像を別のユーザが wallで見つけて repinし，また他の

ユーザが repinする，という，画像コンテンツの伝搬のサ

イクルが産まれる．

このように作成されたそれぞれの pin には，画像コン

テンツだけではなく，画像の提供元，画像が pin された

board，repin元の boardの所有者，画像を最初に pinした

ユーザや board，その pinが repinされた boardやユーザ

など，様々な補助方法が含まれる．多くのユーザは，自分

自身もしくは他のユーザが所望の画像を素早く見つけら
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図 3 Pin diffusion graph

図 4 Board diffusion graph

れるように，各 board に自身が設定した特定の概念や内

容を対応させ，その概念や内容に適合する画像のみをその

boardに pinする傾向が強く見られる．

2.2 類似コンテクストを持つ画像群の発見

各 board が特定のコンテクストを持ち，かつ repin に

よって複数の boardを次々と伝搬していくことを考慮する

と，伝搬を通じて数多くの画像を共有した boardの対は，

類似したコンテクストを持つことが期待される．この知見

を利用すると，類似したコンテクストを持つ画像群を発見

する問題は，伝搬を通じて数多くの画像を共有した board

の集合を発見する問題に置き換えることができる．本節で

は，このような boardの集合を効率的に発見する手法につ

いて説明する．

前節に示したように，各 pinから，pinされた画像の出

展元 URL，その pinが repinであるかどうか，repin元の

boardを所有するユーザを知ることができる．これらの情

報から，当該 pinの repin元である pinをただ一つに特定

することができる．図 3において，Pin 2が Pin 1の repin

元として特定された pinである．同様にして，すべての pin

に対してその repin元を辿ることにより，各 pinをノード，

repin元 pinに対応するノードから repin先 pinに対応する

ノードへの経路を有向エッジとする，木形状の有向グラフ

を多数得ることができる．この有向グラフを pin diffusion

graphと呼ぶ．Pin diffusion graphの例を図 3に示す．

Repin元 pinと repin先 pinが異なる pin IDを持つこと

から，各 pin が属する board は一意に特定できる．つま

り，すべての pin はいずれか 1 つの board に属すること

になる．このことから，図 4に示すように，pin diffusion

graphの各ノードを，所属する boardごとにまとめること

ができ，その結果は一意に定まる．その過程で，repin元・

repin先双方の boardを共有するエッジも一つにまとめら

れ，新らしいエッジの重みはまとめられたエッジの数と

なる．このように構成された，boardをノードとする新た

な有向グラフを，board diffusion graphと呼ぶ．図 4に，

board diffusion graphの構成例を示す．

Board diffusion graphは，boardから boardへの画像の

伝搬の様子をグラフ表現したものである．このことから，

本論文で解くべき問題である，類似したコンテクストを持

つ画像群を発見する問題は，board diffusion graphで相互

連結の強いノードの集合を検出する問題と読み替えること

ができる．この問題は，グラフクラスタリングとして広く

知られており，モジュラリティ最大化として定式化する方

法が標準的である．本論文では，モジュラリティ最大化基

準のグラフクラスタリング手法として Louvain法 [1], [2]

を採用すると共に，多数のノードを含む巨大クラスタが生

成されないように，一定数以上のノードを含むクラスタに

再帰的にクラスタリングを実行する階層クラスタリングを

行う．

3. コンテクストを考慮した画像特徴量の低次
元埋め込み

本節では，このように獲得したコンテクストの類似関係

を，未知の画像の認識や検索のために利用する手法につい

ても提案する．具体的には，board diffusion graphという

形でグラフ表現されたコンテクストの類似関係を補助情報

として利用する，画像特徴量の低次元埋め込みの新しい手

法を提案する．この手法を利用することで，コンテクスト

の類似関係を低次元画像特徴量の類似関係に変換すること

を可能とする．

本節で提案する低次元埋め込み手法は，learning using

privileged information (LUPI) と呼ばれる，学習時のみに

利用可能な補助情報を用いた機械学習手法の枠組を利用し

ている [3], [4]．すなわち，特徴ベクトル x ∈ X ⊂ Rd から

クラスラベル y ∈ Y ⊂ N を予測する予測器 f : X → Y の
学習に，特徴ベクトルとは別に用意された補助情報 (privi-

leged information) v ∈ V ⊂ Rpを利用する枠組である．こ

こで注意すべきは，予測器 f は特徴ベクトルのみからクラ

スラベルを予測することから，補助情報は予測器の学習に

しか用いることができない点というである．
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3.1 問題設定

画像特徴量は d次元ベクトル x ∈ X ⊂ Rd で表現され，

それぞれクラスラベル y ∈ Y = {1, 2, . . . , C}が与えられ
ている．さらに，各画像特徴量に対して，別の p次元ベク

トル v ∈ V ⊂ Rp が補助情報として与えられているものと

する．本節で説明する教師付き次元削減は，LUPIの一般

的な設定と同様，この画像特徴量・補助情報・クラスラベ

ルの三つ組み

D = {(xi,vi, yi)|xi ∈ X , vi ∈ V , yi ∈ Y, i = 1, . . . , n}.

が学習データとして与えられたときに，各クラスの特徴量

をより良く分離する低次元表現 z ∈ Z ⊂ Rm (m ≤ d) を

得るための変換 f : X → Z を獲得することが目的である．
ここでは簡単のため，線形変換を対象とする．

3.2 局所線形判別分析

本節では，提案手法の基礎となる局所線形判別分析 (Lo-

cal Fisher Discriminant Analysis: LFDA) [5]について説

明する．

LFDAは，特徴量の局所的な構造を考慮した教師付き次

元削減手法であり，クラス間分散を大きくし，クラス内分

散を小さくするような線形変換 T ∗ を一般化固有値問題に

よって求める．LFDAでは，このクラス内・クラス間分散

の計算で，特徴量の局所構造を考慮する．クラス間共分散

行列 Sb 及びクラス内共分散行列 Sw はそれぞれ以下のよ

うに計算される．

Sb =
1

2

n∑
i,j=1

Db
i,j (xi − xj) (xi − xj)

⊤
,

Sw =
1

2

n∑
i,j=1

Dw
i,j (xi − xj) (xi − xj)

⊤
,

Db
i,j =

{
Ai,j(1/n− 1/nc) if yi = yj = c,

1/n if yi ̸= yj ,

Dw
i,j =

{
Ai,j/nc if yi = yj = c,

0 if yi ̸= yj .

ここで，nc はクラス c に所属する特徴ベクトルの数，

A = {Ai,j}はアフィン行列と呼ばれ，その i行 j 列の要素

Ai,j に，i番目の特徴ベクトルと j 番目の特徴ベクトルと

の間の類似性を表現する値を持つ．一般には，局所スケー

リング法 [6]で特徴ベクトルからアフィン行列を計算する

と良い性能が得られることが知られている [5]．

上記 2つの共分散行列を用いることで，変換行列 T ∗ の

各列ベクトルは，以下の一般化固有値問題の解として選ら

れる [7]．

Sbφ = λ(Sw + ηId)φ.

上記の一般化固有値問題の解のうち，固有値 λが大きい順

にm本の固有ベクトル φ1, . . . ,φm を取り出し，それを列

ベクトルとして並べた，以下の行列が，求める変換行列 T ∗

となる．

T ∗ = (φ1|φ2| . . . |φm) ,

3.3 補助情報を用いた局所線形判別分析

LFDAでは，アフィン行列 Aに特徴ベクトル間の類似

関係を持たせ，この類似関係に応じてクラス内・クラス間

共分散行列の計算に重み付けを与えていた．一方，本論

文で採用する補助情報付き局所線形判別分析 (LFDA with

privileged information: LFDA+) [8]では，アフィン行列

の計算に補助情報を用いる．より具体的には，補助情報が

類似する場合にアフィン行列の要素が大きく，補助情報が

大きく異なる場合にアフィン行列の要素が小さくなるよう

に設定することで，補助情報が類似する特徴ベクトルが共

通に持つ特徴成分を強調する．

Ai,j = exp

(
−∥vi − vj∥2

2σ2

)
,

ここで σ は分散を制御するパラメータである．

3.4 補助情報の構成方法

本節では，補助情報の具体的な構成方法について説明する．

補助情報は，前節で述べた通り，各画像 xi (i = 1, 2, . . . , n)

について 1本の多次元ベクトル vi が構成される．特に本

節では，2節で獲得したコンテクストの類似関係を考慮し

た以下の 3通りの構成方法を提案する．

User: この構成方法では，所定の画像にどのユーザが興味

を持ったかについての情報をベクトル化することにより，

関心を持つユーザ層の類似性から画像の類似性を表現する

ことを狙う．具体的には，Pinterestのユーザ数と同じ次元

のベクトルを用意し，j番目のユーザが i番目の画像を pin

もしくは repinしたときに，i番目のベクトル vi の j 次元

目の要素 vi,j を 1に，それ以外の場合には 0とする．

Board: この構成方法では，所定の画像がどの boardに属

しているかについての情報をベクトル化することにより，

所属 boardの類似性から画像の類似性を表現することを狙

う．具体的には，board数を同じ次元数のベクトルを用意

し，j 番目の boardが i番目の画像を含むとき，i番目のベ

クトル vi の j 次元目の要素 vi,j を 1に，それ以外の場合

には 0とする．

Cluster: この構成方法は，board diffusion graphから抽

出した boardクラスタに関する情報をベクトル化するもの

で，最もコンテクストに関する情報が多く含まれると期待

される．具体的には，クラスタ数と同じ次元数のベクトル

を用意し，i番目のベクトル viの j 次元目の要素 vi,j を以

下のように設定する．

vi,j = ni,j/ni,
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図 5 Board diffusion graph及びそのクラスタリング結果の可視化

表 1 補助情報を特徴量として画像分類を行った際の分類性能 (in

%)．行：分類器の種類，列： 補助情報の種類．
User Board Cluster

Linear regression 87.09 98.94 97.36

k = 1 85.46 98.70 97.13

kNN k = 5 88.08 98.88 97.64

k = 10 88.78 98.84 97.62

ni,j は i番目の画像が j 番目のクラスタに含まれる board

に pinされたのべ回数，ni は i番目の画像が pinされたの

べ回数の合計値である．

4. 実験

本節では，提案手法の有効性を検証するために行った，

Pinterestから収集した実際のソーシャルキュレーション

データを用いた実験の結果について説明する．収集した

データは 19万 boards，104万 pinsによって構成される．

構成された board diffusion graph は 18 万ノード，32 万

エッジを持つスパースなグラフとなり，グラフクラスタリ

ングによって約 1000 個のクラスタを抽出した．図 5に，

board diffusion graphとそのクラスタリング結果を 2次元

平面上に可視化した結果を示す．可視化には専用ツール

Gephiを利用し，ノードの大きさが次数を，ノードの色が

所属するクラスタを表現するように可視化を行った．

4.1 自動検出した画像群のコンテクストの共通性

本節ではまず，Pinterestの boardに含まれる画像が共通

表 2 画像分類を行った際の分類性能 (in %)．行：分類器 (k-NN)

の種類，列： 低次元埋め込み手法の種類．Graph Reg. = グ

ラフ正則化を用いた従来手法 [10]．
Orig. Graph PCA LFDA Prop.

Linear regression 39.7 39.4 33.6 38.7 42.5

k = 15 37.9 - 35.7 42.5 45.1

kNN k = 20 38.1 - 36.2 42.7 45.4

k = 25 38.2 - 36.4 42.8 45.6

のコンテクストを持つかどうか，2節で説明した手法が類

似コンテクストを適切に抽出できたかどうか，この 2点を

検証するために，3節で提案した補助情報を画像の特徴量

と見なして画像分類を実行する予備実験を行った．あらか

じめ定めた 10クラス *1 に関連する boardと，その board

に属する 30万 pins及びユニーク画像 20万枚をデータセッ

トとして用いた．データセット内の各画像について，3.4

節に説明した 3通りの手法 (User, Board, Cluster) で補助

情報を抽出し，これを画像特徴量とした．20万枚の画像を

学習用 15万枚とテスト用 5万枚にランダムに分割し，学

習用画像の特徴量を用いて 10クラスの分類器を学習し，テ

スト用画像で分類器の性能を測定した．

表 1に，3通りの補助情報の構成方法及び 4通りの分類

器についての分類性能を示す．Board補助情報がいずれの

分類器においても非常に高い分類性能を示している表 1の

結果は，boardに含まれる画像が共通するコンテクストを

持っていることを示唆するものである．また，Cluster補

助情報が board補助情報とほぼ同等の分類性能を示してい

ることから，2節で説明した，board diffusion graphのク

ラスタリングに基づく提案手法が，キュレーションデータ

に内在する画像のコンテクストを適切に抽出できているこ

とを示唆する結果であると言える．

4.2 コンテクストを考慮した特徴量の低次元埋め込みの

効果

続いて，抽出したコンテクストが画像の認識・検索に有

用であるか，提案の画像特徴量の低次元埋め込み手法が有

効に機能するか，この 2点について検証する．本節では，

前節に示したデータから無作為に抽出した画像 12500枚及

び関連する pinや boardの情報をデータセットとして利用

する．このデータセットに含まれる Pinterestユーザ数は

170，board数は 630，boardクラスタ数は 390であった．

画像分類のための画像特徴として，本節では，大域的特徴

量の一つである GIST [9] 960次元を用いる．

続いて，表 2に，提案手法を画像分類のタスクに利用し

た際の実験結果を示す．ここでは，PCA・LFDAの他に，

低次元埋め込みをしないGIST 960次元 (Orig.)，及びグラ

フ構造を分類学習の正則化に利用する従来手法 [10] (Graph

*1 Architechture, fashion, cupcake, animals, chocolate, flowers,
blue, sea, Christmas, green の 10 クラス．
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図 6 特徴量埋め込み手法の比較．横軸：埋め込み次元数，縦軸：画

像分類の分類率．

図 7 補助情報の比較．横軸：埋め込み次元数，縦軸：画像分類の分

類率．

Reg.) と，提案手法（LFDA+, cluster補助情報）の性能を

比較する．手法 Graph Reg.では，board diffusion graph

を正則化のためのグラフ構造として利用した．低次元埋め

込みを行わない Orig. と提案手法 Prop. との比較から，

コンテクストを考慮した補助情報を利用することにより，

特徴量次元数が大幅に減っているにもかかわらず，より優

れた分類性能を示すことがわかる．また，従来法 Graph

Reg. と提案手法 Prop. との比較から，提案する低次元埋

め込みがグラフ構造の利用方法としてより適切であること

がわかる．また，提案手法と他の埋め込み手法との比較か

ら，コンテクストを考慮した補助情報が分類性能向上に大

きく寄与することがわかる．

図 6及び 7に，埋め込み次元数を変化させたときの分類

性能の変化の様子を示す．図 6では異なる特徴量埋め込み

手法の比較を，図 7 では異なる補助情報の構成方法の比

較を行っている．図 6から，提案手法がいずれの埋め込み

次元においても他の手法よりも高い性能を示し，非常に低

い次元でほぼ最高の性能に到達していることがわかる．ま

た，図 7から，わずかではあるが cluster informationが他

の構成方法よりも高い性能を示すことが見て取れる．

5. まとめ

本論文では，ソーシャルキュレーションのプロセスに着

目することで，共通のコンテクストを持つ画像群を非常に

シンプルにかつ大量に発見する手法を提案すると共に，発

見した画像群を画像認識・検索のコーパスとして利用する

ための重要なステップとして，コンテクストの共通性を考

慮した画像特徴量の低次元埋め込み手法を提案した．提案

手法により，言語化が必ずしも容易は限らないコンテクス

トの類似関係を，低次元画像特徴量の類似関係に変換でき

るようになると共に，より高次の意味や概念を考慮した画

像分類・認識・検索が可能となることを示した．画像分類

をタスクとする実験により，提案手法の有効性を示した．
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