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不完全情報ゲームにおける
適応的モンテカルロ木探索手法の提案
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概要：モンテカルロ木探索は完全情報ゲームを対象として提案された手法であるが，不完全情報ゲームに
対しても有効であることが知られている．これに対し，モンテカルロ木探索を再帰的に繰り返し行う手法
や情報集合を用いて木を探索する手法などが提案されている．しかし，ゲームの状態によってはこのよう
な工夫を行うよりも通常のモンテカルロ木探索を行う方が性能が良い場合がある．本報告では，探索の回
数や深さを適応的に変化させる適応的モンテカルロ木探索を提案する．本報告における評価の対象問題と
して，既存の 2人零和不完全情報ゲームのモデルである Synthetic Treeのパラメータを再定義し，より多
様な不完全情報ゲームに対応できる汎用的なモデルを導入した．このモデルを用いた評価実験により，提
案手法は既存手法よりも高い性能を示すことができた．
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Abstract: Monte Carlo Tree Search (MCTS) is a search method for perfect information games and can
be effectively used for incomplete information games too. Several extensions for the MCTS method were
proposed, for example recursive MCTS or MCTS using information sets. However, these methods may not
improve performance compared to the original MCTS. In this paper, we propose Adaptive Monte Carlo
Tree Search (AMCTS) that changes the number of search times and search depth. We use a Synthetic Tree
with redefined parameters as a target problem for the evaluation of our proposed method as this kind of
problem corresponds to a variety of incomplete information games. The proposed method achieved higher
performance than conventional methods.
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1. はじめに

モンテカルロ木探索（Monte Carlo Tree Search，以下

MCTS）はモンテカルロ法とゲーム木探索を組み合わせた

手法で，完全情報ゲームのうち，特に囲碁などの状態数が

1 北海道大学
Hokkaido University, Sapporo, Hokkaido 060–0814, Japan

a) osaga@main.ist.hokudai.ac.jp

多いゲームで有効な手法であるとされている．カードゲー

ムなどの不完全情報ゲームでは，一般に観測できない情報

があるため，状態数がさらに多くなる傾向があり，これら

にMCTSが適用されるようになってきている．

不完全情報ゲームに初めてMCTSを適用した研究とし

て Perfect Information Monte Carlo（PIMC）探索 [1]があ

る．これは観測できない状態の中からランダムにサンプリ

ングを行うことによって状態を定め，完全情報ゲームとし
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てゲーム終了までシミュレーションを繰り返し行うアルゴ

リズムである．このアルゴリズムを用いてブリッジやハー

ツなどで強いプレイヤプログラムが作られた．

FurtakらはPIMC探索におけるプレイアウト中の方策を

様々な方策に変更した手法，Imperfect Information Monte

Carlo（IIMC）探索 [2]を提案している．この手法は，通常

の PIMC探索よりも報酬を獲得する能力（以下，性能と呼

ぶ）が向上しているが，計算時間が増大していることが問

題としてあげられている．また，深く探索する手法は不完

全情報が多いゲームをプレイする場合には逆効果になる場

合がある [3]．

本研究では様々なゲームに対応するために，ゲームの状態

に応じてプレイアウトの方策や探索の回数を適応的に変更

させる手法，適応的モンテカルロ木探索（Adaptive Monte

Carlo Tree Search，以下 AMCTS）を提案する．AMCTS

はゲームの状態に応じて十分な回数，十分な深さの探索を

行うためにプレイアウト中の方策をランダムに選び着手を

決定する方法と PIMC探索によって着手を決定する方法を

使い分ける手法である．

本手法の有効性を検証するために Longらが提案した 2

人零和不完全情報ゲームのモデルである Synthetic Tree [4]

においてパラメータの再定義を行い，より一般的な不完全

情報ゲームに対応できる汎用的なモデルを構築した．こ

のモデルを利用して評価実験を行った結果，AMCTS は

PIMC探索と比べて約 2%高い勝率を示し，かつ IIMC探索

の計算時間と比べて最大約 65%短縮されることを示した．

2. 研究背景

2.1 UCB（Upper Confidence Bound）

UCBアルゴリズムは，多腕バンディット（Multi-Armed

Bandit）問題に対して提案された手法で，式 (1)で定義さ

れる UCB 値が最も高いスロットマシンが選択される．

UCB(s) = xs +
√

2lnn

ns
(1)

sはスロットマシン，xs はスロットマシン sにおいて観測

した報酬の平均値，nは全体の試行回数，ns は sを選んだ

回数である．まだ一度も選ばれていないスロットマシンの

UCB 値は最大にする．また UCB1-tuned [5]は UCBの戦

略に加え報酬の分散を考慮した戦略である．UCB1-tuned

値は式 (2)，(3)で表される．

UCB1-tuned(s) = xs +
√

lnn

ns
min{1/4, Vs(ns)} (2)

Vs(ns) =

(
1
t

t∑
i=1

x2
s,i − x2

s,t +

√
2lnn

t

)
(3)

xs,i はマシン sの i回目の試行で得られた報酬，xs,t はマ

シン sを t回試行したときの得られた報酬の平均値である．

UCB1-tunedは理想的な戦略との報酬差に対する理論的な

Algorithm 1 PIMC探索 (InfoSet I, int N)
1: for i = 0 to M(I) do

2: val[i] = 0

3: end for

4: for i = 0 to N do

5: x =Sample(I)

6: for m = 0 to M(I) do

7: v =PerfInfoValue(x, m)

8: val[m]+ = v

9: end for

10: end for

11: return arg max
m

{val[m]}

評価式は与えられていないが，評価実験によって UCBよ

りも性能が高いことが示されている．

本研究の戦略決定のアルゴリズムには，UCB1-tunedを

使用した．

2.2 Perfect Information Monte Carlo（PIMC）探索

Perfect Information Monte Carlo（PIMC）探索はMCTS

を不完全情報ゲームに適用する際に，ゲーム全体の状態を

特定できないという問題を解決するために提案された手法

である．

PIMC探索は特定できない状態においてとりうる状態を

列挙（サンプリング）する手法である．PIMC探索の擬似

コードをAlgorithm 1に示す．情報集合 I はゲーム木の

ノードの集合であり，N はプレイアウト回数である．M(I)

は I から選択できる行動の数である．Sample(I)は I から

とりうる状態から 1つの状態をランダムにサンプリングす

る関数である．PerfInfoValue(x,m)は状態 xから行動 m

を行い状態遷移した後，それぞれのプレイヤが完全情報で

プレイしたときに得られる報酬を返す関数である．

2.3 Imperfect Information Monte Carlo（IIMC）

探索

完全情報ゲームで MCTS の性能を向上させるために

MCTSを再帰的に適用する手法が提案されている [6]．こ

れを不完全情報ゲームに一般化した手法が Imperfect In-

formation Monte Carlo（IIMC）探索 [2]である．IIMCは

PIMC探索のPerfInfoValueを FinishedGameValueに変更

している点が異なる．

FinishedGameValueの擬似コードをAlgorithm 2に示

す．MakeMove(x, m)は状態 xのときに行動mを行ったと

きに到達する状態 y を返す関数である．ComputeMoveは

ランダムなプレイヤやルールベースプレイヤ，より洗練され

たプレイヤなどのアルゴリズムなどを適用することによっ

て行動選択を行う関数である．文献 [2]ではComputeMove

に PIMC探索を適用したものについて議論している．今

後，IIMC探索とは ComputeMoveに PIMC探索を適用し

たものとする．
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Algorithm 2

FinishedGameValue(Node x, Move m,Player P )
1: y =MakeMove(x, m)

2: while y is not a terminal node do

3: y =MakeMove(y,ComputeMove(P, I(y)))

4: end while

5: return value of y in view of the player to move in x

3. 評価モデル

文献 [4]では，不完全情報ゲームが持つ特徴を 3つにま

とめ，様々な特徴において PIMC探索の性能を評価するた

めに Synthetic Treeというモデルを提案している．本実験

では提案手法を評価するための 2人零和不完全情報ゲーム

のモデルとして Synthetic Treeを用いた．

Synthetic Treeは以下の 3つのパラメータによって特徴

付けられる．

• Leaf Correlation(lc)：確率 lcで終端ノードの組が同じ

報酬になる．確率 1− lcで終端ノードの組が異なる報

酬になり，どちらか片方がランダムに 1の報酬が与え

られ，もう片方に −1の報酬が与えられる．

• Bias(b)：上記の lcで同じ報酬と判定された終端ノー

ドの組に対して，確率 bで報酬 1，確率 1 − bで報酬

−1が与えられる．

• Disambiguation Factor(df)：それぞれのプレイヤが行

動を選択するたびに，確率 df でそのプレイヤが保有

する情報集合（以下，世界と呼ぶ）の要素数を半分に

する．この操作が起きたとき，再帰的にこの操作を繰

り返す．たとえば，確率 df を満たし世界の数を半分

にした後，また確率 df を満たしたとき，さらにその

プレイヤの世界の数が半分になる．

lc，bは実際のゲームをランダムにプレイして到達した

終端ノードの親ノードのすべての報酬の値を記録すること

で得られる．df は，行動ごとにとりうるゲーム全体の状態

の数を計算し，行動を選択するたびに前の世界の候補の数

と比べることにより得られる．これにより，実際のゲーム

を Synthetic Treeのパラメータで表現することができる．

各プレイヤの世界の候補の数が 2，木の深さが 2の場合

の Synthetic Treeの例を図 1 に示す．丸で示されている

ルートノードがチャンスノードと呼ばれるノードであり，

そこから確率的に子ノードへと遷移する．上向き三角，下

向き三角はそれぞれのプレイヤを示しており，下向き三角

についている影の色はそのプレイヤから見て同じ状態に見

える状態を示している．

文献 [4]のモデルでは報酬が 1，−1の 2つしか与えられ

ないため，以下のように Biasの再定義を行った．

Biasの再定義

平均 b，標準偏差 1/R の正規分布を想定する．R は正

図 1 世界W = 2，木の深さ d = 2 の Synthetic Tree

Fig. 1 Synthetic Tree (W = 2, d = 2).

の整数とする．この正規分布からサンプル iを 1つ取り出

す．取り出した iを 0 ≤ i ≤ 1とするために，i < 0のとき

i = 0，i > 1のとき i = 1とした．取り出した iが以下の

式を満たす最小の正の整数 rが終端ノードに報酬として与

えられる．

i ≤ 2(r + 1) − 1
2R

(4)

また，確率 lcにより同じ報酬が与えられると判定され

たノードの組に対しては報酬 r，確率 1 − lcにより異なる

報酬が与えられると判定された終端ノードの組に対しては

R − r，rを与える．

Longらの Biasの定義では 1，−1の報酬しか表現できな

かったが，新しい biasの定義により 0から Rまでの整数

の報酬を表現でき，Synthetic Treeはより一般的なモデル

となった．

4. 提案手法

本章では提案手法である，適応的モンテカルロ木探索

（Adaptive Monte Carlo Tree Search，AMCTS）のアルゴ

リズムについて述べる．まずゲームの状態に応じて適応的

にプレイアウト回数を設定する方法と，プレイアウトの方

策を設定する方法について述べる．その後，アルゴリズム

の全体の流れについて述べる．

4.1 適応的アルゴリズム

AMCTSは IIMC探索のプレイアウトの方策をゲームの

状態に応じてランダムプレイアウトと PIMC探索を使い分

けるアルゴリズムである．また，プレイアウト回数もゲー

ムの状態に応じて変更する．まず，プレイアウト回数の設

定について述べ，その後，プレイアウトの方策の設定につ

いて述べる．

4.1.1 プレイアウト回数の設定

現在の手番の状態における世界の候補の数W，行動の数

Aに対して，プレイアウト回数 N は式 (5)で設定する．

N = WAC (5)

C は定数であり，ゲームに応じて設定する．式 (5)により，

世界の候補が少ない状態や，行動の選択肢が少ない状態に

性能を落とすことなくプレイアウト回数を削減することが
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できる．

プレイアウト回数は完全情報ゲームと不完全情報ゲーム

で意味が異なる．完全情報ゲームの場合は木を構築しなが

ら探索を行うため，プレイアウト回数を無限回行うと最適

解に到達するということが示されている [7]．一方，不完

全情報ゲームの場合は状態のサンプリングを行いながら探

索を行うため木の構築を行わない．そのため現在の手番の

状態からの評価しか行わないため，プレイアウト回数を増

やしても最適解に到達する保証はない．また，状態は一意

に定まらないため，求めた最適解に到達できないことがあ

る．よって PIMC探索や IIMC探索のプレイアウト回数は

それぞれの状態における行動を適切に評価するように設定

する必要がある．各行動を適切に評価するために必要なプ

レイアウト回数を C とすると，各世界における行動の数だ

け C 回のプレイアウトが必要であることが分かる．

以上の考察により，必要なプレイアウトの回数N はW，

Aに比例すると考えられるため，式 (5)を用いた．

4.1.2 プレイアウトの方策の設定

プレイアウトの方策はまずランダムに N 回探索を行う．

式 (6)を満たすときにプレイアウトの方策を PIMC探索と

して再度探索を行う．

v(a∗) − v(ai) <
1√
W

(σ∗ + σi) (6)

aiは現在の手番から行える i番目の行動，a∗はランダムプ

レイアウトで評価値が一番高い行動，σi は行動 iのプレイ

アウトで得られた報酬の標準偏差，σ∗ は a∗ のプレイアウ

トで得られた報酬の標準偏差，v(ai)は aiの評価値である．

プレイアウト時に PIMC探索が必要となる場合は，現在

の手番の状態から選択できる最適解の経路上である子ノー

ドのその他の終端ノードの評価値が低い場合である．その

場合 PIMC探索で探索することによってより高い報酬を獲

得できる行動を探索することができ，子ノードの評価値は

終端ノードの報酬が高いノードを選択した回数が多いほど

高くなる．このことからプレイアウトに PIMC探索を使う

べき状態は最も評価値が高いノードと他のノードとの評価

値の差（v(a∗) − v(ai)）が僅差，かつ評価値が高いノード

と低いノードが混在している，つまりプレイアウトで得ら

れた報酬の標準偏差（σ∗
a + σi）が大きいノードが存在する

状態である．また，真の状態と異なっている状態が多いほ

ど，様々な終端ノードの報酬があるため，評価値の標準偏

差が大きくなる可能性があり，標準偏差の和に 1√
W
をかけ

た．以上の理由により，PIMC探索による再探索の基準を

式 (6)で与えた．

1回のランダムプレイアウトにかかる計算量をO(1)とし

た場合，プレイアウトの方策として PIMC探索を適用した

際に 1回のプレイアウトにかかる計算量は，PIMC探索中

のプレイアウト回数をM とすると，O(M)である．その

ため，ランダムプレイアウトよりも良い着手が見つかる可

能性があるときのみ PIMC探索を行うことにより，すべて

の状態に対してプレイアウト時に PIMC探索を行う IIMC

探索よりも計算量を削減できる．

4.2 AMCTSのアルゴリズム

現在の手番の状態 sにおいて選択できる行動の集合をAs

とする．集合Asの要素 ai ∈ Asの行動の評価値を v(ai)と

する．以下に AMCTSの詳細なアルゴリズムを示す．

step1 初期化

現在の状態からとりうる状態の集合 S を求め s ∈ S と

したとき sからとりうる行動を列挙する．列挙した行

動は Asに追加する．Asのすべての要素の行動の評価

値を v(ai) = 0に初期化する．

step2 プレイアウト回数の計算

|S|，|As|に応じたプレイアウト回数 N を式 (5)で求

める．

step3 状態サンプリング

S の中からランダムに 1つサンプリングする．

step4 ノード選択

UCB1-tunedによって探索すべき ai ∈ Asを選択する．

step5 プレイアウト

step4で選択した行動 aiを行い，状態遷移させたのち

ランダムプレイアウトを行う．プレイアウトの結果を

v(ai)に加算する．

step6 繰返し

step3–5を N 回繰り返す．

step7 探索終了判定

すべての ai ∈ As に対して式 (6)を評価して 1つでも

満たす場合は step8を行う．満たさない場合は step9

を行う．

step8 再探索

As のすべての要素に関して v(ai) = 0 にした後，

step3–5 を N 回繰り返す．ただし，step5 のプレ

イアウト中の方策は相手の行動はランダムで選択し，

自分の行動を PIMC探索によって選択する．

step9 探索終了

arg max
a

v(ai)を満たす ai を選択する．

5. 評価実験

5.1 実験設定

実験は Biasを再定義した Synthetic Treeを用いて行っ

た．lc = 0.3，b = 0.75，W = 8，d = 10，|A| = 2とし，

報酬の範囲を 0 から 4 までの整数とした．df の値を 0.1

ずつ変更し，Synthetic Tree を作成した．この Synthetic

Treeに対して，AMCTS，PIMC探索，IIMC探索それぞ

れと完全情報でプレイする PIMC探索との対戦を行った．

それぞれ先攻後攻を入れ替え，計 3000回ずつ対戦を行っ
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図 2 N 固定勝率差の比較

Fig. 2 Comparison of the difference of winning rate fixed N .

図 3 N 固定計算時間の比較

Fig. 3 Comparison of the search time fixed N .

た．PIMC探索のプレイアウトはランダムプレイ，IIMC

探索のプレイアウトは PIMC探索を使用した．実験はプ

レイアウト回数を固定する実験と，1つの着手を決めるた

めに使える計算時間を制限する実験の 2 種類行った．プ

レイアウト回数を固定する実験は十分な時間が与えられ

た場合の報酬獲得能力と計算時間の関係を比較するため

に行った実験である．また，計算時間を固定した実験は制

限時間内での報酬獲得能力を比較するために行った実験

である．プレイアウト回数は N = 400とし，プレイアウ

ト中の PIMC 探索のプレイアウト数はM = 50 とした．

AMCTSのプレイアウト数は式 (5)よりW = 8，|A| = 2

のとき N = 400となるように C = 25とした．計算時間 t

は 0.05 ≤ t ≤ 1.5 [ms]の範囲で 0.05ずつ変化させた．計算

時間が tを超えた場合はその時点の評価値を基に着手を決

定した．計算時間を制限する実験は df 以外のパラメータ

は変化させず，df = 0.2, 0.5, 0.8の 3種類の Synthetic Tree

で実験を行った．これはハーツや大貧民などのゲームは序

盤は不完全情報の量が多く，終盤になるにつれて情報が明

らかになっていくことから，ゲームの序盤，中盤，終盤を

想定した設定である．以上の 2つの実験の 1試合あたりの

各プレイヤの勝率と計算時間を記録した．

5.2 実験結果

プレイアウト回数を固定した実験結果は図 2，図 3 のよ

図 4 計算時間（CPU 使用時間）制限の勝率差比較（df = 0.2）

Fig. 4 Comparison of the difference of winning rate that lim-

ited calculation time (df = 0.2).

図 5 計算時間（CPU 使用時間）制限の勝率差比較（df = 0.5）

Fig. 5 Comparison of the difference of winning rate that lim-

ited calculation time (df = 0.5).

図 6 計算時間（CPU 使用時間）制限の勝率差比較（df = 0.8）

Fig. 6 Comparison of the difference of winning rate that lim-

ited calculation time (df = 0.8).

うになった．図 2 は df を横軸にとったときの 1試合あた

りの各プレイヤの完全情報でプレイする PIMC探索との勝

率の差を表している．図 3 は df を横軸にとったときの 1

試合あたりの計算時間を表している．図 2 より df が高い

とき，つまり不完全情報が少ないときに AMCTSと IIMC

探索の性能が PIMC探索よりも上回っていることが分か

る．AMCTSと IIMC探索はほぼ同程度の勝率を記録した

が，図 2，図 3 より少ない計算時間で同じ性能を示してい

ることが分かる．また図 3 より，df が大きくなるにつれ
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て計算時間が短くなっており，最大で約 65%短くなってい

ることが分かる．

計算時間を制限した実験結果は図 4，図 5，図 6 のよ

うになった．同じ計算時間で性能を比較した場合，図 5，

図 6 より，df が大きい値では AMCTSは高い性能を示し

た．ただし図 4 より，df が低いとき，つまり不完全情報

が多いときは AMCTSは PIMC探索に性能が劣っている．

これらの結果についての考察は 6.3 節で述べる．

6. 考察

図 2 より AMCTSが PIMC探索よりも高い性能（報酬

を獲得する能力）を示すことができ，計算時間を制限した場

合図 4，図 5，図 6 より df の値が低いときを除きAMCTS

が PIMC探索と IIMC探索よりも高い性能を示すことがで

きた．

その要因は式 (5)，(6)である．これらの式についての考

察を行う．

6.1 プレイアウト回数の考察

プレイアウト回数は性能を大きく左右する要因となる．

プレイアウト回数を増やすことによって，多くの状態にお

ける行動の評価を行うことができ，評価値がより信頼でき

るものになる．既存の手法ではプレイアウト回数を事前に

十分与えていた．しかしのその方法ではゲーム全体で考え

たときにゲームのすべての状態で適切なプレイアウト回数

であるとはいえない．その理由は 2つあげられる．

まず 1 つ目の理由は世界の候補数が変化することであ

る．サンプリングする際，世界の候補数に比例してサンプ

リングを行う必要がある．サンプリングの回数はプレイア

ウト回数と等しく，候補数W が小さい場合，プレイアウ

ト回数を減らすことができる．

2 つ目の理由は現在の手番から選択できる行動の数が

ゲームの状態によって変化することである．行動の数に比

例したプレイアウト回数が必要である．ゲーム終了までに

遷移しうる状態においても行動の数が変化するが，どの状

態に遷移するかは不明であるため，考慮していない．

今回の実験ではA = 2で固定であったが，df が大きいと

き，つまりW が小さくなりやすいとき，図 3よりAMCTS

の計算時間が短縮されているのが分かる．

6.2 プレイアウトの方策についての考察

プレイアウトの方策をランダムとすると探索 1回あたり

にかかる時間が短いが，最適解を見つけにくいという特徴

がある．しかし，不完全情報が多い状態のときにはすべて

の状態を網羅的に探索するのは効率が良くない場合があ

る．そのような場合に対してはランダムプレイアウトは有

効に機能する．一方でプレイアウトに PIMC探索を用い

た場合はランダムの方策よりも最適解を見つけやすいが，

1回の計算に時間がかかり限られた時間の中で状態を評価

することは困難である．よってこれらの探索手法を使い分

けることが非常に効果的であると考えられる．たとえば囲

碁における定石では，石を置く順番が最終的な勝ち負けに

大きく影響する．このような状況では，PIMC探索による

プレイアウトが有効であると考えられる．また不完全情報

の量，状態の評価値によってプレイアウトの方策を変更す

る必要がある．図 5，図 6 より，AMCTSは式 (6)の方策

の切替えがうまく機能しており，高い性能を示している．

また図 2 より，AMCTSはプレイアウトの方策をすべて

PIMC探索を行っている IIMC探索と比べてほぼ変わらな

い性能を示している．以上より，AMCTSのプレイアウト

の方策をランダムでよいところはランダムで探索を行い，

探索回数を増やすべきところでは PIMC探索を使い分ける

ことにより，短い計算時間で探索スコアを向上させること

に成功したと考えられる．

6.3 実験結果の考察

図 2 より AMCTSは PIMC探索よりも高い性能を示し

ているが，AMCTSと IIMC探索と比べるとほぼ同じ性能

を示した．IIMC探索の性能を上回るためには式 (6)を改

良するか，プレイアウトの方策を新たに追加する必要があ

る．IIMC探索は不完全情報が多いときにはうまく性能を

発揮できないため，図 2 より df が極端に小さいときには

AMCTSの性能が悪いことが分かる．そのためAMCTSの

追加の方策としては不完全情報に強いアルゴリズムが適し

ていると考えられる．

計算時間については図 2，図 3 より df に比例して減少

しておりかつ，性能も向上していることから，式 (5)の有

効性が示されたが，図 4，図 6 より AMCTSに十分な計

算時間が与えられなかった場合，性能が悪くなることがあ

ることが分かる．これは AMCTSがプレイアウトの方策

を PIMC探索とする場合，以前の探索した結果を破棄し

て新たに探索を始めるからであると考えられる．これを解

決するためには以前の探索の結果を破棄するのではなく，

以前の探索の結果と新たな探索の結果をうまく組み合わせ

る必要がある．その際にはランダムプレイアウトの結果と

PIMC探索の結果の重み付けが重要になると考えられる．

7. まとめ

本報告では不完全情報ゲームをプレイするためのアルゴ

リズムである AMCTSを提案した．この手法は IIMC探

索を応用したアルゴリズムであり，プレイアウト中の方策

をゲームの状態に応じて変更することによって適切な探索

を行うアルゴリズムである．またプレイアウト回数をゲー

ムの状態に応じて変更し，計算時間の削減を行った．実験

より，提案手法が IIMC探索や PIMC探索と比べて性能を

向上させることに成功した．しかし，十分な計算時間が与
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えられなかった場合は PIMC探索に劣ることがあり，ま

た IIMC探索と比べて計算時間は改善されているが，十分

な計算時間を与えられた場合は AMCTSは IIMC探索の

性能を上回ることができなかったので改善していく必要が

ある．

本報告の評価実験では人工的な不完全情報ゲームのモデ

ルである Synthetic Treeで提案手法の評価を行った．今後

は木の深さや，枝の数からも状態を判断しハーツや大貧民

といった実際のゲームに対して評価実験を行いたい．その

際に Synthetic Treeで用いた各パラメータが実際のゲーム

の特徴を適切に表現しているかどうかを確認する必要が

ある．
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