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HHMM変換を用いた左非循環PCFGの高速推論
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概要：確率的文脈自由文法（PCFG）は，系列データの統語構造を推定する機械学習モデルであり，自然言
語処理をはじめとしてプラン認識やアクセスログ解析など広範な分野で利用されている．しかし，PCFG
の代表的な推論アルゴリズムである Inside-outside algorithmは，計算量が系列長に対して 3乗のオーダで
あり，長い系列を含むデータセットの解析は現実的でないという問題がある．本研究では，PCFGを定義
する文法が左非循環文法（Left Acyclic Grammar; LAG）と呼ぶ制約を満たすことを条件として，PCFG
を階層型隠れマルコフモデル（Hierarchical Hidden Markov Model; HHMM）に等価変換することにより，
線形時間で等価な PCFG の推論を行う手法を提案する．実験により，提案手法によって Inside-outside
algorithmと等価な事後確率分布の推論が可能であることを確認し，特に長い系列を含むデータセットに
おいて大幅な高速化が可能になることを示す．

キーワード：確率文脈自由文法，階層型隠れマルコフモデル，左非循環文法

Efficient Inference of Left Acyclic PCFG Using HHMM Transformation

Kei Wakabayashi1,a)

Received: September 20, 2014, Accepted: December 15, 2014

Abstract: Probabilistic Context Free Grammar (PCFG) is a machine learning model for estimating latent
syntactic structures of sequence data, which has a wide application area such as natural language processing,
plan recognition and log analysis. However, the standard inference method for PCFGs, inside-outside algo-
rithm, has cubic-time complexity for input sequence that makes it impractical to apply to long sequence data.
In this study, we propose a linear-time inference method for PCFGs by using equivalent transformation into
Hierarchical Hidden Markov Model (HHMM) under a condition of grammar named Left Acyclic Grammar
(LAG). We give the experimental results that demonstrate our proposal method estimates exactly identi-
cal posterior distribution with inside-outside algorithm does, and show the execution time is dramatically
improved especially for long sequence data.
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1. はじめに

確率的文脈自由文法（Probabilistic Context Free Gram-

mar; PCFG）は，系列データの潜在構造を構文木として推

定する確率モデルであり，自然言語文章の構文解析をはじめ

として形態素解析 [8]やプラン認識 [5], [14]，アクセスログ

解析 [20]などに応用されている．また，近年では，パラメー

タの事前分布を考慮した PCFGのベイズ推定手法 [8], [19]
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や，ノンパラメトリックベイズ推定手法 [11]，Pitman-Yor

過程による部分木のキャッシュを考慮した PCFGの拡張

モデル [7]などの提案によって，PCFGの教師なし学習手

法に新たな展開が期待されている．

PCFGは，構文木 tを潜在変数として含んだ，シンボル

系列 wの生成モデルである．与えられた wについて，潜

在変数の事後周辺確率分布*1を求めることを，PCFGのモ

デル推論と呼ぶ．モデル推論を行うことで，EMアルゴリ

*1 PCFGは生成モデルであるため，構文木 tの確率 p(t)を陽に求
めることができる．与えられた w について，構文木の事後確率
分布とは条件付き確率 p(t|w)を指し，その事前確率分布は p(t)
に対応する．
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ズムなどのモデルパラメータ推定や構文木のサンプリン

グ，MCMC法の適用などを実現できることから，モデル

推論は PCFGを機械学習モデルとして利用するために重

要な役割を果たす．Inside-outsideアルゴリズムは，動的

計画法に基づいた PCFGの効率的なモデル推論手法とし

て知られている [9]．しかし，Inside-outsideアルゴリズム

の計算量はシンボル系列の長さ T に対して O(T 3)であり，

系列が長くなると計算時間が急激に増加する．プラン認識

やアクセスログ解析，音素列解析 [7]などの PCFGの応用

は一般に長い系列を解析対象に含むが，この計算量の問題

のため，現実的には短い系列に制限する必要がある．

一般に，PCFGの事後確率推論の計算量は，準 3乗オーダ

よりも小さくすることが困難であると指摘されている [10]．

しかし，文法に制約を加えることによって，線形時間で

モデル推論が行える場合がある．たとえば，Right-linear

grammar（RLG）に制約された PCFGは，生成する木構

造がつねに線形鎖と見なせるため，隠れマルコフモデル

（Hidden Markov Model; HMM）と同様の動的計画法によ

る推論アルゴリズムを用いることで，系列長に対して線形

時間で事後確率推論が実現できることが知られている [13]．

しかし，応用上の観点からは RLG は強すぎる制約とい

える．

本研究では，階層型隠れマルコフモデル（Hierarchical

Hidden Markov Model; HHMM）への変換を利用して，

PCFGの事後確率分布の推論を線形時間で行う手法を提案

する．HHMMは，HMMの状態が別の HMMを階層的に

生成する過程を表現した確率モデルであり，様々な粒度の

系列パターンを扱うことのできる特性から，プラン認識 [1]

や固有表現抽出 [17]，自然言語文章の構文解析 [16]といっ

た問題に応用されている．HHMMは線形時間の事後確率

分布の推論アルゴリズムが知られており [18]，PCFGより

も高速に推論を実行できるというメリットがある．しか

し，HHMMでは有限の階層が仮定されることから，文法

の制約のない PCFGを HHMMに等価変換することはで

きない．

本研究の貢献は，HHMMに等価変換可能な PCFGの文

法の十分条件を提案し，この条件の下で Inside-outsideア

ルゴリズムと等価な結果を保証する PCFGの線形時間推

論手法を明らかにすることである．本稿では，左非循環文

法（Left Acyclic Grammar; LAG）と呼ぶ文法のクラスを

定義し，これが PCFGのモデル推論を線形時間で実行で

きることの十分条件になっていることを示す．

本稿の構成は以下のとおりである．2章で PCFGと既存

の推論手法を紹介し，3章で HHMMの定義と推論アルゴ

リズムについて述べる．4章では，本研究で提案する左非

循環文法を定義し，HHMMへの変換アルゴリズムおよび

等価推論手法について論じる．5章で実験結果を示し，6

章で結論とする．

2. 確率文脈自由文法

文脈自由文法（Context Free Grammar; CFG）は，4つ

組 (N,Σ, S, R)によって定義される．ここで，N は非終端

記号の集合，Σは終端記号の集合，S ∈ N は開始記号，R

は生成規則の集合である．生成規則 r ∈ Rは，r = X → γ

（ただし，X ∈ N，γ ∈ (N ∪ Σ)∗）の形式で表され，X を

rの左辺，γ を右辺と呼ぶ．X を左辺に持つ生成規則の集

合を RX ⊆ Rで表す．確率文脈自由文法（PCFG）は，5

つ組 (N, Σ, S, R, θ)で定義される．θ は長さ |R|のベクト
ルであり，θr は生成規則 r ∈ Rの適用確率を表す．すべて

の X ∈ N について，
∑

r∈RX
θr = 1を満たす．PCFG G

による構文木 tの生成確率は以下のように定義される．

PG(t|θ) =
∏
r∈R

θfr(t)
r

fr(t)は構文木 tにおける生成規則 rの適用回数である．t

の産出（yield）y(t)を，生成された構文木の葉に対応する

終端記号の系列とする．PCFGにおける終端記号系列 o1:T

の生成確率は以下のように与えられる．

PG(o1:T |θ) =
∑

t:y(t)=o1:T

PG(t|θ)

2.1 チョムスキー標準文法

生成規則の形式に制約がない場合，PCFGの推論は容易

ではない．チョムスキー標準形（Chomsky Normal Form;

CNF）またはチョムスキー標準文法（Chomsky Normal

Grammar; CNG）は，Rに含まれるすべての生成規則が以

下のいずれかの形式に従う CFGである．

( 1 ) S → X

( 2 ) X → Y Z

( 3 ) X → v

ただし，S は開始記号，X, Y, Z ∈ N，v ∈ Σとする．任意

の CFGは CNGに等価に変換できることが知られており，

CNGの仮定により一般性は失われない．

ここでは，CNGに従う PCFGを確率チョムスキー標準

文法（Probabilistic CNG; PCNG）と呼ぶ．Inside-outside

アルゴリズムは，PCNGについて推論を行うアルゴリズム

である [9]．Inside-outsideアルゴリズムは，終端記号系列

o1:T のすべての部分系列についての動的計画法であり，系

列長 T，生成規則の数 |R|に対して O(T 3|R|)の計算量で
ある．このため，T が大きくなると急速に計算時間が増加

する．

2.2 右線形文法

右線形文法（Right Linear Grammar; RLG）は，Rに含

まれるすべての生成規則が以下のいずれかの形式に従う

CFGである．

( 1 ) S → X
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図 1 （左） PRLG によって生成される構文木．（右上） 変数間の

確率依存関係．（右下） 等価な HMM 表現

Fig. 1 (left) Parse tree of PRLG. (top-right) Probabilis-

tic dependency diagram in graphical model fashion.

(bottom-right) Equivalent HMM representation.

( 2 ) X → v Y

( 3 ) X → v

ただし，S は開始記号，X, Y ∈ N，v ∈ Σとする．RLG

が受理する構文木は，線形鎖を成す木に限られる（図 1

（左））．

RLGに従う PCFGを，確率右線形文法（Probabilistic

RLG; PRLG）と呼ぶ．Ponvertら [13]は，PRLGの推論

を O(T )で行う手法を提案している．ここでは，PRLGを

系列終了確率付きの隠れマルコフモデル（HMM）に変換

する．HMMは 5つ組 (Π, Σ, A, B, π)で定義される．Πは

状態の有限集合，Σは終端記号の集合，Ai(j)は状態 iか

ら j への遷移確率，Bi(v)は状態 iからの終端記号 v の出

力確率，π(i)は状態 iの初期状態確率である．

PRLGが生成する構文木は線形鎖をなすため，構文木に

出現するそれぞれの非終端記号に対して，開始記号からの

順番を数えることができる．開始記号の次の非終端記号か

ら数えて，t番目に生成される非終端記号を表す確率変数

を Qt とし，Qt が生成する終端記号を Ot とする．この定

義より，θX→v Y = P (Ot = v, Zt+1 = Y |Qt = X)がいえ

る．この確率を以下のように分解する．

P (Ot = v,Qt+1 = Y |Qt = X) =

P (Qt+1 = Y |Qt = X)P (Ot = v|Qt = X, Qt+1 = Y )

この分解は，構文木に現れる記号を確率変数と見なした

ときの確率依存関係が，図 1（右上）で表現できることを

意味している．

Qt と Qt+1 のペア (Qt, Qt+1)を新たに状態として定義

することで，HMM表現が得られる．HMMの状態集合 Π

を以下のように定義する．

Π={(X, Y ) : ∀X→v Y ∈R}∪{(X, End) : ∀X→v∈R}

ただし，Endは PRLGの非終端記号には存在しない記号

とする．終端記号出力確率 B，初期状態確率 π，状態遷移

確率 Aは以下のように定義する．

B(X,Y )(v) =
θX→v Y∑

v′∈Σ θX→v′ Y

B(X,End)(v) =
θX→v∑

v′∈Σ θX→v′

π((X, Y )) = θS→X

∑
v∈Σ

θX→v Y

π((X, End)) = θS→X

∑
v∈Σ

θX→v

A(X,Y )((Z, W )) = δ(Z = Y )
∑
v∈Σ

θZ→v W

A(X,Y )((Z, End)) = δ(Z = Y )
∑
v∈Σ

θZ→v

ここで，δ(Z = Y )は Z = Y のとき 1，それ以外のとき 0

になるディラックのデルタ関数である．この変換によって

得られる HMMが元の PRLGと等価な確率分布を与える

ことは，以下のように示せる．X → v Y の形式の生成規

則を T − 1回行う構文木を生成する確率は，元の PRLG G

では以下になる．

PG(Q1:T , O1:T )=θS→Q1×(
T−1∏
t=1

θQt→Ot Qt+1)×θQT →OT

変換されたHMMでの生成確率は以下のようになり，PRLG

による生成確率と等価になる．ただし，紙面の節約のため，

状態 (Qt, Qt+1)を Qt,t+1，状態 (Qt, End)を Qt,End と表

記する．

π(Q1,2)BQ1,2(O1)
T−1∏
t=2

AQt−1,t
(Qt,t+1)BQt,t+1(Ot)

×AQT−1,T
(QT,End)BQT,End

(OT )

= θS→Q1θQ1→O1 Q2

T−1∏
t=2

θQt→Ot Qt+1 × θQT →OT

= θS→Q1 × (
T−1∏
t=1

θQt→Ot Qt+1) × θQT →OT

= PG(Q1:T , O1:T )

HMM の推論は前向き後向きアルゴリズム [15] により

O(T |R|)で行うことができる．このため，PRLGの推論は

線形時間で実行できる．しかし，RLGは一般の CFGに対

して強い制約であり，応用上の有用性は限定的であるとい

える．

3. 階層型隠れマルコフモデル

本研究では，HMMよりも表現能力の高い階層型隠れマル

コフモデル（Hierarchical Hidden Markov Model; HHMM）

を用いて PCFGの線形時間推論を行う手法を提案する．こ

こでは，HHMMを以下の 7項組で定義する．

( 1 ) Π 状態の有限集合．

( 2 ) Σ 終端記号の有限集合．

( 3 ) Ai(j) 状態 iから j への遷移確率．

( 4 ) πi(j) 状態 iからの j の起動確率．

( 5 ) Bi(v) 状態 iからの終端記号 vの出力確率．

( 6 ) σ 開始状態．
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図 2 HHMM のグラフィカルモデル

Fig. 2 Graphical model of HHMM.

( 7 ) I(i) ∈ {0, 1} 状態 iの生成状態フラグ．

HMMではすべての状態が終端記号を出力するのに対し

て，HHMMでは別の状態を出力すること（ここでは状態

起動と呼ぶ）が認められる*2．終端記号出力を行う状態を

生成状態，状態起動を行う状態を内部状態と呼ぶ．状態 i

について，生成状態フラグ I(i)はモデル構造として与えら

れる値であり，I(i) = 1のとき状態 iは生成状態，0のと

き内部状態とする．

図 2に，HHMMのグラフィカルモデルを示す*3．HHMM

は，時刻 t，階層 dごとに隠れ状態 Qd
t ∈ Πを潜在変数と

して持つ．d = 1は最上層の階層を表し，dが大きいほど

下層の階層を表す．また，HHMMは，終了フラグと呼ぶ 2

値の確率変数 F d
t ∈ {0, 1}を潜在変数として持つ．F d

t が 1

のとき，階層 dのマルコフ連鎖が時刻 tで終了することを

表す．HHMMでは，階層 dの状態は，階層 d + 1のマル

コフ連鎖が終了していない限り，別の状態に遷移できない

ように制約される（すなわち，Qd
t = Qd

t−1 if F d+1
t−1 = 0）．

マルコフ連鎖の終了は，特別な擬似状態 Endへの状態遷

移として形式化される．Q，F，O の確率分布は以下のよ

うに定義する．

P (Qd
t = j|Qd

t−1 = i, F d+1
t−1 = b, F d

t−1 = f, Qd−1
t = k)

=

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

δ(j = i) (if b = 0)

Ai(j) (if b = 1, f = 0)

πk(j) (if b = 1, f = 1, I(k) = 0)

End (if b = 1, f = 1, I(k) = 1)

P (F d
t =1|Qd

t = i, F d+1
t =b)

=

⎧⎪⎪⎨
⎪⎪⎩

0 (if i �= End, b=0)

Ai(End) (if i �= End, b=1)

1 (if i = End)

P (Ot =v|Qd
t = i)=Bi(v) (d : I(Qd

t )=1, I(Qd−1
t )=0)

*2 ここでは詳細を省くが，HHMMの確率オートマトンとしての記
号系列の生成過程の動作については文献 [4]や [12]を参照された
い．

*3 文献 [12] や [18] の定義では，状態 Qd
t が Q1

t から Qd−1
t までの

すべての状態に依存しているが，ここでは Qd−1
t のみに依存する

定義を示している．このことにより，階層の最大深さ D がモデ
ルパラメータに明示的に含まれなくなるが，後述の APSS の構
築により D は決定的に計算されるため，APSS 構築後の議論に
この変更は影響しない．

ただし，便宜上 I(End) = 1とする．Qd
t の確率分布の定

義において f = 1の場合は，階層 dのマルコフ連鎖が時刻

t − 1で終了している場合を意味していることから，時刻

tの状態 Qd
t が当該階層の新たなマルコフ連鎖の最初の状

態として，状態起動確率 πに依存して決まることを示して

いる．

HHMMの効率的な推論手法として，前向き後向き活性

化（Forward-Backward Activation; FBA）アルゴリズムが

知られている [18]．FBAアルゴリズムでは，Q1 から Qd

までの状態の可能なすべての組合せを列挙するために，絶

対経路状態空間（Absolute Path State Space; APSS）を構

築する．APSS上の識別子を用いた系列 O1:T の分解に基

づいて，効率的な推論を行うことができる．

3.1 APSSの構築

まず，状態 qから状態遷移によって到達可能な状態の集

合 Reachq を，以下のように再帰的に定義する．

• q ∈ Reachq

• q′ ∈ Reachq if ∃q′′ ∈ Reachq s.t. Aq′′(q′) > 0

変数 Qd の値が q のとき，直下の階層の変数 Qd+1 がと

りうる状態の集合 Underq を，以下のように定義する．

Underq =
⋃

q′:πq(q′)>0

Reachq′

APSSは，状態をノードラベルに持つ木構造であり，根

ノードは開始状態 σをラベルに持つ．ラベル qを持つノー

ドは，|Underq|個の子ノードを持ち，それぞれの子ノード
が持つラベルが Underq の要素に対応する．APSSのそれ

ぞれのノードを絶対経路状態（absolute path state; APS）

と呼ぶ．APSの根からの深さは，HHMMのグラフィカル

モデル表現における状態 Qd の階層に対応している．階層

dの APSの集合を Ωd とし，根から最も遠い葉ノードまで

の距離を D とする．APSSの構築手順をアルゴリズム 1

に示す．

図 6 は，図 5 に対応する HHMMから構築した APSS

を示している．APSSは，HHMMがとりうるすべての階

層の状態の組合せの最小表現である．つまり，図 5 の各時

刻において，状態を最上層から最下層までたどったとき，

APSSの木構造の中に対応する葉ノードを必ず見つけるこ

とができ，かつ APSSの中に存在しない状態の組合せをと

ることはできない．

3.2 FBAアルゴリズム

時刻 t において，深さ 1 から d までの状態の組合せが

APS z ∈ Ωd に対応する事象を Zd
t = z と記述する．FBA

アルゴリズムでは，図 2における状態Qd
t の代わりに，APS

Zd
t を識別子として推論を行う．この識別子に合わせて，モ

デルパラメータについて以下の記法を定義する．
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Algorithm 1 APSSの構築
1: 根ノード r を作成し，r.label = σ とする
2: Ω0 = {r}
3: d = 0

4: while Ωd �= φ do

5: Ωd+1 = φ

6: for each z ∈ Ωd do

7: for each q ∈ Underz.label do

8: z の子ノードとして c を作成し，c.label = q とする
9: Ωd+1 = Ωd+1 ∪ {c}

10: end for

11: end for

12: d = d + 1

13: end while

14: D = d

Azy = AL(z)(L(y)), AzEnd = AL(z)(End)

πz = πL(pa(z))(L(z)), Bzv = BL(z)(v), Iz = I(L(z))

ただし，L(z)はノード zのラベルを返す関数，pa(z)はノー

ド z の親ノードを返す関数とする．
APSの親は一意に決まるため，Zd

t が所与のとき，dよ
り上位のすべての階層 d′ について Zd′

t も所与である．ま
た，F d+1

t = 1であれば，それより下位の階層のマルコフ
連鎖はすべて終了していることが保証される．このことか
ら，APSの事後確率は以下のように分解できる．

P (Zd
t = z, F d+1

t = 1|O1:T , F 1
T = 1) =

P (Zd
t =z, F d+1

t =1, O1:t)P (Ot+1:T , F 1
T =1|Zd

t =z, F d+1
t =1)

P (O1:T , F 1
T = 1)

下位階層のマルコフ連鎖が終了することは，状態遷移

を行うための条件である．このことに基づいて，同時事

象 {Zd
t = z, F d+1

t = 1}を遷移活性化事象 ed
t = z と定義

する．また，遷移活性化と対になる事象として，同時事象

{Zd
t = z, F d+1

t−1 = 1}を出力活性化事象 bd
t = zと定義する．

上記の分解に基づいて，前向き活性化確率と後向き活性化

確率を以下のように定義する．

αd
et(z)=P (ed

t =z, O1:t)

βd
et(z)=P (Ot+1:T , F 1

T =1|ed
t =z)

αd
bt(z)=P (bd

t =z, O1:t−1)

βd
bt(z)=P (Ot:T , F 1

T =1|bd
t =z)

FBAアルゴリズムは，αと β を以下のように逐次的に

求める．

α1
b1(z) = πz

αd
bt(z) = αd−1

bt (pa(z))πz +
∑

y∈sib(z)

αd
et−1(y)Ayz

αd
et(z) = αd

bt(z)BzOt
δ(Iz =1)+

∑
c∈ch(z)

αd+1
et (c)AcEnd

β1
eT (z) = AzEnd

βd
et(z) = βd−1

et (pa(z))AzEnd +
∑

y∈sib(z)

βd
bt+1(y)Azy

βd
bt(z) = βd

et(z)BzOt
δ(Iz = 1) +

∑
c∈ch(z)

βd+1
bt (c)πc

ただし，ch(z)は APSSにおいて z の子ノードの集合を返

す関数，sib(z) = ch(pa(z))は z の兄弟ノードの集合を返

す関数である．

FBAアルゴリズムの計算量は，APSSの構造に依存す

るが，系列長 T に対しては線形である．APSSのノードの

集合を Ω，APS z から状態遷移可能な APSの数の最大値

をM = maxz∈Ω sib(z)とすると，FBAアルゴリズムの計

算量は O(TM |Ω|)である．Ωの大きさの上界は
∑D

d=1 Md

であり，状態数と比較して一般にオーダが大きくなる．

求めた αと βを用いて，状態の事後確率は以下のように

求めることができる．

P (Zd
t = z, F d+1

t = 1|O1:T , F 1
T = 1) ∝ αd

et(z)βd
et(z)

また，前向き活性化確率と後向き活性化確率に基づいて，

状態遷移，状態起動，終端記号出力の期待回数をそれぞれ

求めることができ，この期待回数を用いて EMアルゴリズ

ムを構成できる [18]．

4. 左非循環文法

本章では，左非循環文法（Left Acyclic Grammar; LAG）

を定義し，LAGに従う PCFGを HHMMに変換すること

で線形時間で推論を行う手法について述べる．

4.1 LAGの定義

Rに含まれるすべての生成規則が以下のいずれかの形式

に従う CFGを，準チョムスキー標準文法（Semi-CNG）と

呼ぶ．

( 1 ) S → X

( 2 ) X → Y Z

( 3 ) X → Y

( 4 ) X → v

ただし，Sは開始記号，X, Y, Z ∈ N，v ∈ Σとする．Semi-

CNG Gについて，非終端記号X の右線形到達可能な非終

端記号の集合 LineX を以下のように再帰的に定義する．

( 1 ) X ∈ LineX

( 2 ) X ′ ∈ LineX if ∃X ′′ ∈ LineX s.t. X ′′ → Y X ′ ∈ R

Semi-CNG Gの左到達可能グラフ LRG = (VLRG
, ELRG

)

を以下の手順で構築されるグラフとして定義する．

( 1 ) 頂点集合を非終端記号の集合とする（VLRG
= N）．

( 2 ) X → Y Z ∈ R または X → Y ∈ Rならば，ELRG
に

有向辺 (X, Y )と (X, X ′) : ∀X ′ ∈ LineY を加える．

定義 1 CFG Gが Semi-CNGであり，かつ LRG が非循

環グラフであるとき，Gは左非循環文法（LAG）という．

例 1 表 1 の CFGは Semi-CNGの条件を満たす．この
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表 1 左非循環文法の例

Table 1 Example of left acyclic grammar.

S → S’ (1.0) Nom → Adj Nom (0.45) VP → VO S’ (0.2)

S’ → NP (0.1) Nom → bear (0.35) VP → VO (0.5)

S’ → NP VP (0.9) Nom → trout (0.2) VP → V (0.3)

NP → Det Nom (0.7) Adj → little (0.33) VO → V NP (1.0)

NP → Nom (0.3) Adj → fine (0.44) V → saw (1.0)

Det → the (1.0) Adj → fat (0.23)

図 3 PLAG の構文木

Fig. 3 Parse tree of PLAG.

文法の左到達可能グラフは以下になる．

VLRG
= {S, S′, NP,Det, Nom,Adj, V P, V O, V }

ELRG
= {(S, S′), (S, V P ), (S′, NP ), (S′, Nom),

(NP,Det), (NP,Nom), (Nom,Adj), (V P, V O),

(V P, NP ), (V P, Nom), (V P, V ), (V O, V )}

このグラフは有向閉路を持たない．よってこの CFGは

LAGである．

LRG が非循環グラフであることを，文法 Gが左非循環

性を持つという．図 3 に，例 1 の LAGが受理可能な構文

木を示す．LAGは RLGとは異なり，階層構造のある構文

木を表現できる．形態素解析 [8]や音素列解析 [7]，プラン

認識 [5]などで提案されている文法は，複雑な再帰性を持

たないため，LAGで表現できると考えられる．

4.2 PLAGからHHMMへの等価変換

LAGに従う PCFGを，確率左非循環文法（Probabilistic

LAG; PLAG）と呼ぶ．PLAGに含まれる生成規則の形式

は制限されていることから，構文木に含まれる記号は以下

の規則に従って格子状に並べることができる．

( 1 ) S → X の生成規則によって生成された X を位置

(t, d) = (1, 1)に置く．

( 2 ) 位置 (t, d)の非終端記号X についてX → Y の形式の

規則が適用される場合，Y を位置 (t, d + 1)に置く．

( 3 ) 位置 (t, d)の非終端記号 X について X → v の形式の

規則が適用される場合，vを位置 (t, d + 1)に置く．

( 4 ) 位置 (t, d)の非終端記号X についてX → Y Z の形式

図 4 図 3 の構文木に現れる記号間の確率依存関係

Fig. 4 Probabilistic dependency diagram.

の規則が適用される場合，Y を位置 (t, d + 1)に置く．

この Y を根とする部分木に含まれる非終端記号の位

置 (t′, d′)のうち，最も大きい t′に 1を加えた値を s(t)

とする．Z を位置 (s(t), d)に置く．

図 3 の構文木について，上記の規則に従って記号を配置

した図を図 4 に示す．位置 dに配置される非終端記号と

位置 d + 1に配置される非終端記号との間には，LRG に

おいて有向辺が存在する．LRG は非循環グラフであるた

め，可能なすべての構文木における位置 dの最大値は有限

になる．

位置 (t, d) に配置された非終端記号を Qt,d と記述する

と，θX→Y Z = P (Qt,d+1 = Y,Qs(t),d = Z|Qt,d = X)がい

える．この確率を以下のように分解する．

P (Qt,d+1 = Y,Qs(t),d = Z|Qt,d = X) =

P (Qs(t),d = Z|Qt,d = X)

×P (Qt,d+1 = Y |Qt,d = X, Qs(t),d = Z)

この分解は，構文木に現れる非終端記号を確率変数と見

なしたときの確率依存関係が，図 4 で表現できることを意

味している．Qt,d と Qs(t),d のペアを新たに状態として定

義することで，HHMM表現が得られる．HHMMの状態集

合 Πを以下のように定義する．

Π = {(X, Z) : ∀X → Y Z ∈ R}
∪{(X, End) : ∀X → Y ∈ R}
∪{(X, End) : ∀X → v ∈ R}

ただし，Endは PLAGの非終端記号には存在しない記号

とする．開始状態を σ = (S, End)とする．

終端記号出力確率 B，状態起動確率 π，状態遷移確率 A

は以下のように定義する．

B(X,End)(v) =
θX→v∑

v′∈Σ θX→v′

c© 2015 Information Processing Society of Japan 50



情報処理学会論文誌 データベース Vol.8 No.1 45–54 (Mar. 2015)

図 5 図 3 の構文木の HHMM 表現．円は F d
t の値を示す

Fig. 5 Equivalent HHMM representation. The circles denote value of F d
t .

図 6 絶対経路状態空間．一部の部分木を省略して示している

Fig. 6 Absolute path state space.

π(X,Y )((Z,W )) =
θX→Z Y∑

χ∈N θX→χ Y

∑
χ∈N

θZ→χ W

π(X,Y )((Z,End)) =
θX→Z Y∑

χ∈N θX→χ Y

∑
χ∈N∪Σ

θZ→χ

π(X,End)((Z,W )) =
θX→Z∑

χ∈N∪Σ θX→χ

∑
χ∈N

θZ→χ W

π(X,End)((Z,End)) =
θX→Z∑

χ∈N∪Σ θX→χ

∑
χ∈N∪Σ

θZ→χ

A(X,Y )((Z, W )) = δ(Z = Y )
∑
χ∈N

θZ→χ W

A(X,Y )((Z, End)) = δ(Z = Y )
∑

χ∈N∪Σ

θZ→χ

A(X,End)(End) = 1

I((X, Y )) = 1

I((X, End)) =

{
0 if

∑
v∈Σ θX→v > 0

1 otherwise

例 2 表 1 の文法を等価な HHMMに変換する．状態集合

Πは以下のようになる．

Π = {(S, End), (S′, End), (S′, V P ), (NP,Nom),

(NP,End), (Det,End), (Nom,Nom), (Nom,End),

(Adj,End), (V P, S′), (V P, End), (V O, NP ), (V,End)}

上式に従って B，π，A を求める．たとえば，状態

(NP,Nom)，(NP,End)，(Nom,End) については以下のよ

うになる．

π(NP,Nom)((Det,End)) = 1.0

π(NP,End)((Nom,Nom)) = 0.45

π(NP,End)((Nom,End)) = 0.55

A(NP,Nom)((Nom,Nom)) = 0.45

A(NP,Nom)((Nom,End)) = 0.55

A(NP,End)(End) = 1.0, A(Nom,End)(End) = 1.0

B(Nom,End)(bear) = 0.636, B(Nom,End)(trout) = 0.364

4.3 推論と EMアルゴリズム

図 5 に図 3 の構文木の HHMM表現を，図 6 に構築し

た APSSを示す．与えられた PLAGを上記の手順に従っ

てHHMMに変換し，FBAアルゴリズムを用いて推論を行

うことで，PLAGの推論を線形時間で行うことができる．

ただし，HHMMのパラメータ集合は PCFGとは異なる

ため，EMアルゴリズムの結果を Inside-outsideアルゴリ

ズムに基づく手法と等価にするためには，生成規則の期待

適用回数を明示的に求める必要がある．位置 (t, d)におけ

る生成規則 X → Y Z の適用確率は，以下と等しい．∑
W

P (Zd
t =(X, Z), Zd+1

t =(Y, W ), F d+1
t−1 =1|O1:T , F 1

T =1)

=
∑
W

αd
bt((X, Z))π(X,Z)((Y,W ))βd+1

bt ((Y,W ))

このことから，生成規則の期待適用回数 μは以下で求

まる．

μ(X → Y Z)

=
∑
t,d

∑
W

αd
bt((X, Z))π(X,Z)((Y,W ))βd+1

bt ((Y,W ))

μ(X → Y )

=
∑
t,d

∑
W

αd
bt((X, End))π(X,End)((Y,W ))βd+1

bt ((Y,W ))

μ(X → v)

=
∑

t:ot=v

∑
d

αd
bt((X, End))B(X,End)(ot)βd

bt((X, End))

得られた μを用いて，以下によって θを更新する．

c© 2015 Information Processing Society of Japan 51



情報処理学会論文誌 データベース Vol.8 No.1 45–54 (Mar. 2015)

θ̄X→γ =
μ(X → γ)∑

r∈RX
μ(r)

4.4 PLAGにおける Inside-Outsideアルゴリズム

本研究では，提案手法と Inside-outsideアルゴリズムの

実行時間の比較を行うが，PLAGは X → Y の形式の規

則（Unit規則）を含むため，直接 Inside-outsideアルゴリ

ズムを適用できない．しかし，文法が左非循環性を持つ場

合，Unit規則に順序付けを行うことができるため，以下の

ように修正を加えることで Inside-outsideアルゴリズムを

実行できる．修正された Insideアルゴリズムでは，非終端

記号 X を根としたときに部分系列 oi:k が生成される確率

αi,k(X)をボトムアップに以下のように求める．

αk,k(X) = θX→ok
+

∑
X→W∈R

θX→W αk,k(W )

αi,k(X) =
∑

X→Y Z∈RX

∑
i≤j≤k

θX→Y Zαi,j(Y )αj,k(Z)

+
∑

X→W∈R

θX→W αi,k(W )

Outsideアルゴリズムでは，非終端記号X が oi:k を生成

することを所与としたときに，o1:i−1 と ok+1:T が Gから

生成される確率 βi,k(X)をトップダウンに以下のように求

める．

β1,T (S) = 1

βi,k(X) =
∑

Y →Z X∈R

∑
1≤j≤i−1

θY →Z Xαj,i−1(Z)βj,k(Y )

+
∑

Y →X Z∈R

∑
k+1≤j≤T

θY →X Zαk+1,j(Z)βi,j(Y )

+
∑

W→X

θW→Xβi,k(W )

これらの計算式を用いて，すべての可能な i，kの組につ

いて αと β を求める．生成規則の期待適用回数 μは以下

のように求まる．

μ(X → ok, k, k) = βk,k(X)θX→ok

μ(X → Y Z, i, k) =
k∑

j=i

βi,k(X)θX→Y Zαi,j(Y )αj,k(Z)

μ(X → Y, i, k) = βi,k(X)θX→Y αi,k(Y )

得られた μを用いて，以下によって θを更新する．

θ̄X→γ =

∑
i,k μ(X → γ, i, k)∑

r∈RX

∑
i,k μ(r, i, k)

5. 実験

本実験では，提案手法による推論と Inside-outsideアル

ゴリズムによる推論および EMアルゴリズムが等価な結

果を与えることを確認し，実行時間の比較を行う．提案手

法（「HHMM w/ μ」とする）は，PCFGとの等価性を保つ

表 2 データセット

Table 2 Dataset.

Corpus #Sequences Av. Length #Vocabulary

Alice 1658 21.43 2584

br-phono 9790 9.79 50

br-text 9790 3.41 1380

表 3 実験に用いた文法

Table 3 Grammars in the experiment.

Grammar |N | |Π| D maxdΩd APSS 構築時間

JG1 29 45 13 1920 204 ms

JG2 12 18 8 48 26 ms

JG3 5 7 4 4 8 ms

ExG1 7 12 4 19 10 ms

ExG2 18 44 2 130 28 ms

ために，EMイテレーションごとに μの計算とパラメータ

の等価変換計算を行う．これらの計算のオーバヘッドの大

きさを検証するため，既存の HHMMの EMアルゴリズム

（「HHMM w/o μ」とする）との実行時間の比較も行う．そ

れぞれの手法は Java言語で実装した．使用するデータセッ

トを表 2 に示す．本実験では，Bernstein-Ratnerコーパス

を用いる [2], [3]．Bernstein-Ratnerコーパスは，子供に向

けた親の発話を書き起こしたデータセットであり，9,790

の発話からなる．「br-phono」は，音素を終端記号とした系

列，「br-text」は書き起こされた単語を終端記号とした系列

であり，それぞれ平均系列長は 9.79，3.41である．データ

セット「Alice」は不思議の国のアリスの全文であり，単語

を終端記号とした 1,658系列からなる．平均系列長は 21.43

と，他の 2つのデータセットよりも長くなっている．

表 3 に，本実験で使用する文法を示す．JG1，JG2，JG3

は，Johnsonら [7]の論文および著者のホームページ*4で

公開されているソフトウェアに含まれる，音素系列を終端

記号として生成する文法である．これらは，単語を表す非

終端記号から，より細かい音素単位を表す非終端記号を階

層的に生成する左循環のない文法であり，LAGの条件を

満たしている．JG1は最も生成規則の数が多く，JG3は最

も少ない．ExG1は表 1 の文法の非終端記号 Det，Nom，

Adj，Vに，対象コーパスに含まれるすべての終端記号を

生成する規則を（品詞とは無関係に）追加した文法である．

ExG2は ExG1をもとに作成した文法であり，非終端記号

の数が ExG1よりも大きいが，APSSの階層数が小さい文

法である．ExG2は，APSSの構造が提案手法の実行時間

に与える影響を調べるために用いる．表において，|N |は
非終端記号の数，|Π|は HHMMに変換した際の状態数，D

*4 http://web.science.mq.edu.au/˜mjohnson/Software.htm
「NAACL 2009 paper」の実験データとされている圧縮ファイ
ルに含まれる，ファイル名がそれぞれ「colloc3-syllablesIF.lt
（JG1）」「syllables.lt（JG2）」「unigram.lt（JG3）」の文法を用
いた．
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表 4 EM アルゴリズムによる対数尤度の変化

Table 4 Log-likelihood for each EM iteration.

(JG1,br-phono)

Iteration HHMM w/o μ HHMM w/ μ Inside-outside

1 −438616.217 −438616.217 −438616.217

2 −351445.043 −352087.565 −352087.565

3 −346561.799 −346976.950 −346976.950

4 −344904.561 −345410.794 −345410.794

5 −344412.819 −344982.431 −344982.431

表 5 1 系列あたりの推論の実行時間（ms）

Table 5 Execution time for inference per sequence.

HHMM HHMM Inside-

Grammar Corpus w/o μ w/ μ outside

JG1 br-phono 21.653 9.253 10.235

JG2 br-phono 0.555 0.261 2.755

JG3 br-phono 0.050 0.042 0.661

ExG1 Alice 0.347 0.301 16.073

ExG1 br-text 0.046 0.038 0.075

ExG2 Alice 1.792 1.823 61.096

ExG2 br-text 0.233 0.158 0.265

は構築されるAPSSの深さである．maxdΩdは 1階層に含

まれる APSの数の最大値であり，図 6 に示すとおり，上

位階層からの状態の組合せの数の大きさを表す．また，そ

れぞれの文法で APSSの構築にかかった時間は，いずれも

データセット全体を推論する時間と比較すれば十分小さい

といえる．

事後確率の推論が等価であることを確認するため，提案

手法と Inside-outsideアルゴリズムそれぞれに基づく EM

アルゴリズムを実行し，各反復における対数尤度を比較し

た結果を表 4 に示す．「HHMM w/ μ」と「Inside-outside」

は，EMアルゴリズムによる更新を行っても対数尤度が一

致していることから，等価な事後確率分布の推論およびパ

ラメータ更新を行っていることが確認できる．HHMMの

パラメータ数は PCFGのパラメータ数よりも大きいため，

「HHMM w/o μ」の対数尤度はより小さい値となっている．

表 5 に，EMアルゴリズムの 1イテレーションの実行時

間を系列数で割って求めた，系列あたりの実行時間を示す．

実行時間は，100回の試行の平均実行時間である．「HHMM

w/ μ」の実行時間には，PCFGのパラメータを更新し，再

度等価変換を行う時間も含まれている．HHMM の方が

PCFG よりもパラメータの数が多くなるため，「HHMM

w/o μ」は「HHMM w/ μ」よりも実行時間が大きくなる傾

向がある．ただし，ExG2の文法では終端記号を生成する

規則が多く含まれており，語彙数の多い Aliceデータセッ

トではパラメータ数の差が大きくないため，この条件では

μの計算および再変換を行わない分実行時間が小さくなっ

ていると考えられる．

μの計算を行うHHMM手法では，すべての場合で Inside-

outside手法よりも実行時間が小さい．系列長の違いに着

目すると，Inside-outsideでは，平均系列長の短い br-text

と比較して平均系列長の長い Aliceの実行時間は大幅に増

加している．Aliceの平均系列長は br-textの約 6倍である

が，Inside-outsideでは br-textと Aliceで 200倍以上の実

行時間の差がある．一方，HHMMでは，1系列あたりの実

行時間は br-textと Aliceで約 7.5～12倍程度の差であり，

平均系列長に対するスケーラビリティが大きく改善されて

いることが確認できる．

また，文法の大きさに着目すると，br-phonoに対する

HHMMの推論時間において，JG1と JG2の実行時間の差

が 40倍以上と大きいことが分かる．表 3 に示すとおり，

JG1 と JG2 では階層の深さは大きく変わらないものの，

非終端記号の組合せが爆発的に増加するため，maxdΩd が

JG1と JG2では大きく異なっており，このことが実行時

間を大幅に増加させていると考えられる．また，ExG2は

ExG1よりも階層数が小さいにもかかわらず実行時間が大

きいことから，HHMMの推論の計算量は階層数よりも Ωd

の大きさに強く依存していることが示唆される．

6. 結論

本研究では，新たに導入した左非循環文法を制約として，

PCFGの推論および EMアルゴリズムを線形時間で行う手

法を提案した．提案手法は，PCFGの等価 HHMM変換に

基づいて，潜在変数の事後確率分布の推論を行う．実験か

ら，提案手法は特に長い系列長を含むデータセットにおい

て大幅な実行時間の短縮が可能であることを明らかにした．

従来，センサデータ解析などの長い系列を対象とするド

メインには PCFGの応用が困難であったが，提案手法に

よって応用範囲が広がる可能性が期待される．また，これ

まで HHMMは，状態空間の記述法がなくモデル構造の探

索が容易ではなかったが，提案手法により CFGの記述法

を用いて状態空間を構成できることから，系列ラベリング

や系列セグメンテーションへの HHMMの応用の可能性が

広がると考えられる．
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