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ニューラルネットとルールベース手法を統合した
品詞タグづけシステム

馬 青† 内 元 清 貴†

村 田 真 樹† 井 佐 原 均†

著者らはこれまで，できるだけ少量の訓練データで実用的な品詞タグづけシステムを構築する目的
で情報量最大を考慮し最長文脈を優先するニューロタガーを提案してきた．すでに提案したタガー
は数万オーダーの多品詞語を含む小規模タイ語コーパスを訓練に用いることにより，テストデータを
94.4%の精度（多品詞語のみを測定対象）でタグづけすることができた．この精度はタグづけの主要
手法とされてきた隠れマルコフモデルのそれ（89.1%）よりはるかに高く，誤り駆動学習で得られた
書き換え規則のみで構成されるルールベースモデルのそれ（93.5%）よりも高かった．本論文は，品
詞タグづけ性能をさらに改善するために，ニューロタガーの弱点を補う書き換え規則を誤り駆動学習
で自動獲得して後処理に導入し，ニューラルネットとルールベースを統合するシステムを提案する．
書き換え規則を後処理に用いることによりタグづけのエラーは 19.7%減少し，全体の統合システムの
タグづけ精度は 95.5%まで向上した．

An Integrated Neuro and Rule-based Part of Speech Tagger

Qing Ma,† Kiyotaka Uchimoto,† Masaki Murata†

and Hitoshi Isahara†

So far, the neuro part of speech tagger that uses different lengths of contexts based on
longest context priority and takes into account the maximization of information amount have
been proposed for the purpose of constructing a practical tagger which uses as few training
data as possible. The proposed neuro tagger has tagging accuracy of 94.4% (for accounting
only the ambiguous words in part of speech), when a small Thai corpus with ten thousand
order words was used for training. This accuracy is far higher than that of using Hidden
Markov Model, a main approach for part of speech tagging, and is also higher than that
(93.5%) of using a transformation rule based model. To further improve the tagging perfor-
mance, this paper proposes an integrated neuro and rule-based tagger by introducing a set
of transformation-based rules as a post-processor of the neuro tagger. The rules are neuro
tagger oriented and are acquired by the error driven learning. The 19.7% of errors made by
the neuro tagger can be corrected by rules and the whole tagger reaches an accuracy of 95.5%.

1. は じ め に

日本語や中国語，タイ語などわかちがきされていな

い言語を解析するとき，まずそれを語単位（形態素と

呼ぶ）に，それらの属性（品詞，活用など）を解析し

ながら正しく分解しなければならない．これは形態素

解析といい，「構文解析」「意味解析」「文脈解析」と

合わせ，自然言語処理の 4 つの基本解析とされてい

る1),2)．形態素解析においては語の種々の属性が重要

な役割を演じるが，活用形や活用型といった属性は曖
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昧性が少なく語彙辞書を調べれば済むのに対し，品詞

という属性は文脈によって変わるためそう簡単には決

められない．したがって，形態素解析では多品詞語の

曖昧性を文脈によって解消すること（品詞タグづけ）

が重要な課題である．実際，品詞タグづけは形態素解

析や構文解析，さらには機械翻訳といった自然言語処

理に欠かせない基本技術だけでなく，その技術は，さ

らに，音声合成の前処理，OCRや音声認識の後処理，

そして情報検索などへの幅広い応用も考えられる．

品詞タグづけに関する研究は自然言語処理研究を始

めた頃から行われてきており，ルールベースや統計手

法を主流とする数多くの品詞タグづけシステム（たとえ

ば，ルールベース3)∼5)，確率モデル6)∼13)，ニューラル
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ネット14)∼16)，最大エントロピー法17)，決定木18),19)）

が提案されてきた．それらのほとんどはタグづけに長

さが固定の文脈を用いるものであり（隠れマルコフモ

デル（HMM）においても状態遷移を定義するのに固

定された n-gramベースのモデルを用いる），入力の

各構成部分は同一の影響度を持つものとされていた．

それらのシステムで高い精度を出すためには大量（英

語の場合 1,000,000オーダー）の訓練データを用いる

ことを前提とする必要がある．しかしながら，実際，

英語や日本語などを除いた数多くの言語（たとえば本

論文で取り上げたタイ語）に関しては，コーパス自体

もまだ整備段階にあるのが現状で，あらかじめ大量の

訓練データを得るのが困難である．

そのために，筆者らは少ない訓練データを用いても，

十分実用的な品詞タグづけが可能なマルチニューロタ

ガー20),21)，さらにはそれを大幅にスリム化した伸縮

性ニューロタガー22)を提案してきた．提案したニュー

ロタガーは主に以下の 2つの特徴を有する：（1）タ

グづけ結果の確信度を高めるために，タグづけはまず

できるだけ長い文脈を用いて行い，訓練データの不足

から確定的な答が出ない場合に順次文脈を短くすると

いったように長さ可変文脈を用いている；（2）タグづ

けにおいては，目標単語自身の影響が最も強く，前後

の単語もそれぞれの位置に応じた影響度を持つことを

反映させるために，入力の各構成部分は情報量最大を

考慮して訓練データから得られるインフォメーション

ゲイン（略して IGと呼ぶ）23),24)を影響度として重み

づけられている．このようなニューロタガーは，数万

オーダーの多品詞語を含む小規模タイ語コーパスを訓

練に用いた場合，HMM（89.1%）よりはるかに高い

精度（94.4%）でテストデータ（多品詞語のみ）を品

詞タグづけできた☆1．

しかしながら，ニューラルネットを用いた手法は統

計的手法と同様，「統計的」に解析を行うもので，「確

実」な規則を取り扱うことが困難である．たとえばあ

る単語の品詞が前の単語のみによって「確実」に決ま

ると仮定しよう．この場合でも，ニューラルネットは

あくまでも文脈全体の下での可能性に基づいて「統計

的」に解析を行う．その結果，前の単語が同じでも全

体の文脈が変わると，タグづけ結果が変わってしまう

可能性がある．また，単語そのものが品詞タグづけに

非常に重要な情報であるにもかかわらず，ニューラル

☆1 これまでの文献では品詞タグづけの精度としてよくテストデー
タの全単語（品詞の曖昧性のありなし問わず）を対象に測定して
得たものを用いている．もしこのような定義を用いれば，ニュー
ロタガーの精度は 98.9%にも達した．

ネットはその規模が膨大になることから単語そのもの

を入力に用いるのが困難である．さらに，ニューラル

ネットはその収束性と過学習の問題から訓練データへ

の品詞タグづけ精度を 100%まで学習し続けるのはほ

とんど不可能であり得策ではないことから，適当と思

われる精度で学習を止めるのが普通である．そのため，

有用な規則が獲得されていない恐れがある．

本研究では，ニューラルネット手法の持つこのよう

な弱点を補うために書き換え規則を後処理☆2に導入し，

ニューラルネットとルールベースの統合システムを構

築☆3した．ここで用いるニューラルネットは，単一の

ニューラルネットでありながら，可変長の入力に対応

するように構成した伸縮性ニューロタガー22)である．

ニューロタガーの後処理に用いた書き換え規則は，単

語そのものの情報を活用するなどニューラルネットの

弱点を補うテンプレートを用いて誤り駆動型学習5)に

より訓練データから自動獲得される．計算機実験の結

果，書き換え規則を後処理に用いることによってテス

トデータへのニューロタガーによる品詞タグづけのエ

ラーは 19.7%減らされ，全体の統合システムのタグづ

け精度はニューロタガーのみを用いた場合より 1.1%高

く，95.5%まで向上した．

2. 品詞タグづけ問題

本研究では，単語のとりうる品詞がリストアップさ

れている辞書

V = (w1, w2, · · · , wv) (1)

と品詞セット

Γ = (τ1, τ2, · · · , τγ) (2)

がすでに用意されているものと仮定する（ただし，v

は登録された単語の総数で，γ は品詞の数である）．

つまり，本研究では（辞書に存在しない）未知語は

取り扱わない☆4．したがって，品詞タグづけ問題は，

任意の文 W = w1w2 · · ·ws(wi ∈ V , i = 1, · · · , s)
が与えられたとき，以下の手続き ϕ によって品詞列

T = τ1τ2 · · · τs(τi ∈ Γ, i = 1, · · · , s) を見つけること
である．

☆2 書き換え規則を後処理に用いる考え方は Brill 5)によって初めて
提案されたもので，日本語の形態素処理においては最近ルール
ベース手法の後処理に書き換え規則を用いる久光ら25)の研究が
ある．

☆3 ルールベース手法を導入して構築した統合システムは前述した
ニューラルネット手法の弱点を補うための 1つの解決方法であり，
多数の手法から考えられるさまざまな組合せ（たとえば HMM

と書き換え規則など）の中で最も適切なものである保証はない．
☆4 本論文で実験に用いた学習用およびテスト用のコーパスは，人手
でタグづけをされたものであり，いわゆる未知語は存在しない．
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図 1 統合システム
Fig. 1 The integrated system.

ϕ : W t → τt, t = 1, · · · , s (3)

ただし，t は品詞を定めようとする目標単語のイン

デックスを表し，W t は目標単語 wt を中心とした長

さ l + 1 + r の単語列である．すなわち，

W t = wt−l · · ·wt · · ·wt+r (4)

ただし，t− l ≥ 1, t+ r ≤ s．したがって，品詞タグ

づけは品詞をクラスに置き換えたクラス分け問題とし

てとらえることができ，ニューラルネットで取り扱う

ことができる．

3. 統合システム

提案する統合システム（図 1）は主タグづけ器とし

てのニューロタガーと後処理としてのルールベース

コレクターから構成される．文が入力されると，まず

ニューロタガーが個々の単語に品詞タグづけを行う．

そして，ルールベースコレクターが微調整のチューナ

としてニューロタガーの出力を必要に応じて修正し，

最終的に品詞を決定する．以下，ニューロタガーとルー

ルベースコレクターについてそれぞれ詳しく述べる．

3.1 ニューロタガー

ニューロタガーは，単一の三層パーセプトロン（図

2）で構成される．ただし，ニューロタガーはその入

力が伸縮可能なものとされているため，品詞タグづけ

を長さ可変文脈で行うことができる．この節では，順

に入出力構成，入力の重みづけに用いるインフォメー

ションゲイン，そして伸縮性入力に適した訓練方法に

ついて述べる．三層パーセプトロンのアーキテクチャ

やニューロタガーの特徴などについては文献 21)，22)

を参照されたい．

3.1.1 入出力構成

入力 IPT は目標単語 wt を中心とした長さ l+1+r

の単語列 W t（式 (4)）から得られた情報で構成され

るもので，以下のように表す．

IPT = (iptt−l, · · · , iptt, · · · , iptt+r) (5)

ただし，入力の長さ l+1+ r は固定なものではなく，

後で述べるように伸縮性を持つものとされる．具体的

に，単語 w が入力の位置 x (x = t− l, · · · , t+ r)に

与えられたとき，IPT の構成部分である iptx は以下

のように重みづけされたパターンで定義される．

iptx = gx · (ew1, ew2, · · · , ewγ) (6)

ここで，gx は次節で述べるインフォメーションゲイ

図 2 ニューロタガー
Fig. 2 The neuro tagger.

ンで（式 (16)～(19)を用いて）求められる重みで，γ

は品詞の数である．もし単語 w が訓練データに出現

するならば，各要素 ewi は以下のように得られる．

ewi = Prob(τ i|w) (7)

ただし，Prob(τ i|w) は単語 w の品詞が τ i である確

率で，訓練データから以下のように推定される．

Prob(τ i|w) = C(τ i, w)

C(w)
(8)

ここで，C(τ i, w) は全訓練データを通じ，w が品詞

τ i をとる回数で，C(w)は w が出現する回数である．

一方，もし単語 w が訓練データに出現しないならば，

各要素 ewi は以下のように得られる．

ewi =




1

γw
τ i が w のとりうる品詞の場合

0 その他
(9)

ここで，γw は単語 w が持ちうる品詞の数である☆．

出力 OPT は以下のように定義されるパターンで

ある．

OPT = (O1, O2, · · · , Oγ) (10)

ただし，OPT は以下のようにデコードされるものと

する．

τN (wt) =




τ i Oi = 1, かつすべての

Oj = 0 (j �= i) の場合

Unknown その他

(11)

ここで τN (wt) は単語 wt へのタグづけ結果を表す．

☆ 2章にも述べたように，実験に用いたコーパスに未知語が存在し
ないため，本論文の議論では未知語の取扱いを考慮していない．
しかし，単語 w が未知語の場合各要素 ewi を 1

γ に設定すれ
ば未知語の対応も可能と思われる．ただし，γ は品詞の数であ
る．
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ニューロタガーに可変長文脈で品詞タグづけを行わせ

るために，ニューロタガーの入力に伸縮性を持たせた．

具体的には，はじめに入力 IPT の長さ l+1+r を最

大に設定し，タグづけを行う．タグづけの結果 τN (wt)

が Unknown ならば，入力 IPT の長さ l+1+ r を

一定の間隔で縮小してタグづけ処理をもう一度行う．

この処理は τN (wt) が Unknown でなくなるか，入

力の長さ l + 1 + r が 1（すなわち，入力は目標単語

のみ）に縮むか，になるまで繰り返される．このよう

な入力の伸縮性の導入は，結果の確信度を高めるため

に，タグづけをまずできるだけ長い文脈を用いて行い，

訓練データの不足から確定的な答が出ない場合に順次

文脈を短くするといったように長さ優先可変文脈を用

いることを意味する．

文の各単語を左から右へ順にタグづけしていくとき，

左側の単語はつねにタグづけ済みと考えられるため，

それらの単語に関する入力を構成するとき，より多く

の情報が活用できる．具体的には，式 (6)～(9)を用い

る代わりに，入力は次のように構成される．

iptt−i = gt−i ·OPT (−i) (12)

ただし，i = 1, · · · , l．ここで，OPT (−i)は i 個前の

単語に対してタガーが出した出力を表す．しかしなが

ら，訓練過程においてはタガーの出力はまだ正確では

ないため，それらを直接入力にフィードバックして使

うことができない．そのために，訓練過程における入

力は以下のように実際の出力と目標出力の重みつき平

均を用いて構成する．

iptt−i=gt−i ·(wOPT ·OPT (−i)+wDES ·DES)

(13)

ここで，DES は目標出力で，wOPT と wDES はそ

れぞれ次のように定義される．

wOPT =
EOBJ

EACT
(14)

wDES = 1− wOPT (15)

ここで，EOBJ と EACT はそれぞれ目標誤差と実際の

誤差（詳細は文献 22)を参照）を表す．したがって，訓

練の始めの入力構成では目標出力の比重が大きく，時

間が経つにつれゼロへ減っていく．逆に，実際の出力

の比重は最初小さく，時間が経つにつれて大きくなっ

ていく．

3.1.2 インフォメーションゲイン（IG）

インフォメーションゲイン（IG）は，特徴ベクトル

で定義されるデータセットの情報量がある特定の特徴

の値を知ることによってどれだけ増えるかを表す量で

ある23),24)．より具体的にいえば，ある特徴の IGと

はその特徴がデータのクラス同定にどれだけ重要かを

反映する量である．ここで，特徴を入力の構成部分，

特徴の値をその構成部分のとりうる品詞，データの属

するクラスを目標単語のとりうる品詞にそれぞれ置き

換えてやれば，各構成部分の IGはその構成部分の品

詞タグづけへの影響度として考えることができる．

したがって，式 (5) における入力の各構成部分

iptx (x = t − l, · · · , t, · · · , t + r) は式 (6) にあるよ

うなそれぞれタグづけへの影響度に応じた重み gx を

持つと仮定すれば，その重みは以下のように求められ

る．ここで全訓練データのセットを S，i 番目のクラ

ス，すなわち，i 番目の品詞 (i = 1, · · · , γ)を Ci，Ci

に属するデータのセットを SCi で表す．セット S の

エントロピー，すなわち，S の中の 1つのデータのク

ラス（品詞）を同定するのに必要とされる情報の平均

量は

info(S) = −
γ∑

i=1

C(SCi)

C(S)
× ln

C(SCi)

C(S)
(16)

である．ただし，C(X) はセット X の中のデータの

数を表す．セット S が構成部分 iptx の持ちうる h 個

の品詞によって h 個のサブセット Si (i = 1, · · · , h)
に分割されたとき，新しいエントロピーはこれらのサ

ブセットのエントロピーの重みつき総和で求められる．

すなわち，

infox(S) =

h∑
i=1

C(Si)

C(S)
× info(Si) (17)

この分割（すなわち，構成部分 iptx の品詞を知るこ

と）による情報の増益（IG）は以下になる．

gain(x) = info(S)− infox(S) (18)

したがって，構成部分 iptx のタグづけへの影響度に

応じた重みは以下のように設定できる．

gx = gain(x) (19)

3.1.3 訓 練

入力を縮めてもタグづけに同じパラメータ（ユニッ

ト間の結合強度：wij）セットを用いられるようにする

ために，以下のような訓練方法をとった．ここで，伸縮

性入力を持つニューロタガーは，最小入力を持つネッ

トワーク（入力層–中間層–出力層にそれぞれ NImin–

NHmin–NO 個のユニットを持つ三層パーセプトロン）

から成長してきたもの（入力層–中間層–出力層にそ

れぞれ NImax–NHmax–NO 個のユニットを持つ三層

パーセプトロン）としてとらえる．ただし，NImin と

NImax はそれぞれ最小入力と最大入力を持つネット

ワークの入力層のユニット数，NHmin と NHmax は

それぞれ最小入力と最大入力を持つネットワークの中
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図 3 伸縮性ニューロタガーの訓練
Fig. 3 Training of the elastic neuro tagger.

間層のユニット数，そして NO はすべてのネットワー

クの出力層のユニット数である．したがって，伸縮性

入力ニューロタガーの訓練は小さいパーセプトロンの

訓練から最大パーセプトロンの訓練への漸進型過程

として考える．具体的には，まず最小入力を持つパー

セプトロン（たとえば図 3 の実線の部分）を訓練す

る．訓練し終えた後，それを段階的に成長させ，新し

いパーセプトロンを形成する（たとえば図 3の点線を

含む全体）．それから，その新しいパーセプトロンの

訓練を行う．そのとき，前の訓練で得たネットワーク

の結合強度のセット（たとえば図 3の w1 と w2）は

そのまま初期値として用いられる．いうまでもなく，

この方法を用いてもパーセプトロンの性質から，w1

と w2 は新しい学習によって多少修正される．しかし

ながら，最初から最大入力のパーセプトロンを訓練す

る場合に比べれば，その変動の程度（つまり，最小入

力のパーセプトロンの単独訓練で得られるものとの違

い）が小さいと思われる．

3.2 ルールベースコレクター

ニューロタガーは，単語の品詞が前の単語のみによっ

て確実に決まる場合でも，あくまでも文脈全体の下で

の可能性に基づいて解析を行う．すなわち，一般的に

いえばニューロタガーがコーパスからの学習で獲得し

やすいのが基本的に論理積関係，すなわち，(iptt−l &

· · · iptt & · · · iptt+r → OPT )，のような規則であり，

単項式関係の規則，たとえば，(iptx → OPT )，を獲

得するのが困難☆である．その結果，前の単語が同じ

☆ 3.1節にも述べたようにニューロタガーの入力は伸縮可能なの
で，(l, r) を (0,0)へ縮小する場合，ニューロタガーが単独の入
力 iptt でタグづけを行うことになる．その意味では，ニューロ
タガーも単項式関係を扱える．しかしながら，ここでいう単項式
関係はより一般的な場合，すなわち，単独の入力は任意の iptx

(x = t − l, · · · , t + r)である．また，ニューラルネットは理
論的に任意の関係が学習可能なので，ここで「困難」という言

でも全体の文脈が変わると，タグづけ結果が変わって

しまう可能性がある．また，語彙情報が品詞タグづけ

に非常に重要な情報であるにもかかわらず，ニューロ

タガーはその規模が膨大になることから語彙情報を用

いるのが困難である．すなわち，ニューロタガーは，

(w → OPT ) や (w & τ → OPT )，あるいは (w1 &

w2 → OPT )のような単語そのものを条件とする規則

を獲得することができない．ここで，w，w1，w2 は

単語を表し，τ は品詞を表している．さらに，ニュー

ラルネットはその収束性と過学習問題から訓練データ

への品詞タグづけ精度を 100%まで学習し続けるのは

ほとんど不可能であり得策ではないことから，適当と

思われる精度で学習を止めるのが普通である．そのた

め，論理関係を問わず有用な規則が獲得されていない

恐れがある．

ニューロタガーの以上のような弱点を補うために，

書き換え規則に基づく修正器（ここでルールベースコ

レクターと呼ぶ）を後処理として導入する．書き換え

規則は，テンプレートセットをまず用意し，その個々

のテンプレートを訓練用コーパスへのニューロタガー

によるタグづけのエラー箇所に適用することによって，

全コーパスを通し，正しく修正された箇所の数と間

違って修正された箇所の数の差が最大になるような規

則を選び出すことによって獲得される．テンプレート

は以上に述べたニューロタガーの欠点を補完するよう

に単項入力の規則，語彙情報を入力に用いる規則，さ

らには品詞と語彙の論理積を入力とした規則から構成

される．表 1は本システムに用いたテンプレートセッ

ト☆☆を示す．具体的な学習手続きは表 2 に示す．

このような統合システムによるタグづけは以下のよ

うに行われる．タグづけしようとするコーパスが与え

られたとき，まずそれをニューロタガーによってタグ

づけする．そしてタグづけされたコーパスが表 2に

示している学習手続きで獲得した順序付書き換え規則

で修正される．その修正は個々の規則を順番にコーパ

スに適用してはコーパス（の品詞タグ）を更新すると

いった繰返し過程である．

4. 実 験 結 果

実験用データは文献 21)，22)と同様，すでに品詞

葉を用いる．
☆☆ このテンプレートセットが適切かどうかを評価するために，単
語の論理和入力を加えたテンプレートセットやさらに品詞の論
理積と論理和入力を加えたテンプレートセット，そして，語彙情
報なしのテンプレートセット（表 5を参照）などを用いた追加
実験もした．結果は 4章に述べる．



2832 情報処理学会論文誌 Oct. 2000

表 1 書き換え規則のテンプレートセット
Table 1 The set of templates for transformation rules.

タグ τa をタグ τb へ変更する，もし
（単項入力）
（入力は品詞）

1．左（右）の単語のタグが τ である
2．2つ左（右）の単語のタグが τ である
3．3つ左（右）の単語のタグが τ である

（入力は単語）
4．目標単語が w である
5．左（右）の単語が w である
6．2つ左（右）の単語が w である

（単語の論理積入力）
7．目標単語が w1 で，左（右）の単語が w2 である
8．左（右）の単語が w1 で，2つ左（右）の単語が w2

である
9．左の単語が w1 で，右の単語が w2 である

（品詞と単語の論理積入力）
10．目標単語が w で，左（右）の単語のタグが τ である
11．左（右）の単語が w で，左（右）の単語のタグが τ

である
12．目標単語が w1 で，左（右）の単語が w2 で，

左（右）の単語のタグが τ である

表 2 書き換え規則の学習手続き
Table 2 Learning procedure of transformation rules.

1．ニューロタガーで訓練用コーパスをタグづけし，コーパス
を更新する

2．タグづけた結果と正解を比較し，エラー箇所を見つける
3．個々のエラー箇所において，テンプレートとの照合を行な
い，規則群を得る

4．最適な規則を (cnt good − h · cnt bad) が最大であるよ
うに選ぶ．ただし，

cnt good：間違ったタグを正しい方へ変更する数
cnt bad：正しいタグを間違った方へ変更する数
h：規則を生成する厳格さを制御する重み

5．最適な規則を訓練コーパスへ適用し，コーパスを更新する
6．最適な規則を順序付書き換え規則のリストに付け加える
7．最適な規則がなくなる（cnt good − h · cnt bad ≤ 0）
まで手順 2—6を繰り返す

のタグづけが行われたタイ語コーパスから得られた

10,452の文であった．それを無作為に 8,322文と 2,130

文に分けてそれぞれ訓練とテストに使った．訓練文に

おいては 124,331 個の単語（そのうち，22,311 個の

単語が複数の品詞を持つ），テスト文において 34,544

個の単語（そのうち，6,717個の単語が複数の品詞を

持つ）を有する．ニューロタガーの訓練には訓練文の

中の品詞の曖昧性のある単語のみを用いた．HMMの

訓練には訓練文の全単語を用いた．ただし，いずれ

の場合においても各単語がそれぞれの品詞をとる頻

度 Prob(τ i|w) の推定には訓練文の全単語を用いた
（HMM の詳細については文献 22)を参照）．タイ語

には 47種類の品詞が定義されている26)ため，γ（式

(2)）は 47にセットされる．

ニューロタガー：入力層–中間層–出力層に p– p
2
–γ

個のユニットを持つ三層パーセプトロンで構成される．

ここで，γ = 47，p = γ ·(l+1+r)．ただし，(l+1+r)

は以下のように伸縮性を持つ．訓練段階においては，

(l, r) を (1,1) → (2,1) → (2,2) → (3,2) → (3,3) の

ように段階的に増加させ，小さいネットワークから大

きいネットワークへ漸進的に訓練を行う．一方，タグ

づけにおいては，逆に必要に応じて (l, r) を (3,3) →
(3,2) → (2,2) → (2,1) → (1,1) → (1,0) → (0,0)の

ように段階的に縮小していく．ただし，タグづけにお

いては，中間層のユニット数を最大のまま（すなわち，

(l, r) = (3, 3) に対応したもの）に固定した☆．

ルールベースコレクター：表 2 の学習手続きに用

いた規則生成の評価関数 cnt good − h · cnt bad の
パラメータ h は規則生成の厳しさを制御するもので

ある☆☆．パラメータ hを大きく設定すると，cnt bad

の影響が大きくなり，少しでも間違いを生じるような

規則は生成されにくくなる．本論文では，ニューロタ

ガーはすでに高い精度を持ち，ルールベースコレク

ターはあくまでも微調整のチューナという位置づけで

用いる（すなわち，規則の生成を厳しくする）ため，

重み h を 100という大きな値に設定した．訓練デー

タを，表 1に示すテンプレートを用いて表 2に示す手

続きで学習した結果，計 520個の順序付き書き換え規

則が得られた．表 3はその最初の 15個の規則を示す．

表 4 はテストデータへのタグづけ結果を示してい

る．表に示す精度は品詞に曖昧性のある単語のみを対

象に測定されたものである．表には伸縮性ニューロタ

ガーと統合システムの精度を示しているほか，これら

との比較のため，ベースラインモデル，HMM，そし

てルールベースモデルのそれぞれの精度も示してい

る．ここでいうベースラインモデルとは，文脈情報を

使わず訓練コーパスから得られた個々の単語がとる品

詞の頻度情報のみを用いてタグづけを行うものである．

また，ルールベースモデルとは，ニューロタガーを用

いる代わりにベースラインモデルのタグづけ結果に，

表 5 に示すテンプレートを用いて表 2に示す手続き

で訓練データを学習して得られた 1,177個の書き換え

規則を適用したものである．ただし，この場合，書き

換え規則は微調整チューナではないため，hを 1に設

定した．

表に示しているように，伸縮性ニューロタガーの精

☆ 実際，中間層のユニット数を入力の長さに応じて変化させる方
法を用いてもほぼ同じ実験結果が得られた．

☆☆ Brillの論文5)では h のようなパラメータを用いず cnt good−
cnt bad を評価関数とした．
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表 3 最初の 15個の書き換え規則
Table 3 The first fifteen transformation rules.

表 4 テストデータへの品詞タグづけ結果∗

Table 4 The results of POS tagging.

モデル ベースライン HMM ルールベース 伸縮性ニューロ 統合システム
精度 0.836 0.891 0.935 0.944 0.955

∗ 品詞に曖昧性のある単語のみを測定対象とした．

度は 94.4%で，HMMのそれよりはるかに高く，ルー

ルベースモデルのそれよりも高かった．一方，ルール

ベースモデルの精度はニューロタガーのそれに劣る

ものの，統計手法のそれよりはるかに高かった．そし

て，統合システムの精度は 95.5%で，伸縮性ニューロ

タガーのそれより 1.1%高かった．実際，書き換え規

則は，訓練データとテストデータへのニューロタガー

によるタグづけのエラーの 88.4%と 19.7%をそれぞれ

修正した．また，伸縮性ニューロタガーの精度はどの

固定長入力のニューロタガーのそれ（詳細は文献 22)

を参照）よりも高かった．したがって，伸縮性ニュー

ロタガーは，文脈の長さを事前に経験的に選ぶ必要が

なく，いつも状況に応じて適切な長さの文脈を自動的

に選べる．

表 1 のテンプレートセットは主にニューロタガーの

弱点（単項式関係の規則の獲得と語彙情報の使用が困

難である）を補うために設計されたもので，Brillが用

いたテンプレートセット5)に比べテンプレートの数は

かなり少ない．このような小規模なテンプレートセッ

トが十分かどうか，または適切かどうかを検証するた

めに，表 1のテンプレートセットとBrillのテンプレー

トセットの和集合のテンプレートセット（表 5）を用

意してそこから作成したいくつかのサブセットを用い

た比較実験を行った．そのとき，表 1 のテンプレート

セットは表 5 のテンプレートセットのテンプレート 1

～9とテンプレート 13～15から構成されているサブ

セットとして考えることができる．

まず，表 1 のテンプレートセットが十分かどうかを

見るために，そのテンプレートセットの上に，（1）単

語の論理和入力のテンプレート（表 5 の 10～12）を

追加したテンプレートセットと，（2）品詞の論理和入

力と論理積入力のテンプレートも加えたテンプレート

セット（表 5 のテンプレートセットそのもの）を用い

た追加実験を行った．実験の結果，（1）の場合のタグ

づけ精度はまったく変わらなかった；そして（2）の

場合のタグづけ精度はわずか 0.03%しか向上しなかっ

た（すなわち精度表示は同じ 95.5%であった）．以上

の結果から，表 1 のテンプレートセットはほぼ十分で

あることが分かった．それから，表 1 のテンプレート

セットが適切かどうかを見るために単語の論理積入力

のテンプレート（表 1の 7～9）の代わりに単語の論理

和入力のテンプレート（表 5 の 10～12）を用いたテ

ンプレートセットを用いた追加実験を行った．その結

果，タグづけ精度が 95.4%で 0.1%落ちた．したがっ

て，単語の論理和入力のテンプレートより論理積のテ

ンプレートを用いたほうが適切であることが分かった．

一方，語彙情報のないテンプレートセット（すなわち，

表 5 のテンプレートセットから語彙情報が入ってい

るテンプレート 4～15を取り除いたテンプレートセッ

ト）を用いた追加実験も行った．その結果，タグづけ
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表 5 書き換え規則のテンプレートセット（比較実験用）
Table 5 The set of templates for transformation rules

used in comparative experiments.

タグ τa をタグ τb へ変更する，もし
（単項入力）
（入力は品詞）

1．左（右）の単語のタグが τ である
2．2つ左（右）の単語のタグが τ である
3．3つ左（右）の単語のタグが τ である

（入力は単語）
4．目標単語が w である
5．左（右）の単語が w である
6．2つ左（右）の単語が w である

（単語の論理積入力）
7．目標単語が w1 で，左（右）の単語が w2 である
8．左（右）の単語が w1 で，2つ左（右）の単語が w2

である
9．左の単語が w1 で，右の単語が w2 である

（単語の論理和入力）
10．目標単語と左（右）の単語のどれかが w である
11．左（右）と 2つ左（右）の単語のどれかが w である
12．左と右の単語のどれかが w である

（品詞と単語の論理積入力）
13．目標単語が w で，左（右）の単語のタグが τ である
14．左（右）の単語が w で，左（右）の単語のタグが τ

である
15．目標単語が w1 で，左（右）の単語が w2 で，

左（右）の単語のタグが τ である
（品詞の論理和入力）

16．左と右の単語のどれかのタグが τ である
17．左（右）と 2つ左（右）の単語のどれかのタグが τ

である
18．左（右）と 2つ左（右）と 3つ左（右）の単語の
どれかのタグが τ である

（品詞の論理積入力）
19．左の単語のタグが τ1 で，右の単語のタグが τ2 である
20．左（右）の単語のタグが τ1 で，2つ左（右）の単語
のタグが τ2 である

精度は 0.9%落ち，94.6%であった．したがって，品詞

タグづけに語彙情報を用いるのが重要であることが分

かった．さらに，規則を生成する厳しさを制御する重

み h を大きくしたのが正しいかどうかを確認するた

めに，表 1 のテンプレートセットを用いて h = 1 の

追加実験を行った．その場合，h = 100 の場合に比べ

タグづけ精度は確かに微小に（0.045%）低下したが，

有意差が認められるほどのものではなかった．

最後に注意してほしいのは，これまでの文献では品

詞タグづけの精度としてよくテストデータの全単語

（品詞の曖昧性のありなし問わず）を対象に測定して

得たものを用いているということである．もしこのよ

うな定義を用いれば，統合システムの精度は 99.1%に

達することになる．

5. 結 び

伸縮性ニューロタガーとルールベースコレクターで

構成される統合品詞タグづけシステムを提案した．伸

縮性ニューロタガーは情報量最大を考慮し動的に適切

な長さの文脈でタグづけができる．一方，ルールベー

スコレクターはニューロタガーが獲得困難な規則を誤

り駆動型学習で自動獲得し，ニューロタガーが生じた

エラーを修正する．計算機実験の結果，伸縮性ニュー

ロタガーは HMMやルールベースモデルより高い精

度（94.4%）でタグづけができた．そして，書き換え

規則を後処理に導入したことによりタグづけのエラー

は 19.7%減少し，タグづけ精度は 95.5%まで向上した．

この精度は多品詞語のみを測定対象として得られたも

ので，全単語を対象に測定した場合，タグづけ精度は

99.1%になる．したがって，数万オーダーの多品詞語

を含む小規模コーパスを訓練に用いても，本システム

のタグづけ精度はほぼ実用的に使えるレベルに達して

いるといえる．
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