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サブワードモデルを用いた未登録語認識の効率的探索手法

小 窪 浩 明† 大 西 茂 彦†

山 本 博 史† 菊井 玄一郎†

本論文では，未登録語を含む音声の認識を可能とするクラス依存サブワードモデルを効率的にデ
コードする手法として，サブワードネットワークを用いたデコーダを提案した．提案したデコーダを
従来の単語N-gramベースのデコーダと比較したところ，認識性能を劣化させることなく言語モデル
のデータサイズを 1/40にし，46%の処理量削減を実現した．また，提案したサブワードネットワー
クの構造を応用し，日本人姓/名を対象としたモデル化に有効と思われる言語的特徴量について検討
した．評価用音声データに出現する未登録語の認識実験の結果，サブワード bigramのみでモデル化
した場合に比べ，モーラ長確率や単語終端位置での生起確率を特徴量に追加することで，未登録語の
正解数が約 15%向上した．

Efficient Decoding Method for
OOV Words Recognition with Subword Models

Hiroaki Kokubo,† Shigehiko Onishi,† Hirofumi Yamamoto†

and Genichiro Kikui†

Class dependent subword models were found to be effective for recognizing OOV (out-of-
vocabulary) words. This paper proposes a novel decoder that efficiently handles the models.
Compared with previous decoder, the proposed method achieves language model size of 1/40,
and 46% reduction in CPU time without any deterioration of performance. Then, using the
structure of subword networks, we examine feature parameters of subword models, which are
applied to Japanese family/personal name. The result of speech recognition for OOV words
indicates that by using of additional characteristics (e.g., duration or occurrence probability
in word-end), the number of correctly recognized OOV words was improved by about 15%.

1. は じ め に

音声認識の大語彙化が進んでいるにもかかわらず，

未登録語の問題は依然解決していない．特に，人名や

地名などの固有名詞は語彙を増加してもそのすべてを

網羅することは困難である．一方，固有名詞はタスク

達成上重要な情報を多く含んでおり，固有名詞の未登

録語認識は大きな技術課題の 1つとして位置付けるこ

とができる．

未登録語を含む連続音声認識の先行研究としては，

登録語を認識対象としたデコーダと並行して音素タイ

プライタを動作させ，未登録語の音素系列を推定する

方法1),2)，未登録単語の構成単位をサブワードとして

新たに単語辞書に登録しておく方法3)∼5)などが提案さ

れている．音素タイプライタを並行して動作させる前
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者の方法は，2つのデコーダを動作させる必要がある

ため，処理量の観点から不利な場合も多く，甲斐ら2)

は未登録語の探索を独立に行うことで処理の効率化を

図っている．また，推定される未登録語区間の音響ス

コアは最尤音素系列のスコアが使われるため，語彙内

の単語仮説と統合するにはペナルティなどのヒューリ

スティックスが必要となる．一方，後者のサブワード

を単語辞書に登録させる方法では，デコーダにいっさ

い手を加えることなく実装が可能であるという利点は

あるものの，サブワード間の探索ごとに単語間遷移に

相当する仮説を展開する必要がある．単語に比べて構

成単位の小さいサブワードではサブワード連鎖の探索

を頻繁に繰り返すことになり，デコード処理に大きな

負荷がかかる．また，多くの研究では語彙外の単語を

すべて 1つの未登録語クラスとして扱っているため，

特定のカテゴリに属する未登録語の持つ単語間の制約

や音韻系列の言語的特徴などを十分にモデル化するま

でには至っていない．
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我々は未登録語を含む音声の高精度な認識を可能に

することを目的として，クラス依存サブワードを用い

た言語モデルを提案している6),7)．本言語モデルは，

単語クラスN-gram 8)と未登録語に対応する複数のサ

ブワードモデルから構成される．これらのサブワード

モデルは未登録語の語彙クラス（たとえば，人名クラ

ス，地名クラスなど）に依存して構築され，単語クラ

ス N-gram の下位階層としてモデル化される．この

ように言語モデルを階層化することによって，クラス

N-gramによる単語連鎖の制約と，未登録語を特徴付

ける音韻並びの制約とをお互いの干渉なく統合する

ことが可能となる．また，サブワードモデルは未登録

語の語彙クラスごとに対象を限定することで，読みの

統計的特徴をより高精度にモデル化することが期待で

きる．

これまで，クラス依存サブワードモデルは個々のサ

ブワードを単語と見なした N-gram形式で実装してい

た6)．このような実装はクラスN-gramを扱える従来

のデコーダであれば，修正なしに利用可能であるとい

うメリットがある．しかしながら，階層的言語制約に

よって構築されているモデルに対して，階層化を意識

しないデコーダを用いることは，単語連鎖とその下位

階層であるサブワード連鎖とをフラットなモデルとし

て扱うことを意味する．このため，言語モデルサイズ

の肥大化やデコードのオーバヘッドにともなう計算負

荷の増大という副作用があった．この副作用を解消す

るためにも，モデルの特長を生かした新たなデコーダ

が望まれる．

今後，地名，施設名など，人名以外の未登録語クラ

スに関しても対象を拡張していくためには，モデルの

コンパクト化やデコーダによる仮説探索処理の効率化

とともに，それぞれの未登録クラスのより高精度なモ

デル化が必要になっていく．日本人の姓/名を未登録

語の対象としたサブワードモデルのモデル化には，こ

れらの持つ言語的知見に基づいて，単一モーラとモー

ラ連鎖をサブワード単位として定義し，モーラ並び，

およびモーラ長を特徴量としてきた6)．ところで，日

本人姓/名の言語的な傾向として特徴的と考えられる

ものは，モーラ長以外にもあげることはできる．サブ

ワードモデルをより高精度にモデル化するためにも，

特定のクラスに属する未登録語に対して特徴的な傾向

を持つパラメータについて調査しておくことは検討に

値する．

本論文では，2 章で日本人姓/名を対象としたサブ

ワードモデルのモデル化について述べる．3 章では，

サブワードモデルを用いた階層化言語モデルをより効

率的に探索することを目的とした，新しいデコーダの

実装法を提案する．本デコーダでは，単語連鎖の下位

階層であるサブワード連鎖をデコードするためにサブ

ワードネットワークを採用した．このことにより仮説

のデコードを階層化し，効率的な処理を可能としてい

る．また，提案したデコーダの構造を応用し，日本人

姓/名を対象としたモデル化に有効と思われる言語的

特徴量について検討した．4 章では評価実験を行い，

提案したデコーダの性能を評価した．また，デコーダ

の構造に基づいて作成したサブワードモデルに対して，

パープレキシティに基づいた指標で比較するとともに，

未登録語を含む音声認識実験を行い，提案手法の有効

性を検証した．

2. 人名を対象としたサブワードモデル

2.1 クラス依存サブワードモデル

単語クラス N-gram 8)では，単語系列 W =

{w1, w2, . . . , wN} の言語尤度 p(W ) は次式で表すこ

とができる．

p(W ) =

N∏
i=1

p(wi|Cwi) · p(Cwi |Cwi−1) (1)

ただし，wi は i 番目の単語，Cwi は単語 wi の語彙

クラスを表す．ここで，単語 w が未登録語である場

合，数式 (1)第 1項のクラス内単語生起確率は次式と

なる．

p(w|Cw) = p(Mw|Coov) (2)

ただし，Coov は単語 w の属する未登録語クラス，

Mw = {m1, m2, ..mL} は単語 w のモーラ系列で

ある．

図 1にクラス依存サブワードモデルに基づく言語モ

デルの概念図を示す．上層のクラスN-gramでは，数

式 (1)の p(Cwi |Cwi−1)で定義される単語間の制約を

かけ，下位階層のサブワードモデルでは，数式 (2)で

定義される未登録語クラス内でのモーラ並びの制約を

かける．また，サブワードモデルの制約は下位の階層

に隠蔽されるため，上層のクラスN-gramとは干渉し

図 1 未登録語認識のための言語モデル
Fig. 1 Language models for OOV word recognition.
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ない．

2.2 モーラ長を特徴量に加えたモデル化

日本人姓/名を対象にしたサブワードモデルのより

精緻なモデル化を目的として，日本人姓/名に特有の

言語的特徴を表現する特徴量について考える．これま

でに日本人姓/名の言語的特徴について，モーラの連

鎖とモーラ長に特有の傾向があることが分かっており，

サブワードモデルはこれらの知見に基づき，サブワー

ド bigramにモーラ長の特徴量を加えてモデル化され

ていた6)．

ここで，モーラ長を特徴量に加えたサブワードモデ

ルを定式化する．単一モーラおよびモーラ連鎖をサブ

ワード si = {mli−1+1, .., mli} として定義すると，
Mw = {m1, m2, . . . , mL}

= {(m1, .., ml1), (ml1+1, .., ml2)

, . . . , (mlK−1+1, .., mlK )}
= {s1, s2, . . . , sK} (3)

となる．ここで li は i 番目のサブワード si の最終

モーラ mli の位置を示す（1 ≤ l1 < . . . < li−1 <

li < li+1 < . . . < lK = L）．数式 (2)を未知語クラス

Coov におけるサブワード bigram poov(si|si−1) の積

として展開すると，

p(Mw|Coov) = poov(s1)

·
K∏

i=2

poov(si|si−1) (4)

となる．このとき，サブワードの特徴量としてモーラ

長を追加した場合を考える．

poov(l > li) = poov(l > li|l > li−1)

·poov(l > li−1) (5)

となることを利用し，Coov クラス内の単語のモーラ

長が lK となる確率 poov(l = lK) を展開すると，

K = 1 の場合

poov(l = lK) = poov(l = l1) (6)

K > 1 の場合

poov( l = lK)

= poov(l > l1)

· poov(l > l2|l > l1)

· poov(l > l3|l > l2)

. . .

· poov(l = lK |l > lK−1) (7)

となる．したがって，数式 (4)にモーラ長の確率を追

加した場合，以下の式に展開できる．

K = 1 の場合

p(Mw | Coov) · poov(l = lK)

= poov(s1) · poov(l = l1) (8)

K > 1 の場合

p(Mw | Coov) · poov(l = lK)

= poov(s1) · poov(l > l1)

·
K∏

i=2

poov(si|si−1) · pL
oov(i) (9)

ただし，

pL
oov(i)

=

{
poov(l > li|l > li−1) if i < K

poov(l = li|l > li−1) if i = K

(10)

数式 (9) に基づいて，サブワード si−1 からサブ

ワード si への遷移確率 poov(si−1 → si) を以下に定

義する．

• 遷移先が単語の終端以外 (i < K)

poov(si−1 → si) = poov(si|si−1)

·poov(l > li|l > li−1) (11)

• 遷移先が単語の終端 (i = K)

poov(si−1 → si) = poov(si|si−1)

·poov(l = li|l > li−1) (12)

このように，サブワード間の遷移確率は同じサブ

ワード間の遷移であっても，遷移先のモーラ位置，単

語の終端か否かの属性により異なる値を持つことにな

る．このためサブワードモデルの作成に際しては，こ

れらの属性ごとにエントリを展開しモデル化される．

3. サブワードモデルの実装

3.1 単語N-gram形式による実装

これまでは，サブワードモデルをクラスN-gram形

式に対応したデコーダで扱えるように，以下のような

実装を行っていた6)．

サブワードの単位として用いるモーラおよびモーラ

連鎖は擬似的な単語として扱い，認識辞書およびクラ

スN-gramに組み込む．その際，各サブワード単位は

以下のラベル付けによる展開を行い，ラベル違いの同

一サブワード単位を複数生成する．ラベルは，a)未登

録語クラス（日本人姓/名），b)単語内での開始モー

ラ位置，c)単語の終端か否か，の 3項組である．ラベ

ル付きのサブワードに関するモデル間の遷移は次のよ

うな制約を受ける．

• 登録単語クラスからサブワードへの遷移は開始
モーラ位置が 1のラベルを持つ場合のみ．

• サブワードから登録単語クラスへの遷移は終端ラ
ベルのついた場合のみ．

• サブワード間での遷移はモーラ位置が連接し，か
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つ同じ未登録語クラスに属する場合のみ．

これらの制約から外れる遷移は N-gramの遷移確率

を明示的に 0にすることで制限をかける．このため，

クラス bigramは back-off smoothingなどの平滑化に

より圧縮されているデータをクラス数 × クラス数の
マトリックスに展開して保持しておくことが要求され

る．さらに，ラベルの異なるサブワード単位をそれぞ

れ単独のクラスに割り当てていることにより，クラス

数の増加が見込まれる．いま，単語クラスの先行クラ

ス（ from class）数を N
C

f
w
，後続クラス（to class）数

を NCt
w
，単一モーラの種類を Nm（日本人姓/名の合

計），モーラ長の最大長を Lmax とすると，単一モー

ラの先行クラス数は
N

C
f
m
= Nm · Lmax (13)

後続クラス（to class）数は，単語終端と非終端で

2種類必要なため，

NCt
m
= 2 · Nm · Lmax (14)

となる．したがって，サブワードモデルの追加による

クラス数は，

N
C

f
w+sw

= N
C

f
w
+Nm · Lmax (15)

NCt
w+sw

= NCt
w
+ 2 · Nm · Lmax (16)

となり，クラス bigram サイズの比は次式で計算で

きる．

N
C

f
w+sw

· NCt
w+sw

N
C

f
w
· NCt

w

=

(N
C

f
w
+Nm · Lmax) · (NCt

w
+ 2 · Nm · Lmax)

N
C

f
w
· NCt

w

(17)

たとえば，作成するモデルの緒元を N
C

f
w
= NCt

w
=

700，Nm = 190，Lmax = 9 とする．数式 (17)に基

づき計算すると，サブワードモデルを追加することに

より bigramのサイズは約 20倍に肥大化する．実際

にはモーラ二連鎖をサブワードエントリに追加するた

め，言語モデルのサイズはさらに大きくなると予想さ

れる．

また，音声認識時のデコードに関しても，効率の低

下が生じる．サブワード間のデコードでは，モデルの

持つ終端ラベルやモーラ位置の制約により遷移の許さ

れるノードは自ずと限定される．しかるに，サブワー

ドを単語として登録している場合には，デコーダは

サブワードと登録単語とを区別しない．図 2 に単語

N-gram形式で実装した場合の lexical treeの模式図

を示す．この図のように，モーラ位置などの属性でラ

ベル付けされたサブワードの各エントリは登録単語と

図 2 N-gram形式で実装した場合の lexical tree

Fig. 2 Lexical tree for N-gram implementation.

ともに lexical tree上に展開される．デコード処理で

は，サブワード単位ごとに lexical treeの先頭ノード

から終端ノードへとノード間遷移を繰り返しながら仮

説が展開されていく．treeの終端ノードに到達した時

点で 1 つのサブワード仮説が生成され，tree の先頭

ノードに遷移することで後続するサブワードのデコー

ドに移行する．このとき，すべての単語に接続の可能

性が許されているため，tree内での仮説展開に比べて

探索空間が大きく拡大する．サブワードは通常の単語

に比べて短い単位から構成されているため，この負荷

の大きいサブワード間の遷移を頻繁に繰り返すことに

なる．本来，サブワード間の制約を受けて制限された

空間のみを探索すればよいにもかかわらず，単語間遷

移にみられる広い仮説空間を探索することは非常に効

率が悪く，処理量増加の原因となっている．

3.2 モーラ長制約を省略した実装

単語N-gramベースで構築したサブワードモデルの

肥大化の原因は，各サブワードエントリをモーラ位置

などのラベルごとに展開してモデル化したことにある．

デコーダの修正を行うことなくシステムのコンパクト

化を図るためには，サブワードエントリからラベルご

との展開をなくせばよい．そこで，数式 (11)，(12)で

定義していたサブワード間の遷移確率からモーラ長確

率に関する項を外して遷移確率を定義する．

poov(si−1 → si) = poov(si|si−1) (18)

このように実装した場合の lexical treeの模式図を

図 3 に示す．図 2 と比較してサブワードモデルの終

端ノードが減少し，デコーダの探索効率の改善が期待
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図 3 N-gram形式で実装した場合の lexical tree

（モーラ長制約を省略）
Fig. 3 Lexical tree for N-gram implementation

(Without mora durational condition).

できる．また，言語モデルの bigramのサイズに関し

ては，

N
C

f
w+sw

= N
C

f
w
+Nm (19)

NCt
w+sw

= NCt
w
+Nm (20)

として前節と同様に計算すると，サブワードモデル追

加による bigramのサイズの増加は約 2倍とモーラ長

を採用したモデルに比べて 1/10のサイズとなる．た

だし，このような実装はサブワードモデルの簡略化に

ともなう認識性能の劣化が懸念される．この認識性能

に関する検討については 4章で評価実験を行う．

3.3 デコードの階層化によるサブワード遷移確率

の分離

サブワードモデルからモーラ長制約を省略すること

なく言語モデルのサイズ削減とデコードの効率化を実

現するために，デコーダの見直しを行った．

3.1節で示したように，従来の実装ではサブワード

の遷移制約から外れた遷移に対して明示的に遷移確率

0を与える必要があった．このことにともなう言語モ

デルの肥大化を避けるために，デコードを階層化し，

クラスN-gram言語モデルからサブワードの遷移確率

を分離する．また数式 (9)で明らかなように，モーラ

長にかかわる確率はモーラの種類によらないため，サ

ブワード bigramとモーラ長に関する確率とは独立に

モデル化する．

サブワードモデルを単語N-gram形式で実装する場

合，個々のサブワードを単語と見なしてモデル化して

いた．実際には図 1 に示したように，単語連鎖の下

位階層としてサブワードモデルが存在しており，サブ

ワード系列の仮説を生成する過程においては上層のク

図 4 サブワードネットワークを用いたデコード
Fig. 4 Decoding modules using subword network.

ラス N-gram への遷移を考慮する必要はない．そこ

で，単語仮説を生成する lexical treeとは独立に，サ

ブワード系列の仮説を探索するためのネットワークを

作成する．

図 4にサブワードネットワークを用いたデコードの

模式図を示す．サブワードネットワークでは，個々の

サブワードに対応するモデルを作成するにあたり，単

語末に位置する終端モデルとそれ以外に位置する非終

端モデルの 2種類を用意する．非終端モデルからは非

終端モデルと終端モデルのどちらか一方への遷移が可

能である．終端モデルに到達した時点でサブワード系

列のデコードが完了する．lexical treeのレイアとサ

ブワードネットワークとのレイアを分離して実装する

ことにより，レイア間の遷移はお互いの終端ノードか

らの遷移に限定される．このため，サブワード系列の

探索空間と登録単語の探索空間とはお互いに干渉する

ことはなく，無駄な仮説の展開が抑制され効率的なデ

コードが可能となる．

3.4 デコーダの構造を応用した特徴量の導入

これまで，日本人姓/名を対象としたサブワードモ

デルでは，サブワード bigramとモーラ長を特徴量に

用いてきた．ところで，モーラ長以外にも日本人姓/名

の特徴的な言語的傾向をあげることは可能である．た

とえば，“ザ–ワ”，“グ–チ”など単語の終端に集中し

て存在するサブワードがある一方で，“ア–オ”，“キ–

ク”などは単語の終端にはほとんど現れない．このよ

うな単語終端位置での生起確率の片寄りも，日本人姓/

名を対象としたサブワードモデルのモデル化に有効な

特徴量と思われる．

実装したサブワードネットワークは，単語の終端に

位置する終端モデルとそれ以外に位置する非終端モデ

ルの 2種類を個別に配置した構造を持っている．この

構造を利用することで，単語終端位置での生起確率を

特徴量に追加したモデルは容易に定式化できる．サブ



Vol. 43 No. 7 サブワードモデルを用いた未登録語認識の効率的探索手法 2087

表 1 辞書および言語モデルの比較
Table 1 Comparison of lexicon and language models.

N-gram実装 提案法
Lexicon（約 18,000語） 2.4MB 1.0MB

Class N-gram（700 class） 150.9 MB 2.2MB

Subword models（x2） - 0.5MB

Total 153.3 MB 3.8MB

ワード si がクラス Coov に属する単語中の語末に存

在する確率 poov,E(si) をサブワードの終端確率とし

て定義すると，サブワード si−1 からサブワード si へ

の遷移確率は以下のようになる．

• 非終端モデルへの遷移確率
poov(si−1 → si) = poov(si|si−1)

·(1− poov,E(si)) (21)

• 終端モデルへの遷移確率
poov(si−1 → si) = poov(si|si−1)

·poov,E(si) (22)

したがって，図 4 のサブワードネットワークを用い

たデコードにおいて，非終端モデルから非終端モデル

への遷移の際には数式 (21)の遷移確率を用い，非終

端モデルから終端モデルへの遷移の際には数式 (22)

の遷移確率を用いて尤度計算を行う．

4. 評 価 実 験

4.1 デコーダの比較

単語数約 18,000語，クラス数約 700の言語モデル

を基本モデルとし，日本人姓/名を未登録語と見なして

サブワードモデルを作成した．サブワードモデルは単

一モーラ 95，二連鎖モーラ 150の計 245個をサブワー

ドの単位として選択し，サブワード bigramとモーラ

長の特徴量に基づいてモデル化した．

言語モデルのサイズについて，従来実装と提案方式

との比較を表 1 に示す．3.1節で説明したように，従

来実装では，a)未登録語クラス（日本人姓/名），b)単

語内での開始モーラ位置，c)単語終端か否か，の 3項

組のラベル付けにより展開されたサブワードを擬似的

な単語と見なし，個々のエントリに対してそれぞれ個

別のクラスを割り当ててクラスN-gramを作成してい

る．このため，クラスN-gramのサイズが肥大化して

いる．一方，サブワードネットワークを用いた提案方

式では，サブワードモデルと登録単語との干渉が起こ

らないため，それぞれのモデルを別々に持つことが可

能となる．基本モデルに加えて日本人姓/名の 2種類の

サブワードモデルを追加したサイズの合計は 3.8MB

となり，従来実装に対して言語モデルを 1/40のサイ

ズに削減できた．

表 2 実験条件
Table 2 Experimental condition.

評価音声 · 旅行会話ドメインの 42片側会話音声11)

· 16 kHzサンプリング（16 bit）
特徴量 · フレーム周期 10 ms，フレーム長 20ms

· 12次MFCCと対数パワー，および
それらの一次回帰係数（計 26次元）

· 音素環境依存HMnet

音響モデル · 1400状態 5混合（男性用モデル）
· 1400状態 15混合（女性用モデル）

言語モデル · 単語クラスN-gram 8)+サブワードモデル
（詳細は表 1 参照）

デコード
·1パス 時間同期ビタビサーチ
·2パス 言語重みを変更したフルサーチ

図 5 word accuracyの比較
Fig. 5 Comparison of word accuracy.

次に，未登録語の対象である日本人姓/名を含む評

価音声を用いた認識実験を行った．実験条件を表 2に

示す．評価用音声データには，旅行会話ドメインの 42

片側会話（4,990単語）を採用した11)．評価音声に出

現する未登録語は，日本人姓 50 語，日本人名 20 語

の計 70語である．実験ではサブワードモデルを含ま

ない基本モデルの結果をベースラインとし，N-gram

形式の従来実装のデコーダ（N-gram based）とサブ

ワードネットワークを用いた提案方式（proposed）と

の 2つのデコーダについて，word accuracyと処理量

（RTF=real time factor）とで比較した．

図 5 にビーム幅をパラメータとした場合の word

accuracyを示す．ベースラインの結果とサブワードモ

デルを追加した結果とを比較すると，ほぼ同じ word

accuracyが得られた．このことはサブワードモデル

の導入が未登録語以外の単語認識性能に悪影響を与え

ないことを示している．また，デコーダによる差もほ

とんどないことが確認できた．

次に，処理量（RTF）について比較する．RTFの

計測に使用した計算機は 2GB のメモリを搭載した

Pentium III（1GHz）マシンであり，OSは Linuxで

ある．RTFは認識処理に費やされたCPU時間を発声

時間で正規化した値であり，実験では全評価用音声に
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図 6 処理量の比較
Fig. 6 Comparison of processing time.

対する平均値を求めた．実験結果を図 6に示す．ビー

ム幅 110の条件で比較すると，従来方式は RTF=5.2

であるのに対して，提案方式では RTF=2.8となり，

46%の処理量削減が達成された．

4.2 サブワードモデルの性能評価

3章では，サブワードモデルの実装に関して，サブ

ワードモデルからモーラ長を省略することで言語モデ

ルをコンパクト化する試みについて述べた．このよう

な実装は，サブワードモデルを簡略化したことによる

認識性能の劣化が懸念される．ここでは，モーラ bi-

gramのみの特徴量でモデル化した簡略化サブワード

モデルとモーラ長の属性を含むサブワードモデルとの

比較実験を行った．また，サブワードの終端確率を特

徴量に追加したモデルについでも同時に比較した．サ

ブワードモデルの学習に関しては，約 30万人の著名

人を収録した人名リスト10)をコーパスとして用いた．

このコーパスに基づいて，日本人姓/名に高頻度で出現

するモーラ二連鎖を抽出し，単一モーラ（95種類）と

抽出したモーラ二連鎖とをサブワード単位として選択

した．このサブワードに対する bigramおよび，モー

ラ長，サブワードの終端確率をそれぞれ学習し，特徴

量の異なる 3種類のサブワードモデルを作成した．

( 1 ) サブワード bigramのみでモデル化

( 2 ) サブワード bigramにモーラ長の特徴量を追加

したモデル化

( 3 ) サブワード bigramにサブワードの終端確率の

特徴量を追加したモデル化

4.2.1 パープレキシティによる比較

作成した 3 種類のサブワードモデルに対してパー

プレキシティを求めた．評価用の単語セットとして，

ATR音声認識システム SPREC 11)で使用している単

語辞書の語彙から日本人姓/名を除いた約 16,000語を

クラス外の評価セット，単語辞書に含まれる日本人姓

（約 600語），日本人名（約 300語）の語彙をそれぞれ

クラス内の評価セットとして用いた．

言語モデルの評価指標としてはパープレキシティを

用いるのが一般的である．サブワードモデルのモデル

化に際しては，未登録語として設定した日本人姓，日本

人名に対しては推定精度の良いモデルが望まれるのは

もちろんのこと，対象クラス外の語彙に対しては推定

精度の悪いモデルを作成することで，未登録クラスに

対する識別能力の高いモデル化を実現できる．いい換

えれば，目的とするサブワードモデルは，日本人姓/名

を評価セットに用いた場合には低いパープレキシティ

を示し，日本人姓/名以外の語彙を用いた評価セットに

対しては高いパープレキシティを示すモデルが望まれ

る．日本人姓を対象としたサブワードモデルの評価に

おいて，日本人姓を評価セットに用いて求めたパープ

レキシティを PPJFN，日本人姓/名以外の語彙を評価

セットに用いて求めたパープレキシティを PPw/oJN

とすると，PPJFN は低い値を，PPw/oJN は高い値

を示すほど日本人姓と他の語彙との間の分離度の高い

ことになる．したがって，その比 PPJFN/PPw/oJN

の値が低いほど，サブワードモデルとして良いモデル

化といえる．そこで今回は，このパープレキシティの

比 PPJFN/PPw/oJN（対数をとるとエントロピーの

差となり，尤度差を示す）をサブワードモデルの評価

尺度として用いた．

実験では，サブワード単位として選択するモーラ二

連鎖の数を変えながら日本人姓/名それぞれのモデル

を作成し，これらのモデルに対してクラス外評価セッ

トで求めたパープレキシティとクラス内評価セットで

求めたパープレキシティとの比を計算した．

実験結果を図 7 に示す．図中 (a)は日本人姓を対

象として学習したサブワードモデルに対して，日本人

姓の評価セットで求めたパープレキシティと姓/名を

外した評価セットで求めたパープレキシティの比を，

二連鎖モーラのエントリ数を横軸にとってプロット

したグラフである．(b)は日本人名を対象にした同様

のグラフである．日本人姓/名のどちらを対象とした

条件についても，サブワード bigramのみでモデル化

した場合よりもモーラ長の特徴量を追加したモデル

（bigram+duration）の値は小さくなっており，追加

した特徴量の効果が確認できる．この結果から，コン

パクト化を目的としたサブワードモデルの簡略化は，

未登録語に対する認識性能の劣化をともなうことが予

想される．

次に，モーラ長を特徴量に追加したサブワー

ドモデルと終端確率を特徴量に追加したモデル

（bigram+terminal prob.）とを比較する．二連鎖モー

ラのエントリ数が小さい条件で，サブワードの終端確
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図 7 サブワードモデルの性能比較
（サブワードモデルに対するパープレキシティの比）

Fig. 7 Comparison between subword models

(Ratio of perplexities for subword models).

率を特徴量に追加したモデルの値がモーラ長を特徴量

に追加した場合よりも大きくなっているのは，終端位

置における生起確率の偏りは，単一モーラよりも二連

鎖モーラによってより強く特徴付けられているためと

考えられる．二連鎖モーラのエントリ数が 200以上の

条件では，モーラ長の特徴量を追加したモデル，サブ

ワードの終端確率の特徴量を追加したモデルともにほ

ぼ同じ値を示していることから，両者のモデルは同等

の性能を持つものと期待できる．

4.2.2 未登録語に対する認識性能による比較

サブワードモデルの性能を未登録語に対する音声認

識結果で比較する．サブワードモデルは，95種類の単

一モーラに追加する二連鎖モーラのエントリ数を 150，

500の 2通りの条件でサブワード単位を定義し，それ

ぞれのモデルを作成した．サブワードモデル以外の実

験条件は，デコーダの比較実験と同一である．デコー

ダはサブワードネットワークを用いた提案方式を採用

した．

旅行会話ドメインの評価音声データに存在する未登

録単語 70語に対する正解数を表 3に示す．ちなみに，

日本人姓/名を単語登録した場合の正解数は 47であっ

た．パープレキシティの比を指標にした図 7 の結果

からも予測されるように，二連鎖モーラのエントリ数

を 150から 500に増やすことで未登録語に対する認識

表 3 未登録語に対する認識結果（70語中の正解数）
Table 3 Recognition result for OOV words

(Number of correctly recognized words in 70

words).

Number of

concatenated morae

150 500

bigram 38 39

Models bigram+duration 42 45

bigram+terminal prob. 42 46

性能は向上する．また，二連鎖モーラのエントリ数を

一致させた条件で比較した場合，サブワード bigram

のみを特徴量として用いたモデルの正解数に対して，

モーラ長を特徴量に追加したモデル，サブワードの終

端確率を特徴量に追加したモデル，ともに正解単語数

の向上が見られる．二連鎖モーラのエントリ数を 500

にした条件では，サブワード bigramのみでモデル化

したときの正解数が 39であるのに対し，特徴量を追

加した 2種類のモデルを用いた場合は，それぞれ 45，

46と約 15%正解数が増加し，追加した特徴量の有効

性が確認できた．この結果は，3.2節で述べたサブワー

ドモデルの簡略化が未登録語の認識性能の低下をとも

なうことを実証している．

5. む す び

本論文では，未登録語を含む音声の認識を可能とす

るクラス依存サブワードモデルを効率的にデコードす

るための実装手法について検討した．モーラ長制約を

省略したサブワードモデルの簡略化については，未登

録語に対する認識性能の劣化をともなうことが分かっ

た．サブワードモデルの特徴量を損なわずに効率的に

デコードする実装方法として，サブワードネットワー

クを用いたデコーダについて提案した．提案方式を従

来の単語 N-gramベースのデコーダと比較した結果，

認識性能を劣化させることなく，言語モデルのデータ

サイズを 1/40にし，46%の処理量削減が可能である

ことが明らかとなった．

また，提案したサブワードネットワークの構造を応

用し，日本人姓/名を対象としたモデル化に有効と思

われる言語的特徴量について検討した．パープレキシ

ティの比を評価基準としたシミュレーション，ならび

に評価用音声データに出現する未登録語の認識実験に

より，異なる特徴量を用いて学習した 3 種類のサブ

ワードモデルを比較した．サブワード bigramのみを

用いてモデル化した場合の未登録語の正解数 39に対

して，特徴量としてモーラ長，単語の終端位置でのサ

ブワード生起確率を追加して学習したサブワードモデ
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ルでの正解数は，それぞれ 45，46と約 15%の正解数

向上が見られた．この結果，サブワード bigramに対

して追加されたこれらの特徴量が効果的であることが

実証された．

以上のことから，本論文で提案したデコーダがサブ

ワードモデルの効率的なデコードを実現し，かつサブ

ワード生起確率などの特徴量を追加した高精度なサブ

ワードモデルの導入に対しても容易に実装できること

が明らかとなった．
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