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HMMを用いた複数 n-gramモデルによる言語モデルの構築

長 野 雄† 鈴 木 基 之†† 牧 野 正 三††

一般に n-gramによる言語モデルでは 1 つの n-gram 統計を学習する．タスクがいくつかのサブ
タスクに分けられる場合，複数の n-gram統計を用いる方が単一の n-gram統計を用いるよりも性能
を上げることができると考えられる．そこで本論文では HMMを用いた複数 n-gramモデルによる
言語モデル SS（Stochastic Switching）n-gram を提案する．SSn-gram は，HMM の出力確率を
n-gram 確率分布にしたモデルで，学習を行うことで各状態にサブタスクに対応した n-gram 統計を
自動的に獲得する．SSn-gramの出力確率を bigramとした場合，新聞記事タスクにおいて bigram
と比べ約 15%パープレキシティを下げることができた．また，SSn-gramに削除補間法を適用するこ
とで，平滑化した bigramと比べ平滑化後も約 8% パープレキシティを下げることができた．

Construction Method of Language Model
Using Stochastic Switching n-gram

Takeshi Nagano,† Motoyuki Suzuki†† and Shozo Makino††

In traditional speech recognition systems, a single kind of n-gram is used for n-gram lan-
guage model. If a task can divide into more small sub tasks, utilization of several kinds
of n-gram gives better performance. In this paper, we propose a so-called SS (Stochastic
Switching) n-gram which consists of several kinds of n-gram stochastically obtained using a
discrete-type HMM. In SSn-gram, each state has one kind of n-gram as output probability.
When bigram is used as output probability, the perplexity with SSn-gram is reduced by 15%
comparing to that with ordinary bigram. After the deleted interpolation method is applied,
the perplexity is still reduced by 8%.

1. は じ め に

連続音声認識のための言語モデルとしてよく用いら

れるモデルに n-gramがある．通常 n-gramによる言

語モデルでは 1つのタスクに対し単一の n-gramを学

習して使用する．タスクが異なれば語彙や文体が異な

るため，それぞれのタスクのテキストを用いて n-gram

を学習した方が性能が上がることが知られている1)．

では，1つのタスクに対して単一の n-gramで十分

か，というと必ずしもそうではない．たとえばニュー

ス番組タスクを考えたとき，アナウンサの朗読部とイ

ンタビューのような対話部では文体などが異なるため，

それぞれに対応した n-gramを用いた方が性能が良い

ことが予想される．例にあげたニュース番組以外にも

タスクをより小さなタスク（ここではサブタスクと呼
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ぶ）に分けることができるタスクが存在すると考えら

れる．

そもそもここでいうタスクとは認識対象のことを指

し，これは人間が考えた意味的な「かたまり」である

ため，単一の n-gramの予測性能を最大にする「かた

まり」と対応するとは限らない．そこで，タスクをサブ

タスクに分割し，n-gramの予測性能を最大にする「か

たまり」とサブタスクを一致させることができれば，

それぞれに対応した n-gramを用いることで，単一の

n-gramを用いるよりもより良い性能が得られると考

えられる．そこで本論文では，複数の n-gramを確率

的に切り替えて用いるモデル（SSn-gram: Stochastic

Switching n-gram）を提案する．このモデルでは尤度

最大基準で学習テキスト中のサブタスクを自動的に抽

出し，対応した n-gramを学習することができる．

1 つのタスクをいくつかのサブタスクに分け複数

の n-gram を求めるモデルがすでにいくつか提案さ

れ2)∼4)，1つの n-gramを使う場合に比べ，良い性能

を示すことが報告されている．しかし，これらのモデ

ルでは求めた複数の n-gramを足し合わせて 1つのモ

2075



2076 情報処理学会論文誌 July 2002

デルにしてしまう．もし，複数の n-gramを切り替え

て使うことができれば，さらに良い性能が得られるは

ずである．

以下，本論文では，2 章で SSn-gramとその学習ア

ルゴリズムについて提案し，3 章で新聞記事をタスク

とした評価実験について，4 章では SSn-gramの平滑

化の方法について述べる．

2. SSn-gramモデル

2.1 SSn-gramの概要

タスクをより小さな複数のサブタスクへ分割し，そ

れぞれのタスクごとに求めた n-gramを適切に切り替

えて用いることができれば，性能の高いモデルになる

と考えられる．SSn-gramは HMMの出力確率を n-

gram確率分布にしたモデルで，学習を行うことで各

状態にサブタスクに対応した n-gramを自動的に獲得

する．また，その切替えは HMMの状態遷移確率で表

現される．よって，SSn-gramはサブタスクごとの n-

gramを確率的に切り替える（Stochastic Switching）

モデルであるといえる．

以下に SSn-gramの学習アルゴリズムを述べる．

2.2 学習アルゴリズム

SSn-gramは HMMで表現されているため，学習ア

ルゴリズムとして通常の HMMの学習に用いられる

Baum-Welchアルゴリズムを応用し，出力確率分布が

n-gram確率となるよう再推定式を定義した．

再推定式を定義する前に，出力確率，前向き変数，

後ろ向き変数を定義する．

出 力 確 率

観測系列を O(= o0o1 · · · oT ) としたとき，n-gram

確率 P を，

P (O, t, n)

=

{
P (ot) n = 1 のとき

P (ot|ot−(n−1) · · · ot−1) n ≥ 2 のとき

(1)

と定義する．ただし，n は n-gramにおける n 個組

の n で，たとえば unigramなら n = 1，bigramな

ら n = 2，trigramなら n = 3 のようになる．状態 j

の出力確率 bj を，

bj(O, t, n) = Pj(O, t, n) (2)

のように拡張した．Pj(O, t, n)は状態 j の n-gram確

率である．

前向き変数 αt(i)

αt(i) は以下のように定義できる．ただし，aij は

状態 iから状態 j への遷移確率，ns は HMMの状態

数である．

a0i = πi (3)

• t = 0 のとき

α0(i) =

{
1 i = 0 のとき

0 i = 1 · · ·ns のとき
(4)

• t = 1 のとき

α1(i) =



0 i = 0 のとき

α0(0)a0ibi(O, 1, n)

i = 1 · · ·ns のとき

(5)

• t ≥ 2 のとき

αt(i) =




0 i = 0 のとき∑ns

j=1
αt−1(j)ajibi(O, t, n)

i = 1 · · ·ns のとき

(6)

モデルパラメータのセット λ = (π,a,b) が与えら

れたとき，系列 W = w0w1 · · ·wl に対する確率は，

P (W = w0w1 · · ·wl|λ)=
∑

i∈ 終状態集合
αl(i) (7)

として計算される．

後ろ向き変数 βt(i)

βt(i) は以下のように定義できる．

• t = T のとき

βT (i) =

{
1 状態 i が終状態のとき

0 otherwise
(8)

• t ≥ 1 のとき

βt(i) =



0 i = 0 のとき∑ns

j=1
aijbj(O, t, n)βt+1(j)

i = 1 · · ·ns のとき

(9)

• t = 0 のとき

β0(i) =

{
1 i = 0 のとき

0 i = 1 · · ·ns のとき
(10)

パラメータの再推定

上で定義された出力確率 b，前向き変数 α，後ろ向

き変数 β を使うとパラメータ（初期確率 π，状態遷

移確率 a，出力確率 b）の再推定式は以下のように定

義できる．

πi =
α1(i)β1(i)

α0(0)β0(0)
(11)
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aij =

∑T−1

t=0
αt(i)aijbj(O, t, n)βt+1(j)∑T−1

t=0
αt(i)βt(i)

(12)

bj(W, n, n)

=

∑ns

i=0

∑T−1

t=0
αt(i)aijβt+1(j)bj(W, n, n)∑ns

i=0

∑T−1

t=0
αt(i)aijβt+1(j)

∑
q∈V

bj(W ′, n, n)

(13)

(0 ≤ i ≤ ns, 1 ≤ j ≤ ns)

(S = w1 · · ·wn−1, W = Swn, W ′ = Sq)

{wi|wi ∈ V, i = 1 · · ·n}
(Vは語彙に含まれるすべての単語の集合)

本論文では，学習アルゴリズムに意図的な制約はい

れず，単語ごとに n-gram統計を切り替えられるモデ

ルとした．しかし，意図的な制約が必要であれば学習

アルゴリズムに制約を容易にいれることができる．た

とえば，文ごとに n-gram統計が切り替わる，という

ような制約が必要であれば，文の区切りでだけ状態遷

移を許すような制約を学習アルゴリズムに組み込めば

よい．

また，学習された SSn-gramでは，通常の n-gram

のような直前の n 単語での制約だけでなく，学習に

よって得られたサブタスクによる制約が反映されるこ

とが期待される．

2.3 HMMの初期値の決定

Baum-Welch アルゴリズムでは設定した初期値に

よって学習後のモデルの性能が大きく変わってしまう

ため，初期値の決定が重要となる．予備実験として，

HMMのトポロジは ergodic，出力確率は bigram，初

期値として初期確率 π と状態遷移確率 a をそれぞれ

等確率とし，出力確率分布を乱数で与えて実験を行っ

たところ，発生させた乱数によって学習されたモデル

の性能がばらついてしまい，良い性能のモデルは得ら

れなかった．したがって，モデルの学習がうまく行え

るように HMMの初期値に意図的な偏りを与える必

要がある．

複数のサブタスクに分けることができるタスクでは，

話題ごとに文体や語彙がある程度決まってくると考え

られる．したがって，話題ごとに n-gramをとること

で，それぞれの n-gramに偏りが現れるはずである．

実際，話題ごとの n-gramをとり，それらを足し合わ

せて 1つのモデルを作ることで性能が上がったという

報告がなされている2)．そこで SSn-gramの出力確率

の初期値を決めるために，学習テキストを話題ごとに

クラスタリングし，そのクラスタごとに n-gram確率

分布を求め，それを初期値にする．

テキスト中の単語に着目したとき，話題によって付

表 1 実験条件
Table 1 Experimental condition.

使用コーパス 毎日新聞

形態素解析 RWCPデータベース5) に収録されたもの
使用語彙 1991 年～1994 年の出現頻度が上位のもの

から選択
HMM トポロジ：ergodic

出力確率：bigram

表 2 実験セット
Table 2 Experimental set.

セット名 語彙 学習 評価
small 2,000 1 年分（1993） 1 年分（1994）

約 25,000 文 約 30,000 文
large 5,000 3 年分（1991～1993） 1 年分（1994）

約 280,000 文 約 70,000 文

属語の使われ方は変わらず，自立語の使われ方が変わ

ると考えられる．そのため，単語の頻度分布をとると，

話題に関係なく使われる単語（付属語）の頻度にはあ

まり変わりがなく，そのテキストの話題に固有の単語

の頻度が他の話題のテキストに比べて高くなるはずで

ある．そこで，本論文ではテキストを話題で分けるた

めに，クラスタリングの尺度としてクラスタに含まれ

るテキストの単語の頻度分布の類似度 sij を用いる．

sij =

n∑
l

{
Hj(l) log

Hj(l)

Hi(l)
+ Hi(l) log

Hi(l)

Hj(l)

}
(14)

ここで，Hi，Hj はそれぞれクラスタ i，j の単語の

頻度分布である．

学習テキストのクラスタリングは，（1）1文 1クラ

スタとする，（2）類似度が最も近いクラスタどうしを

マージする，（3）所望のクラスタ数（=HMMの状態

数）になるまで（2）を繰り返す，として行った．

初期確率や状態遷移確率の初期値は等確率とした．

3. 評 価 実 験

3.1 実 験 条 件

実験条件を表 1 に示す．

学習テキストは，表 2のように語彙と使用するテキ

ストの量によって小規模なセット（small set）と大規

模なセット（ large set）に分けた．出力確率の初期値

を与えるための学習テキストのクラスタリングには，

small setを使用した．large setについては，計算機

のメモリの制限のためにクラスタリングを行うことが

できなかったので，small setをクラスタリングして得

られた初期値を用い，残りの 3,000語についてはフロ

アリング（フロアリング値：1.0e-05）を行って HMM
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の出力確率の初期値とした．small setのデータで初期

値にある程度の偏りが与えられていると考えられるた

め，フロアリングによる影響はほとんどないと考えら

れる．また，比較のために bigramでの実験も行った．

なお，ここでの実験では bigram，SSn-gramともカッ

トオフ，平滑化などの操作はいっさい行っていない．

3.2 クラスタリングによって得られた初期値の結果

SSn-gramの初期値を与える際に行ったクラスタリ

ングの結果について，クラスタ数が 3のときの結果の

一部を以下に示す．

クラスタ 1

日本の政治改革はできそうにない．

それは日本の選挙制度に問題があると思う．

政党も，今までの政党ではもう対応できない．
...

クラスタ 2

資金運用によるもので，増加は 2カ月連続．

2年連続は円高不況から 11年ぶり．

現在 3期目．
...

クラスタ 3

喪主は長男博氏．

喪主は長男文夫氏．

喪主は妻良子さん．
...

クラスタ 3に含まれる文はすべておくやみの文で

あった．クラスタ 1とクラスタ 2でははっきりとし

た違いは分からなかったが，クラスタ 2では数字が含

まれている文が多かった．

このように，話題に固有の単語によってある程度の

クラス分けができており，意図した結果が得られて

いる．

3.3 perplexityによる評価

平滑化などの操作を行っていないため，構築された

モデルで確率が 0 になる文章が評価セット中に存在

する．SSn-gramのトポロジを ergodicとしたことで，

SSn-gramと bigramで確率が 0になる文章はまった

く同じになった．確率が 0になる文章が評価セット中

にどのくらいの割合で存在するのかを表す指標として

文カバー率を式 (15)で定義する．

文カバー率=
確率が 0にならない文章数

評価文章数
×100[%]

(15)

テストセットに対する文カバー率は，small setで

48%，large setで 56%であった．また，テストセット

図 1 パープレキシティによる評価（small set）
Fig. 1 Test set perplexity (small set).

図 2 パープレキシティによる評価（large set）
Fig. 2 Test set perplexity (large set).

パープレキシティは確率が 0になる文章では計算でき

ないため，評価セットで確率が 0にならなかった文章

で計算した．評価セットのすべての文章でパープレキ

シティを計算することはできなかったが，small setで

約 15,000 文，large setで約 40,000 文程度でパープ

レキシティを計算できているのである程度の精度が得

られていると考えられる．

図 1 に small setでの結果を，図 2 に large setで

の結果を示す．図 1，図 2 から small set，large set

ともに状態数が増えることでパープレキシティが減少

していく傾向があることが分かる．small setでは 10

状態のモデルで，large setでは 9状態のモデルでパー

プレキシティが一番低くなった．small set，large set

ともに状態数が増えるに従い，パープレキシティの変

化量が小さくなっている．このため，これ以上モデル

の状態数を増やしても性能にはあまり影響がないよう

に思われる．図 1 より small setでは 10状態のモデ

ルで約 13%，図 2 より large setでは 9状態のモデル

で約 15%，bigramと比べ SSn-gramの方がパープレ

キシティが低い．学習セットの規模や状態数によらず
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SSn-gramの方が bigramに比べて低いパープレキシ

ティが得られているのが分かる．

4. SSn-gramへの削除補間法の適用

SSn-gramは n-gramと同様に学習テキストの量が

十分でない場合，テストセットに対する文カバー率が

十分でないため，なんらかの形でモデルの平滑化を行

う必要がある．そこで SSn-gramのための平滑化法を

提案する．

n-gramで行われる平滑化の方法の 1つとして制約

の弱いモデルとの重み付きの和がよく用いられている．

たとえば，bigramでモデルの構築を行った場合，よ

り制約の弱い unigram 確率との重み付きの和でモデ

ルの平滑化を行う．

SSn-gram でもこれを応用してモデルの平滑化を

行う．

4.1 SSn-gramの平滑化法

SSn-gramは出力確率として n-gramモデルを持つ

ので，制約の弱いモデルとして (n-1)-gramモデルを

考える．平滑化に使用する (n-1)-gramモデルの計算

法として，すべての学習テキストから (n-1)-gramモ

デルを学習する方法が考えられる．このようにして計

算された (n-1)-gramを SSn-gramのすべての状態で

共通な (n-1)-gramとして平滑化に用いる．しかし，学

習された SSn-gramは各状態の出力確率が異なってい

るため，共通な (n-1)-gramで平滑化してしまうと各状

態の出力確率の異なりが平滑化されてしまい，平滑化

後の性能が悪くなると思われる．そのため SSn-gram

の各状態で独立な (n-1)-gramモデルを計算した方が

よい性能が得られると考えられる．そこで，本論文で

は SSn-gramの各状態の n-gram確率から状態ごとに

独立な (n-1)-gram確率 PS を計算する．

Ps(W, n, n − 1) =

∑
p∈V

Ps(W, n, n)∑
p∈V

∑
q∈V

Ps(W ′, n, n)

(16)

(S = w2 · · ·wn−1, W = pSwn, W ′ = pSq)

{wi|wi ∈ V, i = 2 · · ·n}
(Vは語彙に含まれるすべての単語の集合)

ここで得られた状態 sの (n-1)-gram確率 Ps(W, n,

n− 1)を用いて，各状態の出力確率は以下のように平

滑化される．

P̂s(W, n, n) = λs(n)Ps(W,n, n)

+

n−1∑
m=1

λs(m)Ps(W, n, m) (17)

図 3 SSn-gram の削除補間に基づく平滑化の流れ
Fig. 3 Flowchart of interpolation algorithm for SSn-gram

based on deleted interpolation.

n∑
m=1

λs(m) = 1 (18)

(s = 1, · · · , ns)

ただし，P̂s は平滑化後の状態 s の出力確率分布，

λs(m) は状態 s の n-gram確率 (m = 1, · · · , n) の重
みである．

この重み λs(n)の推定は削除補間法6)を用いて行っ

た．削除補間法を用いる際の重み λ の評価は，評価

サンプルの Viterbiをとり，その最尤パス v(t), (t =

1, · · · , l) 上で行った．ただし，v(t)は最尤パス上での

時刻 t にいる状態，l は評価サンプルの長さである．

したがって削除補間法を適用した際の評価式は，

P̂v(t)(W, n, n) = λv(t)(n)Pv(t)(W,n, n)

+

n−1∑
m=1

λv(t)(m)P v(t)(W, n, m)

(t = 1, · · · , l) (19)

となる．

平滑化法のフローチャートは図 3 のようになる．
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図 4 パープレキシティによる評価（small set）
Fig. 4 Test set perplexity (small set).

図 5 パープレキシティによる評価（ large set）
Fig. 5 Test set perplexity (large set).

4.2 評 価 実 験

実験に使用したデータは表 2と同じである．3 章で

構築したモデルに対し，削除補間法に基づく平滑化を

行った．SSn-gramで各状態ごとに独立な unigramモ

デルを計算する方法の有効性を調べるために，すべて

の学習テキストから計算した unigramを各状態で共

通に用いる方法についても実験を行った．

また，比較のために，削除補間法で平滑化された bi-

gramと，一般によく用いられている good turing 7)，

Witten Bell 8)の discountingによる back-off bigram

による評価も行った．good turing，Witten Bellの dis-

countingによる back-off bigramについては palmkit

（palmkit, version 1.0.17）9)を使用してモデルの構築

および評価を行った．

small setでの結果を図 4 に，large setでの結果を

図 5 に示す．

図 4，図 5 中で「SSn-gram（共通 unigram）」は

すべての状態で共通の unigramモデルを用いたもの，

「SSn-gram（独立 unigram）」は unigram確率を各状

態ごとに式 (17)で計算したものである．また，それ

ぞれの bigramの平滑化法は図中のカッコ内に示した

とおりである．平滑化を行ったことですべてのモデル

で文カバー率は 100%となった．

図 4，図 5 から平滑化後は small set，large setと

もに 10状態のモデルでパープレキシティが一番低く

なっていることが分かる．SSn-gram（共通 unigram），

SSn-gram（独立 unigram），それぞれの結果の比較か

ら，各状態で unigram確率を計算することで unigram

確率に偏りが反映されたため，SSn-gram（独立 un-

igram）の方が setによらず低いパープレキシティが

得られたと考えられる．SSn-gramは同様に削除補間

法を適用した bigram（削除補間）と比べ低いパープ

レキシティが得られた．10 状態の SSn-gram（独立

unigram）は bigram（削除補間）よりも small setで

は約 6%，large setでは約 13%低いパープレキシティ

が得られた．また，平滑化された bigramの中で最も

パープレキシティの低かった bigram（good turing）

と比べても SSn-gramは低いパープレキシティを示し

た．10状態の SSn-gram（独立 unigram）は bigram

（good turing）よりも small setでは約 3%，large set

では約 8%低いパープレキシティが得られた．

5. お わ り に

HMMを用いた複数 n-gramモデルによる言語モデ

ル SSn-gram を提案した．SSn-gram は HMM の出

力確率を n-gram確率分布にしたモデルで，学習を行

うことで各状態のサブタスクに対応した n-gramを自

動的に獲得するモデルである．HMM の初期値の設

定をうまく行うことで，新聞記事をタスクとした実験

で bigramに比べて large setで約 15%，低いパープ

レキシティを得ることができた．また，SSn-gramに

削除補間法を適用し，各状態で unigram 確率を計算

することで，平滑化後も低いパープレキシティが得ら

れた．SSn-gramは同様に削除補間法で平滑化された

bigramと比べ large setによる実験で約 13%低いパー

プレキシティが得られた．また，平滑化された bigram

の中で最も低いパープレキシティを示した good tur-

ing discountingによる back-off bigramと比べ large

setによる実験では約 8%低いパープレキシティが得

られた．今後は，trigramでの実験や学習の条件など

の検討を行う予定である．なお，本論文では提案手法

の評価に「CD-毎日新聞 91～94年版」を用いたこと

を付記する．
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