
情報処理学会研究報告
IPSJ SIG Technical Report

少数の記録からプレイヤの価値観を機械学習する
チームプレイAIの構成

和田 尭之1,a) 佐藤 直之1,b) 池田 心1,c)

概要：市販のコンピュータゲーム特に RPGと呼ばれるジャンルでは，ゲーム AIが操作するキャラクタと

チームを組んで遊べるものも多いが，しばしば仲間 AIプレイヤは期待に反する行動を取り，プレイヤの不

満に繋がる．これはこの種のゲームに“勝つ”以外の副目的が複数あり，AI プレイヤは人間プレイヤの

“どの目的をどの程度重視しているか”といった価値観を理解せずに行動していることが原因の一つであ

る．本研究では，人間プレイヤが選択した行動から人間プレイヤの重視する目的を推定し，それを AIプレ

イヤの行動選択に活用することでその人間プレイヤにとって満足度が高い AIプレイヤを生成することを

目指す．評価実験では，様々な価値観を持つ仮想人間プレイヤを人工的に構成し，提案手法を適用して価

値観を推定した．全く同じ価値観に基づいて行動を選択した場合の行動一致率（例えば 70.6%）に対し，

推定した価値観に基づいて行動を選択した場合の行動一致率（例えば 67.1%）は，最悪の場合でも 3.5%し

か劣っていない結果を得ることができた．
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Design of a Teammate AI by Learning Human-player Utility from a few
Records of Actions

Wada Takayuki1,a) Sato Naoyuki1,b) Ikeda Kokolo1,c)

Abstract: Some genres of commercial video games, especially RPG games, allow players to play the game
with the AI players as the teammates. But the AI players as the teammates often take actions that the
human player does not expect them to do. Such mismatches between the expectations of the human players
and the actions taken by the AI players often cause dissatisfaction of the players. One of the reasons for
such mismatches is that there are several types of sub-goals in these games and the AI players act without
understanding which types of sub-goals are important for each human player. The purpose of this study is
to propose a method to develop teammate AI players that estimate the sub-goal preference of the human
players and act with causing less dissatisfaction of the players. In an evaluation experiment, we prepared
some artificial players with various preferences for the sub-goals and tried to estimate their sub-goals by the
proposed method. The selected actions based on the estimated sub-goal preferences were the same as the
selected actions by the original artificial players at the rate of 67.1% in one setting. The upper bound of
the rate is about 70.6% (in this setting), which is the rate at which the same actions are selected when the
preference of sub-goals is the same. Thus the proposed method is only 3.5% inferior in performance in the
worst case compared to an ideal estimation.
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1. はじめに

ゲーム情報学の目標の一つに「人間を楽しませるコン

ピュータプレイヤ（本稿ではゲーム AIと呼ぶ）」を作るこ
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とがあげられる．近年までのゲーム AIの研究の多くは強

いゲーム AIの作成を目的とし，既にオセロやチェス，将

棋といったボードゲームにおいて，ゲーム AIは人間のプ

ロレベルの強さにまで達している．チームとしての強さ

に焦点を当てた研究としては，Sander,B. らの研究 [1]で，

QuakeIIIのゲーム AIを動的に敵チームに適応させること

で強いチームを生成する手法が提案されている．これら，

強いゲームAIの作成を目的とした研究は，人間プレイヤの

「手強い敵」として人間を楽しませるための研究といえる．

しかし，人間プレイヤの「仲間」として強さ以外の面で

人間プレイヤを楽しませるゲーム AIの研究は少ない．市

販のコンピュータゲーム特に RPGと呼ばれるジャンルで

は，ゲーム AIが操作するキャラクタとチームを組んで遊

べるものも多いが，しばしば仲間 AIプレイヤは期待に反

する行動を取り，プレイヤの不満に繋がる．これはこの種

のゲームに“勝つ”以外の副目的が複数あり，AIプレイヤ

は人間プレイヤの“どの目的をどの程度重視しているか”

といった価値観を理解せずに行動していることが原因の一

つである．本研究では，人間プレイヤが選択した行動から

人間プレイヤの重視する目的を推定し，それを AIプレイ

ヤの行動選択に活用することでその人間プレイヤにとって

満足度が高い AIプレイヤを生成することを目指す．

2. 関連研究

ゲーム AIの研究には，単に強くする以外にも，挙動を

自然にしたり人間と遊んで楽しめる AIの開発を目的とし

た研究がある．挙動の自然さについては例えば藤井らによ

る研究 [2]があり，挙動を学習する AIに生物の身体的制

約を模した制限を課すことで人間らしい振る舞いの学習を

目指す手法を提案し，アクションゲームの”Infinite Mario

Bros.”において実装と評価を行った．Matteoら [3]はゲー

ム AIの行動群に感じられる自然さとして Believabilityと

いう指標を与えて，そのためには例えばある目的に沿う一

貫性のある行動をとらせる必要があるとした．

チームプレイ AIの研究としては Sanderらの研究があ

る．彼らは既存の AIが多く持つ特徴である，相手の戦略

に関わりなく一貫して自分の戦略を用いる点を問題とし

た．QuakeIIIのゲーム AIに進化的アルゴリズムに基づい

た手法を適用して，相手の戦略に動的に対応しながら自ら

の戦略を相手に対して有利なものに変える挙動を AIにと

らせて強さの向上を図った [1]．

我々が着目するのはチームプレイが必要なゲームの中で

も，現在日本での人気が高いコマンド形式 RPGである．

こうしたゲームでは戦闘に勝利するということが主目的で

あるものの，さらに“どのような勝利を目指すのか”といっ

たことも重要になる．より圧倒的な勝利がプレイヤにとっ

て望ましいことは将棋や前述の QuakeIIIのようなゲーム

でも同じかもしれないが，コマンド形式 RPGでは多くの

場合，プレイヤ側が有利な状況にある非対称性を持つかわ

りに複数の戦闘が連続して発生し，1回の戦闘の終了状態

が次の戦闘の開始状態に一部引き継がれる点が大きく異な

る．そのため，例えば「キャラクタをできるだけ傷つけな

い」「キャラクタの魔法力をなるべく温存する」「できるだ

け早く勝利する」といった副次的な目的（以下，副目的）

が重要になってくる．

Sanderらが提案した手法は敵の行動へ適応し高い勝率

の達成を目的としているが，我々は味方プレイヤの行動か

ら，そのプレイヤの勝利以外の副目的を読み取りそれを満

足させるような AIの作成を目指す．そのためには人間プ

レイヤの価値観をなんらかの形でモデリングする必要があ

ると考える．

一般的なプレイヤの行動のモデリングという観点では

様々な機械学習法が用いられ，それがαβ探索 [9]やモン

テカルロ木探索 [7]を効率化することが広く知られている．

また個別のプレイヤをモデリングすることで相手の弱点に

つけいることもしばしば行われる [4][8]．

あるいはいわゆる状態（盤面）評価関数の学習はプレイ

ヤの価値観のモデリングとも言え，これも一般的なプレイ

ヤまたは特定のプレイヤに対するものが広く用いられてい

る [10], [11]．我々の研究では想定ゲームの「副目的が複数

存在する」「状態遷移が確率的」といった特性を踏まえ，こ

れらをうまく扱える効用の概念を用いて価値観のモデリン

グを試みる．

効用とは個々人が持つ，物事への価値観のことであ

る [5]．例としてある個人が冷蔵庫を買う場面を考え

る．その人の冷蔵庫に対する効用の大きさが関数とし

て (w1 ∗
√
（貯蔵容量）+ w2

（値段）
)で定義されるとすれば，

数ある冷蔵庫の中から彼はこの値が最大となるような冷蔵

庫を選んで購入する事になる．極端に言えば，この w1 が

0である人間がいればその人は値段が一番安い冷蔵庫を選

んで買い，逆に w2 のみが 0となる人がいればどれほど高

くても容量の大きな冷蔵庫を買う．またこの効用関数は非

線形である．第一項はルートのオーダであり，傾きが次第

に緩やかになる．これは一定以上の貯蔵容量があれば，そ

れ以上の容量の増大にその人があまり魅力を感じないとい

う事を示している．このように効用を関数として定めれば

その人間の選択する行動と価値観の間にある程度の説明が

できる．

このような効用モデルを用いて吉谷らは，コマンド形式

RPGにおいて人間プレイヤの意図や価値観を学習させる

仲間ゲーム AIの構成方法を提案した [6]．しかしこの論文

の設定と手法では事前に人間プレイヤが 100回もの戦闘を

同じ敵に対して行う必要があり，これは現実での利用を考

えると好ましくない．そこで本研究では問題の単純化と手

法の改良により早い段階での学習を目指した．
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図 1 アプローチの全体像

3. 着眼点とアプローチ

本研究の目的は「人間が一緒にプレイして満足度が高い

（ストレスや不満が少ない）仲間」の AIプレイヤを構成す

ることである．本研究で扱うゲームでは仲間 AIプレイヤ

と人間プレイヤがチームを組んで遊ぶことができ，チーム

のメンバーは適切に協力しながらゲームを進めることが重

要となる．

しかしこのようなゲームで仲間 AIプレイヤはしばしば

人間プレイヤの価値観に沿わない，不愉快な行動をとる．

その原因を吉谷らは (a) 人間プレイヤと仲間 AIプレイヤ

の目的や価値観が異なる結果，それぞれにとっての最適な

行動も異なってしまうため，(b)目的は同じであるが，仲

間 AIプレイヤの探索アルゴリズムなどが不十分で最適化

行動がとれないため，(c) 効用関数は同じであるが，人間

プレイヤ側の力量によって最適な行動を把握できず，“間

違った”不満を抱いているため，(d)本質的に混合戦略が

必要なゲームであり，一定確率で期待と違ってもしょうが

ないため，の４つに分類している [6]．本研究でも (a)の原

因に注目し，仲間 AIプレイヤに人間プレイヤの効用を学

習させるというアプローチをとることで，行動選択の差異

による人間プレイヤへのストレスを軽減させる．

アプローチの全体像を図 1に示し，アプローチの流れを

以下に示す．

( 1 ) ゲーム設定：本研究では，複数キャラクタによる味方

チーム及び敵チームが存在するゲームを想定する．適

用対象をコマンド形式 RPGには限定しないが，離散

的なタイムステップと行動空間を持つゲームを想定す

る．１回の戦闘毎に勝利を目指すが，勝利した場合で

もその最終状態が好ましい場合と好ましくない場合が

あり，しかもそれが点数などで明確でないことを想定

する．この前提はコマンド形式RPGでは珍しくない．

( 2 ) プレイヤ行動の記録：人間プレイヤが行動を選択し，

それを仲間ゲーム AIが観測し記録する．このとき，

どういう状態でどの行動を選択したかという対を，価

値観推定のための参考データとして保存する．

( 3 ) 価値観の推定開始：人間プレイヤの行動が溜まってく

ると，それをもとに価値観の推定を開始する．

( 4 ) 平均的帰結のシミュレーション：人間プレイヤの選択

した行動が何を目指したものなのかを推定するため，

人間プレイヤが取りえた各行動を選択していた場合，

対戦結果がどのようなものになりそうなのか，「この

行動をとったらこうなりそう」という平均的帰結を求

める．そのために，各行動後のゲームの推移を複数回

シミュレーションし，様々な対戦結果を平均するアプ

ローチをとる．

( 5 ) 帰結の解釈：人間プレイヤは副目的を達成するため，

ある帰結へ向かうのに最適な行動を選択するはずであ

る．それはつまり，「人間プレイヤのとった行動の帰結

は，その他の行動の帰結と比べて人間プレイヤにとっ

て嬉しい帰結である」と解釈できる．

( 6 ) 価値関数の推定：各プレイヤは「どんな対戦結果をよ

り好ましいと感じるか」を決める独自の効用関数を暗

黙に持っていると仮定できる．そこでその効用関数を

近似するため，ゲームの結果を引数とし効用値を戻り

値とする何らかの関数モデルを作成し，可変パラメー

タを持たせる．そのうえで，(5)で示した条件ができ

るだけ満たされるように効用関数のパラメータを最適

化する．

( 7 ) 人間プレイヤが満足する行動を決定：推定した人間プ

レイヤの価値観で最善となるような行動を選択するこ

とで，人間プレイヤに迎合する．

4. 提案手法

本章では，前章で述べたアプローチを具体的にどのよう

に実装したか，詳細を図 1の数字順に説明する．本論文で

用いる記号は登場するごとに説明するが，それらをまとめ

たものが表 1である．

3ⓒ 2015 Information Processing Society of Japan

Vol.2015-GI-33 No.5
2015/3/5



情報処理学会研究報告
IPSJ SIG Technical Report

4.1 プレイヤ行動の記録

本論文で扱う対象は，離散の状態集合 S，離散の行動集

合Aを持つマルコフ決定過程とする．ある人間プレイヤの

価値観を推定したい場合，その人間プレイヤの行動履歴を

蓄積し，推定に用いる．人間プレイヤの j 回目の行動選択

時の状態を sj ∈ S，その時の合法手を Asj ⊂ A，その時選

択した行動を aj ∈ Asj と書くと，行動履歴は状態と行動

の対集合，{(sj , aj)}j と書ける．

4.2 平均的帰結のシミュレーション

状態 sで行動 a∗ ∈ As が選ばれた 1つの履歴について考

える．この a∗ または別の行動 a ∈ As を選択した場合に，

どのような帰結を迎えるかをモンテカルロシミュレーショ

ンによって推定したい．シミュレーションは，状態から行

動の確率分布への写像である戦略 π：S → R|A|に基づいて

行う．状態 s，行動 a，戦略 π による i回目のシミュレー

ションの結果を si(s, a, π)と書く．

状態 si(s, a, π)そのままでは非常に多くの情報を含むた

め，そこから特徴量抽出関数 S → Rn を用いて実数値ベク

トル x⃗i(s, a, π)を得ることにする．さらに，m回のシミュ

レーションの結果を線形に平均することで，平均的帰結を

表すベクトル

x⃗(s, a, π) =
1

m

m∑
i=1

x⃗i(s, a, π) (1)

を求める．

以上の平均的帰結ベクトル x⃗を求めるシステムを本論文

では効用要素推定器と呼ぶ．図 2にその概念図を示す．こ

れは深さ 1モンテカルロ法であるが，本論文の実験では，

シミュレーションに複数の戦略 πを用いて，戦略ごとに異

なる帰結が導かれることを想定している点が特徴的である．

完全にランダムなシミュレーションよりも“ありそうな

行動”を高い確率で選択するように偏らせたシミュレー

ションの方がよいことが多いことは知られているが [7]，副

目的のどれを重視するかによって“ありそうな行動”が全

く変わってくるゲームにおいては適切な固定の戦略を定め

ることが困難である．そこで我々は複数の戦略を用意し，

それぞれの行動それぞれの戦略ごとに平均的帰結 x⃗(s, a, π)

を求める．

プレイヤが行動 a2 を取らずに a1 を取ったとすれば，そ

れは「ある戦略 π∗ による平均的帰結 x⃗(s, a1, π
∗)は全ての

x⃗(s, a2, π)よりもそのプレイヤにとって優れている」と解

釈できる．

4.3 価値関数の推定

効用要素推定器により得られた情報を基に人間プレイヤ

の価値関数を推定する．人間プレイヤがある効用関数に基

づいて行動しているとしてもその正確な関数モデルは不

図 2 効用要素推定器の全体像

表 1 本論文で登場する記号
s ∈ S 現在の状態

As ⊂ A 状態 s での全合法手

a ∈ As 合法手

a∗ ∈ As 人間プレイヤが選んだ手

π : S → R|A| ∈ Π 戦略

si(s, a, π)
状態 s から初手 a，以降戦略 π で

シミュレーションした i 回目の結果の状態

x⃗i(s, a, π) ∈ Rn 状態 si(s, a, π) の特徴量ベクトル

x⃗(s, a, π) ∈ Rn {x⃗i(s, a, π)}i の平均値
w⃗ 効用関数の重み

u(x⃗, w⃗) ∈ R
効用関数の重み w⃗，

特徴量ベクトル x⃗ の時の効用値

明である．仮の関数モデルとして単純なものから複雑なも

のまでさまざまなものが利用できるが，本論文では単純な

線型和モデルを用いることにする．我々が用いる効用関数

u : x⃗ → Rを式 (2)に示す．

u(x⃗(s, a, π), w⃗) = x⃗(s, a, π) · w⃗ (2)

ここで x⃗(s, a, π)は状態 sと行動 aと戦略 π により平均的

に到達する戦闘終了状態の特徴量ベクトルであり w⃗は重み

ベクトルである．

人間プレイヤが行動 a∗ を他の行動より優先して選んだ

ことは，それによって得られる効用値が他の行動によって

得られるものより大きいからと考えることができ，以下の

不等式 (3)が成り立つことが期待される．

max
π∈Π

u(x⃗(s, a∗, π), w⃗) ≥ max
π∈Π,a∈As

u(x⃗(s, a, π), w⃗) (3)

ただし Πは可能な戦略 π の集合である．この式が満た

されない場合は，その効用関数は不適切，つまり重みベク

トル w⃗は不適切である可能性が高いと考える．

そこで我々は，人間プレイヤのありうる重みベクトル空

間W ∋ w⃗を有限離散集合として定義し，各ターンにおけ

るプレイヤの選択行動 a*が観測されるたびに不等式 (3)を

満たさないベクトル w⃗ ∈ W にペナルティを与える．そし

てその人間プレイヤの持つ効用関数の重みベクトルは，候

補となる全重みベクトル w⃗ ∈ W のうちペナルティの最も

低いものであるとして推定を行う．具体的な処理の流れを

アルゴリズム 1に示す．
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Algorithm 1 プレイヤの重みベクトル推定アルゴリズム
for each w⃗ ∈ W do

pw⃗ = 0

end for

for each (s, a∗) ∈ {(sj , aj)}j do

for each w⃗ ∈ W do

u∗ = maxπ∈Π u(x⃗(s, a∗, π), w⃗)

for each a ∈ As \ a∗ do

if u∗ < maxπ∈Π u(x⃗(s, a, π), w⃗) then

pw⃗+ = 1

end if

end for

end for

end for

return arg min
w⃗∈W

pw⃗

4.4 人間プレイヤが満足する行動を決定

前節までに，各行動 aと戦略 πから平均的帰結 x⃗(s, a, π)

を導く方法と，効用関数 u(x⃗, w⃗) を推定する方法を述べた．

これらを用いて人間プレイヤに迎合しようとする場合，最

も期待効用値が高くなるように arg max
a∈As,π∈Π

u(x⃗(s, a, π) · w⃗)

を行動として選択すればよい．

5. 本研究で扱うゲームの概要

本研究では独自にコマンド形式のターン制ゲームを設計

し，提案手法の実装や実験を行う．このゲームはマルコフ

決定過程で記述できる多人数順次着手確定ゲームである．

ゲームの各種設定は以降に説明する．

5.1 キャラクタの持つパラメータ

ゲームに参加するキャラクタには以下の 5つのパラメー

タを設定する．キャラクタを操作するプレイヤは，自身が

操作しているキャラクタのパラメータだけでなく，敵・味

方全てのパラメータを知ることができる．市販ゲームでは

パラメータの一部が不完全情報になることが多いが，プレ

イを進めるにつれて同種の敵のパラメータはプレイヤが把

握できるようになる．本論文ではこの把握の過程を省き課

題を明確にするため，完全情報として扱うことにした．

• 体力（HP）：体力が 0になると，そのキャラクタは行

動不能になる．チーム全員の体力が 0になった場合，

そのチームは戦闘に敗北する．可変値．

• 精神力（MP）：一部の術技（行動の種類）を使用する

ために必要で，対象となる術技を使用すると値が減少

する．可変値．

• 攻撃力：攻撃をした際，相手に与えるダメージの計算
に使用される．固定値．

• 守備力：攻撃を受けた際，自分が受けるダメージの計
算に使用される．固定値．

図 3 ゲームの流れ

5.2 行動とその効果

各キャラクタの行動は，術技と対象キャラクタの組み合

わせで表現される．各術技の効果は以下の通りである．

• 単体攻撃：対象キャラクタに（自身の攻撃力 - 対象

キャラクタの守備力）の値をダメージとして与える．

• 回復：精神力を一定量消費して，対象キャラクタの体
力を一定量回復する．なお，精神力を消費する技を使

うキャラクタに消費される分の精神力が残っていない

場合は選択できない．

– 小回復：消費する精神力と回復する体力が最も少な

い．対象キャラクタ 1体を指定する．

– 中回復：消費する精神力が小回復より多く，その分回

復する体力も多い．対象キャラクタ 1体を指定する．

– 全体回復：消費する精神力は一番多いが，チーム全

員の体力を中回復より多く回復できる．

• グループ攻撃：同じ種類の敵数体はグループを組むが，
精神力を一定量消費して，その 1グループ全体に一定

のダメージを与える．

• 防御：次に自分の番がくるまで受けるダメージを半減
する．

以上のように行動は最大で 6種類，10通りほどになる．

5.3 状態遷移

このゲームでは複数のキャラクタが敵チーム・味方チー

ムに分かれ，チーム同士で戦闘を行う．ゲームの流れを図

3に示す．ゲーム進行の単位としてターンが存在し 1ター

ンの中で全てのキャラクタが行動するが，行動する順番は

ランダムである．行動の結果は直ちに反映される．戦闘不

能になったキャラクタは行動の順番は回ってこず，味方か

敵が全滅するまで上記を繰り返す．市販の RPGゲームで

は，ターンの開始時に全ての味方の行動を決定しなければ

いけない場合も多く，その場合にはナッシュ均衡や混合戦

略などより複雑な処理が必要になる．吉谷らの研究ではこ

のようなゲームを扱ったことも学習に多くのデータを必

要とした原因であり，我々はまず単純な状態遷移ルールの

ゲームを扱う．

6. 設定と戦略

実験で使用する設定とモンテカルロシミュレーションで

使用している戦略について説明する．
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表 2 キャラクタのパラメータ　設定 2

キャラクタ HP MP 攻撃力 守備力 使用可能術技

味方 1 134 30 60 28 単体攻撃・小回復・防御

単体攻撃・グループ攻撃

味方 2 108 60 44 34 ・小回復・中回復

・全体回復・防御

敵 1 52 0 40 26 単体攻撃

敵 2 82 32 38 32 単体攻撃・小回復

敵 3 70 0 50 30 単体攻撃

6.1 戦闘参加キャラクタの設定

このようなゲームでは敵味方のキャラクタの能力は非対

称であり，それによってとるべき行動や効用推定の難しさ

も異なるため，我々は評価のために 5つの多様な設定を準

備した．うち，設定 2を表 2に示す．この設定は，小回復

ができる敵を含む敵チームを倒すという設定である．速度

重視であれば攻撃力の高いグループ攻撃が有効な攻撃手段

となるが，これはMPを消費するためMP重視の効用の場

合は控えなければならない．さらに敵の攻撃力が高いため

HP重視の場合は回復にも気を配る必要がある．

6.2 取りうる戦略の設定

モンテカルロ法におけるシミュレーション戦略を複数用

意した点は本論文の特色の一つである．本論文では以下に

示す 7つの戦略を実験に用いた．

( 1 ) ランダム：全ての合法手を等確率で選ぶ．

( 2 ) 適時回復：HP回復を行う手は味方の残り HPが高い

ほど選択確率を低くする．

( 3 ) 攻撃重視：単体攻撃・グループ攻撃の選択確率を 5倍

にする．

( 4 ) 単体攻撃重視：単体攻撃の選択確率を 5倍にする．MP

を節約したい場合に適する．

( 5 ) グループ攻撃重視：グループ攻撃の選択確率を 5倍に

する．

( 6 ) 単体＋適時回復：(2)と (4)を混合したもの．

( 7 ) グループ＋適時回復：(2)と (5)を混合したもの．

6.3 予備実験１：戦略の価値

本節では，効用関数が試合結果に与える影響，戦略を複

数与えることの価値を調べるための予備実験を紹介する．

実験はボス戦を想定したやや厳しい設定で 1000 戦した．

味方キャラクタ 1はルールベースで動作させ，味方キャラ

クタ 2は「HP重視」と「MP・Turn重視」の効用関数を

持つモンテカルロ AIとした．その結果を表 3に示す．こ

こで完全勝率とは全戦闘における味方キャラクタが全員生

き残った戦闘の割合のことである．

この結果から，キャラクタに与えた効用関数によって試

表 3 戦略がない場合の勝率の変化
戦略がある場合 戦略がない場合

勝率 完全勝率 勝率 完全勝率

HP 重視 99% 99% 96% 96%

MP・Turn 重視 98% 83% 93% 69%

合結果が有意に変わりうること，また戦略がない場合はあ

る場合に比べ有意に試合結果が悪いことが分かる．

このように戦略を複数用意するとモンテカルロ AIは強

くなる．ある程度強いシミュレーションでなければ効用要

素の正しい推定（平均的帰結の測定）もできず，推定した

効用関数を用いてプレイヤにうまく迎合できないと考え

る．実際，8章で説明する実験を戦略なしで行うと，迎合

に成功する率が 10%以上悪くなることが分かっている．

7. シミュレーション結果の特徴量化

本章では，シミュレーションの結果をどのように特徴量

化するのか，また効用関数の重みベクトル w⃗が変化すると

どの程度選択される行動が変わってくるのかを説明する．

7.1 状態評価関数

シミュレーション結果には様々な情報が含まれている

が，そこから効用要素となる情報を抜き出し 3次元の特徴

量ベクトルとした．この情報が多ければ多いほどより詳細

に効用関数をモデリングできるが，その分必要になる計算

量・メモリ・データ数も増える．

平均的帰結 x⃗が持つ特徴量を式 4に示す．

x⃗ = {xHP , xMP , xTurn} (4)

式 4に示された各特徴量の計算式を式 5～7に示す．ここ

で，a, b, は設定ごとに異なる定数である．

xHP =
自チーム全体の残り HP

自チーム全体の最大 HP
(5)

xMP =
自チーム全体の残りMP

自チーム全体の最大MP
(6)

xTurn = b−経過ターン数× a (7)

7.2 重みベクトル空間

効用関数の重みベクトル w⃗ は x⃗と同様 3次元ベクトル

であり，それぞれ xHP , xMP , xTurn に対応する．本研究

で用いるモデルは線形重み和であるため 1次元目は 1に固

定できる．例えば [1,10,0.1] はMP重視，[1,0.1,0.1]は HP

重視などと考えることができる．

本研究では人間プレイヤのありうる重みベクトル空間W

を xMP , xTurn に対応する 2次元のマトリクスとし，大き

さを 31× 31としたが，重みはログスケールであり，各重

みの最大値は 32，最小値は 1
32 である．

7.3 予備実験２：行動一致率の分布

効用関数の重みベクトル w⃗の変化により選択される行動
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図 4 [1, 4, 8] の場合の行動一致率の分布

図 5 [1, 1
8
, 1
16

] の場合の行動一致率の分布．前図とは各軸の向き

が逆．

がどの程度変わるのかを実験により確認した．2つの重み

でモンテカルロ AIにより選択される行動が一致する割合

を“行動一致率”と定義する．ここで，全く同じ重み同士

であっても，モンテカルロ法の乱数性により行動が一致す

るとは限らないことに注意されたい．

w⃗ = [1, 4, 8]（MPと Turn重視）に対する行動一致率の

分布を図 4，w⃗ = [1, 1
8 ,

1
16 ]（HP重視）に対する行動一致率

の分布を図 5に示す．

[1, 4, 8]の場合は線状に行動一致率の高い分布があり，そ

の線を少しずれるだけで行動一致率は 10%以上低下する．

逆に [1, 1
8 ,

1
16 ]の場合は面状に行動一致率の高い分布があ

り，[1, 4, 8]より重みのずれに寛容である．このように行動

一致率の分布の形は重みによって大きく変化する．

8. 実験

本章では，特定の効用関数を持たせた AIの効用重みを

提案手法が正しく推定できるか，および実際の人間に対し

て満足度を高めることができているか確認する．

8.1 人工プレイヤに対する学習実験

本節では，特定の効用関数を持たせた人工プレイヤを用

意し，提案手法がそれを正しく学習できるか確認する．持

たせた効用関数は表 4に示す 4通り，また敵味方の能力も

5通り，全 20パターンを調べた．RPGはプレイヤごとに

価値観が異なり，想定される状況も多いため，このように

複数のパターンを用いることにした．

味方 1はルールベースの単純な動作をし，味方 2は特定

の効用関数を持たせた人工プレイヤが操作する．提案手法

は味方 2の挙動のみを記録し，その効用関数を推定するこ

とにする．戦闘は 8回連続して行われ，1回目終了時点と

8回目終了時点では推定の精度がどのように変わるかも調

べる．戦闘そのもの・またモンテカルロシミュレーション

には乱数が大きく影響を与えるため，この 8回の戦闘を 1

セットとし，シード値を変えた 20セットの学習を行う．

評価には，推定した効用関数の重みそのものではなく，

それによって取る行動が元の効用関数によるものとどれだ

け一致するかを用いる．これは，例えば図 5において元の

重み [1, 1/8, 1/16]とは異なる [1, 1/16, 1/32] のような重

みとなったとしても行動一致率はさほど悪化しないつまり

満足度を下げない場合があるためである．

図 6には，持たせた効用関数の重みごとの一致率の推移

を表す．横軸は戦闘回数で，1戦目の半分を経過した時点，

1戦後・3戦後・5戦後・8戦後での行動一致率を表す．右

端の点は，全く同じ効用関数を持たせた場合であり，いわ

ば学習の限界点を意味する．この図では敵味方の能力 5通

りごとの結果は全て平均されている．例えば黄色の線と点

の場合，[1,12,0.167] というMP重視の効用関数は，どのよ

うな状況においてもほぼ正しく早期に推定できて，一致率

も限界に近い性能を出していることが分かる．なお，4つ

の効用重みの間に一致率 15%ほどの差があるのは，「MP

を消費せず勝ちたいなら，適当な敵を単体攻撃するか防御

する」「早く勝ちたいならグループ攻撃をするしかない」な

どのように好ましい行動の幅が変化するためである．

図 6 行動一致率・設定別

図 7は逆に，5つの設定ごとの一致率の推移を表す（与

えた 4つの効用重みに関しては平均化してある）．ここか

ら，与えた状況ごとに多少得手不得手はあるものの，概ね

早期に効用関数の推定ができていることが分かる．

8.2 被験者実験

前節の実験では，学習対象となる人工プレイヤは，「学習

に用いる効用モデルと同じ効用モデル」と「学習に用いる
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表 4 使用した効用関数の重み
HP MP Turn

HP 重視 1 0.071 0.071

Turn 重視 1 0.143 18

MP と Turn 重視 1 10 10

MP 重視 1 12 0.167

図 7 行動一致率・効用関数の重み別

行動決定アルゴリズム（戦略付きモンテカルロ法）」を持つ

ものであり，いわば学習者にとって理想的な条件であった．

そこで，実際の人間プレイヤに対してどの程度学習がで

きるのかを確認するための被験者実験を行った．被験者

にはまず戦闘を 2 回行ってもらい，対象ゲームに慣れて

もらった．次に戦闘 8回を 1セットにして，3セットの戦

闘を行ってもらった．各セットでは被験者に「MP重視」

「Turn重視」「MP・Turnどちらも重視」して戦闘を行う

ように指示した．

1セットの中で前半の戦闘 4回は学習フェイズで，被験

者に味方キャラクタを全て操作してもらう．このとき味方

キャラクタ 2の操作を提案手法により学習する．1セット

の中で後半の戦闘 4 回は評価フェイズで，被験者に味方

キャラクタ 1のみ操作してもらい，AIが操作する味方キャ

ラクタ 2の挙動を 1戦ごと，5段階で評価してもらった．

評価してもらった AIは 3通りで，一つは提案手法（効

用関数を推定した AI）を 2回，一つは固定の効用重み [1,

0.3, 3] を持つ Turn重視の AI，一つは固定の効用重み [1,

4, 0.25] を持つ MP重視の AIである．AIの登場順評価順

はランダムである．

被験者 7人による自然さの評価値の平均を表 5に示す．

例えば Turn重視を指示した場合，Turn重視 AIに対する

評価 (4.0) は MP 重視 AI に対する評価 (2.6) よりも高い

が，提案手法はそれ以上の評価 (4.3)となった．学習され

た重みは [1, 0.5, 16] などより極端なものであり，固定で

与えた [1, 0.3, 3] では不十分だったことを示唆している．

人手で効用関数を設計することは困難な場合が多く，提案

手法のように行動から自動で推定することに価値があるこ

とが示せた．

9. まとめ

本稿では，人間プレイヤが選択した行動から人間プレイ

表 5 自然さの評価結果
指示したスタイル 使用 AI と重み 自然さの平均評価値

MP 重視

提案手法 4.1

Turn 重視 AI 3.1

MP 重視 AI 3.4

Turn 重視

提案手法 4.3

Turn 重視 AI 4.0

MP 重視 AI 2.6

MP と Turn 重視

提案手法 4.0

Turn 重視 AI 3.0

MP 重視 AI 2.7

ヤの効用関数の重みを推定し，それを AIプレイヤの行動

選択に活用することでその人間プレイヤにとって満足度が

高い AIプレイヤを生成することを目指した．モンテカル

ロ法におけるシミュレーション戦略を複数用意することで

効用要素をより正しく推定することができた．さらに被験

者実験により人間プレイヤの効用関数を正しく推定できる

ことを示せた．
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