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残響除去手法とシステム統合手法の
種々の残響環境に対する有効性: REVERBチャレンジ

太刀岡 勇気1,a) 成田 知宏1 渡部 晋治2

概要：昨年公開された REVERBチャレンジには、残響音声の認識タスクが含まれる。本報では、ガウス

混合モデル、部分空間ガウス混合モデルや深層回路網といった音響モデルの識別学習や、種々の特徴量変

換手法といった最新の音声認識手法に焦点をあてた。その前段として、提案の単一チャンネルによる残響

時間推定に基づく残響除去手法や、8チャンネルのビームフォーミングにより直接音を間接音に比べて強

調する手法に関して検討した。加えて、REVERBチャレンジでは種々の環境を扱う必要があり、環境ご

とに最良のシステムが異なるため、異なる特徴量や異なる種類のシステムを統合する手法に関しても検討

を加えた。さらに、補助システムを意図的に構築することで、システム統合の性能をより向上させる提案

の識別学習法の有効性も検証した。実験によりこれらの手法の有効性が示され、REVERBチャレンジの

シミュレーション・実測それぞれのデータに対して平均 6.76%、18.60%の単語誤り率を達成した。これは

ベースラインに比して、相対値で 68.8%、61.5%の向上に相当する。
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Effectiveness of dereverberation techniques and system combination
approach for various reverberant environments: REVERB challenge

Tachioka Yuuki1,a) Narita Tomohiro1 Watanabe Shinji2

Abstract: The recently released REVERB challenge includes a reverberant speech recognition task. This
paper focuses on state-of-the-art ASR techniques such as discriminative training of acoustic models including
Gaussian mixture model, sub-space Gaussian mixture model, and deep neural networks, and various feature
transformations after the proposed single channel dereverberation method with reverberation time estimation
and multi-channel beamforming that enhances direct sound compared with the reflected sound. In addition,
because it is necessary to handle these various environments in the challenge and the best performing system
is different from environment to environment, we perform a system combination approach using different
feature and different types of systems. Moreover, we use our discriminative training technique for system
combination that improves system combination by making systems complementary. Experiments show the
effectiveness of these approaches, reaching 6.76% and 18.60% word error rate on the REVERB simulated
and real test sets, which are 68.8% and 61.5% relative improvements over the baseline.
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1. 序論

REVERBチャレンジは、残響信号処理の評価のため昨

年公開された [1]。本報では、このチャレンジに含まれる中

程度語彙の音声認識タスクを扱う。これは、残響環境下で
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の音声認識性能の評価を目的とする。残響環境下では、音

声認識の前処理である音声強調が重要であり、すでに、単

一チャンネルの残響除去法を提案している [2]。これは、初

めに残響の程度を特徴づける最も重要なパラメータである

残響時間を推定し、それに基づき残響の引き去り量を加減

する手法である。これに加えて、REVERBチャレンジで

提供されている 8チャンネルのデータを有効に活用するた

めに、到来方向推定を行った [3], [4]後に、ビームフォーミ

ング [5]により音声を強調する手法も合わせて検討する。

近年の音声認識性能の向上は、識別学習 [20]や種々の特

徴量変換手法 [6], [7], [8], [9], [10]によるところが大きい。

我々はすでに、騒音環境下での識別的手法の有効性を示し

ている [11]。しかしながら、残響により音声認識性能が低

下するため、残響への対処は騒音への対処と同じく重要で

ある。REVERBチャレンジでは、8種の異なる残響環境

が提供されている。本報では、最先端の音声認識の手法が

多様な残響騒音環境下において有効に働くことを示す。

識別的手法に加えて、いくつかの特徴量変換手法を扱

う。特徴量変換は元の特徴量を、線形変換に基づき新しい

特徴量に変換する手法 *1 と識別的非線形特徴量変換 [9]が

ある。LDAは長いコンテキストを *2 扱うので、特徴量の

動的特徴をモデル化でき、残響の影響を低減できると考え

られる。MLLTは状態に紐づけられた特徴量の相関を低減

するような特徴量変換を実現する。未知の条件に適応させ

ることで音声認識の性能を向上させるためには、モデル適

応が有効である。本報では、話者適応学習 (SAT) [8]と基

底特徴量空間最尤線形回帰 (basis fMLLR) [12]を用いた。

本報では、近年注目されている深層回路網 (DNN) [10]

の有効性も検証する。DNNは、特徴量変換と音響モデリ

ングを同時に最適化できる。騒音環境で有望な結果を示し

た [11]が、残響環境においてもその有効性を検証する。

上述の検討は、単一の音声認識システムが対象だが、複

数のシステムの認識結果を統合することが、音声認識性能

を向上させるためには有効である [13]。環境ごとに最適な

音声認識システムが異なる場合、各々の結果を統合するこ

とで、より性能を向上させられる。本報では、ラティスに

基づく識別学習の枠組みに依拠した、意図的に補助的なシ

ステムを構築する手法の有効性も検証する [14]。システム

の構築には、Kaldiツールキット [15]を用いた。

2. 提案システムの概観

図 1に、提案システムの概要図を示す。提案システムは

3つの要素から構成されている。1つ目の要素は、3節に示

す音声強調である。1) 到来方向推定後に、多チャンネル遅

延和ビームフォーマーにより、反射音に比べて直接音を強

調する手法、2) 残響時間を予測し、単一チャンネルの残響

*1 線形判別分析 (LDA) [6]、最尤線形変換 (MLLT) [7]
*2 例えば連続 9 フレームをコンテキスト拡張する。

除去手法により後期残響成分を除去した手法、3) 正規化最

小 2乗誤差法 (NLMS)により短時間の歪を除去した手法よ

り成る。2つ目の要素は、4.2節に示す特徴量変換である。

これはいくつかの特徴量レベルでの変換 (LDA、MLLTと

基底 fMLLR)と識別的特徴量変換より成る。これらの手

法では、メル周波数ケプストラム係数 (MFCC)と知覚的

線形予測 (PLP)の 2種の特徴量を用いる。2つの特徴量を

使うことで、システム統合に使う補助システムが異なる傾

向の仮説を出力することを期待できる。3つ目の要素は、

音声認識である。音響モデルに対して、マージン付きの識

別学習 (ブーステッド相互情報量最大化法 (boosted MMI),

cf. 4.1節および 4.3節)を適用し、3種のシステム (GMM、

SGMMとDNN)を構築した。さらに、4.4節に示す識別的

に学習された補助システムを使ったシステム統合手法を提

案する。システムの出力結果は、ROVERにより統合した。

3. 音声強調部

3.1 CSP法を用いた到来音方向推定に基づく遅延和ビー

ムフォーマー

音源からの直接音を強調するために、周波数領域での遅

延和ビームフォーマー [5]を適用した。強調されたスペク

トル ỹt は、m番目のマイクにより観測された短時間フー

リエ変換 (STFT)によるスペクトル xt(m)の和として得ら

れる。

ỹt =
∑
m

xt(m)⊙ exp(−ȷωτ1,m) (1)

tは現在フレームの番号、⊙は要素ごとの積、ω は角周波

数の組である。1番目のマイク基準のm番目のマイクの到

達時間遅れ τ1,m は到来方向に関連している。時間遅れは、

2マイク間の相互パワースペクトルを用いる相互スペクト

ル位相 (CSP)分析 [3]により推定される。

τ1,m = argmaxS−1

[
xt(1)⊙ xt(m)∗

|xt(1)||xt(m)|

]
(2)

S は、STFTによる演算であり、*は複素共役を表す。CSP

法の性能を向上させるために、ピークホールド処理 [16]と

ノイズ成分の引き去り [4]を行った。3つ以上のマイクを

使いペアごとに CSP係数を同期加算した [17]。

3.2 残響時間推定に基づく単一チャンネル残響除去法

単一チャンネルの残響除去のために、文献 [2]のアルゴ

リズムを用いた。残響時間 Tr がフレーム長より十分長い

場合には、観測されたパワースペクトル |x|2 は、音源のパ
ワースペクトル |ŷ|2の重み付き和でモデル化できる。音源
のパワースペクトルはノイズのパワースペクトル |n|2が定
常ならば、以下のように求められる。

|xt|2 =

t∑
µ=0

wµ|ŷt−µ|2 + |n|2 (3)
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図 1 Schematic diagram of the proposed system. (CSP: cross spectrum phase anal-

ysis, DS: delay-and-sum beamformer, derev.: proposed dereverberation method,

NLMS: normalized least-mean-squares algorithm, gray blocks are complementary

systems for each system type)

µとwµは、それぞれ遅れフレームと重み係数である。音源

のパワースペクトル |ŷ|2 は、以下の如く |x|2 と関連する。

|ŷt−µ|2 = η(Tr)|xt−µ|2 − |n|2 (4)

ここで ηは直接音と反射音の和の内の直接音が占める割合

であり、Tr が長くなるにつれ、反射音成分のエネルギー割

合が増えるため、Tr に関する減少関数となっている。w0

は 1と仮定すると、上述の関係より Eq. (5)が導かれる。

|ŷt|2 = |xt|2 −
t∑

µ=1

wµ

[
η(Tr)|xt−µ|2 − |n|2

]
− |n|2 (5)

残響は、初期残響と後期残響の 2つの段階に分けて考え

られる。直接音到来後、それらの残響を分ける閾値がD(フ

レーム)である。音声認識の性能に悪影響を与えるのは主

に後期残響なので、複雑な初期残響は無視できる。後期残

響では、拡散音場が仮定できる場合、音響エネルギー密度

が指数的に減衰することが知られており、Polackの統計モ

デル [18]によりモデル化でき、wµ はD < µの場合、以下

のように決定される。µ < Dの場合 wµ は 0。

wµ = αs/η(Tr)e
−2∆φµ (6)

φはフレームシフト、αsは引き去り係数である。上段・下

段の条件はそれぞれ、初期・後期残響に対応している。η

が定数と仮定すると、Eq. (5)は、スペクトルサブトラク

ション (SS)[19]と類似の働きをする。SSでは、引き去ら

れたパワースペクトル |ŷ|2 が β|x|2 より小さい場合には、
β|x|2 で置き換える (フロアリング)。β はフロアリング係

数である。フロアリング率を、時間周波数ビンの総数中、

フロアリングしたビン数の比率と定義する。いくつか仮定

した残響時間に対して、フロアリング率を計算した後、最

小 2乗法で傾きを算出し、あらかじめ開発セットで定めた

傾きと残響時間の関係から、実際の残響時間 Tr を求める

ことができる [2]。

4. 音声認識部

4.1 音響モデルのMMI識別学習

MMI識別学習では、正解ラベルと認識仮説の間の相互

情報量を最大化する。以下、改良版のブーステッドMMI

(bMMI) 学習 [20] について述べる。この手法は、ブース

ティング係数 b(≥ 0)により、音素正解率によって学習デー

タの重みを変化させることを可能にしている。評価関数は

FbMMI(λ) =
∑
r

log
pλ (x

r|Hsr )
κ
pL(sr)∑

s pλ (x
r|Hs)

κ
pL(s)e−bA(s,sr)

(7)

のように表される。xr は、r番目の発話の特徴量系列であ

る。音響モデルパラメータ λは、拡張バウム・ウェルチ法

で最適化される。Hsr とHsは、各々、正解ラベル sr と仮

説 sに対する HMMの系列である。pλ は音響モデル尤度、

κは音響スケール、pL は言語モデル尤度であり、A(s, sr)

は sの sr に対する音素正解率である。

4.2 識別的特徴量変換

特徴量空間ブーステッドMMI (f-bMMI)は、高次元特徴

量 ht を低次元特徴量に写像する行列 I × J の行列M を、

識別的基準により推定する [9]。

yt = xt +Mht (8)

xt は、tフレームにおける元の I 次元特徴量、yt は変換さ

れた同じく I 次元の特徴量、ht は J(≫ I)次元の補助的

な特徴量である。行列M は、評価関数 Ff-bMMI (M)を最

大化するように最適化される。評価関数は、Eq. (7)の xr

を、r番目の発話の変換特徴量系列 yr で置き換えて、

Ff-bMMI (M) =
∑
r

log
pλ (y

r|Hsr )
κ
pL(sr)∑

s pλ (y
r|Hs)

κ
pL(s)e−bA(s,sr)

(9)

のように得られる。
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4.3 DNNの識別学習

DNN-HMMシステムにおいて、通常のクロスエントロ

ピー (CE)学習に加えて、bMMI基準 (7)に基づく系列の

識別学習法 [21]が提案されている。DNNは HMM状態 j

に対する事後確率を出力し、音響モデル尤度 pθ は、事後確

率から求められる疑似的な尤度

pθ (x
r|j) = pθ (j|xr)

p0 (j)
(10)

で置き換えられる。p0 (j)は状態 j に対する事前確率であ

り、強制整列した学習データから求められる。評価関数

FbMMI (θ)は、Eq. (7)の λを θに置き換えて得られる。

4.4 システム統合のための補助システム

効果的なシステム統合のためには、補助システムを意図

的に構築することが有効である [14]。提案の補助システム

の識別学習法は、識別学習の原理を拡張したものである。

Q個の元となるシステムが既に構築されているときに、識

別学習の評価関数 F は、

Fc(φ) = (1 + αc)F(φ)− αc

Q

Q∑
q=1

F(φ) (11)

のように、一般化される。これは、正解ラベル sr に関連す

る元の評価関数から、q 番目の元のシステムの 1位の仮説

(ラティス)sq,1 に関連する評価関数を引き去ったものであ

る。φは最適化されるべき補助システムのモデルパラメー

タの組 (例えば、λ、M や θ)、αcはスケーリング係数であ

る。識別的基準F は、bMMIや f-bMMIが選択できる。も

し αcが零の時には、この評価関数は元々の F に一致する。
Eq. (11)の第 1項は、識別学習の基準に従って性能を向上

させ、第 2項は今構築しているシステムが、元のシステム

と異なる傾向の仮説を出力するようにさせる効果がある。

5. 実験条件

提案法の有効性を REVERBチャレンジ [1]で提供され

ている残響音声を用いて検証した。1、2、8 チャンネル

のデータのうちの 1 と 8 チャンネルを検討した。タスク

は中程度語彙 (5k) の連続音声認識である (WSJCAM0)。

“SimData”は、残響時間が 0.25、0.5、0.75秒の 3種類の

オフィス (Room 1～3)において、音源とマイクの距離が

0.5 m (near)もしくは 2 m (far)の 6種の室内伝達関数をク

リーン音声に畳み込み、SNRが 20dBになるように騒音を

重畳してある。一方、“RealData”は、実測により、騒音

が存在する状況で、1つの部屋 (Room 1)において、同じく

音源とマイクの距離が 2条件で収録されたデータである。

8本のマイクは半径 0.1 mの円状に配置されている。学習

セット (tr)は、92話者の 7,861発話、評価セット (eva)は、

SimDataが 28話者の 2,176発話、RealDataが 10話者

の 372発話、開発セット (dev)が SimDataが 20話者の

1,484発話、RealDataが 5話者の 179発話よりなる。音

響モデルは trにより学習し、パラメータは、devの単語

誤り率 (WER)に基づき調整した。tri-gram言語モデルを

使った。実験のすべては「発話単位の一括処理」である。

1チャンネルの場合には、残響時間推定を行う提案の残

響除去法のみを用いた *3。8チャンネルの場合には、残響

除去の前に、推定した到来方向情報に基づく遅延和ビーム

フォーミングを行った。到来方向推定とビームフォーミン

グには、全ペアのマイクを用いた。残響除去後に、200タッ

プの NLMSフィルタにより、短時間の歪を除去した。

元となる音響特徴量は、0から 12次のMFCC、PLPと

その 1次 2次の動的特徴量である。9連続フレームの静的

MFCCを結合した 117次元の特徴量を、LDAを用いて 40

次元に圧縮した。LDAのクラスはトライフォンの HMM

の状態とした。これに加えて、MLLTを用いた [11]。

音響モデル適応には、短い発話で性能を発揮しやすい基

底 fMLLR [12]を用いた。さらに、話者間の多様性の影響

を低減するために、SAT [8]を行った。

bMMIと f-bMMIにおけるブースティング係数は 0.1と

し、補助システムを構築するためのパラメータは、Eq. (11)

の第 2項の増幅係数が 0.3、αc は 0.75とした。

始めに、クリーン音響モデルを学習する *4。次に、ク

リーンモデルによる強制整列結果や tri-phoneのツリー構

造を使って、残響音響モデルを最尤 (ML)で学習する。最

後に、MLモデルから学習を進めて、識別学習や識別的特

徴量変換を行う。DNNは、Kaldi [15]の Poveyの実装を

使った。隠れ層 2層でパラメータ数は 2Mである。初期の

学習率は 0.02であり、学習の最後には 0.004まで低減した。

GMM、SGMM [22] と DNN の 3 種類の異なる音響モ

デリング手法を試した。それぞれに、識別学習を加えた。

GMMには、f-bMMIを、SGMMと DNN[21]に関しては

bMMIを用いた。各々のシステムに対して、組となる補助

システムを構築した。これらは、MFCCと PLP特徴量で

構築されているので、システム総数は 16となる。

6. 結果と考察

表 1 は、開発セット (dev) のWER である。4 種の部

屋において、音源・マイク間の距離が 2 種ある。“Kaldi

baseline”は、残響音声より学習された音響モデルで、音

声強調手法なしで認識した場合のWERである。“derev.”

は、提案の残響時間推定に基づく単一チャンネルの残響

除去法である。平均的に、性能が向上している。8チャン

ネルの場合は、到来方向推定は安定していたため、ビーム

フォーミングと “derev.”を併用することで認識性能の大

*3 残響除去法のパラメータは、(D = 9, α = 5, β = 0.05, a = 0.005,
b = 0.6) のように設定した。

*4 mono-phone は、無音のモデル (“sil”) を含み 44 である。tri-
phone は、状態数は 2,500、ガウス分布総数は 15,000 である。
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表 1 WER [%] by room and microphone distance on the REVERB Challenge (dev).

SimData RealData

Room 1 Room 2 Room 3 Avg Room 1 Avg

Feature Type near far near far near far near far

1ch

Kaldi baseline MFCC ML 10.96 12.56 15.70 34.21 19.61 39.24 22.05 48.53 47.37 47.95

derev. 12.41 14.68 14.03 27.16 16.39 33.85 19.75 47.04 44.57 45.81

GMM +LDA+MLLT ML 9.46 11.01 11.51 22.04 13.08 28.09 15.87 39.99 40.67 40.33

+basis fMLLR 7.77 10.00 9.76 19.28 11.05 24.90 13.79 33.00 35.54 34.27

bMMI 7.13 9.61 9.12 16.19 10.46 21.98 12.42 30.69 35.20 32.95

f-bMMI 6.27 8.73 8.28 14.89 9.37 19.54 11.18 28.32 31.31 29.82

f-bMMIc 7.06 9.05 8.58 14.96 10.16 20.43 11.71 29.01 31.72 30.37

+SAT ML 8.87 11.21 9.71 19.89 10.95 24.04 14.11 36.06 36.23 36.15

bMMI 6.56 8.51 7.76 16.24 9.03 19.88 11.33 34.19 37.53 35.86

f-bMMI 5.88 7.60 7.25 14.59 8.09 17.51 10.15 31.63 34.72 33.18

f-bMMIc 6.07 7.82 7.22 14.89 8.43 17.51 10.32 32.38 35.27 33.83

SGMM ML 6.47 9.07 8.18 17.11 9.55 20.40 11.80 33.13 34.93 34.03

bMMI 5.53 7.23 7.00 14.44 7.76 17.48 9.91 31.50 33.36 32.43

bMMIc 5.68 7.28 7.02 14.44 7.94 17.68 10.01 30.94 33.08 32.01

DNN CE 6.71 8.85 8.70 15.58 9.15 19.07 11.34 30.88 35.82 33.35

bMMI 5.29 7.06 6.95 13.09 7.57 15.53 9.25 28.45 32.67 30.56

bMMIc 5.14 6.74 6.51 12.37 7.27 15.50 8.92 28.32 33.49 30.91

ROVER 4.67 5.88 6.31 11.93 6.63 14.89 8.39 26.58 28.91 27.75

8ch

CSP+BF+derev. MFCC ML 10.79 12.19 11.02 16.71 11.47 20.43 13.77 40.36 42.83 41.60

+NLMS 11.11 12.27 11.81 17.40 12.34 21.46 14.40 38.37 40.74 39.56

GMM +LDA+MLLT ML 8.38 10.30 9.91 14.94 10.19 17.28 11.83 34.06 37.18 35.62

+basis fMLLR 7.74 9.22 8.80 13.33 9.05 15.28 10.57 27.39 30.14 28.77

bMMI 6.64 8.21 7.25 11.39 7.10 11.50 8.68 24.89 27.96 26.43

f-bMMI 6.19 7.40 7.39 10.13 6.58 10.24 7.99 22.58 26.25 24.42

f-bMMIc 6.39 7.33 7.44 9.86 6.70 10.44 8.03 22.71 27.41 25.06

+SAT ML 7.25 9.32 8.70 12.79 8.33 13.80 10.03 28.88 32.88 30.88

bMMI 5.24 7.10 6.56 9.93 5.98 10.98 7.63 26.58 30.83 28.71

f-bMMI 5.01 6.76 5.96 9.07 5.84 9.40 7.01 24.27 29.60 26.94

f-bMMIc 5.16 6.93 6.11 9.49 5.96 9.67 7.22 24.27 29.73 27.00

SGMM ML 5.65 7.62 7.47 10.97 7.00 11.45 8.36 25.27 30.35 27.81

bMMI 4.57 6.05 6.19 9.27 6.01 9.89 7.00 24.70 30.01 27.36

bMMIc 4.72 6.10 6.09 9.56 6.18 10.01 7.11 24.39 30.01 27.20

DNN CE 6.49 7.45 7.84 11.44 7.25 11.97 8.74 25.27 29.32 27.30

bMMI 5.56 6.27 6.24 9.29 5.71 10.44 7.25 23.27 28.84 26.06

bMMIc 5.26 6.05 6.21 9.10 5.61 10.06 7.05 22.65 28.50 25.58

ROVER 4.18 5.11 5.50 7.74 4.85 8.23 5.94 21.90 26.52 24.21

幅な改善が見られた。“NLMS”は、RealDataにおいて

はWERを 2.04%改善したものの、 SimDataに対しては

0.63%悪化する結果となった。しかしながら、悪化の方が少

なかったので、以後は NLMSを使った場合の結果を示す。

LDAと MLLTにより、WERは大幅に改善した。表 1

より、識別学習が残響環境に対しても有効であることがわ

かる。全ての場合で、f-bMMI学習の性能が、bMMI学習

を上回った。提案の補助システムの性能は、元のシステム

の性能よりも若干悪い程度で、システム統合に適している。

SGMMモデルは、SimDataに対してはGMMを上回っ

たが、RealDataに対してはGMMよりも性能が低かった。

DNNモデルは SimDataに対して、最良の性能を得た。

RealData に対する最良のシステムは SAT を使わない

GMM で、DNN は 2 番目であった。SimData と Real-

Dataの平均では、DNNは最良の性能を得た。DNNに対

しても系列の識別学習は有効であった。

システム統合した場合の結果を最下段に示している。全

16システムの出力結果を統合により、最良の性能を得た *5。

*5 PLPを使った場合には、MFCCを使った場合の結果よりも若干
性能が悪化したものの、それらの誤り傾向は相当異なっていた。
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表 2 WER [%] on the REVERB Challenge (eva). MFCC feature was used for single

system and MFCC and PLP features were used for ROVER).

SimData RealData

Room 1 Room 2 Room 3 Avg Room 1 Avg

near far near far near far near far

1ch Kaldi baseline 13.23 14.13 15.54 29.69 20.06 37.44 21.68 50.62 45.98 48.30

derev. 12.50 13.43 14.61 24.71 17.09 32.62 19.16 44.75 43.32 44.04

f-bMMI 7.27 8.17 8.82 14.11 10.54 18.76 11.28 28.65 29.54 29.10

SAT+f-bMMI 6.44 7.22 7.57 13.97 9.52 18.44 10.53 28.87 29.78 29.33

SGMM+bMMI 5.81 6.54 7.22 13.84 8.70 18.17 10.05 27.75 28.36 28.06

DNN+bMMI 5.90 6.84 7.35 12.57 9.40 16.55 9.77 25.97 25.69 25.83

ROVER 5.30 5.61 6.30 11.16 7.76 14.95 8.51 23.79 23.60 23.70

8ch CSP+BF+derev. 10.94 11.69 10.98 16.33 12.79 21.39 14.02 34.33 36.93 35.63

+NLMS 10.94 12.32 11.38 17.59 13.46 22.96 14.78 35.32 35.28 35.30

f-bMMI 6.57 6.93 6.80 9.93 7.47 12.76 8.41 20.22 23.19 21.71

SAT+f-bMMI 6.17 6.64 6.51 10.13 7.40 13.15 8.33 20.63 23.67 22.15

SGMM+bMMI 5.86 6.44 6.29 9.23 6.96 12.83 7.94 20.66 23.50 22.08

DNN+bMMI 5.64 6.18 6.16 9.29 7.08 12.40 7.79 19.35 22.28 20.82

ROVER 4.96 5.62 5.58 8.18 5.73 10.47 6.76 16.90 20.29 18.60

表 2には、評価セット (eva)の結果を示す。識別学習を

行った DNNは、単一のシステム中、最良の性能を得た。

これは DNNの未知条件に対する頑健性を示すものといえ

る。さらに、システム統合 (ROVER 5)によりWERが、

それぞれ SimDataと RealDataに対して、1chの場合、

1.26%、2.13%、8chの場合 1.03%、2.22%改善した。

7. 結論

残響除去や複数マイクによる音声強調が有効であった。

特徴量変換と識別学習が、種々の残響環境下で有効である

ことが示された。望ましい補助システムを構築するための

提案のシステム統合法により、さらに性能が向上した。
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