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固有表現抽出のためのSVMの高速化

磯 崎 秀 樹† 賀 沢 秀 人†

サポートベクトルマシン（SVM）は新しい高性能な学習手法である．しかし，従来手法より分類
処理速度が桁違いに遅いことが知られている．本論文では，まず SVMを用いた固有表現抽出方法が
既存手法より高精度であることを実験により示す．固有表現抽出は，地名・人名・組織名・日時など
の固有表現を文書から抜き出す技術であり，情報抽出システムや質問応答システムなどの重要な基礎
技術である．次に，固有表現抽出のデータの特徴を生かして，処理速度を大幅に改善するアルゴリズ
ムを提案する．このアルゴリズムは，自然言語処理における他の様々なタスクに応用可能であると考
えられる．

Speeding up Support Vector Machines for Named Entity Recognition

Hideki Isozaki† and Hideto Kazawa

The Support Vector Machine (SVM) is a powerful new machine learning method. However,
it is well known that its classification speed is orders-of-magnitude slower than conventional
systems. First, we show that a Named Entity (NE) recognizer based on SVMs gives better
scores than conventional systems. Named Entity recognition is a task in which proper nouns
and numerical information are extracted from documents and are classified into categories
such as person, organization, and date. It is a key technology of Information Extraction and
Open-Domain Question Answering. Then, we present an algorithm that makes the system
substantially faster by exploiting characters of NE data. This algorithm will be applicable to
other different tasks in Natural Language Processing.

1. は じ め に

最近，「サポートベクトルマシン（SVM）」という高

性能な機械学習手法が注目を集めている．SVMの特

長は「マージン最大化」による高い汎化能力と「カー

ネル関数」を用いた「カーネルトリック」による非線

形境界の効率的な処理である．

しかし，学習や処理に膨大な時間がかかるため，な

かなか利用されていないのが実情である．本論文では，

「固有表現抽出」という自然言語処理の 1つのタスク

を取り上げ，処理速度を大幅に改善できるアルゴリズ

ムを提案する．本手法は固有表現抽出にとどまらず，

様々な自然言語処理タスクの高速化に利用できると考

えられる．

固有表現抽出とは，文書に書かれている情報の重要

な要素である，「人名」「地名」「組織名」「日時」などの
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表現を抜き出すタスクであり，TREC-QA☆に代表さ

れるオープンドメイン質問応答システム（ODQA）や

情報抽出システムにおいて重要な技術である．日本語

でも，ODQAの研究が最近行われており1),29),34)∼36)，

NTCIR-QAC☆☆が開催されている．また，イベント

トラッキング15)，重要文抽出10),11)，大量文書のブラ

ウジング17) などにおいても，固有表現抽出は有用で

ある．

固有表現抽出システムは，図 1のように，与えられ

た文章のどこからどこまでが固有表現か，そしてその

種類は何かを判定する．情報検索と情報抽出を対象に

した IREX（Information Retrieval and Extraction

Exercise ☆☆☆）というワークショップでは，8つの固有

表現が定義された．

固有表現抽出は，辞書を用意するだけで簡単に解決

しそうだが，実際には辞書を作るだけでは不十分であ

り，前後の文脈を含めた判断が必要になることが多い．

たとえば，「中野」のように人名でも地名でも使われ

☆ http://trec.nist.gov/presentations/TREC10/qa/
☆☆ http://www.nlp.cs.ritsumei.ac.jp/qac/

☆☆☆ http://nlp.cs.nyu.edu/irex/index-j.html
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－入力－
1 日夕方 5 時，田中電機の田中純一郎社長は東京・大手町で
記者会見を開いた．

－出力－
<DATE>1 日</DATE><TIME>夕方 5 時</TIME>，
<ORGANIZATION>田中電機</ORGANIZATION>の
<PERSON>田中純一郎</PERSON>社長は
<LOCATION>東京・大手町</LOCATION>で記者会見を開いた．

図 1 固有表現抽出の例
Fig. 1 An example of named entity recognition.

る単語や，「共同」「トンボ」「ゆず」のように，一般

名詞か固有名詞か紛らわしい単語は少なくない．これ

らを正しく分類するには，前後の文脈を考慮する必要

がある．「後ろに『さん』や『氏』などがあれば人名」

というようなルールを人手で書いていく方法も使われ

るが，ある程度以上に精度を上げるのは，きわめて困

難である．

これまでに，人手で辞書やルールを作成する方

法12),37)，隠れマルコフモデル3) や最大エントロピー

モデル4),38) などの統計的手法，ルール自動生成によ

る手法13),30),33)，統計的手法とルール自動生成の出力

の混合43) などが提案されている．

本論文では，サポートベクトルマシン（SVM）8)を

用いる．SVMを用いた固有表現抽出はすでに山田ら40)

により提案されているが，山田らは同一データで他の

手法との比較を行っていないため，彼らの手法が他の

手法より優れているのかどうか明確でなかった．本論

文では，山田らの手法とは異なる手法で実装を行い，

同一データで比較実験を行うことで，従来手法より好

成績が達成できることを示す．

しかし，SVM は分類処理の速度が遅いという問

題がある．山田らの実験41) によれば，Pentium III

933 MHz の計算機で 1,880 文を処理するのに 40 分

と報告されている．つまり 0.8 文/秒という遅さであ

る．我々の実験でも，Athlon 1.3 GHzの計算機で 92

バイト/秒と，従来手法に比べ，桁違いに遅いことが

確認された．磯崎13) のルール生成法によるシステム

は 7.9キロバイト/秒なので，86倍遅い．92バイト/

秒の処理速度では，現在購入可能な 11年分の毎日新

聞の記事を処理するのに 6 カ月かかってしまう計算

になる．SVMの遅さは固有表現抽出に限らない．た

とえば，Nakagawaらの品詞タグ付けプログラム22)

は Alpha 21164A 500 MHzで 20トークン/秒である．

TreeTagger ☆は SPARC10でも 1万トークン/秒なの

☆ http://www.ims.uni-stuttgart.de/projekte/corplex/

TreeTagger/DecisionTreeTagger.html

で，桁違いに遅いことが分かる．これらの報告のよう

に，自然言語処理における SVMの遅さは次第に認識

されてきている．そこで本論文では，分類にかかる時

間を大幅に削減できる方法を提案する．

2. SVMを用いた固有表現抽出

ここでは，最大エントロピーモデルに基づく固有表

現抽出システム4),13),38)の中の最大エントロピーモデ

ルを最小限の変更で SVMに置き換えたシステムの実

装について述べる．このシステムでは，固有表現抽出

を形態素の分類問題としてとらえる．1つの固有表現

は 2つ以上の形態素からなることがあるので，各形態

素を IREX固有表現の 8種類に対して先頭，途中，末

尾，単独の 4種類に分け，合計 4×8+1 = 33 種類に

分類する．たとえば，「そこで，大阪中央銀行の」の

場合，「大阪」が「組織名の先頭」で「中央」が「組

織名の途中」，「銀行」が「組織名の末尾」，「そこで」

「，」「の」が「固有表現以外」となる．「日銀総裁」の

場合「日銀」が「組織名単独」で「総裁」が「固有表

現以外」となる．

SVMでこれらの単語を分類していけばいいのだが，

各単語を独立に分類することはできない．たとえば，

「組織名の先頭」の次には「組織名の途中」か「組織

名の末尾」しか来ることができない．このような制約

を満たすすべての組合せの中で，最ももっともらしい

分類を見つける必要がある．そこで，Viterbiアルゴ

リズム（たとえば文献 16)の p.105）を用いて，文全

体でベストになる組合せを選ぶ．

さて，SVMは実数ベクトル x を 2 つのクラスに

分類するための機械学習手法であり，学習データを

(x1, y1), . . . , (xN , yN )で表す．ただし，yi は xi が正

例であれば +1，負例であれば −1 をとる．SVMは，

以下の判別関数の符号により 2クラス（正例，負例）

の分類を行う．

g(x) =

N∑

j=1

yjαjK(x,xj) + b.

ここで αj と b は学習によって決まる定数である．

SVMの学習は，次の式を最大化する問題で表せる31)．

W (�) =

N∑

i=1

αi − 1

2

N∑

i,j=1

αiαjyiyjK(xi,xj)

ただし

0 ≤ αi ≤ C, i = 1, . . . , N, かつ
N∑

i=1

αiyi = 0.
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ここで，C はマージン最大化と分類誤りのバランス

を調整するためのパラメータである．K(x,xj) は

カーネル関数と呼ばれ，言語処理では d 次の多項式

K(x,xj) = (1 +x ·xj)
d がよく利用される19),22),39)．

詳細は文献 8)，31)を参照されたい．

関数 g(x)において，αj = 0 の xj は結果に寄与し

ないので，αj = 0 を除くと，次のように書き換える

ことができる．

g(x) =

S∑

i=1

wiK(x, zi) + b. (1)

ここで wi，zi はいずれかの yjαj，xj に対応する．

zi をサポートベクトルと呼ぶ．S (≤ N) はサポート

ベクトルの数である．

前述のように，固有表現抽出では 33クラスへの分

類が必要であるが，SVM は 2 クラスの分類しかで

きない．そこで SVMを複数組み合わせて使う．one-

versus-rest，pairwise 18)，2 分木32)，2 分 DAG 26)，

誤り訂正符号2)などの方法が利用されているが，本論

文では，各クラスごとに分類器を用意する，いわゆる

one-versus-restを採用する．

また，Viterbiアルゴリズムではコストが必要とな

り，通常，コストとして確率が用いられるが，SVMは

確率を出力できないので，g(x)の値にシグモイド関数

を適用することにより，確率類似量を計算する．ただ

し，データに合うようにシグモイド関数のパラメータ

を決定する25)と処理が煩雑になるので，ここでは全ク

ラスに同じシグモイド関数 s(x) = 1/(1+exp(−βx))

を用いる．つまり，まず 33クラスの各クラス c に対

して，c か否かを判定する分類器 gc(x) を作り，次

に s(gc(x))により出力を 0～1の値に正規化してから

Viterbiアルゴリズムを適用する．このように，前後

の文脈を見て単語の分類を決定しているので，厳密な

意味での one-versus-restではない．

なお，SVMを適用するにあたり，ルールベースの前

処理・後処理13)を利用した．以下はその説明である．

分類の際の素性としては，分類対象の形態素とその

前後 2つずつの計 5形態素に対し，出現形，ChaSen

2.2.1 21)による品詞，形態素を構成する文字種という

3 種類の素性を用いる．つまり，5 × 3 で計 15 素性

となる．文字種は 17種類に分類した．数字は「小数」

「1万未満の正の整数」「1万以上の整数」「ゼロから始

まる 2桁以上の整数」に分けた．それ以外の形態素は

カタカナのみ，漢字のみ，ひらがなのみ，大文字のみ，

小文字のみ，キャピタライズ（大文字 1文字＋小文字

列），その他の英数，ギリシャ文字，記号，「その他」

表 1 形態素を分類するための素性
Table 1 Features for classification of morphemes.

2 つ前の形態素 =「昨日」
2 つ前の品詞 = 副詞可能名詞
2 つ前の文字種 = 複数漢字
直前の形態素 =「，」
直前の品詞 = 読点
直前の文字種 = 記号
中心の形態素 =「ビレンドラ」
中心の品詞 = 固有名詞一般
中心の文字種 = 複数カタカナ
直後の形態素 =「国王」
直後の品詞 = 一般名詞
直後の文字種 = 複数漢字
2 つ後の形態素 =「は」
2 つ後の品詞 = 係助詞
2 つ後の文字種 = ひらがな

とし，漢字 1 文字，大文字 1 文字，カタカナ 1 文字

の場合をさらに分けた．なお，ChaSenは数字を 1文

字ずつに分割してしまうので，連続する数字をまとめ

て 1 形態素にしている．また，「3 月」などの形態素

は「3」と「月」に分けている．また，カタカナ未知語

の過分割を避けるため，未知語コストを 7000に下げ

た．さらに，未知語はサ変名詞ではなく固有名詞一般

として出力されるようにしている．詳細は磯崎13) を

参照されたい．

以上の素性を 0/1の 2値で表現し，これらを成分に

持つベクトルに変換して SVMで学習を行う．たとえ

ば，「昨日，ビレンドラ国王は · · ·」という文の「ビレ
ンドラ」という未知語は，表 1 の 15個の素性で表さ

れる．SVMで扱えるようにするため，これらの素性

を表 2 のような 0/1のバイナリベクトルに変換する．

形態素そのものが素性に含まれているため，ベクト

ルの次元は万のオーダになる．しかし，元の素性が 15

個しかないので，値が 1の成分は 15個だけであるこ

とに注意されたい．

後処理13) は，学習データにおける固有表現抽出の

境界の変更を行う．たとえば，ChaSenは「奈良市内」

を「奈良」と「市内」に分割するが，学習データでは

「奈良市」が地名とされているという問題がある．そこ

でこの問題に対処するため，以下のような後処理ルー

ルを自動生成する．まず，固有表現の境界が形態素の

途中にある場合，その形態素が固有表現の中に完全に

含まれるようにタグ位置を仮想的にずらす．これで境

界の問題はなくなったので，形態素を分類する問題と

して上記の学習を行う．固有表現の境界を含んでいた

形態素は単独・先頭・末尾のいずれかに分類されるの

で，そのクラスとずらした文字数を記録しておく．対

象文書に学習結果を適用し，Viterbiアルゴリズムで
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表 2 形態素の素性を表すバイナリベクトル
Table 2 A binary vector that represents features of a

morpheme.

2 つ前の形態素が「昨日」 = 1

2 つ前の形態素が「，」 = 0

2 つ前の形態素が「ビレンドラ」= 0

2 つ前の形態素が「国王」 = 0

2 つ前の形態素が「は」 = 0

：
2 つ前の品詞が副詞可能名詞 = 1

2 つ前の品詞が読点 = 0

2 つ前の品詞が固有名詞一般 = 0

2 つ前の品詞が一般名詞 = 0

2 つ前の品詞が係助詞 = 0

：
2 つ前の文字種が複数漢字 = 1

2 つ前の文字種が記号 = 0

2 つ前の文字種が複数カタカナ = 0

2 つ前の文字種がひらがな = 0

：
直前の形態素が「昨日」 = 0

直前の形態素が「，」 = 1

直前の形態素が「ビレンドラ」 = 0

直前の形態素が「国王」 = 0

直前の形態素が「は」 = 0

：

最良解が得られると，単独・最初・末尾に属する各形

態素をさきほどの記録と照らし合わせてタグを移動す

る．ただし，「米国」などの一部の形態素は，形態素解

析の失敗などにより，固有名詞の境界を含んだり含ま

なかったりする．そこで，学習データでこの書き換え

の正解率を調べておき，50%以下のものは適用しない．

ちなみに山田らは，単独と最初，途中と末尾を区別

せず，2× 8 + 1 = 17 種類に分類している．また，分

類の決定においては，Viterbiアルゴリズムを使わず，

文の先頭あるいは末尾から逐次的に決定している．文

字種は 6種類で，形態素境界の後処理方法も異なる．

3. 従来手法との成績の比較

学習用のデータとしては，IREXで作成されたCRL

固有表現データ 1,174記事☆を用いる．さらに，データ

が増えた場合の挙動を調べるため，分野特定課題用学習

データ 23記事と佐々木の拡張タグデータ28)を IREX

の最終的な定義に即して修正した 4,890記事も用いる．

いずれのデータも毎日新聞 CD-ROMの 94，95年版

に基づいている．採点には IREXの GENERAL（一

般課題）という公式テストデータ（99 年の記事）に

対する F値を用いる．ここでいう F値とは，システ

ムの出力した固有表現のうち，文書中に出現した箇所

☆ http://nlp.cs.nyu.edu/irex/NE/から入手可能．

表 3 パラメータ C，d による成績の違い（β = 5）
Table 3 Difference in scores with parameters C, d.

d\C 0.0001 0.001 0.01 0.1 1 10

1 — 65.22 73.41 81.18 82.96 80.57

2 — 76.66 84.43 85.10 85.10 85.10

3 78.68 83.79 83.79 83.79 83.79 83.79

F-measure (%)

84.8%

84.9%

85.0%

85.1%

10−6 10−4 10−2 100 102 104 106
β

•••
•

•••
••••

•

•
•••••

図 2 シグモイド関数の傾き β による成績の変化
Fig. 2 Difference in scores with a parameter β.

の左右の境界の位置と固有表現の分類が，正解と完全

に一致するものの数を a としたとき，以下で定義さ

れる再現率と適合率の調和平均である．

• 再現率 = a/正解データにおける NEの数

• 適合率 = a/システムの出力した NEの数

学習には，工藤の TinySVM-0.07☆☆を用いた．

SVMによる学習では，カーネル関数の選択と C の

設定が問題となる．CRLデータを学習データとした

ときの β = 5 における GENERALの F値は，表 3

に示すとおりであり，これによれば d = 2 の成績が

一番良い（山田らの実験でも 2次が一番良いと報告さ

れている）．表によると，d = 2 のとき，C は 0.1以

上で成績に差がなく，C が大きいほど学習に時間がか

かるので，以下の実験ではすべて d = 2，C = 0.1 を

用いる．

図 2 に示すように，β の値は成績にあまり影響し

ない．図 2 の左右両端はフラットになっているが，

これは次のような理由による．|βx| � 1 のとき，

log s(x) = βx/2 − log 2 で近似できる．Viterbi ア

ルゴリズムは文中の各形態素の log s(gc(x))の和を最

大化するように働くので，β � 1 のときに Viterbi

アルゴリズムで得られる最良なクラスの組合せ（解）

は，log s(x) = x の場合の解に近づいていく．一方，

|βx| � 1 のとき，log s(x) = β(x)− で近似できる．

ここで (x)− は x < 0 のとき x で，x ≥ 0 のとき 0

の関数である．したがって，β � 1 のときに Viterbi

アルゴリズムで得られる解は，log s(x) = (x)− の場

合の解に近づいていく．

SVMによる固有表現システムの F値を従来手法と

比べたものを図 3に示す．RG+DTとMEは磯崎13)

☆☆ http://cl.aist-nara.ac.jp/~taku-ku/software/TinySVM
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図 3 SVM に基づく手法と他の手法の比較
Fig. 3 Comparison of the SVM-based method with other

methods.

の実験結果の再掲であり，前者はルール自動生成法に

よるシステム，後者は最大エントロピー法によるシス

テムの成績である．前処理はいずれも共通で，後処理

は SVMと MEで共通である．最大エントロピー法

のツール☆は大量データでクラッシュしたため，途中

までの成績しか分からない．IREX で 1 位だったシ

ステムの成績は 83.86%である．内元ら38) は最大エ

ントロピー法により 80.17%を得ている．宇津呂ら43)

は最大エントロピー法と決定リストとの組合せにより

84.07%を得たと報告しているが，単語の内部に固有表

現の境界がある場合を除いて計算しているため，単純

には比較できない．SVMによる 85.10%という成績は，

これらに比べても良いことが分かる．また，山田ら40)

は CRLデータの 5分割交差検定による F値の平均と

して 83.2%を得ているが，我々の結果は 86.77%で，3

ポイント以上高い．

学習データを 104万語まで増やすと，GENERAL

の F 値は 90.03%まで向上した．CRLだけのときと

104万語のときの内訳を表 4に示す．104万語の場合，

人工物名の成績が 50%前後でかなり低い点と，組織名

が 80%程度であることを除けば，いずれのクラスも適

合率，再現率ともに 90%を超えていることが分かる．

本手法は，最大エントロピー法のための実装方法を

そのまま転用したものなので，マルチクラスのうえに

確率のようなコストが必要となり，SVMにとっては

必ずしも有利な条件ではない．それでも最大エントロ

ピー法を上回る成績が達成できたことになる．シグモ

イド関数や C などのパラメータをクラスごとに調整

することで，さらに精度が向上する可能性はあるが，

本論文の主題は高速化であり，ここでは SVMを用い

☆ E.S. Ristadによるもの．このツールは現在公開されていない．

表 4 成績の内訳
Table 4 Details of the scores.

学習データ CRL 104 万語
再現率 適合率 再現率 適合率

組織名 72.85 82.45 81.16 82.77

人名 88.46 86.92 95.27 93.60

地名 84.02 88.97 90.31 91.20

人工物名 33.33 43.24 41.67 60.61

日付 93.85 94.21 97.31 98.06

時刻 94.44 94.44 98.15 96.36

金額 100.00 100.00 100.00 100.00

割合 90.48 100.00 100.00 100.00

平均 83.05 87.27 89.40 90.66

F 値 85.10 90.03

ることで，従来手法をしのぐ成績が出せることを示す

にとどめる．

4. SVMによる分類の高速化

実験により，SVMによる固有表現抽出は既存手法

より高精度であることが明らかになったが，はじめに

述べたように，処理速度があまりに遅く，大量の文書

を処理するのには膨大な時間がかかることも分かった．

ここでは，その理由を考え，解決策を提案する．

ほとんどの SVMプログラムでは，ゼロ要素の多い

ベクトルどうしの内積計算 xi · xj を高速に行うため，

非ゼロ要素だけのデータ構造を利用した sparse dot

productというアルゴリズム24) を採用している．し

かし，式 (1)の g(x) の式に従って計算しているため，

サポートベクトルの数 S に比例した計算量が必要に

なる．学習データが 57万語（原文で 2MB）の場合，

33クラスのサポートベクトルの数の総和は 23万なの

で，g(x) の式に従えば，1語につき 23万回の内積計

算を行わなければならない．したがって，まず式 (1)

に従うことをやめなければ，高速化は望めない．

すでに述べたように，固有表現抽出では 2次の多項

式カーネルの成績が良いので，この場合だけ高速にな

ればよい．カーネルが x の 2次式ならば，g(x) も x

の 2次式なので，以下のように書き直せる．

g(x) = W0 +

D∑

h=1

(W1[h]x[h] + W2[h]x[h]2)

+

D−1∑

h=1

D∑

k=h+1

W3[h, k]x[h]x[k],

ただし，

W0
def
= b +

∑S

i=1
wi,

W1[h]
def
= 2

∑S

i=1
wizi[h],

W2[h]
def
=

∑S

i=1
wizi[h]2,
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W3[h, k]
def
= 2

∑S

i=1
wizi[h]zi[k].

ここで
∑S

i=1
wi =

∑N

j=1
yjαj = 0 なので W0 = b

である．次元数 D は学習データが 57 万語の場合で

15万なので，単純に計算すると W3[h, k] の数は百憶

を超えることになる．カーネル関数は，このような高

い次元の計算を元の次元での計算で抑えることで高速

な処理を可能にしており，「カーネルトリック」と呼

ばれている．つまり，一般的には成分で展開するのは，

計算上不利である．

しかし，今の場合，学習データに出現する素性の

ペアの数が限られているため，実際に計算の必要な

W3[h, k] の数は 57 万語の場合で 660 万にとどまる．

これらの定数は，xにかかわらず，あらかじめ計算し

ておくことができる．残りは計算するまでもなく，す

べてゼロである．ここで，ベクトル x を，値が 1で

ある成分の番号のリスト L(x)で表す．たとえば x =

(0, 1, 0, 0, 1, 0, 1)のとき，L(x) = [ 2, 5, 7 ]である．そ

の要素を 2 ∈ L(x) のように表すと，g(x) は以下の

ように単純化できる．

g(x) = W0 +
∑

h∈L(x)

(W ′
1[h] +

∑

k(>h)∈L(x)

W3[h, k])

ただし

W ′
1[h]

def
= W1[h] + W2[h] = 3

∑

i : h∈L(zi)

wi,

W3[h, k] = 2
∑

i : h,k∈L(zi)

wi.

つまり，g(x) を計算するには，L(x) の要素 h に

対する係数 W ′
1[h] と要素ペア (h, k) に対する係数

W3[h, k] と定数 W0 を加えればよい．非ゼロ成分は

各ベクトルにつき 15個しかないので，各クラスにつ

き 15+ 15C2 +1 = 121 個の定数の足し算を行うだけ

でよい．この数はサポートベクトル数 S に関係ない

ので，本論文のように S が大きいときには有効であ

ると考えられる．33クラス全部を合わせても，1形態

素の分類の計算に用いられる係数の総数は 3,993個で

あり，23万回の内積計算を行うのにくらべれば，はる

かに少ない計算量であると期待される．ただし，ベク

トルの次元が高いため，W3[h, k]をそのまま配列で記

憶することはできず，係数データベースから値を取り

出すのに若干時間がかかる可能性がある．

以上の考え方は，2次以外の多項式カーネルやその

他のカーネルの多項式近似にも適用可能であるが，と

くに 2 次式の場合を XQK（eXpand the Quadratic

Kernel）法と呼ぶことにする．値が 0/1以外の成分が

あっても，ゼロの成分がほとんどであれば，同様に高

function g(xl) {
g = W0;
i = 0;
while (xl[i] > 0) { // xl[i] = h

g += get w1(xl[i]); // W ′
1[h]

j = i + 1;
while (xl[j] > 0) { // xl[j] = k

g += get w3(xl[i], xl[j]); // W3[h, k]
j++;

}
i++;

}
return g;

}
図 4 展開係数を用いた分類アルゴリズム

Fig. 4 A classification algorithm based on weights given

by the expansion.

0

200

400

600

800

1,000

1,200

1,400
seconds

0 2 4 6 8 10 12 14 16

×103 support vectors

•
TinySVM •

•••
•

•••••••••••••••••••••••••• XQK◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦◦

図 5 サポートベクトル数と処理時間
Fig. 5 The number of support vectors versus processing

time.

速化できる．

ベクトル xを xl = L(x)で表したときに g(x)を計

算するためのアルゴリズムを図 4に示す．なお，xl[i]

はリスト L(x) の i 番目の要素を表し，対応する要素

がないときは xl[i] = −1 とする．図中の get w1(h)，

get w3(h, k)は，それぞれ係数 W ′
1[h]，W3[h, k]の値

をデータベースから取り出す関数である．

ここでは，W ′
1[h]はそのまま配列とし，W3[h, k]は

ゼロでないもののリストを hごとに記録しておき，k

に関する 2分探索で W3[h, k] を探すという方法を用

いた．学習データが 57万語の場合で比較したところ，

学習データ自体を分類するのに要する時間は，表 5の

ようになった．XQKの 33クラス合計の CPU時間は，

TinySVMの 21倍，SVM-Light 14) の 102倍高速と

いう結果が得られた．とくに「固有表現以外」のクラ

スでは，TinySVMの 225倍，SVM-Lightの 587倍

も高速になっている．その他の 32クラスのサポート

ベクトル数と CPU時間の関係を図 5に示す．サポー

トベクトルの数が多いほど高速化の効果があることが

分かる．

表 5を見ると，実際には XQKの処理時間もサポー

トベクトルの数に若干依存していることが分かる．こ
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表 5 処理時間の削減
Table 5 Reduction of processing time.

形態素クラス サポートベクトル数 TinySVM（秒） XQK（秒） 高速化率 SVM-Light（秒）
固有表現以外 64,970 11,488.13 51.11 224.8 29,986.52

人工物名 途中 14,171 1,372.85 41.32 33.2 6,666.26

場所 単独 13,019 1,209.29 38.24 31.6 6,100.54

組織名 途中 12,050 987.39 37.93 26.0 5,570.82

: : : : : :

合計 228,306 21,754.23 1,019.20 21.3 104,466.31

全クラス一括処理 349.53 62.2

れは，サポートベクトルの数が増えるほど，ゼロでな

い係数が増えるので，必要な係数の値を取り出すのに

手間がかかるためである．とはいえ，2分探索にかか

る時間はデータ数の対数オーダなので，処理時間の差

は既存手法に比べ少ない．

以上の結果は，クラスごとに独立に処理した時間の

合計であるが，実際には各形態素ごとに全クラスの結

果が必要である．以下のような理由により，形態素ご

とに全クラスの gc(x) をまとめて計算した方が速い．

全クラスの W3[h, k] を 1 つの大きなリス

トにして辞書式順序でソートすると，同じ

[h, k] の係数が 1カ所に集まる．したがって，

1 回の 2 分探索ですべてのクラスの係数を

求めることができる．そして，2分探索の時

間計算量は対数オーダなので，クラスごと

に 2分探索を繰り返すより，全クラスの係数

をまとめて 1 度の 2 分探索ですませた方が

速い．たとえば，10万個の W3 の中から特

定の W3[h, k] を取り出すことを 3 クラスで

行っているとき，別々に実行すれば計算量は

3 log2(100, 000) = 34.5 であるが，3つをま

とめると log2(300, 000) = 12.6 ですむ．

この考え方に従って全クラスの gc(x) を一括して

計算するように変更したところ，さらに 3倍速くなっ

て 349.53秒となり，TinySVMの 62倍高速になった．

形態素解析などの前処理や，Viterbiアルゴリズム・

形態素境界などの後処理を含めても 415.08秒で済み，

4,806バイト/秒の処理速度が達成できた．ここでは実

装が容易な 2分探索を用いたが，アクセスの速いデー

タ構造を利用することで，さらに高速化できる可能性

がある．

5. 考察と関連研究

2次の多項式カーネルの展開により，処理速度は向

上したが，メモリ使用量は増加する．zi の非ゼロ要

素の数を mi (= 15) とすると，従来手法では，各サ

ポートベクトルにつき mi 個の非ゼロ要素の素性番号

と wi を記憶するだけでよかったのが，mi 個の係数

W ′
1[h] と mi(mi − 1)/2 個の係数 W3[h, k] を記憶し

なければならなくなる．現在の実装では，h，kに 4バ

イトずつ，W3[h, k]に 8バイト使っていて，学習デー

タが 57万語のとき 130 MB，104万語のとき 190 MB

のメモリを使用する．最近の計算機はメモリが大きい

ので，この程度ではとくに問題ないが，精度に関係の

ない無駄なデータはない方が高速になる．我々は，こ

れらの係数を利用して素性選択する方法を現在検討中

であり，別の機会に報告したい．

また，本論文で提案した XQK法は，分類の実行を

高速化する手法であるが，学習の高速化も切実な問

題である．そこで，同じ展開による手法が学習の高

速化にも適用できるのではないかと期待される．素

朴な SMOアルゴリズム24) では，� が変わるたびに

g(x1), . . . , g(xN ) の値を計算するので，分類実行と

ほぼ同じ方法で高速化できる．しかし，TinySVMや

libsvm 6)などは，g(x) を計算せず，W (�) の勾配の

値を記録・更新している．勾配の変化を計算する手間

はわずかなので，これ以上速くなることはあまり期待

できない．

SVMの処理速度を向上させる方法として，Burges 5)

はサポートベクトルの代わりに，Reduced Set Vectors

と呼ばれる数の少ない別のベクトル集合で g(x) を近

似することで高速化する方法を提案している．しかし，

近似手法なので，速度を優先すれば精度は落ちる．ま

た，このベクトル集合を求めるのには複雑な計算を必

要とする．Support Vector Regressionを用いた近似

方法23) も，同様の問題がある．Romdhaniら27) は，

粗い近似の Reduced Setで可能性のない部分をふる

い落とし，精度の高い Reduced Setで残った部分を

精査する方法により，精度をあまり落とさずに顔認識

を高速化する方法を提案している．

我々の高速化手法は近似手法に比べて単純であり，

厳密な値が計算できる．2次の多項式カーネルで，非

ゼロ要素の数が少なく，サポートベクトルの数が多い
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という条件が満たされていなければならない☆が，チャ

ンキング20)や品詞タグ付け22)，専門用語抽出39)，構

文解析42) などのタスクは，いずれもこれらの条件を

満たすと思われるので，高速化の効果が期待できる．

Downsら9) は線形従属なサポートベクトルを除く

ことで高速化する方法を提案しているが，線形従属な

サポートベクトルの数が少なければ高速にはならない．

小規模な実験結果が報告されているが，ほとんど削減

できない場合もかなり見られる．

今回は多項式カーネルを利用したが，固有表現抽出

にとってより良いカーネル関数の研究も今後の課題で

ある．たとえば Collinsら7)は，タギングカーネルを

提案し，パーセプトロンの一種に適用している．

なぜ 2次のカーネルが良いのかの理由の解明につい

ても，今後の課題である．d = 1 より d = 2 が良い

ことから，このタスクについては，素性の組合せを見

ることが重要であることが分かる．d = 3で成績が悪

いのは，素性 3つの組合せが過大に評価されるからと

思われるが，さらに様々な実験が必要である．

6. お わ り に

SVMは高性能な学習手法として最近注目されてき

ている．しかし同時に，学習速度・処理速度ともに遅

くて実用的ではないという問題が指摘されてきた．

本論文では，まず SVMに基づく固有表現抽出システ

ムが，従来手法より好成績であることを実験により示し

た．CRLデータの 5分割交差検定では F = 86.77%が

得られ，IREX GENERALに対する成績では，CRL

データだけを学習に用いた場合でも，F = 85.10%が得

られた．また，学習データを増やすことで F = 90.03%

という好成績が達成できた．これらの成績は，いずれ

も従来手法を上回る結果である．

次に処理速度の遅さを改善する計算方法を提案し

た．この方法は，処理時間がサポートベクトルの数に

ほとんど依存しないという特長を持ち，サポートベク

トル数が 6.5万個の SVMでは，標準的な sparse dot

productを用いている SVM-Lightの 587倍，より高

速な TinySVMと比べても 225倍という結果が得られ

た．この結果，全クラスの合計処理時間は TinySVM

の 21倍になった．さらに複数の SVMの処理をまと

めることにより，TinySVMの 62倍高速になった．こ

の方法は，固有表現抽出にとどまらず，他の様々な自

然言語処理タスクに応用可能であると考えられる．

謝辞 TinySVMを公開されている工藤拓氏，アド

☆ すでに述べたように，値が 0/1であることは必要条件ではない．

バイスをいただいた内元清貴氏と山田寛康氏，学習

データを提供してくれた佐々木裕氏に感謝します．ま

た，日頃，有益な助言と討論をいただく知識処理研究

グループのメンバーと，研究を支援して下さっている

片桐滋部長・石井健一郎所長に感謝します．
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