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1．はじめに 

パターン認識における学習方法の一つに最小分類誤り

（MCE: Minimum Classification Error）学習法がある[1]．

MCE 学習法は，パターン標本の分類の正誤の程度を示す

誤分類尺度と，誤分類尺度をもとに損失を与える平滑な 0-

1 損失関数を定義することで，誤分類数を損失として評価

する．損失関数の平滑度は，分類器パラメータを最適化す

るために勾配法を適用可能にする．また，損失関数平滑度

は未知標本に対する耐性を高めるための重要な要素であり，

与えられたデータに対して適切に設定される必要がある． 

MCE 学習法の有用性は音声認識などの様々な利用にお

いて実証されてきたが，未知標本耐性の向上につながる幾

何マージン増加に関しては，それを保証する機能を持って

いなかった．そのため，この問題を軽減することを目指し

て MCE 学習法に幾何マージンの概念を導入した大幾何マ

ージン最小分類誤り（LGM-MCE: Large Geometric Margin 

Minimum Classification Error）学習法が提案された[2]．幾何

マージンとは正しく分類されたパターン標本と決定境界と

の最小距離であり，幾何マージンを大きくすることで決定

境界付近の誤りやすい未知標本に対しても正しく分類でき

る可能性が高まる．LGM-MCE 学習法は幾何マージンが大

きくなるように学習するので，MCE 学習法に比べて未知

標本に対する耐性が強化されており，成果をあげてきた．

しかし，LGM-MCE 学習法をプロトタイプ型分類器[3]で用

いる場合，各クラスを代表する特徴ベクトルであるプロト

タイプの数を各クラスに同数割り当てている．各クラスに

同数のプロトタイプを割り当てると，クラスによってプロ

トタイプの数が過剰，または不足するクラスが出現する可

能性がある．プロトタイプが過剰に存在すると学習標本に

適合しすぎてしまい，過学習状態になってしまう．逆にプ

ロトタイプが不足すると学習標本を表現することが困難に

なる．各クラスのプロトタイプを適切に表現できないと複

雑なクラス境界をもつデータを分類する問題において分類

精度の低下を招く恐れがある． 

そこで各クラスのプロトタイプ数をあらかじめ一律に決

定してしまうのではなく，各クラスの最適なプロトタイプ

数を自動的に決定する手法が考案された[4][5]．その手法

とは，まず初期化の段階で各クラスに１つずつプロトタイ

プを求める．そして LGM-MCE 学習法を行うたびに分類率

の最も低いクラスにプロトタイプを逐次追加して分類精度

の向上を図りつつ，過学習を起こさないようにプロトタイ

プの追加終了条件を定めて，その条件を満たすと追加を終

了する．この手法を用いることで，最適なプロトタイプ数 

 

 

を自動で求めて各クラスを適切に表現することができる．

先行研究において幾何マージンに基づくプロトタイプの追

加法が考案され，実験が行われてきたがこれ以外にもプロ

トタイプの追加法に関しては様々な方法を考えることがで

きる[6]．そこで本稿では学習標本の分類率を用いた追加法

を提案する．この追加法は追加候補の学習標本のそれぞれ

に対して一旦プロトタイプとして仮追加し，学習標本に対

する分類率を算出する．そして分類率の最も良かった時に

仮追加していた学習標本を最終的に追加するプロトタイプ

として選出する． 

本稿の目的として幾何マージンに注目した追加法と学習

標本の分類率に注目した追加法との比較実験を行い，追加

法を検討する．また従来の LGM-MCE 学習法を用いたプロ

トタイプ型分類器との比較評価も行う．今回の一部の実験

条件下で提案手法と幾何マージンに基づく追加法を未知標

本の分類率の観点から比較すると，幾何マージン追加法の

ほうがより良い分類率となった．また，これらのプロトタ

イプ逐次追加法と従来法を比較すると，プロトタイプ逐次

追加法は従来よりも高い分類精度を示し，有効な手法であ

ることが明らかになった． 

2 ．大幾何マージン最小分類誤り学習法 

2.1 最小分類誤り学習法の定式化 

入力パターン空間 上に存在する入力標本集合

の1 つを とし，この標本 を 個のクラス のいずれ

か1 つに分類する問題を考える．MCE 学習では識別関数を

用いて，分類決定則を以下のように定義する． 

 

 
 

(2.1) 

 

このとき は入力パターン がクラス に帰属する

程度を示す識別関数である． は学習パラメータ集合であ

り， は に関して微分可能であるとする．次に，

識別関数の出力値を用いて分類の誤り度合を表す誤分類尺

度を以下のように定義する． 

 

 

(2.2) 

 

ここで， は が実際に属するクラスラベルであり， は正

の数である．上で示した誤分類尺度の式(2.2)において

のとき，誤分類尺度は次式となる． 
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(2.3) 

 

式(2.3)は標本 の誤分類の度合をあらわしている．

のとき誤った識別をしており， の

とき正しい識別をしている．そのため，分類誤り数を求 

めるには以下の0-1 関数を用いればよい． 

 

 
(2.4) 

 

しかし，式(2.4)は学習パラメータ集合 について微分不可

能であり，勾配法による学習に適さない．そのため，微分

可能であるシグモイド関数で0-1 損失関数を近似すること

で，以下の平滑化分類誤り数損失関数を定義する． 

 

 
(2.5) 

 

ここで は正の数であり，損失関数の滑らかさを示す． の

値が大きいほど0-1 損失関数の近似となり，小さいほどよ

り平滑な関数となる．そして，次式に示す全サンプルの損

失を平均した経験的平均損失の最小化を目指す学習を行う． 

 

 

(2.6) 

 

この経験的平均損失の最小化には，最急降下法を用いるこ

とができる． を最小化する は次式の繰り返しにより

求まる． 

 

 

(2.7) 

 

ここで， は学習レートであり，正の数である．また， は

学習の繰り返しにおけるステップ回数を意味している．

は の偏微分を示し， は 回目の学習によって求められ

たパラメータである．初期値 は初期化されているもの

とする．式(2.7)より，パラメータ の一回の更新において

全ての学習標本を用いているので，バッチ的な手法である．

これに対して，1 つの学習標本を得るごとに を調整する

逐次的な手法も存在する．この手法は確率的降下法といい，

更新式を次式に示す． 

 

 (2.8) 

 

ここでの も正の数である．経験的平均損失 が局所的

最小解になる条件は が以下の2 つの条件を満たしている

ときである． 

 

 

(2.9) 

 

(2.10) 

2.2 大幾何マージン最小分類誤り学習法の定式化 

分類問題において学習標本を用いて決定境界を定めると 

き様々な決定境界を引くことができるが，未知標本に対し

ても正分類を行うことができる可能性を高める決定境界を

引くためには幾何マージンに注目する．幾何マージンとは

決定境界に最も近い正分類された学習標本と決定境界との

ユークリッド距離である．幾何マージンは次式で近似的に

表現される． 

 

 
(2.11) 

 

のとき正分類となり， のとき誤分

類となる． が大きければ幾何マージンが増大し，

決定境界付近の誤分類しやすい未知標本に対しても正分類

できる可能性が高まる．従来のMCE 学習法も を負

の方向に大きくするように学習を行うので式(2.11)の分子

については問題ないのだが，分母の の値が増

大してしまうと幾何マージンの増加に繋がらない．そこで

MCE学習法に幾何マージンの概念を取り入れたLGM-MCE 

学習法は式(2.11)を正負反対にしたものを新しい誤分類尺

度として定義する． 

 

 
(2.12) 

 

MCE学習法の誤分類尺度 と同様にLGM-MCE学習

法の誤分類尺度 も値が負であれば正分類を表し，

値が正であれば誤分類を表す． が負の方向に大き

くなることは，幾何マージンを増大することになり，MCE

学習法と比較して未知標本に対する識別性能の向上が見込

める．MCE 学習法に対してLGM-MCE 学習法の相違点は

誤分類尺度を から に定義した点である． 

2.3 プロトタイプ型分類器を用いた実装 

プロトタイプとはそのクラスを代表とするパターンであり，

各クラスに設定する．ある学習標本ベクトル がどのクラ

スに属するか判断する基準として各プロトタイプとのユー

クリッド距離を計算し，最も距離の近いプロトタイプが属

するクラスを の識別結果とする．クラス に対する識別

関数を次式に示す． 

 

 (2.13) 

 

ここで はクラス のプロトタイプ特徴ベクトルであり，

クラス に複数のプロトタイプがある場合， に最も近い

ものとする．識別決定則としては式(2.1)と同様である．あ

る学習標本 が に属しており，式(2.2)において と

したときの は次式となる． 

 

 

 

(2.14) 

 

ここでクラス は が最も誤りやすいクラスであり はク

ラス の に最も近いプロトタイプ特徴ベクトルである．

LGM-MCE 学習法における誤分類尺度 は 

 

 
(2.15) 

 

となる．新しい誤分類尺度 を定義したので次に損

失関数の式(2.5)，経験的平均損失式(2.6)のそれぞれの



 

 

に対して で置き換える．こうすることで経

験的平均損失を求めることができ，LGM-MCE 学習法は幾

何マージンを増大させ，経験的平均損失の最小化を目指す

学習を行う． 

3．クラスモデルサイズの自動的最適化 

3.1 プロトタイプ数の自動的最適化手法 

クラスを表現するモデルの一例としてプロトタイプモデ

ルに焦点を当てる．プロトタイプモデルを用いた場合，ク

ラスモデルサイズを最適化することは各クラスのプロトタ

イプ数を最適化することと同等である．従来のプロトタイ

プを用いたLGM-MCE 学習法は全クラスに対して同じ数の

プロトタイプを設定していた．しかし，全クラスに同数の

プロトタイプを設定してしまうと，あるクラスにはプロト

タイプ数が過剰な状態で設定されていたり，またあるクラ

スにはプロトタイプ数が不足した状態で設定されてしまう

可能性がある．プロトタイプ数が過剰なクラスは学習標本

に過度に適合して，未知標本に対する分類性能が低下する

過学習という現象が起こる．またプロトタイプ数が不足し

ているクラスは表現能力が低いため分類精度が低下する．

この問題を解決するために学習の過程でクラスごとの分類

性能を計測し，それに基づいて各クラスのプロトタイプ数

を自動的に最適化する手法を提案する．この提案手法は初

期化の際に各クラスに1つプロトタイプを設定して，学習

の過程のなかでクラスごとの学習標本に対する分類精度を

計算し，最も分類精度の低いクラスにプロトタイプを1 つ

追加していく．その提案手法の流れの概要を図3.1に示す． 

 

 
図3.1 プロトタイプ数最適化の手順 

 

まず初期化の段階でK 平均法を用いて各クラスにプロトタ

イプを1 つ設定する．ここではK = 1なので各クラスの重

心がプロトタイプとなる．そして終了条件を満たすまで

1,2,3 の手順を繰り返し行うのだが終了条件については3.3

節にて後述する．手順1 では学習標本を用いてLGM-MCE

学習を行い，プロトタイプを更新していく．手順2 で学習

後のプロトタイプを用いて検証用標本の分類率を算出し，

未知標本に対する分類率の指標とする．そして手順3 で学

習標本においても分類率を算出し，分類率の最も低かった

クラスにプロトタイプを1 つ追加する．分類率の最も低い

クラスにプロトタイプを追加することで，学習標本に対す

る分類精度の向上を目指すことになるが，学習標本の分類

精度のより一層の向上を目指したり，未知標本に対する耐

性を考慮するなど，追加するプロトタイプの初期値によっ

て様々な方針がある．その中の一例として先行研究の追加

法である幾何マージンに着目した追加法と本稿で提案する

学習標本の分類率に着目した追加法を3.2節にて後述する．

以上の3 つの手順を終了条件を満たすまで繰り返し行うこ

とで各クラスのプロトタイプ数の自動的最適化を行う． 

3.2 プロトタイプの逐次的生成手順 

図3.1 の手順3 におけるプロトタイプを逐次的に生成し追 

加する手順の詳細を示す．逐次追加方法は以下の4 つに分 

かれる． 

( 1 ) 学習標本の分類結果からConfusion Matrix (CM) 作成 

LGM-MCE 学習法を行った後に学習標本

に対して分類を行い，CM を作成する．CM の概念を

図3.2 に示す． 

 
図3.2 Confusion Matrix の概念． 

 

CMとはクラスがJ 個存在するとき 行列となり，各要

素は に属し が分類結果である

学習標本の総数となる．CM の(i, j)の要素を としたと

き は次式で求めることができる． 

 

 

(3.1) 

     

    を のそれぞれについて計算してCM 

を作成する． 

( 2 ) 分類精度が最も悪いクラスを算出 

(1) で作成したCM を用いて各クラスの分類率を算出し，

最も分類率の低かったクラスをworst クラス とする．

worst クラスを求める式を以下に示す． 

 

 

(3.2) 

 

 ( 3 ) worst クラスが最も誤分類したクラスを算出 

次に，worst クラスに属する学習標本が最も誤りやすい

クラスを導出する．この最も誤りやすいクラスをmost-

confusable クラス と定義し，以下の式で算出する． 

 

 
(3.3) 

 

 ( 4 ) worst クラスのプロトタイプを新たに1 つ生成 

新しいプロトタイプの生成に関して説明する．学習標本

に対する分類精度に悪影響を及ぼす原因の1 つに先ほど

求めた と の間の決定境界が適切に引かれていない

ことが挙げられる．したがって分類精度を向上するため

に誤って として分類されてしまった の学習標本を

新たなプロトタイプとして追加する．プロトタイプの追

加方法には様々な方法が考えられるが，本稿では に属

しながらも に誤って分類されてしまった学習標本

から1 つを選出して， のプロトタイプとし

て追加する． から1 つを選択する基準は様々

なものが存在するなか，そのうちの2 つを説明する． 



 

 

1 つ目の選択基準として幾何マージンに注目した追加

方法を図3.3に示す． 

 

 
図3.3 幾何マージンに注目した追加するプロトタイプの初

期値． 

 

のそれぞれに対して幾何マージンの絶対値を算

出し，その絶対値が最小となる学習標本の特徴量を追加す

るプロトタイプの初期値とする．つまり のうち，

との決定境界に最も近いものを のプロトタイプとし

て追加する．この追加方法を用いることで， と の間

で適切に表現できていない決定境界付近にプロトタイプを

追加し決定境界の改善を図る． 

2 つ目の選択基準として仮追加後の学習標本に対する分

類率に注目した追加方法を図3.4 に示す． 

 

 
図3.4 仮追加後の学習標本に対する分類率に注目したプロ

トタイプの初期値． 

 

のそれぞれに対して一旦プロトタイプとして仮

追加し，そのあと学習標本に対する分類率を算出する．そ

して仮追加した中で，最も分類率が高くなったときの

を最終的に追加するプロトタイプとして決定す

る．この選択基準を採用することで，学習標本に対してよ

り適したプロトタイプを初期値としてあたえることができ

る． 

ここまで最も分類率の低いクラスに属しながらも，最も

誤りやすいクラスに誤って分類されてしまった学習標本で

ある が存在するものとしてプロトタイプの追加

法を説明してきたが， が存在しない場合，つま

り学習標本に対する分類率が100 %の場合も考えることが

でき， を算出することができない．そこで学習標本に対

する分類率が100 % の場合のプロトタイプ追加法について

説明する．プロトタイプの追加候補として全ての学習標本

に注目する．全学習標本のそれぞれに対して幾何マージン

を算出し，その絶対値が最小となる学習標本を求め，幾何

マージンの絶対値が最小となる学習標本をプロトタイプと

して追加する．このようにすることで決定境界付近の誤分

類しやすい未知標本に対する耐性を向上することができる． 

3.3 プロトタイプの逐次的生成手順 

プロトタイプを逐次追加していくのだが，どの段階のプロ

トタイプ数を最適なプロトタイプ数と判断し学習を終了す

るかについて述べる．プロトタイプを追加し，学習するこ

とを繰り返し行うことで学習標本に対する分類率は向上し

ていくが，一定以上のプロトタイプ数を追加すると過学習

をおこして未知標本に対する分類率が低下してしまう．よ

って章の図1 に示した通り，プロトタイプを追加するごと

にLGM-MCE 学習を行ったあと学習に用いない検証用標本

に対する分類率を算出してその分類率を最適なプロトタイ

プ数を決定するための指標とする．検証用標本に対する分

類率の推移として図3.5 のようなグラフが得られたとする． 

 

 
図3.5 プトロタイプ追加ごとの検証用標本の分類率の推移． 

 

このグラフを見る限り，プロトタイプを追加していくと分

類性能の向上により分類率が上昇する範囲と過学習を起こ

してしまい分類率が低下していく範囲が存在する．よって

両範囲の中間周辺のプロトタイプ数を最適なモデルと考え

るのが妥当である．しかしプロトタイプを追加するたびに

検証用標本の分類率を算出した値を見てみると，値が変動

していることがわかる．値の大きな変動具合を排除した安

定した推移に基づいて最適なプロトタイプ数を決定する必

要があるため，分類率の推移にメディアンフィルターを適

用し平滑化を行い，その平滑化曲線上で最も高い分類率を

出すプロトタイプ数が最適であると決定する．図3.5 の場

合，1 クラスあたりの平均プロトタイプ数が5 付近の状態

が最適なプロトタイプ数状態として選択される．次に学習

の終了条件について述べる．プロトタイプを追加していく

上で，最適なプロトタイプ数状態を過ぎると，各クラスに

過剰にプロトタイプを追加することになり，過学習の現象

が確認できる．そのため，平滑化後の分類率のピークを逐

一記憶しておき，ピーク時から閾値よりも低い分類率が算

出された場合には過学習と判定し，学習を終了する． 

4．評価実験 

4.1 目的と条件 

プロトタイプを逐次的に増やしプロトタイプ数の最適化 

を行う手法において3章の(4) で説明した幾何マージンに 

基づく追加法と仮追加後の学習標本に対する認識率に基づ

く追加法をそれぞれ幾何マージン法，仮追加法と呼ぶ．こ

れら両追加法の比較実験を行い検証する．また，プロトタ

イプ数を一律に設定していた従来のLGM-MCE 学習法にお

いても比較実験を行う．今回の実験で使用するデータセッ



 

 

トとしてUCI Machine Learning Repository が提供するLetter 

Recognition データセット(以下Letter データ) とAbalone デ

ータセット(以下Abalone データ) を用意した．Letter データ

は，英語アルファベットのフォント文字画像から抽出され

た20,000 個のデータで構成される，26 クラス，16 次元の

データセットである．Abalone データはアワビ測定値から

抽出された4177 個のデータであり，若年層，中年層，高年

層の3 クラスに分けらた7 次元のデータセットである．識

別性能の評価方法としてデータセットを学習標本，検証用

標本，未知標本に分割するHoldOut 法を用いる．今回の実

験においてLetter データ20000 個のうち1000 個を学習標本，

9500 個を検証標本，9500 個を未知標本とする．また，

Abalone データ4177 個のうち1045 個を学習標本，1566 個

を検証標本，1566 個を未知標本とする．以下，学習用標本

集合による評価，Validation 標本集合による評価，Open 標

本集合による評価をそれぞれClosed Test，Validation Test，

Open Test と呼ぶ．従来のLGM-MCE法においてプロトタイ

プ型分類器を用い，プロトタイプ数は各クラス共通，1～

10 の10 通りで実験を行った．一方，プロトタイプ数を自

動的に最適化する方法は，3節で紹介したプロトタイプを

逐次的に生成し，プロトタイプの追加法として幾何マージ

ン法と仮追加法でそれぞれ実験を行った．その際，LGM-

MCE 法で用いるあらかじめ設定しなければならない値

（ハイパーパラメータ）である学習係数と損失平滑度は両

追加法統一して同じ値を使用した．プロトタイプの自動的

最適化手法における最適なプロトタイプ数の決定則で用い

るメディアンフィルターのフレーム数を前後5 フレーム，7

フレームに設定した． 

4.2 結果と考察 

まずLetter データの結果について述べる．幾何マージン法，

仮追加法のそれぞれに対してValidation Test の結果へメデ

ィアンフィルターの前後5フレームによる平滑化処理を行

った場合に，最大の分類率となった状態の各クラスのプロ

トタイプ数を図4.1， 図4.2 に示す． 

 

 
図4.1 各クラスのプロトタイプ数（Letter データ，幾何マー

ジン法）． 

 

 
図4.2 各クラスのプロトタイプ数（Letter データ，仮追加

法）． 

 

このときの1 クラス当たりのプロトタイプ数の平均はそれ

ぞれ7.5 個，10.73 個であった．図4.1， 図4.2 より，両追加

法において各クラスのプロトタイプ数は異なっている．こ

のことからプロトタイプを追加し，学習を行っていくなか

で分類率の最も低いクラスである が追加法によって変化

することがわかる．特に仮追加法においてクラスH は多数

のプロトタイプが追加されており， になる回数が多く，

クラスH の分類精度の向上を目指していることがわかる．

幾何マージン法においてクラスH，K の2 クラスが にな

る回数が多く，同数のプロトタイプが追加されている．次

にLetter データに対する，両追加法と全クラス共通のプロ

トタイプ数を用いた従来のLGM-MCE 法の分類率の結果を

表1 に示す．表中の従来型LGM-MCE 法の値は，Validation 

Test において最も高い分類率を出した分類器によって得ら

れた分類率である． 

 

表4.1 LGM-MCE 法と両追加法における実験結果（Letter デ

ータ）. 

プロトタイプ数 Closed Test Validation Test Open Test 

1 86.4% 76.08% 75.57% 

2 93.3% 76.80% 77.06% 

3 96.4% 78.17% 77.29% 

4 97.9% 78.83% 78.87% 

5 98.7% 78.31% 77.87% 

6 98.9% 78.71% 79.11% 

7 99.7% 79.22% 79.14% 

8 99.5% 78.31% 78.37% 

9 99.4% 78.35% 77.93% 

10 99.9% 78.59% 78.85% 

7.5(幾何マージン) 100% 82.12% 82.17% 

10.73(仮追加) 100% 82.33% 82.03% 

 

プロトタイプの追加法の検討であるが，表4.1 より幾何マ

ージン法，仮追加法とも同程度の分類率を算出している．

しかし幾何マージン法は仮追加法よりもモデルサイズが小

さく，小規模なモデルサイズにもかかわらず，仮追加法と

同程度の分類率を出している．この点で今回の実験条件下

では幾何マージン法の方が優位であった．次に，幾何マー

ジン法と仮追加法の両追加法と各クラスに一律にプロトタ

イプを設定していた従来法を比較してみると，両追加法が

従来法よりも高い分類率を算出しており，プロトタイプ数

の自動的最適化手法の有効性を示した．以上よりLetterデ

ータに関しては従来法よりもプロトタイプ数の自動的最適

化手法の方が優れた分類精度を有しており，さらに2 種類

の追加法に関してはモデルサイズの観点から幾何マージン



 

 

法が有効であることが確認できた．続いてAbalone データ

の結果について述べる．Letterデータの場合と同様に，メ

ディアンフィルターを前後5フレームに設定しプロトタイ

プ数の最適化を行った際の各クラスのプロトタイプ数を両

追加法それぞれに対して図4.3，図4.4 に示す． 

 

 
図4.3 各クラスのプロトタイプ数(Abaloneデータ,幾何マー

ジン法) 

 
図4.4 各クラスのプロトタイプ数(Abaloneデータ,仮追加法) 

 

このときの1 クラス当たりのプロトタイプ数の平均はそれ

ぞれ6 個，3.66 個であった．図4.3，図4.4 より幾何マージ

ン法において若年層，高年層にそれぞれ1 つずつプロトタ 

イプを追加している以外は全て中年層のクラスにプロトタ

イプを追加している．さらなる調査から， クラスは中年

層で クラスは高年層になる回数が多かった．このこと

から，中年層と高年層間の決定境界が適切に引けておらず，

決定境界付近には高年層クラスの領域に中年層クラスの学

習標本が混入している複雑な分布のデータであることが示

唆される． 

Abalone データに対する提案手法と従来法の分類結果を 

表4.2 に示す．表中の従来型LGM-MCE 法の値は，

ValidationTest において最も高い分類率を出した分類器によ

って得られた分類率である． 

 

表4.2 LGM-MCE 法と両追加法における実験結果（Abalone 

データ）. 

プロトタイプ数 Closed Test Validation Test Open Test 

1 67.75% 64.18% 63.60% 

2 69.09% 64.50% 64.81% 

3 69.76% 65.39% 65.01% 

4 68.71% 65.64% 65.26% 

5 72.25% 64.69% 64.37% 

6 71.29% 65.39% 65.56% 

7 73.40% 63.99% 64.50% 

8 73.68% 64.05% 63.28% 

9 76.08% 64.11% 63.54% 

10 75.31% 64.05% 63.79% 

6(幾何マージン) 68.04% 66.03% 65.01% 

3.66(仮追加) 65.74% 64.30% 63.92% 

 

プロトタイプの追加法の検討であるが，表4.2 より幾何マ

ージン法の方が仮追加法よりも高い分類率を算出している．

さらに仮追加法は学習標本の分類率がより改善するように

プロトタイプを追加する手法であるがClosed Test の分類率

を見ても幾何マージン法に劣っている．今回の実験条件下

ではAbalone データに関して幾何マージン法が仮追加法よ

りも有効な手法であることが確認できる．次に，従来法と

仮追加法を比較してみると，Validation Test，Open Test に

おいて従来法とほぼ同程度の分類率を算出している．よっ

て，仮追加法は従来法と同等の分類精度を達成できている

ことがわかる．一方，幾何マージン法と従来法を比較して

みるとValidation Test においては従来法よりも高い分類率

を算出しており，Open Test においては従来法と同程度の

分類率を算出している．以上よりAbalone データに関して

は，従来型LGM-MCE 法の最高分類率を上回ることはなか

ったが，ほぼ同等の分類率を達成できていることがわかる． 

 次にメディアンフィルターの前後フレーム数の違いにつ

いて検証するために5フレーム，7フレームに設定し，その

ときの幾何マージン法と仮追加法の分類率を示す．使用デ

ータはLetterデータである．Closed Testに関してはどちらの

手法も100%を達成していたので省略し，Validation Test, 

Open Testを図4.5，図4.6に示す． 

 

 
図4.5 前後フレーム数ごとのValidation Test 

 

 
図4.6 前後フレーム数ごとのOpen Test 

 

図4.5，図4.6より前後フレーム数を増やすことで幾何マー



 

 

ジン法はValidation Test, Open Testともに分類率が低下して

おり，仮追加法は各Testにおいて同等，または向上してい

ることがわかる．メディアンフィルターの前後フレーム数

を増やすことでValidationの分類率に対してより平滑化処理

をかけており，値の大きな変動を排除する．幾何マージン

法はValidation Testの分類率の推移に比較的大きな変動があ

り，前後フレーム数を増やすことによってメディアンフィ

ルターをかけた後の分類率のピークが変化したことが示唆

される．これを検証するために，幾何マージン法と仮追加

法に関してプロトタイプの追加にともなうValidation Testの

分類率の推移とその分類率にメディアンの前後フレーム数

5フレーム，7フレームを適用したときの分類率の推移を図

4.7，図4.8に示す．横軸のスケールが違う理由として幾何

マージン法は3.3節で述べた終了条件を満たしたためプロト

タイプの追加を終了したからである． 

 

 
図4.7 Validation Testと各フレーム数の分類率の推移(幾何マ

ージン) 

 

 
図4.8 Validation Testと各フレーム数の分類率の推移(仮追

加) 

図4.7，図4.8より幾何マージン法のValidation Testの分類率

の変動具合は比較的大きく，フレーム数を増やすことによ

って分類率のピークが変化していることがわかる．仮追加

法に関してはValidation Testの分類率の変動具合が小さく，

前後フレーム数にかかわらず，安定した推移を示している．

今回の実験条件ではメディアンフィルターをかけたときの

ピーク時の分類率と逐次に算出されるメディアンフィルタ

ーをかけたときの分類率との差が1を超えたら学習を終了

してしまうため，幾何マージン法は平均プロトタイプ数が

約11個までしか計測していない．Validation Testの分類率の

低下具合をどれほど許容するかについて注意しながら，プ

ロトタイプをさらに追加したときのValidation Testの分類率

の変動具合を計測する必要がある． 

 今回の実験を通して，プロトタイプ数の自動的最適化手

法は従来のプロトタイプを各クラス一律に設定していた従

来法より有効であることが確認できた．プロトタイプの追

加法に関して，メディアンフィルターの前後フレーム数を

5に統一したときの分類率とクラスモデルサイズの実験結

果から，今回提案した仮追加法よりも幾何マージン法がよ

り優れた追加法であることが確認できた．しかし，幾何マ

ージン法のValidation Testの分類率の推移は比較的変動して

おり安定性について今後検証する必要がある． 

5．まとめ 

本稿では，学習途上におけるクラスごとの分類精度に基

づいて，プロトタイプを逐次追加していき，クラスモデル

サイズを最適化する手法の中でプロトタイプの追加法に観

点を置いて実験を行った．実験を行うことで提案した学習

標本の分類率による追加法は全クラス共通のプロトタイプ

数を経験的に設定して得られた分類器での最も高い分類精

度と同程度，またはそれ以上の分類性能を達成することが

できた．しかし，幾何マージンに基づいた追加法と比較す

るとデータによって同程度，またはそれ以下の分類性能を

示した．Letter データで同程度の分類性能を示したことに

ついて，両追加法は学習標本に対する分類率が100% に到

達すると3節で述べたように幾何マージンに注目した追加

法に切り替わる．追加行程の早期に学習標本に対する分類

率が100% に到達すると追加行程の初期段階でしか異なっ

た追加法を行っておらず，両追加法とも幾何マージン法を

用いることになるため，結果的に同程度の分類性能を示し

たと考えられる．ただし，クラスごとのプロトタイプ数が

両追加法で異なっていたので，最も分類率の低いクラスは

変わっており，プロトタイプの追加法はプロトタイプの自

動的最適化手法において考慮すべき重要な要因の1 つであ

ることがわかる．Abalone データでは，最も分類率の低い

クラスに中年層が最も多く選ばれており，追加法によって

あまり差が出なかった．ただし，最適なプロトタイプ数は

両追加法で異なっており，幾何マージン法が仮追加法より

もモデルサイズが大きく，高い分類性能を示した．メディ

アンフィルターの前後フレーム数を増やしたとき，幾何マ

ージン法の分類率は低下しておりValidation Testの分類率に

比較的大きな変動があることが計測できた． 

今後の展望として実験を行う前に設定しなければならな

い学習係数などのハイパーパラメータによって実験結果は

大きく変わってくることを考慮すると，今回の実験で設定

したハイパーパラメータの範囲を拡大して調査する必要が

ある．安定性を確保するための枠組みのメディアンフィル

ターの前後フレーム数についても調査を行い，フィルター

をかけたあとのピーク時と追加途中の分類率の差に関して

考察する必要がある．プロトタイプを逐次追加していく手

法のさらなる改善を目指すためにプロトタイプの追加法や

最適なプロトタイプ数の決定則について様々な手法を検討

し，実験を行う． 
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