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線形変数変換に不変な自乗値ペナルティ項の構成法

斉 藤 和 巳† 中 野 良 平††

オリジナルスケールと変数変換を施した双方のデータで，2つのニューラルネットの学習を行うと
き，その学習が不変とは，適用した変数変換に応じてニューラルネット重みを変換すれば，つねに同
値なニューラルネットが学習結果として得られることを意味する．ペナルティ付き学習の場合には，
ニューラルネット重みだけでなく，ペナルティ変数群の学習に対する不変性も考慮しなければならな
い．本稿では，これらの問題設定に基づき，線形変数変換に不変な自乗値ペナルティ項の構成法に関す
る理論的枠組みを提案し，その正当性を証明した．指数が整数に限定されない多項式型法則をニュー
ラルネット学習で発見する問題への適用実験では，データが不要な説明変数を含み，かつ，ある程度
のノイズを含む場合でも，提案したペナルティ項を用いれば，線形変数変換に不変となることを確認
した．

Squared Penalty Consistent with Linear Transformations of Variables

Kazumi Saito† and Ryohei Nakano††

If we train one neural network using original data and another network using data whose
variables are transformed from the original, then consistency requires that we should obtain
equivalent networks whose sets of weights can be changed to each other through the corre-
sponding transformations. When networks are trained so as to minimize a penalized objective
function, we must consider such a set of penalty factors that guarantees the consistency. For
this purpose, we propose a theoretical framework for constructing squared penalty terms con-
sistent with linear transformations of variables, and prove its plausibility. In our experiments
concerning a numeric law discovery problem formulated as learning in neural networks, it was
confirmed that such a penalty term can be consistent with a linear transformation of variables.

1. は じ め に

変数値の範囲やスケールが計測単位などに依存して

大きく異なる実データ☆では，ニューラルネットなどを

用いた学習（非線形回帰）に先立ち，データに対して

変数変換（正規化）する前処理がなされることが多い．

実際，適切な変数変換を施さなければ，望ましい学習

（非線形最適化）結果が得られないケースもある2)．ゆ

えに，そうした変数変換が学習結果にどのような影響

を与えるかは，非線形回帰問題11) での重要な研究課

題である．その際に考慮すべき最も重要な性質は変数

変換に対するニューラルネット学習の不変性である．

ここで不変とは，適用した変数変換に応じてニューラ

ルネット重みを変換すれば，つねに同値なニューラル

ネットが学習結果として得られることを意味する1)．

その不変性が保証されないと，変数変換の前後で実質

的に異なるニューラルネットが得られることになる．
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一方，汎化性能をいかに向上させるかは，ニューラ

ルネット学習におけるもう 1つの重要な研究課題であ

る．ここで汎化とは，未学習データに対する性能を意

味する．学習の目的関数として，訓練データに関する

通常の誤差項だけでなく，重みの値が大きくなること

を抑制するペナルティ（正則化）項を付加することに

より，多くの場合，汎化能力の高いニューラルネットを

得られることが知られている1),6)．我々の実験9)では，

自乗値ペナルティ項と 2次学習アルゴリズム BPQ 8)

の組合せは，他の組合せと比較して，収束性能が大幅

に向上するとともに，高い汎化性能を示した．よって，

本稿ではこの組合せを対象として，変数変換に対する

ニューラルネット学習の不変性について考える．

ペナルティ項を考慮した不変性に関する，基本的な

性質はすでにいくつか知られている1),4),10)．まず，す

べてのニューラルネット重みに単一係数でペナルティ

を施す場合には，一般の線形変数変換に対して不変で

なくなるが，すべての入力変数に対して同一の線形変

☆ ここでは，多数の変数群とその具体値を与えるサンプル群を列
と行とする 2 次元配列の多変量データを想定し，単にデータと
呼ぶ．
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換を施す場合には，ニューラルネット学習を不変とす

るペナルティ項は容易に構成できることが示されてい

る1)．一方，実数指数を許容する一般化多項式（ニュー

ラルネット）を用いた法則発見問題5),7)では，各変数

ごとに異なるスケーリングを施しても，一部の重みを

除いて構成するペナルティ項を用いれば，単一ペナル

ティ係数でもその学習は不変となることが示されてい

る4)．しかるに，一般の線形変換に対して，ニューラ

ルネット学習を不変とするペナルティ項の構成法，お

よび，ペナルティ係数群も学習する枠組みでの不変性

などについては，あまり多くの考察がなされていない．

本稿では，線形変数変換に不変な自乗値ペナルティ

項を構成する枠組みとともに，ニューラルネットを用

いた法則発見問題への応用について述べる．2章では，

ニューラルネット学習の基本的な枠組みを説明した後，

最適ニューラルネット重みとペナルティ項に関する性

質について考察する．3章では，学習不変性について

基本的な定義を与え，線形変数変換に不変な自乗値ペ

ナルティ項の構成法を提案するとともに，ニューラル

ネット学習の不変性を検証する．4章では，法則発見

問題への適用実験により，ニューラルネット学習の不

変性を検証する．

2. 基本的枠組み

2.1 問 題 設 定

各サンプルの変数群を (x1, · · · , xK , y)，あるいは

(�, y) とする．ただし，xk は説明変数（explanatory

variable），y は基準変数（target variable）を表す．

本稿では，ニューラルネット f(�;Θ) のクラスとし

て，以下のような，中間ユニットの活性化関数を g(u)

とする 3層パーセプトロンを考える．

f(�;Θ) = w0 +

J∑
j=1

wjg

(
wj0 +

K∑
k=1

wjkxk

)

= w0 +

J∑
j=1

wjg
(
wj0 +�

′
j�
)
. (1)

ただし，各ニューラルネット重み（パラメータ）wj や

wjk は未知の実数，J は中間ユニット数を表し，Θ

は M 次元縦ベクトルで，重み wj , j = 0, · · · , J と
wjk, j = 1, · · · , J，k = 0, · · · ,K を並べて構成され
る（M = 1 + J(K + 2)）．また，�′

j は �j の転置を

表す．なお，活性化関数 g(u) は非線形な単調関数と

する．

訓練サンプル集合を D = {(�µ, yµ), µ = 1, · · · , N}
とする．ただし，N はサンプル数を表し，各サンプ

ル (�µ, yµ)は独立に同一分布から得られるとする．ま

た，訓練サンプル集合 D と独立なテストサンプルを

T = (�ν , yν) とする．いま，重み Θに対する各サン

プルの自乗誤差を以下で定義する．

Eµ(Θ) = (yµ − f(�µ;Θ))2. (2)

本稿では，ニューラルネット学習の最終的な目標と

して，サンプル集合 D を固定し，以下で定義する期

待値（汎化誤差）を最小化する真の最適重み Θ∗ を求

める問題について考える．

G(Θ) = ET [Eν(Θ)]. (3)

2.2 一般的な正則化の枠組み

Θ̂で表記されるΘ∗ の最小自乗推定（ least-squares

estimate）は，訓練サンプル集合に対する以下の自乗

誤差を最小化して得られる．

L(Θ) =
1

2

N∑
µ=1

Eµ(Θ). (4)

以下では，式 (4)を目的関数とするニューラルネッ

ト学習をペナルティなし重み学習と呼ぶ．ところが，

この目的関数を単純に採用すれば，学習結果は訓練サ

ンプルのノイズにオーバフィットしてしまう傾向があ

り，式 (3)で定義した汎化性能の観点では，一般に良

い解を得ることができない1)．

すでに述べたように，式 (4)に重みの値が大きくな

ることを抑制するペナルティ項を付加することにより，

多くの場合，汎化能力の高いニューラルネットを得ら

れることが知られている．本稿では，以下のような二

次形式のペナルティ項を考える．

Ω(Θ;�) =
1

2
Θ′Λ(�)Θ. (5)

ただし，ペナルティ行列 Λ は M ×M 非負定値行列

で，ペナルティ変数☆（パラメータ）�は M0 次元ベ

クトルとし，行列 Λはペナルティ変数 � の連続微分

可能な関数群として規定されるとする．このとき，学

習結果の重みは以下の目的関数を最小化して得られる．

F(Θ;�) = L(Θ) + Ω(Θ;�). (6)

以下では，式 (6)を目的関数とするニューラルネッ

ト学習をペナルティ付き重み学習と呼ぶ．なお，広く

採用される weight decayは Λ = λ� のケースであり，

� は M ×M 単位行列で，ペナルティ変数（係数）λ

はスカラーとなる（M0 = 1）．一方，重みごとにペナ

ルティを施すケースでは，たとえば Λ = ����(�) の

ようになり，����(�)は対角行列，その各対角要素は

M 次元ペナルティ変数（係数）� の各要素で規定さ

☆ 重みの自乗に対する係数の場合だけでなく，Λ を規定する任意
の関数の引数として λ を扱うので，本稿ではペナルティ変数と
呼んでいる．
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れる（M0 = M）．本稿では，これらのケースを含む

一般形としてペナルティ行列を考える．

ペナルティ付き学習では，一般に，重みだけでなくペ

ナルティ変数もデータから学習しなければならない．本

稿では，ペナルティ変数の学習に交差検証法（cross-

validation）12) から導かれる目的関数を採用する10)．

交差検証法では，与えられたデータ D をランダムに

S 個のセグメントに分割する（Gs : s = 1, · · · , S）．そ
して，S − 1 個のセグメントを学習に使用し，残りの

1個を（汎化の）テストに使用する．この手順を S 回

繰り返し，最終的には以下の自乗誤差 CV を求める．

CV =
1

2

S∑
s=1

∑
µ∈Gs

Eµ(Θ̂s). (7)

ただし，Θ̂s は次の目的関数を最小化する重みである．

Fs(Θs;�) =
1

2

∑
µ �∈Gs

Eµ(Θs) + Ω(Θs;�). (8)

なお，セグメント数とサンプル数が等しい場合（S =

N）は，特に，1つ抜き法（ leave-one-out）と呼ばれ，

少数サンプルの問題に対して頻繁に適用される．

陰関数定理（ implicit function theorem）3)より，式

(8)を最小化する重み Θ̂s は，� の陰関数を要素とす

るベクトルとして定義できる．つまり，式 (7)はペナル

ティ変数に対する連続な目的関数として定義できるの

で，式 (7)を最小化する �̂を効率良く計算できる10)．

よって，式 (6)に �̂ を代入すれば，学習結果の重み

は，式 (6)を最小化する Θ̂ として得られる．以下で

は，式 (7)を目的関数とするニューラルネット学習を

ペナルティ変数学習と呼ぶ．

2.3 ペナルティ変数の次元

最適なニューラルネット重み Θ∗ は，式 (3)で定義

した汎化誤差を最小化するので，極値に関する以下の

必要条件を満たす．

∂G(Θ∗)
∂Θ

= ET

[
∂Eν(Θ∗)
∂Θ

]
= 0. (9)

一方，ペナルティ付き学習の目的関数 F を採用す
れば，学習結果の重み Θ̂ は，式 (6)を最小化するの

で，以下の必要条件を満たす．

∂F(Θ̂;�)

∂Θ
=
∂L(Θ̂)

∂Θ
+ Λ(�)Θ̂ = 0. (10)

すでに述べたように，Θ̂ は � の陰関数を要素とす

るベクトルとして定義できるので，�を適切に設定す

れば，最適重み Θ∗ に近い学習結果の重み Θ̂ を得る

ことが期待できる．そこで，Θ̂を � の関数と見なし，

式 (3)に代入すれば，汎化誤差も � の関数と見なせ

るので，式 (3)を最小化するための � に対する必要

条件が以下のように得られる．

∂G(Θ̂)

∂�
=

(
∂Θ̂

∂�′

)′
∂G(Θ̂)

∂Θ̂

=

(
∂Θ̂

∂�′

)′
ET

[
∂Eν(Θ̂)

∂Θ̂

]
= 0. (11)

ここで，最適重み Θ∗ と学習結果の重み Θ̂ との関

係について考える．ペナルティ変数 �の次元は M0 な

ので，∂Θ̂/∂�′ は M×M0 行列となる（この行列の計

算は付録 A.1 参照）．ペナルティ変数と重みの次元が

等しい場合（M0 = M），行列 ∂Θ̂/∂�′ が M×M 正

則（nonsingular）となれば，式 (9)と (11)より，Θ∗

と Θ̂が満たすべき必要条件は一致することが分かる．

一方，ペナルティ変数の次元が重みの次元よりも小さ

い場合（M0 < M），明らかに，∂G(Θ̂)/∂Θ̂ �= 0 と

なる重みでも，式 (11)の必要条件を満たすことにな

る．よって，ペナルティ変数と重みの次元を等しく設

定すれば，学習結果の重み Θ̂ を最適重み Θ∗ に，よ

り近づけることが期待できる．なお，現実の学習問題

において，式 (3)で定義した汎化誤差は計算できず，

目的関数として採用できないが，その十分妥当な近似

として，式 (7)で定義した交差検証誤差を目的関数と

して採用することができる．

2.4 提案枠組みの位置づけ

本稿で提案した枠組みは，ペナルティ行列に対して

非負定値性のみ仮定するので，特定の重み集合群には

ペナルティを施さないケースも包含する．たとえば，

3層パーセプトロンにおいて，各ユニットのバイアス

にはペナルティを施さず，重みについては各層間ごと

に異なるペナルティ係数を施す提案1)もこの枠組みに

入る．

一方，ペナルティ変数学習では，交差検証誤差を目

的関数として最小化することのみ用いている．また，

法則発見などにおいて不要な重みを除去するために提

案されたMCV（minimum cross-validation）正則化

法10) では，各重みごとに個別のペナルティ係数を施

すので対角ペナルティ行列を用いている．よって，本

稿で提案する正則化法はMCV正則化法をも包含する

一般的なものある．

3. 線形変数変換に対する不変性

3.1 変数変換不変性の定義と条件

以下の線形変数変換について考える．

x̃k = akxk + bk, ỹ = cy + d. (12)

ただし，ak �= 0，c �= 0 とする．また，式 (12)
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で定義したデータに対する変数変換を ϕ で表記し，

(�̃, ỹ) = ϕ(�, y) の意味で用いる．データの変数変換

に対してニューラルネット学習が不変とは，その変換

に応じて重みを変換すれば，つねに同値なニューラル

ネットが学習結果として得られることと定義される1)．

本稿では，中間ユニット数が等しい 2つのニューラル

ネットの重みを Θ1 と Θ2 とするとき，中間ユニット

の並び順を変更するだけで Θ1 = Θ2 となるとき同値

と定義する．なお，式 (1)で定義した各層メッシュ結

合のニューラルネットでは，その構造を規定するパラ

メータは中間ユニット数だけであり，その数が決まれ

ば，重みの次元も一意に定まる．逆に，重みの次元が

等しければ中間ユニット数，すなわち構造も一致する．

以下では，与えられたデータの変数変換 ϕ に対して，

ニューラルネット学習が不変となる条件を導く．

まず，ペナルティなし重み学習について考える．変

数変換後の重みを Θ̃ とすれば，式 (4)で定義した変

換前の目的関数 L に対して，変換後の目的関数は以
下のように導ける．

Ẽµ(Θ̃) = (ỹµ − f(�̃
µ
; Θ̃))2, (13)

L̃(Θ̃) =
1

2

N∑
µ=1

Ẽµ(Θ̃). (14)

よって，ペナルティなし重み学習における不変性の

条件は以下のように定義できる．

(∃ψ)(∀Θ)(∃Θ̃)

(
∂L(Θ)

∂Θ
= 0 ⇒(

∂L̃(Θ̃)

∂Θ̃
= 0 ∧ Θ = ψ(Θ̃;ϕ)

))
. (15)

ただし，重み変換関数 ψ は，変数変換 ϕ のみであら

かじめ定まるものとする．∀は全称限量子（universal

quantifier），∃は存在限量子（existential quantifier）

であり，対象とする目的関数 L や L̃ には一般に複数
の局所解が存在するため上記の表現となる．目的関数

の一階微分がゼロとなる極値条件は，変数変換前後の

重みが学習結果として得られることを意味する．

次に，ペナルティ付き重み学習について考える．変

数変換後のペナルティ項を Ω̃ とすれば，式 (6)で定

義した変換前の目的関数 F に対して，変換後の目的
関数は以下のように導ける．

F̃(Θ̃;�) = L̃(Θ̃) + Ω̃(Θ̃;�). (16)

このとき，ペナルティ項付き重み学習における不変

性は以下のように定義できる．

(∃ψ)(∃Ω̃)(∀�)(∀Θ)(∃Θ̃)

(
∂F(Θ;�)

∂Θ
= 0 ⇒

(
∂F̃(Θ̃;�)

∂Θ̃
= 0 ∧ Θ = ψ(Θ̃;ϕ)

))
. (17)

ただし，変換後のペナルティ項 Ω̃ も，データの変数

変換 ϕ のみであらかじめ定まるものとする☆．

最後に，ペナルティ変数学習について考える．式 (7)

で定義した変換前の目的関数 CV に対して，変換後の
目的関数は以下のように導ける．

C̃V(�) =
1

2

S∑
s=1

∑
µ∈Gs

Ẽµ(
̂̃
Θs). (18)

ただし，̂̃Θs は次の目的関数を最小化する重みである．

F̃s(Θ̃s;�) =
1

2

∑
µ �∈Gs

Ẽµ(Θ̃s) + Ω̃(Θ̃s;�).

(19)

このとき，ペナルティ変数学習における不変性は以

下のように定義できる．

(∃ψ)(∃Ω̃)(∀�)(∀Θ)(∃Θ̃)((
∂CV(�)

∂�
= 0 ∧ ∂F(Θ;�)

∂Θ
= 0

)
⇒(

∂C̃V(�)

∂�
= 0 ∧ ∂F̃(Θ̃;�)

∂Θ̃
= 0

∧Θ = ψ(Θ̃;ϕ)

))
. (20)

3.2 重み変換関数

データに対する変数変換として式 (12)を考えると

き，重み変換関数 ψ は以下のように導ける．まず，変

数変換後の重みとして
w̃0 = cw0 + d,

w̃j = cwj ,

w̃j0 = wj0 −
∑K

k=1
a−1

k bkwjk,

w̃jk = a−1
k wjk.

(21)

を用いれば，変数変換前後でペアとなる中間ユニット

の出力値は以下のように一致する．

g(w̃j0 + �̃
′
j�̃)

= g

(
wj0 −

K∑
k=1

bkwjk

ak
+

K∑
k=1

wjk(akxk + bk)

ak

)
= g(wj0 +�

′
j�). (22)

また，出力ユニットでは以下が導ける．

☆ すでに述べたように，重みの自乗に対する係数の場合だけでな
く，Λ を規定する任意の関数の引数として λ を扱うため，変数
変換後のペナルティ変数 λ̃ ではなく，より一般に変換後のペナ
ルティ項 Ω̃ を導入している．
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f(�̃; Θ̃) = cw0 + d+

J∑
j=1

cwjg(wj0 +�
′
j�)

= cf(�;Θ) + d. (23)

すなわち，式 (21)で定義した重みを用いれば，変

数変換前後のニューラルネット出力は，基準変数 y に

施した変数変換と同じ関係になることが分かる．

一方，ak �= 0，c �= 0 より式 (21)を逆に解けば，Θ̃

から Θ への重み変換関数が以下のように得られる．
w0 = c−1w̃0 − c−1d,

wj = c−1w̃j ,

wj0 = w̃j0 +
∑K

k=1
bkw̃jk,

wjk = akw̃jk.

(24)

よって，M ×M 正則行列 	 を用いれば，重み変

換関数 ψ は以下のように表現できる．

Θ = ψ(Θ̃;ϕ) = 	 Θ̃ + 
. (25)

ただし，
 = (−c−1d, 0, · · · , 0)′ である．

3.3 不変性の検証

まず，ペナルティなし重み学習の不変性を検証する．

式 (4)と (14)で定義した目的関数 Lと L̃に，式 (25)

の重み変換関数 ψで対応する重みのペア Θと Θ̃をそ

れぞれ代入すれば，式 (23)より以下の関係が導ける．

L̃(Θ̃) =
1

2

N∑
µ=1

Ẽµ(Θ̃)

=
1

2

N∑
µ=1

(cyµ + d− (cf(�µ;Θ) + d))2

= c2
1

2

N∑
µ=1

Eµ(Θ) = c2L(Θ). (26)

つまり，単純な比例関係となる．また，これら目的関

数の一階微分では，式 (26)より以下の関係が導ける．

∂L̃(Θ̃)

∂Θ̃
=
c2∂L(Θ)

∂Θ̃

= c2
(
∂Θ

∂Θ̃
′

)′ L(Θ)

∂Θ
= c2	 ′ ∂L(Θ)

∂Θ
. (27)

よって，c �= 0 かつ 	 は正則行列より，Θ =

ψ(Θ̃;ϕ) のとき，目的関数 L(Θ) と L̃(Θ̃) の極値

条件が一致することが分かる．すなわち，目的関数 L
から得られる任意の重み Θ̂に対して，目的関数 L̃か
ら得られる重み ̂̃

Θが存在し，式 (25)で定義した重み

変換関数 ψ で，これら重みが対応することを示して

いる．ゆえに，式 (15)で定義した不変性の条件を満

たしていることが分かる．

次に，ペナルティ付き重み学習の不変性を検証する．

いま，変数変換後のペナルティ項を以下で構成する．

Ω̃(Θ̃;�) =
c2

2
(	 Θ̃ + 
)′Λ(�)(	 Θ̃ + 
). (28)

このとき，式 (6)と (16)で定義した目的関数 F と F̃
に，重み変換関数 ψ で対応する重みのペア Θ と Θ̃

をそれぞれ代入すれば，式 (26)と (28)より以下の関

係が導ける．

F̃(Θ̃;�) = L̃(Θ̃) + Ω̃(Θ̃;�)

= c2L(Θ) + c2Ω(Θ;�) = c2F(Θ;�). (29)

つまり，この場合も単純な比例関係となる．よって，

式 (27)と同様に一階微分を計算することにより，任

意の � に対して，Θ = ψ(Θ̃;ϕ) のとき，目的関数

F(Θ;�) と F̃(Θ̃;�) の極値条件は一致することが容

易に分かる．ゆえに，ペナルティなし重み学習のとき

と同様にして，式 (17)で定義した不変性の条件を満

たしていることが検証できる．

最後に，ペナルティ変数学習の不変性を検証する．ペ

ナルティ付き重み学習で示したように，式 (8)と (19)

を目的関数として，重み変換関数 ψで対応する重みの

ペアの集合 {(Θ̂s,
̂̃
Θs)} が得られる．ゆえに，式 (7)

と (18)で定義した目的関数 CV と C̃V に，これら重
みペアの集合 {(Θ̂s,

̂̃
Θs)}をそれぞれ代入すれば，式

(26)より以下の関係が容易に導ける．

C̃V(�) =
1

2

S∑
s=1

∑
µ∈Gs

Ẽµ(
̂̃
Θs)

=
1

2

S∑
s=1

∑
µ∈Gs

(cyµ + d− (cf(�µ; Θ̂s) + d))2

= c2
1

2

S∑
s=1

∑
µ∈Gs

Eµ(Θ̂s) = c2CV(�). (30)

つまり，この場合も単純な比例関係となる．しかる

に，これら目的関数は重み {Θ̂s} と { ̂̃Θs} を介在し
て定義されるので，式 (27)と同様には，それらの一

階微分を計算できない．実際，それら目的関数の一階

微分では，正則行列 	 が現れず，以下の関係となる

（付録 A.2 参照）．

∂C̃V(�)

∂�
= c2

∂CV(�)

∂�
. (31)

ゆえに，Θ = ψ(Θ̃;ϕ)のとき，目的関数 CV(�)と

C̃V(�) の極値条件は一致するので，これまでと同じ

議論により，式 (20)で定義した不変性の条件を満た

していることは容易に検証できる．
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4. ペナルティ付き学習の法則発見への応用

4.1 法則発見ネットでの不変性

数法則 f(�;Θ)のクラスとして，以下のような，指

数が整数に限定されない一般化多項式を考える．

f(�;Θ) = w0 +

J∑
j=1

wj

K∏
k=1

x
wjk

k

= w0 +

J∑
j=1

wj exp
(
�

′
j ln�

)
. (32)

式 (1)で定義したニューラルネットと比較すれば，

中間ユニットの活性化関数が指数関数で，入力ベクト

ルに対数変換が施され，そして，中間ユニットのバイ

アス項 wj0 が現れないことが特徴となる．よって，こ

れまでの議論を単純に適用できない．そこで，以下の

ように重み wj の変換を考える．

wj0 = ln |wj |, j = 1, · · · , J. (33)

このとき，式 (32)は以下のように変形できる．

f(�;Θ) = w0 +

J∑
j=1

ς(wj) exp(wj0 +�
′
j ln�).

(34)

ただし，ς(wj)は wj の符号を返す関数を表す．なお，

ς(wj) をあらかじめ知ることはできないが，ニューラ

ルネット学習では，中間ユニットの順は任意であるの

で，正負の符号個数のみ考えれば，全組合せが学習可

能となる．つまり，J + 1 通りの組合せを調べれば十

分である．明らかに，式 (6)で定義した目的関数をペ

ナルティ付き重み学習に用い，式 (7)で定義した目的

関数をペナルティ変数学習に用いれば，これまでの議

論を直接適用することができる．

ここでは，以下の説明変数に対する変換のみを考

える．

ln x̃k = ak lnxk + bk. (35)

なぜなら，基準変数 y に定数 d を加える変換は，式

(26)で示したように相殺され，c 倍する変換は，目的

関数や一階微分を単純に定数倍するからである．よっ

て，本実験では，基準変数に対する変換を省略する．

なお，変数変換後の学習結果の重みは，変数変換前で

対応する重みへ，以下のようにして変換できる．
w0 = w̃0,

wj = ς(w̃j) exp

(
w̃j0 +

K∑
k=1

bkw̃jk

)
,

wjk = akw̃jk.
(36)

2.3 節の議論より，� を M 次元ベクトルとして

Λ(�) を具体的に考える．一般に，F(Θ̂;�) の � に

対する 2階微分（Hesse）行列は正定値となることが

期待できるので，行列 ∂Θ̂/∂�′ の正則性が期待でき

る最も単純なペナルティ行列として以下を採用する．

Λ(�) =

exp(λ1)

. . .
0

0
exp(λM )

 . (37)

なお，各ペナルティ変数に指数関数を施すのは，ペナ

ルティ行列の非負定値性を保証するためである．

4.2 人工データ

以下の人工法則（関数）の発見問題5),7) を考える．

y = 2 + 3x−1
1 x3

2 + 4x3x
1/2
4 x

−1/3
5 . (38)

ただし，説明変数には法則に現れる x1, · · · , x5 のほ

かに，この法則とは無関係な変数 x6, · · · , x9 を加え

る☆．各説明変数の値は領域 (0, 1) の中でランダムに

生成し，基準変数 y の値は上記法則に従って計算し

た後，平均 0，標準偏差 0.1の正規ノイズを加えて求

める．この手順を繰り返し，サンプル数 N = 200 の

データを生成した．また，各説明変数 (x1, · · · , x9)に

は以下の変数変換を施した☆☆．

ln x̃k =
1

std(lnxk)
lnxk − mean(lnxk)

std(ln xk)
. (39)

ただし，mean()は平均，std()は標準偏差を訓練サン

プル集合に対して計算する関数である．

実験では，ニューラルネット重みやペナルティ変数

の初期値を次のように設定した．入力–中間ユニット

間の重み wjk については，平均 0，標準偏差 1の正

規分布に基づいて独立に生成した．出力ユニットのバ

イアス w0 は 0に設定した．ペナルティ変数 � の初

期値は 0に設定した．つまり，行列 Λ の初期値は単

位行列となる．一方，重みやペナルティ変数学習の終

了条件については，勾配ベクトルが十分に小さいとき

とした．すなわち，重み Θ の学習では，

max
m

{∣∣∣∣∂F(Θ);�

∂θm

∣∣∣∣} < 10−6 (40)

ペナルティ変数 � の学習では，

☆ 冗長な変数を加える理由は，一般には，学習前に必要な変数数
が未知だからである．

☆☆ 変数変換導入の動機は，学習が困難となるスケールの現実デー
タに対処することであるが，本実験は変数変換不変性の検証を
目的としているので，オリジナルも変数変換後も学習可能なス
ケールに制限している．
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図 1 ニューラルネット重みの試行ごとの差
Fig. 1 Difference of resultant weights.

max
m

{∣∣∣∣∂CV(�)

∂λm

∣∣∣∣} < 10−6 (41)

のときとした．中間ユニット数は真の個数 J = 2，

ς(w1)と ς(w2)はともに真の符号（正）とし，交差検

証誤差の計算は 1つ抜き法（S = N）を用いた．

4.3 実 験 結 果

同一の訓練サンプル集合に対して，ニューラルネット

重みの初期値のみを変えて，変数変換前後でそれぞれ 5

回（合計 10回）の試行を行った．図1に，試行ごとの結

果の各重み（w0, w1, w2, w11, · · · , w19, w21, · · · , w29）

を，全試行の平均からの差で示す．ただし，変数変換

後の重みは，変数変換前で対応する重みへ，式 (36)を

用いて変換して示した．また，変数変換前の試行結果

は “◦”，変換後のものは “×”で示した．図より，全試

行結果の差は大変小さく，特に，変数変換にともなう

差は，試行ごとの差の範囲内であることが分かる．

全試行の平均値を結果重みとして採用したときの発

見例を以下に示す．

y=1.9270

+ 3.0287x−0.9954
1 x+2.9839

2 x+0.0000
3 x+0.0028

4

× x−0.0048
5 x−0.0009

6 x−0.0009
7 x+0.0000

8 x+0.0015
9

+ 4.0356x−0.0006
1 x−0.0028

2 x+0.9777
3 x+0.4935

4

× x−0.3251
5 x−0.0013

6 x−0.0019
7 x−0.0000

8 x−0.0066
9

ただし，図 1 の縦軸のスケールに合わせて，各重みの

値は小数点第 4位までで四捨五入した．この発見例と

ともに，全試行結果は真の法則にかなり近いことが分

かる．

図 2には，図 1に対応するペナルティ変数学習の結

果を示す．図より，ニューラルネット重みのときより

も差は大きくなるものの，変数変換にともなう差は，

図 2 ペナルティ変数の試行ごとの差
Fig. 2 Difference of resultant penalty factor.

試行ごとの差の範囲内であることが分かる．したがっ

て，重みとペナルティ変数双方の学習において，デー

タが不要な説明変数を含み，かつ，基準変数値がある

程度のノイズを含む場合でも，変数変換に対して学習

が不変となることをこの例で数値的にも確認できた．

なお，ペナルティ変数学習の結果のばらつきに対して，

重み学習の結果は比較的頑健であると考えられる．ま

た，図 2からは，変数変換前の結果の分散が比較的大

きいことが分かる．よって，適切な変数変換を施せば，

安定した学習を行えることが示唆されるものの，その

詳しい性質などについては，今後の研究課題の 1つと

なる．

5. お わ り に

本稿では，正則化項付きニューラルネット学習にお

いて，データ変数の線形変換に対する不変性について

論じた．すなわち，ニューラルネット重みだけでなく，

交差検証誤差を目的関数としてペナルティ変数を学習

する枠組みにおいて，学習の不変性を保証する自乗値

ペナルティ項の構成法を提案した．実験では，指数が

整数に限定されない実数指数の多項式型法則の発見問

題において，データが不要な説明変数を含み，かつ，

基準変数値がある程度のノイズを含む場合でも，変数

変換前後で学習結果が不変となることを検証した．今

後は，さらに幅広い問題への適用実験を行い，提案法

の有効性を検証する予定である．
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付 録

A.1 重みのペナルティ変数に対する微分

Θ̂ を � の関数として，式 (10)の右辺を � につい

て微分すれば以下を得る．(
∂2F(Θ̂);�)

∂Θ̂∂Θ̂
′

)
∂Θ̂

∂�′ +
∂Λ(�)

∂�′ Θ̂ = 0. (42)

よって，Θ̂ の �に対する微分は，式 (42)を変形す

ることにより得られる．

∂Θ̂

∂�′ = −
(
∂2F(Θ̂;�)

∂Θ̂∂Θ̂
′

)−1
∂Λ(�)

∂�′ Θ̂. (43)

ただし，(∂Λ(�)/∂�′)Θ̂の各 (i, j)要素は以下である．(
∂Λ(�)

∂�′ Θ̂

)
i,j

=

M∑
k=1

∂Λik

∂λj
θk. (44)

A.2 ペナルティ変数学習での不変性

式 (18)で定義した目的関数 C̃V を �で微分すれば

以下を得る．

∂C̃V(�)

∂�
=

S∑
s=1

(
∂
̂̃
Θs

∂�′

)
′ ∑

ν∈Gs

∂Ẽν(
̂̃
Θs)

∂
̂̃
Θs

. (45)

一方，式 (25)を考慮すれば， ̂̃Θs の � に対する微

分は以下となる．

∂
̂̃
Θs

∂�′ =
∂
̂̃
Θs

∂Θ̂
′
s

∂Θ̂s

∂�′ = 	
−1 ∂Θ̂s

∂�′ . (46)

また，変数変換前後の重みに対して以下が成り立つ．

∂Ẽν(Θ̃s)

∂Θ̃s

= c2	 ′ ∂Eν(Θs)

∂Θs
. (47)

よって，式 (46)と (47)のそれぞれ関係を，式 (45)

に代入すれば以下が導ける．

∂C̃V(�)

∂�
= c2

∂CV(�)

∂�
. (48)
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