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1 はじめに

近年, 生物神経細胞の自然なスパイクの振る舞いが
注目を集めている. スパイクとは, 神経細胞の興奮が
閾値を越えた際に生じる活動電位であり, 実際の神経
細胞網ではスパイクによって情報が伝達される. また,
スパイクはそれぞれに電位差がほとんどない. そのた
め神経細胞は, スパイクの数やタイミングに基づき情
報を処理していると考えられている. しかしながら,
一般的なニューロンモデルでは, よりマクロな視点か
ら神経細胞網をモデル化しており, ニューロン間で伝
達される情報も実数値などの一次元の情報に集約され

ている. そこで, スパイクに基づく情報伝達をモデル
化（スパイキングニューロンモデル：SNN）すること
で, 多次元の情報を扱うことができ, 情報処理能力が
向上すると期待されている.
中でも我々は, Bohteらが提案した Spikeprop[1]に

注目した. Spikeprop は, SNN を用いた教師あり
学習手法の１つである. 教師あり学習は応用性が

高く, 比較的速く学習が収束することから有用な学
習手法であると言える. また Spikeprop は, 導出が
BP(Backpropagation)と良く似ており, 複雑な非線形
タスクの学習が可能という特徴を持つ. しかしなが
ら, Bohteらの手法は単独のスパイクしか考慮してお
らず, １つのニューロンが複数のスパイクを発するこ
とができない. そのため, 全てのニューロンが最初の
スパイクを発するまでの狭い時間範囲しか扱えず, 適
用可能な問題が限定される他, 学習の安定性に大きな
問題を抱えていると言える. そこで本研究では, 複数
のスパイクから成るマルチスパイクパターンを学習で

きる Spikepropの改良手法を提案し, パターン認識性
能と安定性が向上することを示す.

2 Spikeprop

ここでは, Spikepropを基にマルチスパイクに対応
させた提案法の説明を行う. ネットワーク構造と基本
的な式の導出は文献 [1]を参照されたい. また提案法
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では, ニューロンの膜電位の計算に不応期を導入して
いる. 不応期とは, ニューロンが発火した後しばらく
発火できなくなる期間を指し, 膜電位の計算における
負の指数関数によって表される. そのため, 結合荷重
の修正における誤差の求め方が, 従来法と異なり, 複
数のスパイクに対する誤差を含み, また不応期の影響
を考慮したものとなっている. 以下に式の導出を示す.
まず, 時刻 tにおけるニューロンの膜電位を式 (1)に

示す. xが閾値が越えた時刻 tをスパイクを発した時

刻として扱う.
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ここで, i,m, jと is,ms, jsは, それぞれ入力, 中間, 出
力層のニューロンとスパイクを指し, 大文字はその集
合を指す. kは遅延結合, Lはその集合を指す. tj,last

は,時刻 tの時点でニューロン jが最後に発したスパイ

クの時刻を指す. また, 式 (2)は遅延を考慮したニュー
ロン活性関数, 式 (3)はスパイク反応関数, 式 (4)は不
応期, 式 (5)は不応期の微分を示す.

2.1 出力-中間層間の結合荷重修正

修正量の求め方は最急降下法に則る. まず,出力層で
の実際のスパイク時刻 taと教師 tdとの誤差を求める.
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結合荷重の修正量は次式のようにして求める.
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2.2 中間-入力層間の結合荷重修正

次に入力層-中間層間の結合荷重の修正量を示す.
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3 計算機実験

提案法の有効性を検証するため, Irisデータセット
を用いたクラス分類実験を行った. データは, 150個
のサンプルデータからなり, 各データは 4つの特徴量
を持ち, 3つのクラスに分類される. また, その内 2つ
のクラスが線形分離不可能となっている. 実験条件を
表 1に示す. 比較対象には, Bohteらの Spikepropと
Ghoshらが提案した手法 [2]を用いる.

表 1: 実験条件
学習率 η 0.01 入力ニューロン数 17
遅延結合 16, 4 (∗1) 中間ニューロン数 10 (∗2)
発火閾値 1 出力ニューロン数　 1

訓練データ数 90 活性関数パラメータ τ 7.0

テストデータ数 60 不応期パラメータ τ
′

4.0
不応期係数 ρ 100.0

ここで, (∗1)の 16は提案法と Bohteの Spikepropに
おける遅延結合数を, 4はGhosh手法による遅延結合
数を指す. (∗2) 中間ニューロンのうち 8 個は興奮性
ニューロン, 2個は抑制性ニューロンとなる. 興奮性
ニューロンからのスパイクを受け取ると膜電位が上昇

するのに対し, 抑制性ニューロンからのスパイクを受
け取ると膜電位が減少する. 図 1に実験結果のテスト
データの認識率の推移を示す. 結果は 10試行の平均
を取ったものである. 図 1より, 提案手法の学習性能
が向上していることが分かる. また, 式 (6)の誤差値
の標準偏差を取り, 学習の安定性を調査した. 結果を
表 2に示す. 値は, 学習回数 4000∼20000の間におけ
る 10試行の標準偏差の平均を取ったものである.

図 1: テスト認識率の推移

表 2: 誤差値 (式 (6))の標準偏差
proposed Bohte Ghosh

0.31 4.07 1.67

結果より, 提案手法ではより学習が安定することが示
せた.

4 まとめ

SNNの教師あり学習手法である Spikepropをマル
チスパイクに対応させた手法を提案した. また, クラ
ス分類実験により, 従来法よりも高いパターン分離性
能と安定性を持つことを示した. ただし, マルチスパ
イクに対応させている分だけ学習に遅れが発生してい

る. また, SNNは従来のシグモイドニューロンに比べ
て計算コストが高いため, その応用対象には今後検討
が必要である.
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