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スマートフォン慣性センサを用いた酩酊状態の
歩行検出に関する検討

杉本 広大1,a) 平嶋 崇大2,b) 前川 卓也2,3,c)

概要：本研究では，スマートフォンの慣性センサを用いて歩行を計測することにより，酩酊状態か否かを
識別する手法を提案する．アルコールは人間の動作に影響を与えるため，スマートフォンにより計測した

歩行時の慣性センサデータに対して機械学習を行うことにより，酩酊状態か素面状態かを識別する．ただ

しユーザによって歩行動作は異なるため，事前にそのユーザの酩酊および素面状態両方の歩行センサデー

タを取得することが望ましい．しかしその両方を事前に取得することはコストが大きいため，本研究では

他のユーザの酩酊・素面状態の歩行センサデータと，対象のユーザの素面状態の歩行センサデータのみを

用いて識別することを目指す．本研究では，実際に取得したデータに対して提案手法を適用し，その識別

性能を検証する．

1. はじめに

近年，加速度センサやマイク等を搭載したスマートフォ

ンなどのモバイル機器が急激に普及しており，これらの各

種センサを用いて日常生活行動の認識を行う研究が盛んに

行われている．本稿では，スマートフォンで計測された歩

行センサデータ（歩行時における加速度・ジャイロセンサ

データ）から，ユーザが酩酊状態か否かの識別を試みる．

酩酊状態はユーザの生活を脅かす重要なコンテキストの 1

つである．例えば，飲酒運転や酩酊時の歩行は自動車事故

の主要な原因である [11]．そのため，酩酊状態か否かの識

別は日常生活に関わるさまざまな新しいアプリケーション

を開発する上で有用である．例えば，酩酊状態のユーザが

車を運転しようとしたときにアラームを鳴らすアプリケー

ションや，酩酊状態か否かによって案内ルートを変更する

道案内アプリケーション，酩酊状態のユーザが長時間外を

歩き回っている際に家族に位置情報等を送信するアプリ

ケーションなどが考えられる．

本研究では，アルコール摂取が身体のパフォーマンス
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（例えば，直立や歩行の安定性）に影響を与えるという事

実 [12] に着目し，ユーザの歩行時に得られた歩行センサ

データを基に酩酊状態か否かの推定を試みる．ユーザが酩

酊状態と素面状態で，歩行センサデータに違いがあると考

えられるため，機械学習技術を用いることで歩行センサ

データを酩酊状態か素面状態かに分類できると考える．分

類を行うため全てのエンドユーザごとに，事前に酩酊時と

素面時の両方の歩行センサデータを計測しておくことが理

想的であるが，酩酊時の歩行センサデータを事前に用意す

ることはコストの面で困難である．そこで，エンドユーザ

にそのような大きな負担をかけることなく酩酊状態を検出

することを目指す．本研究では，エンドユーザの歩行を識

別する際に，訓練データとして事前に計測した他のユーザ

の酩酊時と素面時の両方の歩行センサデータを使用する．

しかし歩行センサデータの分析の結果，歩行センサデータ

はユーザによって異なることが判明したため，あらかじめ

取得したエンドユーザの素面時の歩行センサデータも識別

に用いる．素面時の歩行センサデータは，酩酊時の歩行セ

ンサデータに比べて比較的容易に取得可能である．

本研究では，まずテストデータとなる歩行センサデータ

から特徴量を抽出し，特徴量の分布を計算する．各ユーザ

による歩行の差異によらない素性を抽出するため，これら

の分布と事前に計測してあるそのエンドユーザの素面時歩

行センサデータにおける特徴量の分布を比較し，素性を抽

出する．そして抽出した素性を基に，アルコール摂取の判

別を行う．本研究の学術的貢献は以下の通りである．（１）

多数の実験参加者から得られた酩酊時および素面時の歩行
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におけるスマートフォン慣性センサデータを分析し，比較

する．（２）エンドユーザの酩酊時の歩行を用いることな

く酩酊状態か否かを識別する手法を提案する．

2. 関連研究

センシング技術の発展とともに，様々なセンサを用いて

ユーザの健康状態を計測・理解する研究が盛んに行われ

てきた．例えば、Larsonら [6]は肺活量を測定をスマート

フォンのマイクを用いて実現した．また，Grimaldiら [3]

はスマートフォンのカメラと内臓の LEDフラッシュライ

トを用いて，指先から心拍を計測している．

身体の異常を検知するために，身体に装着するウェアラ

ブルセンサを用いる研究も数多く行われている．例えば，

Natarajanら [8]は心電図センサを使用することで，コカ

イン使用の検出を行った．また，Petrofskyら [9]は歩行時

の加速度センサデータにおける，正常な被験者と病気（糖

尿病）の被験者との相違を発見している．

次にアルコール摂取の検出に関する研究をいくつか紹介

する．皮膚から蒸発するエタノールを検知するウェアラブ

ルセンサを皮膚の表面に装着し，アルコール摂取を検出す

る研究が行われている [13]．また，レーザーレンジファイ

ンダ，加速度計，床圧センサ等の各種センサを用いて酩酊

歩行を分析する研究もいくつか行われている [4], [5], [14]．

例えば，Kaoら [5]は各ユーザの酩酊時の歩行が類似して

いるとの仮定に基づき，加速度計を用いて酩酊時歩行の検

出を試みた．これらとは対照的に，本研究では身近な既成

のセンサデバイス（スマートフォン）を用いてアルコール

摂取の検出を試みる．また，歩行センサデータはユーザご

とに異なるという知見に基づき，酩酊時の歩行センサデー

タを検出する手法を設計する．特に，エンドユーザの酩酊

時歩行センサデータを訓練データとして利用しない手法を

提案する．

3. センサデータ

男子学生 18名を被験者として，歩行センサデータの計測

を行った．被験者のズボン右後ろポケットにスマートフォ

ンGalaxy S III を入れて計測を行った．ただし，スマート

フォンの向きは統一した．このスマートフォンにおいて，

得られる加速度・ジャイロセンサデータはそれぞれ 3 軸

データであり，サンプリング周波数は 30Hzである．各被

験者は上記のセンサデバイスを使用し，以下の手順に従っ

て歩行を計測した．

( 1 ) 被験者が素面時に歩行センサデータを計測する．計測

する際は，片道 15mの直線の道路を往復する．この歩

行センサデータセグメントを noalcoholクラスと呼ぶ．

( 2 ) 被験者はアルコールを摂取し，30分経過後に歩行セ

ンサデータを計測する．このとき，30分後とはアル

コールを摂取し始めてからの経過時間である．また，

noalcohol alcohol

図 1 被験者 D の加速度およびジャイロの時系列センサデータ

レストランでの飲酒等，現実的な状況を想定している

ため，被験者は好きなだけ飲食物（アルコールを含む）

を摂取してもよい．ただし，少なくともジョッキ 1杯

のお酒を摂取してもらった．この歩行センサデータを

alcohol1クラスと呼ぶ．

( 3 ) アルコールを摂取し始めてから，1時間経過後にもう

一度歩行センサデータを計測する．この歩行センサ

データを alcohol2クラスと呼ぶ．

18名の被験者をそれぞれ被験者 A～Rと表す．また，単

純にエンドユーザが酩酊状態か否かを認識したい際には，

alcohol1，alcohol2クラスをまとめ，総称して alcoholクラ

スと呼ぶこととする．1節で述べたように，エンドユーザ

の素面時歩行センサデータが必要である．この歩行センサ

データは異なる 3日間において素面時に計測した．15mの

往復を各日に計測するため，2× 3 = 6つの noalcoholクラ

スの歩行センサデータを各被験者において収集した．

4. データ分析

図 1は，被験者 Aの歩行から得られた時系列歩行セン

サデータである．noalcoholデータの振幅が，alcohol2デー

タの振幅よりも大きくなっているように見える．さらに，

図 2に被験者 Dの加速度センサデータのスライディング

ウィンドウ毎に計算した分散値の分布を示す（センサデー

タからの特徴量抽出については後述する）．図 2より，被

験者Dはアルコールを摂取するにつれて分散値が増加して

いることがわかる．図 3は同様に被験者 Eについての加

速度センサデータの分散値の分布を示す．被験者 Eの分散

値は，被験者 D同様にアルコールを摂取するにつれて増加

している．しかし，noalcoholデータに関しては，被験者

Dの分散値は被験者 Eのものよりも比較的大きい．また，

被験者 E の alcohol1 データの値と被験者 D の noalcohol

データの値は類似している．このように歩行センサデータ

はユーザによって異なっており，エンドユーザの noalcohol

データなしにアルコール摂取の有無を検出することは困難

であると考えられる．一方，図 4に示すように，被験者 A

の加速度センサデータの分散値はアルコール摂取につれて

減少している．すなわち，アルコール摂取による歩行セン

サデータへの影響はユーザによって異なる．また，全体的

に alcoholクラスの分布の分散度は noalcoholクラスのそ

れと比べて大きい傾向が見られる．ただし，図 5に示すよ
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図 2 加速度分散値の分布

(被験者 D)

図 3 加速度分散値の分布

(被験者 E)

図 4 加速度分散値の分布

(被験者 A)

図 5 加速度分散値の分布

(被験者 R)

図 6 加速度 FFT 第 32 番成分の分布

（被験者 D）

うに被験者 Rに関しては成り立っておらず，ユーザによっ

て異なることがわかる．図 6に被験者 Dの加速度センサ

データのスライディングウィンドウ毎に計算した FFT第

32番成分の分布を示す．アルコール摂取によって分布の

分散度が大きくなっている．FFT第 32番成分は高周波の

成分を表しているため，図 6より酩酊状態では歩行センサ

データにおいて高周波の値が大きくなることがわかる．こ

れは，アルコール摂取によって歩行が不安定になることに

基因すると考えられ，他の多くの被験者においても同様の

傾向がみられた．

表 1に被験者ごとに，特徴量（次節で詳述）を分類の貢

献度に応じてランキングした結果の一部を示す．このラン

キングは，特徴量を用いて歩行センサデータを noalcohol

クラスと alcoholクラスに分類する際の寄与度に基づいて

計算したものであり，寄与度が大きいほど順位が高くな

る．寄与度の計算には，その特徴量によって分類対象のイ

ンスタンスをどれだけ曖昧さが低く分類できるかの指標で

ある情報利得を用いた [16]．被験者によって特徴量の順位

は様々であるが，いくつかの特徴量（例えばジャイロデー

タの分散値）は多くの被験者において高順位であった．以

上をまとめると，多くの被験者において共通する特徴量が

アルコール摂取の影響を受けているが，特徴量の値の変化

は被験者によって異なっている．以上の分析を踏まえて分

類手法を構築する．

5. 提案手法

テストデータとして，エンドユーザの歩行センサデータ

セグメント（本研究においては，15m分の歩行センサデー

タ）を用いる．上記の分析に基づき，その歩行センサデー

タセグメントを noalcoholクラスか alcoholクラスに分類

する手法を実現する．図 7に提案手法の概要を示す．まず

歩行センサデータセグメントからスライディングウィンド

ウごとの特徴量を抽出し，特徴量の分布を計算する．図 2

に示すように，分布は歩行センサデータセグメントの特性

をよく表す．これらの分布と，事前に計測してあるエンド

ユーザの素面時歩行センサデータにおける特徴量の分布を

比較し，素性抽出を行う．そして抽出した素性を基に，ア

ルコール摂取の判別を行う．

5.1 特徴量抽出

各歩行センサデータセグメントにおいて，64サンプル

サイズのスライディングウィンドウごとに特徴量を抽出す

る．このとき，隣り合うスライディングウインドウ同士は

90%のオーバーラップである．以下の方法により，テスト

データセグメント内の各ウィンドウから特徴量を求める．

そして，ガウス分布を用いて各特徴量の分布を表現する．

5.1.1 加速度センサからの特徴抽出

3軸加速度センサから得られる加速度データは，スマー

トフォンの姿勢に応じて変化する．そのため，加速度セン

サの特徴量を計算する際には Gafurovらの研究 [2]にて提

案されている合成信号

Ri = arcsin(
Zi√

X2
i + Y 2

i + Z2
i

) (1)

を用いることで，その変化の影響を低減する．ただし，Ri

は i番目の合成信号をあらわす．また，スマートフォンの

向きに依存しない特徴量を抽出するため，加速度データを

用いた行動認識の研究 [1], [7], [15]を基に，周波数に関す
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表 1 特長量の情報利得ランキング (被験者 A～J)

A B C D E F G H I J

1 gyroxmm accvar gyrovary accmm accvar gyroymm gyroymm accvar gyroymm gyrovarz

2 gyrovarx gyrozmm gyroymm gyrovary gyrovary gyrozmm gyroxmm gyroxmm gyroxmm gyrozmm

3 accfft 11 accmm accfftent gyrozmm gyroymm gyrovarz accvar accmm gyrovary accmm

4 accvar gyrovarz gyroxmm gyroxmm accmm gyroxmm gyrovarx gyrovary gyrozmm gyrovarx

5 gyroymm gyroxmm gyrovarx accvar accfft 2 gyrovary accfft 5 gyrovarx accmm gyroxmm

6 accmm accfft 6 accmm gyroymm accfft 7 accmm accmm gyrozmm gyrovarz accvar

7 gyrovarz accfft 18 accfft 27 gyrovarz accfft 10 accvar gyrozmm gyroymm accfftdf gyroymm

8 accfft 7 accfft 7 gyrozmm accfftent gyroxmm gyrovarx gyrovary accfft 6 accfft 6 accfft 5

9 gyrozmm accfft 14 accfft 18 gyrovarx accfft 9 accfft 5 accfft 1 accfft 1 accfft 8 accfft 0

10 gyrovary accfft 1 accvar accfft 6 accfft 22 accfft 11 accfft 13 accfft 7 accfft 9 accfft 14

特徴3

特徴2

…

������

特徴量抽出
各特徴量の

分布を計算

特徴1

素面時

歩行����	


特徴

素性値抽出 クラス分類

…

…

図 7 提案手法の概要

る特徴量を主に用いる．以下に合成信号から抽出する特徴

量を示す．

• 周波数成分：64サンプルウインドウから FFT成分を

計算し，その 32成分を特徴量として用いる．

• 周波数領域エントロピー：離散 FFT成分から求めた

正規化した情報エントロピーである [1]．

• 主要周波数成分：FFT成分における主要周波数成分で

ある．

• ウィンドウ内センサデータの最大値と最小値の差異
• ウィンドウ内センサデータの分散値

5.1.2 ジャイロセンサからの特徴抽出

ジャイロセンサは 3軸角速度データを出力する．それぞ

れの軸データに対して，以下の特徴量を求める．

• ウィンドウ内センサデータの最大値と最小値の差異
• ウィンドウ内センサデータの分散値

5.2 分布からの素性抽出

上述したように，エンドユーザからいくつかの素面時歩

行センサデータセグメントを事前に取得していることを

前提とする．これらのセグメントにおける各特徴量の分布

と，テストデータセグメントにおける対応する特徴量の分

布とを比較し，分類のための素性を抽出する．図 2，図 4

に示すように，アルコール摂取による特徴量分布への影響

（増加や減少）はユーザに依存するため，ここでは主に分布

間の距離を利用した素性抽出を行う．計算された距離は，

テストデータセグメントの歩行センサデータと素面時歩行

センサデータとの差異を表す．具体的には各特徴量につい

て以下の素性値を計算する．

• 平均距離：上述したように，エンドユーザの noalcohol

クラスに対応するいくつかの歩行センサデータセグメ

ントを事前に取得している（本稿においては 4つのセ

グメント）．事前に取得した各 noalcoholセンサデータ

セグメントの分布とテストデータセグメントの分布と

の距離を計算する．この素性値はその 4つの距離の平

均に相当する．

• 最長距離：4つの距離の最大値である．

• 最短距離：4つの距離の最小値である．

ただし，次の 2種類の距離計算に基づいて上記 3つの素性

値を計算する．

• カルバック・ライブラー（KL）ダイバージェンス：KL

ダイバージェンスとは，２つの確率分布 Pと Q間の

差を表す一般的に用いられる尺度のことである．確率

分布 Pと Qの KLダイバージェンス DKL(P ||Q)は

DKL(P ||Q) =

∫ ∞

−∞
p(x) log

p(x)

q(x)
dx (2)

と定義される．本稿ではガウス分布を用いているため，

p(x) = N(µ1, σ1)，q(x) = N(µ2, σ2)である．ただし，

µと σはそれぞれ平均値と分散値を表す．
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• 平均値の差：単純に平均値の差を用いる．すなわち 2

つの分布間において |µ1 − µ2|より求める．
またこれらの分布間の距離に加えて，各特徴量分布の分散

値についても同様に比較し，テストデータセグメントより

素性を抽出する．

• 分散値の差：事前に取得した noalcoholセンサデータ

セグメントの各特徴量分布の分散値の平均値との差異

を求める．

以上 7つの素性値（2× 3 + 1）を各特徴量より抽出する．

5.3 クラス分類

上述のように，noalcoholセンサデータセグメントと比

較することによって，テストデータセグメントから各素性

値を抽出する．次に，noalcoholクラスと alcoholクラスに

分類するため，抽出した素性値から C4.5決定木を作成す

る [10]．本研究では事前に用意した他ユーザから取得した

各素性値を訓練データとして，決定木のパラメータ学習を

行う．これにより，noalcoholクラスか alcoholクラスかの

分類に関する有用な素性情報を複数の他ユーザから学習す

ることが可能である．

6. 評価実験

提案するクラス分類手法を，“leave-one-subject-out”交

差検証を用いて評価を行う．すなわち，被験者 1人をエン

ドユーザとし，そのユーザから得られた歩行センサデータ

をテストデータ，残りの被験者から得られた歩行センサ

データを訓練データとして分類性能を求める交差検定手法

である．第 3 章で説明した手順により得られた歩行セン

サデータセグメントを用いて分類精度を計算する．また，

C4.5決定木を用いた比較用の簡易手法も用意する．この簡

易手法では，noalcoholセンサデータセグメントとの比較

は行わずに，素性値として各特徴量分布のパラメータ，す

なわち各特徴量分布の平均値と分散値を単純に用いる．こ

の簡易手法と提案手法における分類性能を比較することに

より，性能の評価を行う．

7. 結果

7.1 パフォーマンス

評価指標には，以下の式で表される適合率（precision）

と再現率（recall）の調和平均であり，分類性能の良さを表

すＦ値（F-measure）を用いる．

Fmeasure =
2 · precision · recall
precision+ recall

(3)

表 2に提案手法と簡易手法のそれぞれのクラス分類精度

を示す．提案手法では F値が 70%以上と高い精度を示し

た．また，提案手法の分類精度は簡易手法の分類精度を上

回った．これは，提案手法が歩行センサデータはユーザご

とに異なるという問題に対処するよう設計されているため

表 2 提案手法・簡易手法によるクラス分類精度 (%)

平均適合率 平均再現率 平均 F 値

2 クラス
提案手法 72.0 71.5 71.4

簡易手法 52.9 52.8 52.2

3 クラス
提案手法 40.9 40.7 40.3

簡易手法 31.7 31.5 31.0

簡易手法 提案手法

noalcohol noalcohol

n
o
a
l
c
o
h
o
l

n
o
a
l
c
o
h
o
l

a
l
c
o
h
o
l

a
l
c
o
h
o
l

alcohol alcohol

図 8 2 クラス分類における混同行列
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図 9 3 クラス分類における混同行列

だと考えられる．図 8に提案手法と簡易手法の混同行列

を示す．混同行列とはクラス分類の結果をまとめた表であ

り，行が実際のクラス，列が予測分類されたクラスを表す．

図 8の混同行列では，セルの色が濃いほど対応するクラス

に予測分類されたインスタンス（歩行センサデータセグメ

ント）数が多いことを示している．簡易手法で得られた結

果は，半数以上の noalcoholの歩行センサデータセグメン

トが誤って alcoholクラスに分類された．一方，提案手法

では noalcohol，alcoholクラス共に多数の歩行センサデー

タセグメントが正しく分類された．

7.2 3クラス分類

歩行センサデータセグメントを noalcohol，alcohol1，al-

cohol2の 3クラスへの分類を試みた．図 9に提案手法と

簡易手法によるクラス分類混同行列を示す．表 2，図 9が

示すように，3クラスの分類精度は非常に低く，alcohol1，

alcohol2のクラス分類を行うことは非常に困難であると考

えられる．図 3，図 4 に示すように，被験者によっては

alcohol1と alcohol2の分布に大きな違いはみられない．こ

れは被験者によってアルコールを摂取する量，アルコール

への耐性が違うことが要因であると考えられる．本研究で

はアルコール摂取時からの経過時間によって分類クラスの

設定をしたが，血中アルコール濃度などで分類クラスの設

定を行うことも考えられる．
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表 3 各被験者のクラス分類精度 (F 値 (%))

被験者 A B C D E F G H I

提案手法 61.9 61.9 50.0 100 100 73.3 27.3 73.3 87.3

簡易手法 87.3 73.3 33.3 61.9 56.4 73.3 33.3 36.5 20.0

被験者 J K L M N O P Q R

提案手法 73.3 73.3 56.4 73.3 73.3 61.9 73.3 100 27.3

簡易手法 20.0 20.0 50.0 27.3 33.3 73.3 73.3 20.0 56.4

7.3 被験者毎の結果

表 3に提案手法と簡易手法それぞれの各被験者の F値

を示す（２クラス分類の結果）．多くの被験者において，提

案手法の結果が大幅に簡易手法の結果を上回った．被験者

D，E，I，Qに関しては，提案手法において非常に高い精

度となった．この被験者らの歩行センサデータはアルコー

ル摂取の影響を大きく受けたと考えられる．一方で，被験

者 C，G，Rの分類精度は悪かった．第 3章では説明を省

いたが，酩酊時歩行センサデータを計測する際にお酒の摂

取量と，酩酊度合を 5段階評価（1：ほぼ素面，2：ほろ酔

い，3：酔い，4：飲みすぎ，5：泥酔）で自己申告しても

らった．被験者 Rは，アルコールを摂取し始めて１時間の

時点でビールをジョッキ１杯強のみしか摂取しておらず，

また，“2：ほろ酔い”と答えている．この被験者 Rのよう

に，アルコール摂取量が少なく，酔いの程度が低い場合に

は酩酊状態の検出は困難であると考えられる．分類精度は

エンドユーザのアルコール耐性，アルコール摂取量に依存

するであろう．しかし，被験者 D，E，Iはアルコール摂取

から 30分または 1時間経過の際に“1：ほぼ素面”または

“2：ほろ酔い”と回答しているが，提案手法によって正確

に歩行データセグメントを分類することができている．こ

の結果は，エンドユーザが酩酊を認識していない場合にお

いても，アルコール摂取の検出が可能であることを示して

しる．

8. おわりに

本稿では，ユーザの素面時歩行センサデータを用いたア

ルコール摂取を判別する新しい方法を提案した．提案手法

では，エンドユーザの酩酊時歩行センサデータを事前に収

集することなく，酩酊状態か否かを識別することができる．

現実的な環境を想定してポケットにセンサ（スマートフォ

ン）を挿入して歩行センサデータを収集したため，ポケッ

トの深さの違いや大きさの違いによりスマートフォンの揺

れ方がユーザによって異なる等不安定な状況であったと考

える．しかし，実際に取得したデータに対して酩酊状態に

固有の特徴を発見する提案手法を適用することで，良好な

識別性能を確認することができた．

今後の課題は，アルコール摂取量や体へ影響が及ぶまで

の時間等の関係を調べ，分類するクラス設定を検討するこ

とや，酩酊状態以外の歩行センサデータに影響を与える要

因（例えば，足の怪我，高熱等）についても調査すること

である．現在は，足首の捻挫を想定し，三角巾を用いて被

験者の足首を固定し歩行センサデータを計測している（こ

の歩行センサデータセグメントを injuredクラスと呼ぶ）．

素面時（健常時）と足首負傷時の時間軸歩行センサデータ，

加速度センサデータの分散の分布をそれぞれ図 10，図 11

に示す．図 10が示すように，足首負傷時の歩行センサデー

タの振れ幅は小さく，さらにピークの周期が長いことがわ

かる．また，図 11は足首負傷時の加速度センサデータの

分散値は素面時のものより小さい値を示している．以上の

分析より，負傷時の歩行センサデータを素面時歩行センサ

データを用いることで酩酊状態同様に識別できると考え

る．しかし，歩行センサデータがそれらの要因によってア

ルコール摂取と同様の影響を受けてしまうユーザの場合，

提案手法による検出精度は低下するであろう．アルコール

を摂取する時間，場所は時刻や GPSデータ（例えばレス

トランの位置を含む地図を用いる）などを用いてある程度

予測できるため，この問題の影響を低減することもできる

と考える．

noalcohol injured

図 10 被験者 F の加速度およびジャイロの時系列センサデータ

図 11 加速度分散値の分布 (被験者 F)
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