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概要：スマートフォン等の携帯センサデバイスを用いた行動認識を行う際には，主に教師あり学習を用い

るため，センサ情報と行動の種類を示す行動ラベルが対応付けられた事例データが必要である．しかし，

この対応付けは，センサ情報とともに取得された音声や動画を基にアノテーションツールなどを用いて手

作業で付けられることが多いため，時刻のずれが生じる可能性がある．本研究では，この時刻ずれに関わ

らず行動認識において精度よく機械学習をするための手法を提案する．提案手法では，元の行動ラベルを

前後にずらしたラベルを複製し，複数のラベルが与えられたマルチラベルの問題として学習を行う．加え

て，EMアルゴリズムによって教師データにおける学習を繰り返し行うという手法を提案する．この手法

を評価するために，単純ベイズフィルタ分類器を用いて，3種類の行動を判別する行動認識を行った．評

価では擬似的に作成された行動のシーケンスデータにおいて行動ラベルをずらしてゆき，提案手法によっ

て精度の改善が成されるのかを検証した．その結果，行動ラベルの時刻がずれている場合であっても，今

回の評価で作成された擬似的なシーケンスデータにおいてならば，提案手法を用いて行動認識の精度を最

大 47.8%向上させることが出来ることを確認できた．
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1. はじめに

近年，携帯センサデバイスを用いた人間の行動認識 [1][4]

の研究が盛んに行われており，スポーツや医療など様々な

分野での応用が期待されている．行動認識を行うためには，

多くの行動データを収集し，機械学習によって，個人差に

影響されない行動特有の特徴を見つけ，認識モデルを作成

する必要がある．この際，収集されたデータには「歩行」

や「直立」等の行動名のラベルが正確に付いている必要が

ある．通常の行動認識におけるラベル付は，行動情報の測

定と同時に行う場合と，行動情報計測と同時に映像データ
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や音声データを取得しておき，行動情報計測後，その音声

データ等を基にアノテーションツールを用いて行われるこ

とが多い．どちらの場合においても人の手によって行われ

るため，感覚の差により行動ラベルの付き方に時刻のずれ

が生まれ，認識精度が変わってしまったり，認識を行えな

い場合もある．本研究では，行動認識を行う際，計測した

行動情報に対応する行動ラベルに時刻のずれがある場合で

あっても，高精度な認識を行える手法を提案する．

提案する手法では，時刻のずれがあるラベルデータを基

に，機械学習を行い，特徴量における，与えられた各行動

の条件付き確率を求める．今回，機械学習における分類器

は単純ベイズフィルタを用いた．そしてその条件付き確率

を基に行動毎に特徴量を複製する．複製されたデータを再

び機械学習し，特徴量における，与えられた各行動の条件

付き確率を求める．この行程を EMアルゴリズムによって

収束させ，最終的に認識モデルを作成する．

その認識モデルを用いて行動認識を行い，提案手法が有

効であるか評価した．その結果，行動ラベルの時刻のずれ
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がある教師データで学習を行った場合，提案手法を用いる

ことで，最大で 47.8%の精度向上を確認できた．

以下 2章で関連研究について述べ，3章で提案手法につ

いて述べ，4章で評価方法について述べる．5章で評価の

結果とその結果についての考察を述べる．最後に 6章でま

とめる．

2. 関連研究

携帯センサを用いた行動認識手法は，文献 [1]以来非常

に多くの研究がなされてきたが，教師あり機械学習に基づ

く場合には，教師情報であるラベル情報の不完全や不正確

さが問題となってきた．このため，ラベルありデータだけ

ではなくラベルなしデータも学習に用いる半教師あり学習

手法 [5]の利用が提案されている [8]．文献 [9]では，基本

的な半教師あり学習である Self-trainingと Co-trainingを

用いて，ラベルなしデータにもラベルを与えて行動認識を

行っている．文献 [6]は，行動認識におけるラベルありお

よびラベルなしデータを用いて特徴量を多次元固有空間に

射影する関数を生成し，次にラベルありデータについて射

影後の空間において SVMによる教師あり学習を行ってい

る．ラベルなしデータの特徴も学習結果に反映させること

が可能となる．これらの研究は不完全なラベルを用いる点

では我々と同じであるが，時刻のずれを考慮したものでは

ない．

文献 [10]では，マルチインスタンス学習，つまり一つの

ラベルが一つのサンプルに対応するのではなく，一つのラ

ベルが複数のサンプル集合に対応できるような機械学習手

法を用いて，全てのデータにラベルが与えられなくともよ

い学習手法を SVMの改良により提案している．マルチイ

ンスタンス学習については文献 [12]に紹介されているが，

サンプル集合に与えられるラベルはその集合に一つ以上存

在するという仮定を持ったものである．

文献 [15]では，ラベルの時刻は与えられない代わりに順

序のみが与えられた場合にも学習できる行動認識手法を提

案している．この手法では，教師なしの手法を用いてセグ

メンテーション，クラスタリングを行った後，教師あり学

習結果とラベルの DPマッチングにより正解ラベルを求め

る．この手法は行動の時刻が分からず順序のみが分かって

いる場合には有効だが，我々のように行動ラベルの時刻の

ずれはあるものの特定の時刻にラベルをつけたい要求には

答えることができない．

マルチラベル学習は，一つの学習サンプル (以下サンプ

ル)に複数のラベルや構造化されたラベルを許容する機械

学習のことであり，文献 [11]や文献 [12]に紹介されている

が，我々はその中でも，

• 一つのサンプルにラベルは複数与えられてよいが，そ
の中で真のラベルは 1つしかない

という特別な想定を持ったマルチラベル学習に着目する [7]．

この手法は，初期マルチラベル集合が全て確率的に与えら

れたとして機械学習，つまりモデルパラメータの推定 (M

ステップ)を行い，そのモデルを用いて今度は学習データ

のラベルの確率分布を推定する（Eステップ），というス

テップを繰り返す EMアルゴリズムである．文献 [2]では

同様の問題を損失関数の凸計画問題として解いており，映

像の人物ラベリングに適用している．我々は文献 [7]の手

法を利用し，時系列データにおける時刻ずれをこの問題に

変換することで解決をはかる．

文献 [3]は，文献 [7]の手法を自然言語処理で良く用い

られる条件付き確率場（CRF)に拡張し，系列データにノ

イズの乗った，つまり複数のラベル候補が与えられたとし

ても学習可能な手法を用いている．この研究は文献 [7]の

手法を系列データに拡張している点では我々と同じだが，

我々のようにラベルの時刻のずれを想定しているわけでは

なく，複数人が 1サンプルのデータに複数のラベルが与え

られることを想定している点が我々と異なる．

上述したマルチインスタンス学習では通常，文献 [7]の

ように 1サンプルに複数のラベルがつくことは仮定してい

ない．しかしながら文献 [10]では，経験サンプリングにお

いて複数のラベルが与えられた場合についても対応できる

ように手法を改良している，この際に繰り返しを用いてラ

ベルの無いサンプルにラベルを与えながら収束するやり方

は我々と同様である．ただし，文献 [7]のように確率的な

アプローチではなく決定的なアプローチである．また，ラ

ベルが経験サンプリングにより定期的に与えられるため，

我々のように時刻のずれ具合を考慮した手法ではない．

3. 提案手法

本節では，時刻がずれている可能性があるデータをマル

チラベル問題に変換する方法および，マルチラベル問題の

解法，またその中で行われる平滑化について述べる．

3.1 入力データのマルチラベル問題への変換

想定する入力データは，携帯センサから得られる加速度

などのセンサデータおよびラベルの系列情報である．セン

サデータは，一般の行動認識手法と同様に，時間窓をとっ

て特徴量ベクトル (以下特徴量)を計算するものとする．

以下では，離散時間 tにおける特徴量 x⃗tとラベル ytが，

(x⃗t, yt)

と与えられているものとする．ただし t = 1, 2, · · · , nと
する．このとき，それぞれの tに対して，以下のようにマ

ルチラベル集合 St を生成する．

St := {yt′ |t− α ≤ t′ < t+ α}

ただし αはパラメータ定数とする．
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この式は，与えられたラベルよりも αだけ時間に幅を持

たせてラベルを与えることに相当する．ある時刻 tから見

たら，その前後 α以内に与えられたラベルも候補となり，

このようなラベルは複数あり得るが，実際には 1種類の行

動であることをここでは想定するため，文献 [7]と同様の

マルチラベル学習の問題となる．

3.2 マルチラベル問題の解法

前節でマルチラベル問題に変換された学習データに，文

献 [7]の手法を適用する．文献 [7]ではKLダイバージェン

スを用いて EMアルゴリズムの定式化がなされているが，

ここでは処理の手続きのみを簡潔に述べる．

前節より，以下のようなマルチラベルデータが与えら

れる．

(x⃗t, St) t = 1, 2, · · · , n

これに対し，以下のような手続きを行う．

( 1 ) t = 1, 2, · · · , nに対して，St 中のラベルがすべて与え

られたと仮定して、単一ラベルの学習データを作成す

る．つまり，St = {y(1)t , y
(2)
t , · · · , y(mt)

t }に対して

(x⃗t, y
(j)
t ) j = 1, 2, · · · ,m

を生成する．

( 2 ) Mステップ: 学習データから機械学習によりモデル f

を得る．

( 3 ) Eステップ: そのモデル f を使って，t = 1, 2, · · · , nに
おける x⃗t に対して推定を行い、推定ラベルの確率分

布 p(y|t) = f(x⃗t)を求める．

( 4 ) (1)と同様に単一ラベルの学習データを作成する．こ

のとき，推定ラベルの確率分布に比例してサンプル数

を増やす．つまり，各 tおよび各 yに対して，

(x⃗t, y)の個数 ∝ p(y|t)

となるようにする．これを次のステップの学習データ

とする．

( 5 ) 収束するか変化が非常に小さくなるまで (2)-(4)を繰

り返す．

これらは EMアルゴリズムとして定式化されているため，

Jensenの不等式により局所解に収束することが示される．

上記の手法を，以下では EM法と呼ぶことにする．EM

法の流れを図 1にまとめる．また，比較のために，ステッ

プ (3)までを行ったあと，最尤法により行動を推定したも

のを Non-EM法と呼ぶ．

3.3 平滑化

前節のやり方は時系列に特化しない手法だが，時系列を

考慮して，前後のラベルを元に平滑化を行うことで，精度向

上が期待できる．前節の手続きにおいてステップ (3)の後，

図 1 マルチラベルの解法 (EM 法の流れ)

以下の式で平滑化を行う．各時刻 tにおいて yt−1 = yt+1

ならば，

yt ← yt−1

とする．つまり，前後のラベルが一致すれば，その時刻の

ラベルも同じものとする．

ただしこの平滑化手法には問題がある．この平滑化の手

法ではラベルの前後のみしか考慮しないため，誤った認識

結果が 2つ以上並んでいる場合は平滑化が行われない．手

法についての説明を可視化したものを図 2に示す．

図 2 平滑化について

次節の評価においては，この平滑化を行った場合と行っ

ていない場合を比較する．

4. 評価

教師データの行動ラベルの時刻がずれていた場合，提案

手法を用いることで，正確なラベルに基づく認識に近い認

識ができるかを調べるために評価実験を行った．3種類の
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行動からなるデータセットを結合し，人工的なシーケンス

データを作成した．そのシーケンスデータを用いて行動認

識を行い，その正解率を評価した．解析の為のプログラム

は統計解析ソフト Rで作成し，機械学習の分類器は単純ベ

イズフィルタを用いた．

4.1 データセット

HASC Challenge*1[13][14]において測定された 3種類の

行動データを結合し，擬似的なシーケンスデータを作成し，

これを使用した．使用したデータは，成人男性の直立，歩

行，走行の 3種類の行動の 3軸加速度データである．結合

した順番は直立，歩行，走行である．実験用のデータは 10

人分 (10ファイル)あり，さらにそれぞれ 5回分のデータを

持っている．つまり各行動毎に 50ファイル存在する．各

行動の時間は 20秒間である．データの詳細を表 1 に示す．

表 1 測定データ詳細

被験者 20 代男性

人数 10 人

測定場所 野外 (アスファルト)

各測定回数 5 回

測定機器 ipod touch(第 4 世代)

測定データ 3 軸加速度

取り付け位置 右ポケット

周波数 100Hz

行動の種類 直立，歩行，走行

各行動の時間 20 秒

4.2 特徴量抽出

第 4.1節のデータから特徴量を抽出した．使用する値は

3軸加速度の合成値で，幅 2秒の時間窓を取り，時間窓内

の平均値，分散値，エネルギーを特徴量とした．時間窓は

時間軸に平行に 0.5秒ずつずらした．データから得た特徴

量の詳細をまとめたものを表 2 に示す．

表 2 特徴量詳細

加速度 3 軸の合成値

時間窓幅 2 秒

時間窓ずらし幅 0.5 秒

特徴量 時間窓毎の平均，分散，エネルギー

3軸を合成した理由は，測定時の端末の取り付け位置が

固定されていなかったためである．

4.3 評価方法

提案手法の有用性を評価するために，以下の 3種類の場

合について，行動ラベルの時刻がずれた教師データを用い

て機械学習を行い，推定モデルを作成した際の認識精度の

*1 http://hasc.jp/

変化を比較した．

• Naive法

既存の単純ベイズフィルタ分類器を用いた機械学習に

よる行動認識．

• Non-EM法

第 3.2節で述べた提案手法に従って，行動ラベルを前

後にずらしてラベルを複製した上で各行動における条

件付き確率を特徴量に追加し，機械学習を行う．

• EM法

Non-EM 法と同様に提案手法に基づき機械学習を行

う．ただし結果が収束するまで提案手法を繰り返す．

4.3.1 評価データ

第 4.1節で述べたデータセットにおいて，各行動 50ファ

イルからランダムに 1つずつ選択し，3種類の行動を結合

させ人工的なシーケンスデータを作成し，これをテスト

データとした．そして残りの 49ファイル× 3行動分を 1

つに結合させ，人工的なシーケンスデータとし，これを学

習データとした．

ここでデータをランダムに選択するため，機械学習によ

る認識精度に問題はないか，行動ラベルの時刻がずれてい

ない正解のラベルを与えた場合において既存の手法による

機械学習を行うことで確認した．単純ベイズフィルタ分類

器を用いて作成した学習データから推定モデルを生成し，

テストデータに適用させ，3種類の行動の認識精度を調べ

た．100回試行し，認識の平均正解確率と標準偏差を取っ

たところ，平均正解率 98.2(%)，標準偏差 5.3となり，評

価を行う上で問題ないと判断した．

4.3.2 行動ラベルのずれ

第 1章で述べたとおり，行動認識を行う際のラベル付は

人の手によって行われるため時刻のずれが生じてしまう．

今回の評価実験ではこの時刻のずれを意図的に発生させ，

時刻のずれの大きさによる認識精度の低下，及び提案手法

によるその改善度合を確認する．

学習に用いるデータは 49ファイルの行動データを 3行

動分結合した擬似的シーケンスデータであり，1つのファ

イルの行動時間が約 20秒であるため，980秒の行動× 3種

類の約 2940秒のシーケンスデータということになる．こ

のデータにおける行動ラベルを 75秒単位で合計 10回ずら

してゆき，認識精度の変化を Naive法，Non-EM法，EM

法において比較した．

4.3.3 平滑化の適用

第 3.3節で述べた平滑化の手法をNaive法，Non-EM法，

EM法に置いてそれぞれ適応し，適応しなかった場合と比

較して認識精度がどれほど変化するのか確認した．
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4.4 結果

評価実験の結果を，縦軸に正解率 (%)，横軸にずらし幅

(75秒単位)をとってグラフをにすると図 3のようになる．

ここで x軸が 0(時刻のずれが 0)の場合は正しいラベルが

与えられた場合である．
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図 3 ずらし幅毎の正解率の推移

以上の結果より，行動ラベルの時刻がずれていると認識

精度は下がるが，提案手法を用いれば認識精度の低下を緩

和し，時刻のずれが大きい場合においても高精度な行動認

識が可能となることがわかる．行動ラベルの時刻のずれが

450秒である時，既存の手法である Naiveに比べて提案手

法を用いた EM では 47.8%もの精度向上が見られる．ま

た，わずかではあるが，行動ラベルの時刻のずれ幅が小さ

い場合は平滑化を行うことにより認識精度が改善されてい

ることがわかる．平滑化による認識精度改善の変化を表 3

に示す．表 3における手法は紙面の都合上省略したものを

示している．Na→ Naive法，No→ Non-EM法，EM→

EM法であり，-sがついたものが平滑化手法を適用した場

合である．

表 3 平滑化による認識精度の変化 (%)

ずれ Na Na-s No No-s EM EM-s

75 (s) 100 100 100 100 100 100

150 (s) 100 100 100 100 100 100

225 (s) 99.1 100 100 100 100 100

300 (s) 92.8 92.8 100 100 100 100

375 (s) 55 55.9 91.9 93.7 99.1 100

450 (s) 47.7 47.7 62.2 63.1 95.5 96.4

525 (s) 39.6 38.7 51.4 53.2 83.8 84.7

600 (s) 34.2 33.3 36 35.1 48.6 47.7

675 (s) 33.3 33.3 33.3 33.3 34.2 33.3

750 (s) 33.3 33.3 33.3 33.3 33.3 33.3

4.4.1 EMアルゴリズムによる精度の改善

今回の評価実験において，EMアルゴリズムによって精

度がどのように収束していくのかを調べた．変化をまとめ

たを表 4に示す．表の各値は各場合における行動認識の正

解率 (%)である．

表 4 EM アルゴリズムによる精度の変化 (%)

ずれ＼繰り返し 0 回 1 回 2 回 3 回 4 回 5 回

75 (s) 100 100 100 100 100 100

150 (s) 100 100 100 100 100 100

225 (s) 99.1 100 100 100 100 100

300 (s) 92.8 100 100 100 100 100

375 (s) 55 91.9 99 99.1 99.1 99.1

450 (s) 47.7 62.2 95.5 95.5 95.5 95.5

525 (s) 39.6 51.4 84.7 83.8 83.8 83.8

600 (s) 34.2 36 36 42.3 48.6 48.6

675 (s) 33.3 33.3 33.3 33.3 33.3 34.2

750 (s) 33.3 33.3 33.3 33.3 33.3 33.3

表 4において，繰り返し回数 0回がNaive法による認識，

繰り返し回数 1回が Non-EM法による認識を示している．

今回の実験では EMアルゴリズムは 5回繰り返されたが，

故意に 6回目の学習を行った場合，認識された行動ラベル

のデータから，5回目まではほぼ正常に認識されていた走

行の行動ラベルが消失してしまった．

5. 考察

提案手法によって，行動ラベルの時刻がずれていた場合

においても，正しいラベルを与えたに場合に近い精度で行

動認識を行うことが出来ることがわかった．本節では評価

実験の結果とその結果を踏まえた上での今後の課題を考察

する．

5.1 平滑化

実験により，平滑化を行うことで認識精度を向上させる

ことが出来ることがわかったが，今回提案した平滑化の手

法では不十分であることがわかった．図 2に示すように今

回提案した平滑化手法ではラベルの前後のみしか考慮しな

いため，誤った認識結果が 2つ以上並んでいる場合は平滑

化が行われない．つまり精度が良くない場合，誤った認識

結果は 2つ以上並んでいることが多いということである．

そのため今回の実験では平滑化による精度向上は微々たる

ものであったと考える．

今後平滑化を行う方法として，平滑化範囲の拡大を考え

ている．前後のラベルを考慮し，平滑化させる中心のラベ

ルの範囲を，前後のラベルの長さに対応させて広げる．ど

の程度広げるかは今後精度を比較しながら検討する．

5.2 EMアルゴリズムの繰り返し

今回の実験では EMアルゴリズムの繰り返し回数は 5回
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であったが，4.4.1節における EMアルゴリズムの収束状

況を見てみると，3回目以降の繰り返しではあまり精度の

向上が見られない．今回は約 3000秒の行動データであり，

特徴量も 3種類だけであったが，さらに長時間のデータで

あったり，特徴量が増えることで機械学習の時間は増大す

る．そのため，解析作業を円滑に進める為，しきい値をさ

らに低く設定する必要があると考える．どの程度の値が適

切か今後調べてゆく．

また今回の実験で，故意に EMアルゴリズムによる学習

を必要以上に行った場合，認識された行動ラベルのデータ

から「走行」の行動ラベルが消失してしまった．これは過

学習によるものだと考えており，このような場合も考慮し

たアルゴリズムを作成する必要がある．

5.3 データの種類

現在は提案手法の評価の為，理想的な行動データとして

3種類の行動を結合した擬似的なシーケンスデータによっ

て行動認識を行っているが，より実用的な行動認識におい

ても提案手法が有用であることを証明するため，今後は多

様なデータにおいて提案手法による精度改善を検証してい

く必要がある．現在考えられる方向性は以下の 3種類であ

る．

• 行動の種類を増やす
評価に使用している行動は 3種類だけであるが，行動

認識の研究においてはさらにたくさんの行動の種類を

扱っているので，認識する行動を増やしていく必要が

ある．現時点で追加する行動として考えている者は，

スキップ，階段を上る，階段を下りる，の 3種類であ

る．

行動を増やして実験を行う際には特徴量の取り方を考

慮しなくてはならない．行動が増えるほど，似た特徴

を持つ行動が出てくるため，それらを区別できる適切

な特徴量を設定する必要があるためである．

• 実際に連続して測定されたシーケンスデータを用いる
今回使用したシーケンスデータは 3 種類の行動デー

タを結合させた擬似的なものである．実際の行動認識

では行動の変わり目など，別に考慮すべき点があるた

め精度も変化すると考えられる．そのため実際に連続

して計測されたシーケンスデータによる実験が必要で

ある．

• 行動ラベルの時刻のずれ方を変化させる
第 4.3.2節で述べたように，今回の実験では，図 4の

ようにデータ全体において行動ラベルが並行移動した

場合のみの評価であったが，実際にラベル付を行った

場合は図 5に挙げられる様に不規則な時刻のずれ方を

する場合が多い．このようなラベルの時刻のずれでの

評価も行っていく必要がある．

図 4 今回評価したラベルの時刻のずれ方

図 5 多様なラベルの時刻のずれ方の例

6. まとめ

本稿では，スマートフォン等の携帯センサデバイスを用

いた行動認識を行う際に，行動名のラベルが時刻的にずれ

ていた場合であっても，高精度な認識を行う手法を提案し，

条件付き確率を基に各行動の特徴量を複成し，EMアルゴ

リズムによって収束させる方法を示した．

評価実験により，「歩行」「直立」「走行」の 3種類の行動

において，行動ラベルの時刻がずれていた場合であっても，

提案手法によって高精度の行動認識を行うことが出来るこ

とがわかった．また EMアルゴリズムによって，行動認識

の精度が高くなっていくことを確認することが出来た．し

かし評価実験において，EMアルゴリズムによる機械学習

の繰り返しが処理時間を大幅に増やしていたため，今後は

収束のしきい値を考える．

また行動認識の精度を向上させる方法として，平滑化の

手法を提案したが，今回の手法では大幅な精度向上は見ら

れなかったので，別の手法を検討する．

今回はHASC Challenge2013の行動データを結合した擬

似的なシーケンスデータを用いたが，今後は実際に連続し

て測定された行動データや，行動の種類を増やすなどして

認識の応用を広げてゆく．

また我々は熊本にある済生会熊本病院と連携し，1年間

にわたり大規模な行動データの収集実験を行っており，約

7,400時間の実際の看護活動と，ラベル付けした 41の行動
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クラスに分類した 5,964個の行動データを保有している．

医療の場で看護師の行動を認識し，業務の効率化を目的に

行動認識の研究がなされているが，長時間かつ大量のデー

タであるので，ラベル付が不十分である．このデータセッ

トにおいても提案手法を利用する方法を考慮しながら研究

を進める．
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