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uLSIF を用いた事例への重み付けによる

語彙曖昧性解消の領域適応

新納 浩幸1,a) 菊池 裕紀1,b) 佐々木 稔1,c) 古宮 嘉那子1,d)

概要：本論文では語義曖昧性解消の教師なし領域適応の問題に対して，ソース領域の訓練事例に重みをつ

けた重み付き学習を利用する．事例の重みを算出するために，ターゲット領域に対するソース領域の確率

密度比を直接モデル化する uLSIF を用いる．また uLSIF では，通常，基底関数にガウスカーネルを利用
するが，本論文では線形カーネルを利用する．また重み付き学習では，通常，ロジスティック回帰や最大

エントロピー法を用いるが，ここでは SVM を利用する．その上で確率密度比が極端に小さい，あるいは
大きい事例のみに重みを与える方法を提案する．
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1. はじめに

本論文では語義曖昧性解消の教師なし領域適応の問題に

対して，ソース領域の訓練事例に重みをつけた重み付き学

習を利用する．

自然言語処理の多くのタスクで教師付き学習が利用され

ているが，そこでは訓練データとテストデータの領域が

異なるという領域適応の問題が生じている [13][8]．例えば

「ゴルフ」という単語には sport と car の意味があり，その

語義曖昧性解消を考えた場合，学習元のコーパスがスポー

ツ記事であれば主に sport と判定される規則が学習される

が，その規則を車の記事に適用すると誤る場合が多いとい

う問題である．このような領域適応の問題に対する手法に

は，大きく分けて事例ベースの手法と素性ベースの手法が

存在する [12]．素性ベースの手法では，概略，ソース領域

の素性空間をターゲット領域に合うように変換する [3][1]

[10][11][4]．また事例ベースの手法では，概略，訓練事例に

重みをつけて重み付き学習を行う [5][18]．本論文では事例

ベースの手法を利用する．

事例ベースの手法ではソース領域とターゲット領域間に
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共変量シフトを仮定することが多い．今，事例を x，クラ

スを cとしたとき，領域適応は PT (c|x)を求めることで解

決できる．共変量シフトとは PS(c|x) = PT (c|x)であるが

PS(x) 6= PT (x)という仮定である．自然言語処理ではある

領域で出現した文が他の領域で出現しても，その文自体の

意味が変化することは稀であるため，通常，自然言語処理

のタスクでは成立している仮定である．そして共変量シフ

ト下では xの確率密度比 w(x) = PT (x)/PS(x)を重みと

して，重み付き対数尤度を最大化するパラメータを求める

ことで，PT (c|x)を構築するアプローチが取られる [14]．

確率密度比 w(x)の算出方法は，PT (x) と PS(x)をそ

れぞれモデル化して求めその比を取る方法と，w(x)を直

接モデル化する方法が存在する [20]．前者の研究としては

Jiang の研究 [5]と齋木の研究 [21]があるが，自然言語処

理のタスクでは後者の手法は試みられていない．本論文で

は後者の手法として uLSIF を利用する [6]．uLSIF は，概

略，b個の基底関数 ψl(x)を設定し，その線形和で w(x)を

モデル化する．

w(x) =
b∑

l=1

αlψl(x)

また基底関数 ψl(x)には，通常，ガウスカーネルが利用さ

れる．このためガウスカーネルの幅 σがパラメータとして

増える．本論文では基底関数に自然言語処理では一般に利

用される線形カーネルを利用する．これによってパラメー

タ σが省かれ，より適切な確率密度比が推定できる．
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本論文で扱うタスクは語義曖昧性解消の領域適応である．

語義曖昧性解消の場合，対象単語毎に w(x)をモデル化す

る必要がある．またターゲット領域の対象単語毎の用例の

数は少ないため，確率密度比の算出はより困難である．こ

のため重み付き学習には通常の重み付き対数尤度の最大化

ではなく，重み付き SVM を利用する．更に，事例毎の細

かな重みではなく，重みが極端に小さい事例と極端に大き

い事例だけに重みを与える手法を提案する．

実験では現代日本語書き言葉均衡コーパス（Balanced

Corpus of Contemporary Written Japanese, BCCWJ [7]）

における 3つの領域 OC (Yahoo! 知恵袋) ，PB (書籍) 及

び PN (新聞) を利用する．SemEval-2 の日本語 WSD タ

スク [9]ではこれらのコーパスの一部に語義タグを付けた

データを公開しており，そのデータを利用する．すべての

領域である程度の頻度が存在する多義語 16単語を対象に

して，WSD の領域適応の実験を行う．領域適応としては

OC→ PB，PB→ PN，PN→OC，OC→ PN，PN→ PB，

PB→ OC の計 6通りが存在する．結果 16× 6 = 96通り

のWSD の領域適応の問題に対して実験を行った．その結

果，線形カーネルと重み付き SVM を利用する効果および

重みが極端に小さい事例と極端に大きい事例だけに重みを

与える提案手法の効果を確認できた．

2. 共変量シフト下の領域適応

対象単語 wの語義の集合を C，また wの用例 x内の w

の語義を cと識別したときの損失関数を l(x, c, d)で表す．

d は w の語義を識別する分類器である．PT (x, c) をター

ゲット領域上の分布とすれば，本タスクにおける期待損失

L0 は以下で表せる．

L0 =
∑
x,c

l(x, c, d)PT (x, c)

また PS(x, c) をソース領域上の分布とすると以下が成立

する．

L0 =
∑
x,c

l(x, c, d)
PT (x, c)
PS(x, c)

PS(x, c)

ここで共変量シフトの仮定から

PT (x, c)
PS(x, c)

=
PT (x)PT (c|x)
PS(x)PS(c|x)

=
PT (x)
PS(x)

となり，w(x) = PT (x)/PS(x)とおくと以下が成立する．

L0 =
∑
x,c

w(x)l(x, c, d)PS(x, c)

訓練データをD = {(xi, ci)}N
i=1とし，PS(x, c)を経験分

布で近似すれば，

L0 ≈ 1
N

N∑

i=1

w(xi)l(xi, ci, d)

となるので，期待損失最小化の観点から考えると，共変量

シフトの問題は以下の式 L1 を最小にする dを求めればよ

いことがわかる．

L1 =
N∑

i=1

w(xi)l(xi, ci, d) (1)

分類器 dとして以下の事後確率最大化推定に基づく識別

を考える．

d(x) = arg max
c

PT (c|x)

また損失関数として対数損失 − log PT (c|x) を用いれば，

式 (1)は以下となる．

L1 = −
N∑

i=1

w(xi) log PT (ci|xi)

つまり，分類問題の解決に PT (c|x,λ)のモデルを導入する

アプローチを取る場合，共変量シフト下での学習では，確

率密度比を重みとした以下に示す重み付き対数尤度 L(λ)

を最大化するパラメータ λを求める形となる．

L(λ) =
N∑

i=1

w(xi) log PT (ci|xi,λ) (2)

モデルとしては以下の式で示される最大エントロピー法

が用いられる．

PT (c|x,λ) =
1

Z(x, λ)
exp




M∑

j=1

λjfj(x, c)


 (3)

x = (x1, x2, · · · , xM ) が入力，c がクラスである．関数

fj(x, c)は素性関数であり，実質 xの真のクラスが cのと

きに xj を返し，そうでないとき 0 を返す関数に設定され

る．Z(x,λ)は正規化項であり，以下で表せる．

Z(x, λ) =
∑

c∈C

exp




M∑

j=1

λjfj(x, c)


 (4)

そして λ = (λ1, λ2, · · · , λM ) が素性に対応する重みパラ

メータとなる．

3. 確率密度比の算出

確率密度比w(x) = PT (x)/PS(x)の算出法は大きく 2つ

に分類できる．1つは PS(x)と PT (x)を各々推定し，その

比を取る手法であり，もう 1つは w(x)を直接モデル化す

る手法である [20].

ここでは論文 [6]において提案された拘束無し最小二乗

重要度適合法 (unconstrained Least-Squares Importance

Fitting, uLSIF) を利用する．

3.1 uLSIF による算出

ソース領域内のデータを {xs
i}Ns

i=1，ターゲット領域内の

データを {xt
i}Nt

i=1とする uLSIF では確率密度比 w(x)を以
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下の式でモデル化する．

w(x) =
b∑

l=1

αlψl(x)

= α ·ψ(x)

た だ し こ こ で ，α = (α1, α2, · · · , αb)，ψ(x) =

(ψ1(x), ψ2(x), · · · , ψb(x)) である．また αl は正の実

数であり，ψl(x)は基底関数と呼ばれるソース領域のデー

タ xから正の実数値への関数である．uLSIF では，概略，

自然数 bと基底関数 ψ(x)を定めた後に，パラメータ αを

推定する手順をとる．

説明の都合上，bと ψ(x)が定まった後のαの推定を先に

説明する．w(x)のモデルを ŵ(x)とおくと，パラメータ αl

を推定するには，w(x)と ŵ(x)の平均 2乗誤差 J0(α)を最

小にするような αを求めれば良い．w(x) = PT (x)/PS(x)

に注意すると，J0(α) は以下のように変形できる．

J0(α) =
1
2

∫
(ŵ(x)− w(x))2PS(x)dx

=
1
2

∫
ŵ(x)2PS(x)dx−

∫
ŵ(x)w(x)PS(x)dx

+
1
2

∫
w(x)2PS(x)dx

=
1
2

∫
ŵ(x)2PS(x)dx−

∫
ŵ(x)PT (x)dx

+
1
2

∫
w(x)2PS(x)dx

3項目の式は定数なので，J0(α)を最小にするには，以

下の J(α)を最小にすればよい．

J(α) =
1
2

∫
ŵ(x)2PS(x)dx−

∫
ŵ(x)PT (x)dx

J(α)を経験分布で近似した Ĵ(α)は以下となる．

Ĵ(α) =
1

2Ns

Ns∑

i=1

ŵ(xs
i )

2 − 1
Nt

Nt∑

j=1

ŵ(xt
j)

=
1
2

b∑

l,l′=1

αlαl′

(
1

Ns

Ns∑

i=1

ψl(xs
i )ψl′(xs

i )

)

−
b∑

l=1

αl


 1

Nt

Nt∑

j=1

ψl(xt
j)




=
1
2
αT Ĥα− ĥT α (5)

ここで Ĥ は b × bの行列であり，その l 行 l′ 列の要素

Ĥl,l′ は以下である．

Ĥl,l′ =
1

Ns

Ns∑

i=1

ψl(xs
i )ψl′(xs

i )

また ĥは b次元のベクトルであり，その l次元目の要素 ĥl

は以下である．

ĥl =
1
Nt

Nt∑

j=1

ψl(xt
j)

Ĵ(α)の最小値を求める際に正則化を行う．このとき付

加する正則化項を L2 ノルムに設定し，α > 0の条件を外

して，以下の最小化問題を解く．ここでパラメータ λが導

入されることに注意する．λは基底関数を設定する際に決

められる．

min
α

[
1
2
αT Ĥα− ĥT α +

λ

2
αT α

]

この最小化問題は制約のない凸 2 次計画問題であるため

に，唯一の大域解が得られる．その解は以下である．

α̃ = (Ĥ + λIb)−1ĥT (6)

最後にα > 0の条件に合わせるように，以下の調整を行う．

α̂ = ((max(0, α̃1),max(0, α̃2), · · · , max(0, α̃b))

= max(0b, α̃) (7)

パラメータ bと基底関数の設定であるが，まず，bにつ

いては以下で設定する．

b = min(100, Nt)

次にターゲット領域のデータから重複を許さずに b個の点

をランダムに取り出す．それらの点を {xt
j}b

j=1 とおく．そ

して基底関数 ψl(x)を以下のガウスカーネルで定義する．

ψl(x) = K(x, xt
l) = exp

(
−||x− xt

l ||2
σ2

)

以上より，確率密度比を求めるために残されているパ

ラメータは正則化項の係数 λとガウスカーネルの幅 σ の

2つである．これらのパラメータはグリッドサーチの交差

検定で求める．まずソース領域のデータとターゲット領域

のデータをそれぞれ交わりのない R個の部分集合に分割

する．それらの部分集合の中で r 番目の部分集合を除き，

残りを結合した集合を作る．それらを新たなソース領域の

データとターゲット領域のデータと見なす．そして λと σ

をある値に設定し，式 (6)と式 (7)より αを求め，式 (5)

より Ĵ(α)(r)の値を求める．rを 1 から Rまで変化させる

ことで，R個の Ĵ(α)(r) の値が求まり，それらを平均した

値を λと σに対する Ĵ(α)の値とする．次に λと σを変化

させ，上記手順で得られる Ĵ(α)の値が最小となる λ̂と σ̂

を求め，これを λと σの推定値とする．

3.2 線形カーネルの利用

本論文では，uLSIF の基底関数にガウスカーネルではな

く線形カーネルを利用することを提案する．

ψl(x) = K(x, xt
l) = x · xt

l
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表 1 対象単語

単語 辞書上の OC での OC での PB での PB での PN での PN での

語義数 頻度　 語義数 頻度　 語義数 頻度　 語義数

言う 3 666 2 1114 2 363 2

入れる 3 73 2 56 3 32 2

書く 2 99 2 62 2 27 2

聞く 3 124 2 123 2 52 2

子供 2 77 2 93 2 29 2

時間 4 53 2 74 2 59 2

自分 2 128 2 308 2 71 2

出る 3 131 3 152 3 89 3

取る 8 61 7 81 7 43 7

場合 2 126 2 137 2 73 2

入る 3 68 4 118 4 65 3

前 3 105 3 160 2 106 4

見る 6 262 5 273 6 87 3

持つ 4 62 4 153 3 59 3

やる 5 117 3 156 4 27 2

ゆく 2 219 2 133 2 27 2

平均 3.44 148.19 2.94 199.56 3.00 75.56 2.69

一般に，高次元への非線形空間への写像はガウスカーネ

ルなどが利用されるが，本論文で扱うタスクでは次元数に

比べて事例数が極端に小さいために，高次元に写影する必

要がなく線形カーネルで十分である．

また事例数が少ないために，uLSIF で必要となるパラ

メータ bも b = min(100, Nt)ではなく，b = Nt として問

題ない．

3.3 特殊事例のみへの重み付け

語義曖昧性解消の領域適応では，確率密度比のモデルを

対象単語毎に構築する必要がある．また対象単語の用例は

ソース領域，ターゲット領域の両方において，その次元数

に比べると非常に少ない．このため推定された確率密度比

は真の値よりも小さくなる傾向がある．このため推定され

た確率密度比を 1 に近づけることが提案されている．杉山

は確率密度比 rに p（0 < p < 1）乗した rpを重みにするこ

とを提案している [19]．また Yamada は relative density

ratio として確率密度比を以下の相対確率密度比で求める

ことを提案してる [16]

PT (x)
αPT (x) + (1− α)PS(x)

.

ここではほとんどの事例の重み 1 を 1.1 にし，推定され

た確率密度比が極端に小さいものに 0.1，極端に大きいも

のに 2.1 を与えることを提案する．

「極端に小さいあるいは大きい」の判定は以下の手順に従っ

た．まず得られている確率密度比の集合をW = {wi}N
i=1

とする．W の平均を µ，分散を σ2 とし，wi を以下で正規

化する．

w′i =
wi − µ

σ

W を正規分布と仮定し，w′iが上位 20%の分位点 0.84より

も大きな場合に wi を 2.1 とし，下位 20% の分位点 −0.84

よりも小さな場合に wi を 0.1 とし，それ以外の場合に wi

を 1.1 とする．

4. SVM による重み付き学習

共変量シフト下の学習では確率密度比を重みとした重み

付き学習を行う．通常はロジスティック回帰や最大エント

ロピー法が用いられるが，損失関数ベースの学習法であれ

ば利用することができる．

ここでは不均衡データに対する SVM の手法 [15]を利用

する．訓練データを {(xi, yi)}N
i=1（xi ∈ Rd, yi ∈ {1,−1}）

とするとき，SVM は通常，以下の式からパラメータw, b, ζ

を求めて識別器を学習する．

min
w,b,ζ

{
1
2
wT w + C

N∑

i=1

ζi

}
(8)

ここで

yi(wT φ(xi) + b) ≥ 1− ζi , ζi ≥ 0

である．上記の式で xi に対して C の代わりに w(xi)C を

用いることで，重み付き学習が可能となる [2]．

5. 実験

BCCWJの PB(書籍)，OC(Yahoo! 知恵袋)及び PN (新
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聞) を異なった領域として実験を行う．SemEval-2 の日本

語 WSD タスク [9]ではこれら領域のコーパスの一部に語

義タグを付けたデータを公開しており，そのデータを利用

する．この 3つの領域からある程度頻度のある多義語 16単

語を WSD の対象単語とする．これら単語と辞書上での語

義数及び各コーパスでの頻度と語義数を表 2に示す*1．領

域適応の方向としては OC→ PB，PB→ PN，PN→OC，

OC→ PN，PN→ PB，PB→ OC の計 6通りの方向が存

在する．

本実験で利用した素性は以下の 8 種類である．(e0) w の

表記，(e1) w の品詞，(e2) w−1 の表記，(e3) w−1 の品詞，

(e4) w1 の表記，(e5) w1 の品詞，(e6) w の前後 3単語ま

での自立語の表記，(e7) e6 の分類語彙表の番号の 4桁と 5

桁．なお対象単語の直前の単語を w−1，直後の単語を w1

としている．

対象単語 w についてソース領域 S からターゲット領

域 T への領域適応の実験について説明する．ソース領域

S の訓練データのみを用いて，手法 A により分類器を学

習し w に対する正解率を求める．16 種類の各対象単語

（w1, w2, · · · , w16）に対する正解率の平均，つまりマクロ平

均をソース領域 S からターゲット領域 T に対する手法 A

の正解率とする．結果，手法 A について 6種類の各領域

適応に対しての正解率が得られる．それらの平均を手法 A

の平均正解率とする．

本論文で扱う手法 A は 2つの要素から構成される．確

率密度比の算出法と重み付き学習の種別である．以下のよ

うな組み合わせが得られる．

表 2 重み付けと学習手法

手法 重み付け 学習法

Base-M 1 ME

Base-S 1 SVM

Mtd-G-M Gauss ME

Mtd-G-S Gauss SVM

Mtd-L-M Linear ME

Mtd-L-S Linear SVM

Ours-G-M Gauss → 0.1, 1.1, 2.1 ME

Ours-G-S Gauss → 0.1, 1.1, 2.1 SVM

Ours-L-M Linear → 0.1, 1.1, 2.1 ME

Ours-L-S Linear → 0.1, 1.1, 2.1 SVM

Base-Mは重み付けなしで学習法に最大エントロピー法を

用いたもの．Base-S は重み付けなしで学習法に SVM を用

いたもの．Mtd-G-M はガウスカーネルを利用した uLSIF

により確率密度比を推定し，重み付き学習には最大エント

*1 語義は岩波国語辞書がもとになっている．そこでの中分類までを

対象にした．また「入る」は辞書上の語義が 3 つだが，OC や
PB では 4 つの語義がある．これは SemEval-2 の日本語 WSD
タスクでは新語義も許しているからである．

ロピー法を用いたもの，Mtd-G-S は学習法に SVM を用

いたもの．Mtd-L-M は線形カーネルを利用した uLSIF に

より確率密度比を推定し，重み付き学習には最大エントロ

ピー法を用いたもの，Mtd-L-S は学習法に SVM を用いた

もの．Ours-G-M はガウスカーネルを利用した uLSIF に

より確率密度比を推定し，それを提案手法により 0.1, 1.1

および 2.1 に変換し，重み付き学習には最大エントロピー

法を用いたもの，Ours-G-S は学習法に SVM を用いたも

の．Ours-G-M は線形カーネルを利用した uLSIF により

確率密度比を推定し，それを提案手法により 0.1, 1.1 およ

び 2.1 に変換し，重み付き学習には最大エントロピー法を

用いたもの，Ours-L-S は学習法に SVM を用いたもので

ある．本論文の提案手法は Ours-L-S である．

実 験 の 結 果 を 表 3 に 示 す ．Base-M < Base-S，

Mtd-G-M < Mtd-G-S，Mtd-L-M < Mtd-L-S，

Our-G-M < Our-G-S，Our-L-M < Our-L-S が 成 立 し

ているので，最大エントロピー法を用いるよりも

SVM を用いる方が効果があることがわかる（図 1 参

照）．また Mtd-G-M < Mtd-L-M，Mtd-G-S = Mtd-L-S，

Ours-G-S < Mtd-L-S が成立し，Ours-G-M と Ours-L-M

はそれぞれ 0.7160 と 0.7159 でありほぼ等しい．このため

uLSIF ではガウスカーネルを利用するよりも線形カーネ

ルを利用する方が効果があることがわかる（図 2 参照）．

さらに本論文の提案手法 Ours-L-Sは最も高い平均正解率

である．また各領域適応においても，PN→ PBを除いて最

も高い正解率を示した．

6. 考察

6.1 重みのスケール

最大エントロピー法における事例の重みは，そのスケー

ルとは無関係である．最大エントロピー法では重み付き対

数尤度を最大化するパラメータを求めるため，全ての事例

の重みを定数倍しても，最大化する式に変化がないからで

ある．一方，SVM における事例の重みは式 (8)の C の値

であるために，重みのスケールの問題がある．通常，uLSIF

で求まる確率密度比は 10−2 程度のスケールになっている

ために，ここではその 100倍の値を重みとして利用した．

100倍という値は，この問題に特有の値であるために，

問題に応じてこの値を変えられるようにする方が適切であ

る．ここでは以下の方法を試みた．

(a) 重みの集合の平均を m とし，重み x を x/m に変更

する．

(b) 重みの集合の最小値をmとし，重み xを x/mに変更

する．

(c) 重みの集合の中央値をmとし，重み xを x/mに変更

する．

(a) (b) あるいは (c)を行った場合の Mtd-L-S と Mtd-

G-S を試した結果を表 4に示す．表の *-100 は重みを一律
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表 3 各手法の平均正解率

OC→ PB PB→ PN PN→ OC OC→ PN PN→ PB PB→ OC 平均正解率

Base-M 0.7163 0.7700 0.6920 0.6778 0.7474 0.6991 0.7171

Base-S 0.7141 0.7676 0.6907 0.6880 0.7452 0.7011 0.7178

Mtd-G-M 0.7008 0.7289 0.6854 0.6840 0.7110 0.6760 0.6977

Mtd-G-S 0.7143 0.7692 0.6903 0.6900 0.7455 0.7034 0.7189

Mtd-L-M 0.7145 0.7339 0.6907 0.6887 0.7144 0.7008 0.7055

Mtd-L-S 0.7134 0.7699 0.6905 0.6898 0.7450 0.7045 0.7189

Ours-G-M 0.7145 0.7670 0.6907 0.6787 0.7446 0.7008 0.7160

Ours-G-S 0.7129 0.7707 0.6911 0.6884 0.7451 0.7021 0.7184

Ours-L-M 0.7145 0.7665 0.6907 0.6787 0.7445 0.7008 0.7159

Ours-L-S 0.7197 0.7723 0.6971 0.6936 0.7416 0.7062 0.7218

(提案手法)
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図 1 最大エントロピー法と SVM の比較
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に 100倍した本論文の手法であり，*-mean は (a)，*-min

は (b) そして *-mid は (c) による重みに対応する．

どの手法を用いても大きな違いは見られなかったが，本

論文で行ったように単純に 100倍する方法が最も安定して

いた．

表 4 重みのスケール

平均正解率 平均正解率

Mtd-G-S-100 0.7189 Mtd-L-S-100 0.7189

Mtd-G-S-mean 0.7178 Mtd-L-S-mean 0.7192

Mtd-G-S-min 0.7178 Mtd-L-S-min 0.7178

Mtd-G-S-mid 0.7179 Mtd-L-S-mid 0.7176

6.2 片側だけの重みの適用

提案手法は uLSIF で求めた重みが極端に小さい場合と

極端に大きな場合にその値を 0.1 と 2.1 にし，それ以外を

1.1 にしている．これを変更し，(a) 重みが極端に小さい

場合だけその値を 0.1 としそれ以外を 1.1 にする，あるい

は (b) 重みが極端に大きい場合だけその値を 2.1 としそれ

以外を 1.1 にする，という片側だけの重みの調整も考えら

れる．

ここではこの片側だけの重みの調整の実験を行った．結

果を表 5に示す．表の Ours-L-S-smallは上記の (a)のケー

スに相当し，Ours-L-S-large は上記の (b) のケースに相当

する．

重要な事例のみ重みを大きくした場合，ベースの平均正

解率より悪くなるため，重要な事例の重みを大きくする効

果よりも，重要でない事例の重みを小さくする効果の方が

高いことがわかる．

表 5 片側だけの重みの適用

平均正解率

Base-S 0.7178

Ours-L-S 0.7218

Ours-L-S-small (小さい重みだけ適用) 0.7183

Ours-L-S-large (大きい重みだけ適用) 0.7176

6.3 Misleading データの削除

本タスクの領域適応では，重要でない事例の重みを小さ

くする効果の方が高い．これは訓練データ中に Misleading

データが存在するからだと考えられる．Misleading とは訓

練データの中で，識別器の精度を悪化させるようなデータ

であり，領域適応ではしばしば現れる [5]．

ここではまず Misleading の存在を確認する．そのため

に論文 [17]で行ったように，しらみつぶしに Misleading

を見つけ出す．領域 Sから領域 T の領域適応において，対

象単語 wの S 上のラベル付きデータ Dが存在する．まず

Dで学習した識別器の T に対する正解率 p0 を測る．次に

D から 1 つデータ xを取り除き，D − {x} から学習した
識別器の T に対する正解率 p1 を測る．p1 > p0 となった

場合，データ xを Misleading データと見なす．これを D

内のすべてのデータに対して行い，S から T の領域適応に

おける対象単語 wの Misleading データを見つける．この

処理によって見つけ出された Misleading データの個数を

表 6示す．括弧内の数値は全データ数である．

求めた Misleading データを除いてから SVM により識

別した結果を表 7に示す．表の Mislead がそれに当たる．

本論文の実験で得られている平均正解率よりもかなり高い．

Misleading データを除く学習はMisleading データの重み

を 0 とした重み付き学習と見なせる．つまり重みの設定

のみでもベースライン (Base-S)の正解率 0.7178 を 0.7542

まで改善可能である．

前節での実験では，重要でない事例の重みのみを小さ

くすることを行ったが，重要でない事例の重みを 0，つま

りそのデータを Misleading データとして除いた結果を示

す．表 7の Mislead2 がそれに当たる．この場合，効果は

なかった．確率密度比だけでは適切に Misleading データ

を検出できていないからである．今後は適切に Misleading

データを検出する方法を考えたい．

7. おわりに

本論文では語義曖昧性解消の教師なし領域適応の問題

に対して，共変量シフト下の学習を試みた．確率密度比

w(x) = PT (x)/PS(x)の算出に，PT (x)と PS(x)を推定し

その比を求める手法でなく，直接 w(x)をモデル化した手

法である uLSIF を用いた．またその際，通常のガウスカー

ネルではなく線形カーネルを利用した．また重み付き学習

には通常使われる最大エントロピー法ではなく SVM を利

用した．BCCWJ の 3つの領域のコーパスと 16単語を利

用した領域適応の実験を行い，線形カーネルの利用と重み

付き SVM の利用の効果を示した．さらに極端に小さいあ

るいは大きい重みを持つデータだけに重みを反映した手法

も提案した．この提案手法は，先の実験で最も高い平均正

解率を出し，その有効性が示された．今後は Misleading の

検出方法を考案し，教師なし領域適応の問題に対処したい．
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