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近似頻度計測手法を用いた大規模データからの関係獲得

高瀬翔1,a) 岡崎直観1,2,b) 乾健太郎1,3,c)

概要：大規模なWebデータからエンティティペアやパタンのクラスタリングによって意味関係を抽出する
教師なし関係抽出タスクにおいて，パタンやエンティティペアの間の類似度計算をスケーラブルに行う事
は非常に重要な問題である．本論文では，近似頻度計算による省メモリな素性作成手法と次元圧縮による
類似度計算時間の高速化を実現する手法を提案する．実験において，近似計算でも精度が落ちない事，ま
た，計算時間の高速化の効果を示す．

1. はじめに

エンティティ間の意味的関係は質問応答や推論，情報抽

出など自然言語処理における様々な応用タスクに必須の知

識である [20], [25]．このため，意味的関係のインスタンス

（例えば AuthorOfという意味的関係については AuthorOf⟨
フランツ・カフカ，変身 ⟩）を網羅的に収集し，知識ベー
スを構築しておく事は非常に重要な課題である．コーパス

からインスタンスを収集するために，エンティティ間の意

味的関係を認識するためのパタン（例えば AuthorOfとい

う意味的関係については “Xが Yを書く”）をあらかじめ

獲得しておかなければならない．

従来は，特定の意味的関係に属するパタンやインスタン

スを収集する研究が盛んに行われて来たが [4], [19], [22]，

近年では，より幅広い知識を得るため，Open Information

Extraction (Open IE) が注目を集めている [2]．Open IE と

は，対象となる意味的関係をあらかじめ定めず，大規模な

コーパスから，あらゆるインスタンスやパタンを自動で

獲得する事を目的としたタスクである [2], [5], [11], [26]．

Open IEでは意味的関係の抽出と，パタンがどの意味的関

係に属するかを知る事が必要であり，このタスクは教師な

し関係抽出と呼ばれる [9], [23], [24]．

教師なし関係抽出は一般的に，同一の意味関係を表すパ

タン毎のクラスタを構築する事で行う [9], [16], [17], [23],

[24], [27]．すなわち，各クラスタはそのクラスタの意味関
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係に対応したパタンのみを含有する．例えば，“Xが Yを

書く”，“Xが Yの著者である”，“Xは Yに位置する”とい

う三つのパタンについて考えてみよう．これらを同一の意

味関係毎にまとめたとすると，“Xが Yを書く”と “Xが Y

の著者である”というパタンは AuthorOfという意味関係の

クラスタとなり，“Xは Yに位置する”は LocatedInとい

う意味関係のクラスタとなる．このようなクラスタを得る

ためにはパタン間の意味的類似度を知る必要があり，意味

的類似度を精度良く得る事ができれば，クラスタリングの

精度もそれに応じて向上する．従って，パタン間の意味的

類似度の計算は教師なし関係抽出において中核的な問題で

ある．

パタン間の意味的類似度計算には，主要な問題が二つあ

る．一つ目は，パタンの意味をどのように表現するか，と

いう問題である，既存の研究には，パタンの素性空間を定

義し，エンティティペアとの共起頻度や自己相互情報量

（PMI）など共起情報でパタンの意味を表現するもの [18]

や，主成分分析（PCA）や Latent Dirichlet Allocation（LDA）

などを利用し，固定次元のベクトルによってパタンの意味

を表現するもの [21], [27]などがある．しかしながら，各

表現手法について，大規模なコーパス上での有効性は十分

に調査されていない．

二つ目は，大規模なデータに対しスケーラブルな手法で

なければならないという問題である．教師なし関係抽出の

質を向上させる，すなわち，大量のパタンとその表す意味

関係を知るためには非常に大規模なデータを利用する事と

なる．このため，計算時間やメモリを大幅に消費するよう

な，複雑で非効率的なアルゴリズムは採用できない．ここ

で，ランダムサンプリングを行いデータ量を削減するとい

う解決法も考えられるが，データ全体に対する処理が不可

能であれば，ランダムサンプリングにより結果の質がどの
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程度低下するのか評価する事が難しいため，解決法として

望ましくない．

本論文では，数十億という非常に大規模なデータに対し

スケーラブルであり，かつパタン間の意味的類似度を精度

良く計算できる手法を調査する．具体的には，近似頻度計

算と次元圧縮を利用した教師なし関係抽出システムを設計

し，その性能を評価する．本研究の貢献は以下のとおりで

ある．

• 大規模なデータに対し，スケーラブルであり，実用的
な教師なし関係抽出システムの構築．

• 近似計算手法を用いても，正確に計算した場合と同等
の精度が達成可能である事を実験を通して示す．

• パタンの意味について，いくつかの表現手法を比較し，
意味的類似度を測るために適切な手法を探る．

本論文の構成は以下のとおりである．2節では教師なし

関係抽出システム構築における問題点について述べ，さら

に，近似頻度計算と次元圧縮を用いたシステムの提案を行

う．大規模な日本語コーパスにこのシステムを適用する事

により，その有用性を 3節において示す．その後，4節で

関連研究について述べ，5節において，結論と今後の展望

について述べる．

2. システムの構築

1節で記したように，教師なし関係抽出においては，パ

タンの意味を適切に表現することが重要である．分布仮説

に基づくと [6]，パタンと共起するエンティティペアの分

布によって，パタンの意味をモデル化することができると

考えられる．例として，“Xが Yを書く”というパタンの意

味は，コーパス中で変数部分（X，Y）に出現するエンティ

ティペアの分布によって表される．この分布のベクトル表

現を用いる事で，パタン間の意味的類似度を計算する事が

可能である．例えば，“Xが Yを書く”と “Xが Yの著者

である”という二つのパタンについて，共起するエンティ

ティペアの分布が似ていた場合，互いに似た意味を持つと

推測できる．

パタンの意味を表現するベクトルの構築に関して，様々

な取り組みがなされてきた [10], [21], [23], [27]．最も単純

な手法としては，パタンと共起するエンティティペアおよ

びその共起頻度によってパタンの意味を表す事である．し

かしながら，ほとんどのパタンと共起するエンティティペ

アが存在するような場合，このエンティティペアを介して

多くのパタン間の意味的類似度が高くなってしまうため，

共起頻度をそのまま利用するのは適切ではない．この問題

を解決するために，頻度よりも洗練した尺度である PMI

を使うなどがされている [10]．さらに，高次元で疎なベ

クトルを圧縮するために，PCAのような次元圧縮によっ

て最終的なパタンの意味を表すベクトルを得る手法もあ

る [21], [27]．

一方で，上記のような処理を大規模なデータに適用する

事はスケーラビリティの点で難しいと考えられる．例とし

て，150億の文から 110万のエンティティペアと 70万のパ

タンを得たような状況について考えてみると，パタンとエ

ンティティ間の組み合わせは最大で 7,700億個である．こ

のように，パタンとエンティティ間の組み合わせは大量に

存在するため，仮にベクトル空間が疎であったとしても，

共起頻度をカウントするためには膨大な記憶領域が必要と

なる．

本研究では，大規模なデータからパタンの意味を表現す

るベクトルを得るために，二つの手法を考える．一つ目は，

近似頻度カウントの利用により，重要度の低いと考えられ

る要素を除去しつつパタンのベクトルを構築する手法であ

り，もう一方は，単語の意味を表す固定次元のベクトルを

利用する事により，小さな固定次元の空間でパタンのベク

トルを構築する手法である．言い換えれば，前者の手法は

パタンのベクトルの要素を計算する際のメモリ使用量を抑

える手法であり，後者はベクトル空間をあらかじめ圧縮し

ておく手法である．

図 1は本論文で提案する教師なし関係抽出システムの概

要を示したものである．まず，エンティティペアとパタン

からなる tripleをコーパス中から収集する．このとき，何

らかの意味関係を表す tripleを得られるよう，コーパス中

で出現頻度の高いエンティティペアとパタンから構成され

るものに限定する．次にエンティティペアとパタン間の共

起統計を計算し，パタンのベクトルを得る．得られたパタ

ンベクトルは高次元なため，後々の計算時間を短縮するた

めに，PCAを用いて次元圧縮する．上記に加え，大規模

データをスケーラブルに扱うための二つの手法について述

べる．

2.1 tripleの抽出
本研究では，エンティティペアと，その二つのエンティ

ティを結ぶパタンとの組み合わせを tripleと定義する．意

味関係を表す tipleを抽出するために，まず意味関係を表

すと考えられるエンティティとパタンを収集し，その後，

tripleの抽出を行う．

2.1.1 エンティティの抽出

本研究では，名詞に加え，連続した名詞列および “名詞

の名詞”という形で記述された名詞句のうち，複合名詞の

ように一個の名詞として認められるものをエンティティと

見なす．このため，エンティティの中には “道の駅”や “村

上春樹作品”のように二語以上から成るものが存在する．

これらを認識するため，単純な統計的手法 [14]を用いて名

詞連続 “wiwj”および “wi の wj”がエンティティとして見

なせるかを判定する．すなわち，式 1を計算する事で，名

詞列のエンティティらしさを得る．
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図 1 教師なし関係抽出システムの概要図

score(wi, wj) = cor(wi, wj) ∗ dis(wi, wj), (1)

cor(wi, wj) = log
f(wi,wj)−δ
f(wi)×f(wj)

, (2)

dis(wi, wj) =
f(wi,wj)

f(wi,wj)+1
min{f(wi),f(wj)}

min{f(wi),f(wj)}+1 . (3)

ここで，f(wi)は名詞 wi の頻度，f(wi, wj)は名詞連続

wiwj の出現頻度であり，δは頻度の少ない名詞列を除去す

るための定数である．すなわち，cor(wi, wj)は名詞列wiwj

の結合度を表す．この値は名詞列 wiwj が偶然ではないと

考えられるほど出現している場合に大きくなるが，f(wi)

や f(wj)が小さな場合に，それに影響されて大きくなって

しまうという性質もある．これを防ぐため，dis(wi, wj)と

いう項を導入し，f(wi)や f(wj)が小さな場合に値が大き

くなる事を抑える．scoreを計算した結果，しきい値以上

のものを一個の名詞として扱うものとする．

三語以上の名詞連続からなる名詞や “名詞の名詞”形式

のものも扱えるようにするため，上記の操作を名詞連続

wiwj について，しきい値を下げつつ 3回行った後，wi の

wj 形式についての名詞を獲得し *1，最終的にエンティティ

と見なす文字列を得る *2．これにより，例えば，最初に “

村上春樹”を得たとすると，2周目には “村上春樹作品”を

得る事ができる．エンティティとして扱う名詞句が定まっ

たら，コーパス中での頻度をカウントし，頻度 1,000以上

のものを抽出する．

2.1.2 エンティティペアの抽出

頻度の高いエンティティを抽出した後，パタンで結ばれ

た際に意味的関係を持つと考えられるエンティティペア

を抽出する．本研究では，文中での共起頻度が 5,000回以

上のエンティティペアを抽出する．この抽出したエンティ

ティペアの集合を E と呼ぶ事とする．

2.1.3 パタンの抽出

本研究では，既存研究にならい [1], [11], [26]，係り受け

*1 このとき，式 1 の wiwj を wi の wj と読み替える
*2 しきい値は 10，5，0 と下げていく．なお，“名詞の名詞” に関し
てはしきい値を 10 とする．

木上でのエンティティ間の最短パスをパタンとして扱う．

なお，“Xの Y”のような意味的に曖昧なパタンを除くた

め，述語を含むパスのみをパタンとする．さらに，エン

ティティの部分は変数（X，Y）に置き換える事とする．例

えば図 2に書かれた文について考えてみる．この図では文

は文節に分けられており，文節間の矢印は係り受け関係を

表すものとする．この文に含まれるエンティティは “カフ

カ”，“変身”，“ドイツ語”の三つであるので，パタンとし

ては，“Xは→書いた←Yを”，“Xは→書いた←Yで”，

“Xで→書いた←Yを”の三種類となる．コーパス中での

パタンの頻度を数え，1,500回以上出現しているものを抽

出する．この抽出したパタンを P と呼ぶ事とする．

2.2 パタンベクトルの構築

パタンの意味を表すベクトル（パタンベクトル）を，パ

タンと共起するエンティティペアの分布から構築する．ま

ず，コーパス全体から，triple (p, e)，p ∈ P，e ∈ E を抽出

する．例えば，“フランツ・カフカが変身を書いた”という

文からは，以下のような tripleが得られる．

p = Xは→書いた← Yを,

e = ⟨“カフカ”, “変身”⟩,

本研究では，共起情報を二つの統計的手法，すなわち，共

起頻度（FREQ）と PMI（PMI）で表現する．FREQでは，p

のベクトルは各要素がエンティティペア e ∈ E との共起頻

度 f(p, e)からなる．PMI では，共起頻度を以下の式によ

り洗練する．

PMI(p, e) = log
f(p,e)
M

Σi∈P f(i,e)
M

Σj∈Ef(p,j)
M

× dis(p, e). (4)

ここで，f(p, e)はパタン pとエンティティペア e間の共起

頻度を表し，M =
∑P

i

∑E
j f(i, j)とする．dis(p, e)は式 3

と同様のものである．なお，しきい値として 0を設ける，

すなわち PMIでは PMI(p, e) < 0のときにエンティティペ
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図 2 係り受け解析済みの文と抽出されるパタンの例

ア eとパタン pとの値を 0とする．

2.3 パタンベクトルの次元圧縮

2.2節で定義したベクトルは，全エンティティペアを別々

の次元として扱っているため，非常に高次元かつ疎になっ

ており，パタンの意味を表現するのに適切でない可能性が

ある．例えばエンティティペア（“フランツ・カフカ”，“変

身”）と（“カフカ”，“変身”）について，“フランツ・カフ

カ”と “カフカ”が同一の人物であるにも関わらず，別々の

次元として扱っている．さらに，疎なベクトル間の類似度

を計算しようとした場合，連想配列を用いなければならな

くなってしまう．

高次元で疎なベクトルを低次元かつ密なベクトルに写像

するため，主成分分析（PCA）を用いる．PCAとは，行列

の主成分および主成分スコアを求める統計的な手続きであ

り，特異値分解（SVD）と密接な関係がある．m× nの行

列Aに対する SVDは以下の式で表される．

A = UΣVt. (5)

ここで，Uはm×mの直行行列，Vは n× nの直行行列

であり，Σは特異値を対角成分とするm×nの対角行列で

ある．Vの各列はAの主成分に対応し，UΣの各列はA

の主成分スコアに対応する．すなわち，特異値分解を行う

事で主成分分析の結果を得る事ができる．

パタンベクトルの次元を rまで圧縮する場合，求めたい

ものは行列 Aの上位 r 個の特異値に対応する主成分スコ

アである．しかしながら，パタンとエンティティペアとの

共起情報を要素に持つ巨大な行列全体に対し，特異値分解

を行う事は膨大な計算量となってしまう．この問題を解決

するため，Halkoら [8]により提案された乱択アルゴリズ

ムを利用する．

このアルゴリズムの目的はAの行を圧縮し，r × nの行

列Bを得る事である．まず始めに，各成分が平均 0，分散

1のガウス分布からサンプルされた n × r のガウシアン行

列 Ωを作成する．次に，Y = AΩにより，m × r の行列

Yを得る．さらに，Yの各列を正規直行化する事により，

m× rの行列Qに変形する．ここで，QQtA ≈ Aが成り

立つ．最終的に，B = QtAよりBを得る，すなわち，Qt

により，行列Aの各行を圧縮する．

Bに SVDを行う事により，上位 r個の特異値に対応する

Algorithm 1各パタンに対する Space Saving
Input: N : 各パタンの有するカウンタのサイズ
Input: D: トリプル (p, e)の集合
Output: cp,e: 各パタン pに対するカウンタ
1: for all (p, e) ∈ D do
2: if Tp がない場合 then
3: Tp ← ∅
4: end if
5: if e ∈ Tp then
6: cp,e ← cp,e + 1

7: else if |Tp| < N then
8: Tp ← T ∪ {e}
9: cp,e ← 1

10: else
11: i← argmini∈Tp

cp,i

12: cp,e ← cp,i + 1

13: Tp ← T ∪ {e} \ {i}
14: end if
15: end for

主成分スコアを得る．このとき，r ≪ mであるため，元々

の行列Aに対して SVDを行うよりも，遥かに計算量は少

ない．本研究では，Halkoら [8]の手法を実装したものと

して，redsvd*3 を用いる．得られた r次元の主成分スコア

をパタンの意味を表すベクトルとして用いる．

2.4 大規模データに対するスケーラビリティの向上

先に記したように，巨大なデータから共起頻度を正確に

カウントする事は非効率的であり，難しい問題でもある．

これを解決するため，本研究では二つの手法，すなわち，

近似頻度計算と単語の意味の固定次元ベクトル表現を用

いる．

2.4.1 近似頻度計算

エンティティペアとパタンベクトルとの共起情報につい

て，パタンベクトル間の類似度計算への寄与が大きい要素

は少ないと考えられるため，パタンベクトル作成のために

共起頻度を正確に得る必要はないと考えられる．すなわ

ち，各パタンについて共起頻度の上位 k個のエンティティ

ペアだけを取得し，それ以外は無視してしまっても類似度

計算に影響はないと考えられる．このような，上位 k個の

頻出アイテムを発見するタスクについては近似カウントア

ルゴリズムが有用である．

本研究では，頻度上位 k個のアイテムを得るために，最

*3 https://code.google.com/p/redsvd/wiki
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も有効なアルゴリズムである，Space Saving [12]を利用す

る．Algorithm 1は Space Savingアルゴリズムを用いて共

起頻度カウントを行う際の概要を示したものである．Space

Savingアルゴリズムは，各パタン pについて，共起頻度を

カウントするために最大 N 個のカウンタを有する，すな

わち，N 個のアイテムの頻度を保持する．

このアルゴリズムでは，まず，パタン pとエンティティ

ペア e からなる triple (p, e) について，共起頻度を集計中

であるか否か，言い換えれば，パタン pのカウンタにエン

ティティペア eが含まれているかどうかをチェックする．

もし共起頻度を集計中である場合，（Line 5）共起頻度に 1

を加算する（Line 6）．共起頻度を集計中でなく，さらにパ

タン pのカウンタに含まれるアイテム数が N よりも少な

い場合（Line 7），エンティティペア eを共起頻度 1として

カウンタに記録する（Line 8および Line 9）．さらに，もし

共起頻度を集計中でなく，かつカウンタが既に N 個のア

イテムを保持していた場合，最も小さな値 cp,i を持つアイ

テムを除去し，新たにエンティティペア eを頻度 cp,i + 1

としてカウンタに記録する（Line 11-13）．

このアルゴリズムは，アイテムの頻度の誤差について，

カウンタのサイズに依存する値以内に収まり，さらに，頻

出するアイテムであるほど正確な値を保持するという性質

がある．このアルゴリズムでは，kの値よりもカウンタの

サイズ N を十分大きく取っていれば，上位 k 個の頻出ア

イテムとその頻度をほぼ正確に得る事ができる．この手法

により，各パタンについて上位 k個の頻出エンティティペ

アとその頻度 f(p, e)を獲得し，残りのエンティティペアと

の共起頻度は 0として，パタンベクトルを構築する．

2.4.2 単語ベクトルを用いたパタンベクトルの構築

近年，多くの NLP研究者が，単語の意味を固定次元の

ベクトルで表現する手法を提案している [3], [14]．特に

Mikolovら [14]の手法を実装した word2vec*4は，高品質な

単語の意味ベクトルを構築でき，さらに作成したベクトル

の足し引きで意味の計算が可能という特性から，多くの研

究者の注目を集めている．

本研究での目的は，パタンと共起するエンティティペア

の分布からパタンの意味を表現するベクトルを構築する事

である．そこで，大規模コーパスからword2vecによって学

習した，低次元の単語ベクトルからパタンベクトルを構築

する，すなわち，エンティティのベクトルの分布から，パ

タンベクトルを構築する事を考える．パタン pについて，

エンティティのベクトルを利用したベクトル表現を以下の

式で得る．

p =
∑
e∈E

f(p, e)

[
ve0

ve1

]
. (6)

ここで，ve0 はエンティティペア eに含まれるエンティティ

*4 https://code.google.com/p/word2vec/

e0 のベクトルであり，ve1 は eに含まれるもう一方のエン

ティティ e1 のベクトルである．

3. 実験

3.1 データ

実験のために，日本語 Web ページをクローリングし，

150億の文を得た．スパム広告や日本語以外の文を除去す

るため，文が長過ぎない／短過ぎないか，ひらがなやカタ

カナ，漢字を含むか，記号は多すぎないかなどのフィルタ

を適用した．このフィルタリングの結果，63億の文を獲

得し，CaboCha*5 によって係り受け構造を解析した結果を

コーパスとして利用する事とした．triple抽出前の下処理

において，100万種類のエンティティ，110万種類のエン

ティティペア，70万種類のパタンを獲得し，最終的に，15

億個の tripleを獲得した．

さらにWikipediaの情報を元に，同一の意味関係を表す

と考えられるパタンペアを抽出し，人手で正否を付与す

る事で評価用データを作成した．まず 70万種類のパタン

の中から，特定の意味関係を表すパタンが得られるよう，

Wikipedia上でのドメインを病気，著者，建造物に絞り，各

ドメインのページで頻度の高いパタンを抽出した．その後，

各パタンについて，Wikipedia中で共起するエンティティ

ペアを多く共有するものを，同一の意味関係を表す可能性

があるパタンペアとして抽出した．このパタンペアの数は

4,531個であった．さらに，4人の評価者にパタンペアが同

一の意味関係を表しているか否かの判定を依頼した．4,531

個のパタンペアについて，4人中 2人以上の評価者が正否

を付与しており，確実に同一の意味関係を表すと考えられ

るペアのみを正解とするため，もし 2人以上が同一の意味

関係と見なしたときのみ，そのパタンペアを正解として扱

う事とした．なお，ランダムに 90ペアをサンプリングし

たときの，評価者二人での一致率（カッパ値）の平均値は

0.63であった．最終的に同一の意味関係を表すパタンペア

として 720個のペアを得た．実験では，各手法を 4,531個

のパタンペアに適用し，類似度がしきい値以上のペアにつ

いて，同一の意味関係を表すペアであるかを判定する事で

性能を評価した．

3.2 実験設定

スケーラビリティの向上のために導入した手法によって

得られるパタンベクトルの質について，パタン間の類似度

計算によって評価した．具体的には，精度への影響，メモ

リ使用量，計算時間について調べた．実験では，以下の各

手法によって構築されたパタンベクトルについて，コサイ

ン類似度を計算した．

*5 https://code.google.com/p/cabocha/
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正確な頻度計算 (baseline)
256GBのメモリを有する計算機でエンティティペアと

パタンの共起頻度を正確に計算し，パタンベクトルとした

（EXACT-FREQ）．また，この共起頻度の計算結果を元に，

式 4から得られる PMIを計算した（EXACT-PMI）．

正確な頻度計算 + PCA
EXACT-FREQと EXACT-PMIを PCAを用いて，固定次元

のベクトル EXACT-FREQ+PCA および EXACT-PMI+PCA

に変換した．次元数については，256，512，1,024，2,048次

元を比較し，精度が最も良かった 1,024次元を採用した *6．

近似頻度計算

2.4.1節で述べた近似頻度計算アルゴリズムによって共

起頻度の計算を行った（APPROX-FREQ）．カウンタのサ

イズ N は 10,240 個とし，頻度上位 5,120 個のエンティ

ティペアを各パタンベクトルの要素とする事とした．さら

に，この近似頻度計算の結果に基づいて PMIを計算した

（APPROX-PMI）．

近似頻度計算 + PCA
APPROX-FREQ と APPROX-PMI を PCA によって固定

次元のベクトル APPROX-FREQ+PCA および APPROX-

PMI+PCA に変換した．正確な頻度計算 + PCA と同様

に，次元数は 1,024とした．

正確な頻度計算 + word2vec
word2vecから得られるエンティティのベクトルを用いて

パタンベクトルを構築した（EXACT-FREQ+WORD2VEC）．

さらに，共起頻度の代わりに PMIを用いてエンティティベ

クトルの重み付けを行い（すなわち，6における f(p, e)を

パタン pとエンティティペア eの PMIとした）パタンベ

クトルを構築した（EXACT-PMI+WORD2VEC）．word2vec

でのエンティティおベクトル獲得には，コーパス中のす

べてのエンティティ，すべての動詞，すべての形容詞を

用いて行った．なお，AMD Opteron 6174 (12-core, 2.2GHz)

の CPUを 4つ搭載した計算機で，42スレッド，窓幅 5で

word2vecを実行したところ，130時間を要した．PCAと同

様，パタンベクトルの次元数を 1,024次元とするため，エ

ンティティのベクトルは 512次元とした *7．

3.3 各手法での精度

各手法について，しきい値を変化させながら適合率と再

現率を測定し，結果を図 3 に示した．まず，正確な頻度

計算と近似頻度計算について比較を行うと，EXACT-FREQ

と APPROX-FREQではほとんど同じ結果であり．APPROX-

PMIは EXACT-PMIと比べて精度が向上していることが分

かる．すなわち，パタンとエンティティペアの共起頻度計

*6 2,048 次元と 1,024 次元での結果はほぼ同一であり，類似度計算
の短さから 1,024 次元を採用した．

*7 word2vec を利用したパタンベクトルについては，次元数を変え
ても精度への影響はほとんどなかった．

図 3 各手法での適合率と再現率

手法 非ゼロの次元数 メモリ使用量

Exact 380,497 3MB

Approx 10,240 80KB

word2vec 1,024 8KB
表 1 パタンベクトル獲得における，パタン一個に対するメモリの最

大消費量

算においては，近似計算手法で十分であり，さらに，近似

頻度計算手法はパタンの意味を表現するのに適切でないエ

ンティティペアを削除する効果もあると考えられる．

PCAを用いて次元圧縮した手法としていない手法とを

比べると，PCAは常に精度を向上させるわけではないが，

PMIで構築したベクトルに関しては精度を向上させる事が

でき，特に，APPROX-PMI+PCAについてはほとんどの領

域で最も良い結果を出力している．次元を圧縮する事によ

り計算時間を削減できる事を考慮すると，各エンティティ

ペアをそれぞれ別の次元として扱うよりは，有用な手法で

あると考えられる．

これに対して，パタンのベクトルをword2vecで得たエン

ティティベクトルを用いて構築した場合には，ほとんどの

領域で最も悪い結果となってしまっている．これは，エン

ティティペアをペアのまま扱うのではなく，エンティティ

に分けた上でベクトルを構築してしまった事によるものと

考えられる．この点については，誤り事例とともに，3.6節

で詳しく述べる．

図 3から得られる結論としては，パタンの意味を表すベ

クトルの作成においては，近似頻度計算で十分であり，こ

れに加えて PCAを用いる事で，余分な次元を圧縮し，低

次元のパタンのベクトルを得る事が可能となる，という二

点である．

3.4 メモリ消費量

各手法でのパタンベクトル作成の際に，ベクトル中での

非ゼロ要素の最大数とそのときのメモリ使用量を表 1に示

した．すなわち，表 1には，各手法における，パタン一つ

に対するメモリの最大消費量を示してある．ここで，メモ

リの消費量については，一つの次元が 8バイトを有するも
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手法 10k 100k all (664k)

EXACT-PMI 55m 121hr 8,499hr

APPROX-PMI 38m 110hr 7,441hr

APPROX-PMI+PCA 4m 7hr 785hr
表 2 各手法における一スレッドでの類似度計算時間

のとして計算している *8．なお，表 1には正確な頻度計算

Exact，近似頻度計算 Approx，word2vecで得られるベクト

ルを利用したパタンベクトル構築 word2vecの三つの手法
についての結果を記してある．

表 1 から，Approx のメモリ使用量は Exact のおよそ
1/100であり，記憶する要素を削減する事で，メモリ消費

量を大幅に抑制している事が分かる．また，word2vecは
Approxのさらに 1/10の消費量に抑えており，本研究で利

用した手法は，大規模データを十分スケーラブルに扱える

ものであると考えられる．

3.5 計算時間

計算対象のパタンを 1万個（10k），10万個（100k），66万

4千個（664k）としたときの，EXACT-PMI，APPROX-PMI，

APPROX-PMI+PCAの三つの手法についての類似度計算時

間の結果を表 2 に示した．なお，計算時間は C++で実装

されたプログラムを，CPUは AMD Opteron 6174（12-core,

2.2GHz），256GBのメモリを有する計算機で，1スレッド

で計算した結果である．なお，100kと 664kについては 1

スレッドでは膨大な時間がかかってしまうため，パタンの

組み合わせをそれぞれ 48グループ，4096グループに分割

し，1グループでの計算時間をグループ数倍したものを記

載している．

APPROX-PMI は EXACT-PMI よりも非ゼロの素性数が

少ないため，計算時間が減っているが，それでも 100k，

664kとなると膨大な時間がかかってしまう．これに対し，

APPROX-PMI+PCA は計算時間を他の手法の 1/10まで減

少させている．APPROX-PMIでも 664kのパタンに対して

は 7,441時間（約 1年）かかる事を考慮すると，大規模デー

タを扱うためには，次元数を小さくしておく事は必須であ

ると言える．すなわち，実用的な時間で類似度計算を終え

るためには，word2vecであらかじめ作成したエンティティ

のベクトルか，次元圧縮によって次元数を抑える必要が

ある．

3.6 誤り分析

表 3に APPROX-PMI+PCAと EXACT-PMI+WORD2VEC

の出力例として，“Xを→綴った→ Y”と “Xに←死去し
た→ Yは”という二つのパタンに対する，上位 3近傍の

*8 厳密には，Exact，Approx では連想配列上で次元とその値の両方
を記憶する必要があり，次元の記憶のためにより多くのメモリが
必要となる．

パタンを記した *9．この表において，出力したパタンのう

ち，対象のパタンと同一の関係を表していないものについ

ては*を付与した．

EXACT-PMI+WORD2VEC は “Xを→綴った→ Y”につ

いて “Xで←書いた→ Yを”という誤ったパタンを出力

してしまっている．これは，“Xで←書いた→ Yを”と対

象のパタンとで，Xに当てはまるエンティティのタイプが

同じ（すなわち，Xには「本」や「作品」が入る）ためで

あると考えられる．本研究では，word2vecによる，単語の

意味を表現したベクトルからパタンベクトルを得る際に，

Xに入るエンティティのベクトルと Yに入るエンティティ

のベクトルのそれぞれの和を結合してパタンのベクトルを

得ていた．これにより，片側のタイプが一致するだけで，

パタンペアの類似度が高くなってしまったのだと考えられ

る．言い換えれば，パタンの意味を表すベクトルの構築に

は，エンティティを別々にではなく，エンティティペアの

単位で用いる必要があると考えられる．なお，“Xに←死
去した→ Yは”では “Xに→発表された→ Y”のように，

意味的にまったく無関係であるパタンを獲得してしまって

いるが，これも同様の理由によるものと考えられる．

APPROX-PMI+PCA が “Xに←死去した→ Yは”にお

いて誤って出力してしまったパタンは，「生まれる」と「死

去」という，反意のパタンである．このように，反対の意味

を持つものとの類似度が高くなってしまう事は，分布仮説

を用いた手法では起こりやすく，また，解決し難い問題で

ある．これを解決するために，人手で構築した単語の意味

や，パタン内部の単語の意味なども利用し，パタンの意味

を表現するベクトルを構築する必要があると考えられる．

4. 関連研究

教師なし関係抽出にはインスタンスやパタンの抽出，パ

タンの意味の表現，効率的な類似度計算という，三つの主

要な問題がある．インスタンスやパタンの抽出法について

は，多くの手法が提案されてきた [1], [2], [5], [26]が，本研

究ではこの点には取り組まないため，詳細についてここで

は控える．

パタンの意味の表現方法として，PMIや LDAなど様々な

手法が利用されてきた [10], [14], [28]．Linと Pantel [10]は

エンティティとパタン間の共起情報として，PMIを用いて

パタンの意味を表現した．彼らの目的は Relation Extraction

ではなく言い換え表現（推論規則）の獲得であったが，こ

の研究は教師なし関係抽出に大きな影響を与えた．Yao

ら [28]はパタンとエンティティとの共起情報に加え，文や

文書のテーマを LDAによってモデル化し，パタンの意味を

表現するために利用した．また，近年，単語の意味などを

表現するための学習法として，ニューラル言語モデルが注

*9 評価用データ，すなわち，4,531 個のパタンペアのうち，類似度
の高い順にペアを記載した．
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手法 対象のパタン 上位 3近傍のパタン

APPROX-COUNT Xを→綴った→ Y X→描いた→ Y，Xを→まとめた→ Y

+PCA Xを→書いた→ Y

Xに←死去した→ Yは Xに←生まれた→ Yは*，Xに→生まれた→ Y*

Xに←生まれる→ Yは*

EXACT-PMI Xを→綴った→ Y Xを→描いた→ Y，Xを→扱った→ Y

+WORD2VEC Xで←書いた→ Yを*

Xに←死去した→ Yは Xに→発表された→ Y*，Xに→発表した→ Y*

Xには←発表→ Yを*
表 3 各手法での，対象についての上位 3 近傍のパタン

目を集めている [3], [13], [14], [15]．本研究では，共起頻度

と PMI，ニューラル言語モデルによる単語の意味表現 [14]

の比較を行う．

効率的な類似度計算を達成するために，エンティティのタ

イプ（例えば，“フランツ・カフカ”であれば「作家」という

タイプに属する）を利用する研究が行われてきた [16], [17]．

Minら [16]は “X is Y”（Xはエンティティ，Yはタイプ）

という簡単なパタンや，エンティティの周辺単語などの情

報を元にエンティティのクラスタリングを行い，得られ

たクラスタをタイプとして利用した．彼らはパタン間の

類似度計算の際に，計算対象をエンティティのタイプが

同一のパタンペアのみに制限し，計算時間を削減してい

る．Nakasholeら [17]は Yagoや Freebaseなどの既存の知

識ベースから得たエンティティタイプの情報を元に，Min

らと同様に，計算対象を制限し，計算時間削減を行った．

しかしながら，タイプの粒度や，エンティティがどのタイ

プを表すかは文脈に依存するものであり，あらかじめ決

定してしまう事は不適当であると考えられる．例えば “ウ

ディ・アレン”は「映画監督」，「俳優」，「作家」であり，文

脈によってどのタイプへの言及であるかが異なる．このた

め，タイプにより計算対象を削減するのではなく，パタン

の意味表現を簡略化し，全ペアの計算も可能であるように

することが望ましい．

本研究と最も近しいものは Goyalら [7]による研究だろ

う．彼らは count-min sketchという近似頻度計算手法と近

似最近傍探索手法を NLPのタスクに適用する効果を検証

した．彼らは近似手法による素性ベクトルの獲得，ベクト

ルの次元の削減，クエリに対し類似のアイテム検索を行い，

効果を示したが，個別の NLPタスクに関しては検証や有

効性を評価していない．

5. まとめ

本研究では大規模データに対し，教師なし関係抽出を行

うシステムを提案した．膨大な量のデータを処理するため

に，次元圧縮，近似頻度計算，単語のベクトルによる意味

表現の三つの手法を利用した．実験を通して，近似頻度計

算により，必要な情報を落とす事なく，省メモリでパタン

の意味を表現するベクトルが作成できる事を示した．さら

に，次元圧縮が類似度計算時間を短縮させるばかりではな

く，パタンのベクトルの質を向上させもする事が明らかと

なった．

これに対し，単語の意味表現ベクトルの利用では，良質

のパタンのベクトルを得る事はできなかった．これは，エ

ンティティペアをエンティティに分けてしまい，ペアとし

ての情報を利用できていなかったからと考えられる．これ

を解決するため，エンティティペアの分布を表現したよう

なパタンのベクトル表現を学習する必要があると推測され

る．今後の展望は，単語の意味表現ベクトルとパタンのベ

クトルを同時に学習するような手法を構築する事である．

さらに，パタンに含まれる単語（パタンを構成する語）の

情報もパタンの意味表現ベクトル内に組み込む手法も必要

だろうと考えられる．
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