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カテゴリ標本特徴空間を用いた
高速スパース最小自乗サポートベクトルマシン

北村 拓也†1,a) 関根 崇正1 塚越 勇規1

概要：本論文では,カテゴリ標本特徴空間を用いた高速スパース最小自乗サポートベクトルマシン (FSLS-
SVM) を提案する. FSLS-SVMでは, カテゴリごとの教師ベクトルから一次独立な教師ベクトルを選択し,
カテゴリごとにそれらの教師ベクトルを基底ベクトルとした標本特徴空間を生成する. これらの標本特徴
空間上に全教師ベクトルを写像し, それぞれ識別基準を決定する. このとき, これらの識別基準は, 各カテ
ゴリの一次独立な教師ベクトルのみを用いて決定できるため, 通常の LS-SVMとは異なり, 解にスパース
性を付与できる. また, カテゴリごとに独立して一次独立な教師ベクトルの選択を行えるため, 選択におけ
る計算コストは小さく, 全データから選択する従来手法に比べて高速な学習が可能となる. ベンチマーク
データセットを用いた計算機実験により提案手法の有効性を示す.

1. はじめに

最小自乗サポートベクトルマシン (LS-SVM) [1], [2]と

はサポートベクトルマシン (SVM) [2]–[4]のモデルのひと

つである. 通常の SVMにおいて解くべき最適化問題が二

次計画問題であることと異なり, LS-SVMにおいては連立

一次方程式となり, 計算コストの削減が期待できる. さら

にパターン認識問題 [5]において, LS-SVMは通常の SVM

と比べて汎化能力の観点において同等程度の精度を示す

ことから, 広く用いられている. しかしながら LS-SVMで

は, すべての教師ベクトルをサポートベクトル (SV) とし

て取り扱うため, 通常の SVMの利点である解のスパース

性が欠如している. そのため, LS-SVMに対してスパース

性を付与させたスパース LS-SVM (SLS-SVM) [2], [6]–[9]

の研究が広く行われている. 阿部氏が開発した SLS-SVM

では, 一次独立な教師ベクトルを選択し, それらを基底ベ

クトルとして構成した標本特徴空間 [2], [8], [9]上において

LS-SVMを用いることにより, 一次独立な教師ベクトルの

みを SVとみなせ, 解にスパース性を付与している. この

とき, 一次独立な教師ベクトルの選択はコレスキー分解ま

たは線形判別分析 (LDA) [2], [10]を用いている. 以後, “従

来の SLS-SVM”は阿部氏の開発した SLS-SVMを表す. し

かしながら, これらの選択における学習コストが大きくな
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り, 計算機実験により通常の LS-SVMと比べて学習時間が

大幅に増加する傾向にあることが確認されている.

そこで本論文では,一次独立な教師ベクトルの選択におけ

る学習コストを削減した高速 SLS-SVM (FSLS-SVM)を提

案する. FSLS-SVMでは, SLS-SVMとは異なり, カテゴリ

ごとに一次独立な教師ベクトルを選択する. 全教師ベクト

ル数をM ,カテゴリ数を nとしたとき,従来の SLS-SVMコ

レスキー分解を用いた選択におけるの計算コストはO(M3)

となることに対して, FSLS-SVMではO(n
∑n

i=1 M3
i )とな

る. このため, 各カテゴリの教師ベクトル数が等しい場合,

計算コストが n倍小さくなり, 特にカテゴリ数が多いほど

有効であることが確認できる. 次に, 各カテゴリ上の標本

特徴空間上でそれぞれの識別基準を LS-SVMにより決定

する. ここで, 多クラス問題に拡張するため, 広く用いられ

ている一対他 (OAA) 方式 [11]とペアワイズ方式を用いる.

すなわち, OAA方式ではあるひとつのカテゴリ標本特徴空

間上に他のすべてのカテゴリの教師ベクトルと分類するた

めの識別基準をひとつ設定し, ペアワイズ方式では他のカ

テゴリのうち, ひとつのカテゴリに属する教師ベクトルと

分類する識別基準をひとつずつ設定する. そのため, ある

ひとつのカテゴリ標本特徴空間上において, OAA方式では

1個, ペアワイズ方式では (n− 1)個の識別基準を決定する.

また, 標本特徴空間の次元数は選択された一次独立な教師

ベクトル数となるため, FSLS-SVMにおける各カテゴリ標

本特徴空間の次元数は従来の SLS-SVMもおける標本特徴

空間の次元数に比べて小さくなるため, 各識別基準を決定

するために求めるべき変数の数も小さくなり, 最適化問題
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においても学習コストの削減が期待できる. 次に, 各カテ

ゴリ標本特徴空間を他のカテゴリに属する教師ベクトルを

考慮せず生成することによる情報の欠損を防ぐため, 各空

間上における識別基準を線形結合することにより新たに識

別基準を決定する. すなわち, 各空間上において決定され

た識別基準をひとつの特徴量として取り扱い, それらの特

徴量に重みづけを行い線形結合することにより他のカテゴ

リ標本特徴空間を考慮した識別基準を求められる. ここで

識別基準の重みの最適化には LS-SVMを用いる.

本論文の構成は, 2節に LS-SVMと従来の SLS-SVMに

ついて述べ, 3節に FSLS-SVMについて説明し, 4節に計

算機実験による結果と考察を述べる. 最後に 5節にてまと

めを述べる.

2. スパース最小自乗サポートベクトルマシン

2.1 LS-SVM

LS-SVMは通常の SVMと同様にマージン最大化の概念

を基に識別基準を決定する. 通常の SVMと比べて同等の

汎化能力を持つとともに, 連立一次方程式を解くことによ

り識別基準を決定するため, 学習の高速化が期待できる.

教師ベクトル数M のm次元 nクラス問題において, 教

師データ xj , yj (j = 1, ldots,M) が与えられているとき,

LS-SVMにおける最適化問題は以下のように定義できる.

min 1
2w⊤w + C

2

∑M
j=1 ξ2

j (1)

s.t. zj(w⊤g(xj) + b) = 1 − ξj (2)

for j = 1, . . . ,M

ここで, w, C, ξj , bはそれぞれ重みベクトル, マージンパ

ラメータ, スラック変数, バイアス項を表し, g(x)は高次

元特徴空間への写像関数を表す. また, LS-SVMは通常の

SVMと同様に 2クラス識別器であり, zj は yj = 1のとき

zj = 1となり, yj = 2のとき zj = −1とする. 式 (1), (2)

にラグランジュ乗数 αj (j = 1, . . . ,M) を導入し, 双対問

題により最適化問題を解くと重みベクトル w は以下のよ

うに表せる.

w =
j=M∑
j=1

zjαjg(xj) (3)

識別基準である決定関数D(x) = w⊤g(x)に式 (3) を代入

すると,

w =
j=M∑
j=1

zjαjK(xj ,x) (4)

となる. ここで, K(x,x′)は高次元特徴空間上における x

と x′ の内積値であり, カーネル関数とよぶ. また LS-SVM

において, αj ̸= 0 (j = 1, . . . ,M) となり, 式 (4) より決定

関数の導出において, すべての教師ベクトルを用いる必要

がある. そのため, 図 1の 2次元 2クラス問題を例として

挙げるように, SVMにおいては識別面付近または誤認識し

うる教師ベクトルが SVとなることに対して, LS-SVMで

はすべての教師ベクトルを SVとみなす. すなわち, 解のス

パース性が欠損しているといえる.
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図 1 SVM と LS-SVM における SV (a) SVM (b) LS-SVM

Fig. 1 Support vectors for SVM and LS-SVM (a) SVM (b)

LS-SVM

2.2 SLS-SVM

LS-SVMのスパース性の欠損における問題点を解決する

ため, 広く SLS-SVMの研究がなされている. 阿部氏の開

発した SLS-SVMでは, 標本特徴空間上で LS-SVMにより

学習させることによりスパース性を付与している. 全教師

ベクトル xj (j = 1, . . . ,M) から一次独立な教師ベクトル

x′
j (j1, . . . , N) をコレスキー分解または LDAにより選択

し, それらの教師ベクトルを基底ベクトルとして標本特徴

空間を生成する. ここで,N は一次独立な教師ベクトル数を

表す. このとき, 標本特徴空間への写像関数 h(x)は以下の

ように表せる.

h(x) = (K(x,x′
1), . . . ,K(x,x′

N ))⊤ (5)

標本特徴空間上と高次元特徴空間上の内積値は異なり, す

なわちデータ分布は変化するが, 適切なカーネル関数の種

類とパラメータ値を決定することにより, 汎化能力への影

響は考慮しなくてもよいことが計算機実験により確認され

ている. 標本特徴空間上において以下の最適化問題を解く.

min 1
2v⊤v + C

2

∑M
j=1 ξ2

j (6)

s.t. yj(v⊤h(xj) + b) = 1 − ξj (7)

for j = 1, . . . ,M

高次元特徴空間とは異なり, 標本特徴空間の次元数はN は

有限かつ全教師ベクトル数M 以下となることから, 上式の

主問題を解くことにより最適解を求める. このとき最適解

は以下のように表せる.

D(x) = v⊤h(x) + b (8)
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= v⊤(K(x,x′
1), . . . ,K(x,x′

N ))⊤ + b

式 (8) より, 決定関数の決定において一次独立な教師ベク

トルのみが用いられており, それらの教師ベクトルのみを

SVとみなせる. しかしながら, スパース性を付与できるが,

一次独立な教師ベクトルの選択による計算コストの増加に

より, 通常の LS-SVMに比べて全体の学習コストが大きく

なる.

3. カテゴリ標本特徴空間による高速学習法

3.1 カテゴリ別選択による計算コストの削減

2節における SLS-SVMにおいて, 一次独立な教師ベクト

ルの選択に要する計算コストは O( 1
6M3)となる. ここで,

選択にはコレスキー分解を用いた場合を示している. すな

わち, SV数の数に関わらず, 与えられた教師ベクトル数が

多ければ多いほど計算コストは大きくなる.

そこで, カテゴリ別に一次独立な教師ベクトルを選択す

ることにより学習コストの削減を図る. カテゴリごとの

教師ベクトル数をMi (i = 1, . . . , n) としたとき, クラス i

における一次独立な教師ベクトルの選択に要する計算コ

ストは O( 1
6M3

i ) となる. すなわち, 全カテゴリにおける

選択に要する計算コストの総和は O( 1
6

∑n
i=1 M3

i )となる.

M =
∑n

i=1 M3
i となるため, 1

6M3 ≥ 1
6

∑n
i=1 M3

i となり計

算コストが削減される. 各カテゴリの教師ベクトル数が等

しい場合, 選択における計算コストは従来の SLS-SVMの
1
n となり, カテゴリ数が多ければ多いほど削減割合が大き

くなる.

3.2 FSLS-SVM

FSLSでは, 3.1節におけるカテゴリ別に生成された標本

特徴空間上に写像し, 最適化問題を解くことにより識別基

準を決定する. 式 (5) と同様にクラス i標本特徴空間への

写像関数 hi(x)を以下のように定義する.

hi(x) = (K(x,x′
i1), . . . ,K(x,x′

iNi
))T (9)

for i = 1, . . . , n

ここで, x′
ik (k = 1, . . . , Ni) はクラス i標本特徴空間にお

ける k番目の一次独立な教師ベクトル, Ni はクラス i標本

特徴空間の一次独立な教師ベクトル数を表す. このとき, ク

ラス i標本特徴空間上における最適化問題は以下のように

表せる.

min 1
2t⊤i ti + C

2

∑M
j=1 ξ2

ij (10)

s.t. zj(t⊤i hi(xj) + bi) = 1 − ξij (11)

for i = 1, . . . , n, j = 1, ...,M

ここで, ti, bi, ξij はそれぞれクラス i標本特徴空間上で求

める重みベクトル, バイアス項, スラック変数である. クラ

ス i (i = 1, . . . , n) 標本特徴空間上での決定関数 Di(x)は

Di(x) = t⊤i hi(x) + bi for i = 1, . . . , n (12)

である.

それぞれのカテゴリ標本特徴空間はカテゴリごとに独立

して生成しているため, 他のカテゴリの情報が欠損してお

り, 汎化能力の劣化につながりうる. そこで, それぞれのカ

テゴリ標本特徴空間上で求められた決定関数に対して重み

づけをし, 線形統合することにより新たに全カテゴリの情

報を考慮した決定関数を求める. また 2クラス識別器であ

る各種 SVMにおいて多クラス問題などの複数のカテゴリ

を含む場合, 一般的に OAA方式やペアワイズ方式などの

拡張方式を用いられる. 最適化問題 (6), (7) においてOAA

方式では, yj = iのとき zj = 1, yj ̸= iのとき zj = −1と

すればよい. ペアワイズ方式では, クラス i (i = 1, . . . , n)

と他のあるひとつのクラス l (l ̸= i) との識別基準を全組み

合わせにおいて決定するため, 最適化問題 (6), (7) におい

て ti, M , ξij , biをそれぞれ til, Mi + Ml, ξilj , bil と置き換

えて計算すればよい. ここで zj は yj = iのとき 1, yj = l

のとき-1とする.

3.2.1 OAA方式における決定関数の線形結合

新たに求めるクラス iとその他のクラスを分類する決定

関数 D′
i(x)を式 (12) を用いて

D′
i(x) = u⊤

i f(x) + be
i (13)

f(x) = (D1(x), . . . , Dn(x))⊤ (14)

for i = 1, . . . , n

とする. ここで, ui は n次元重みベクトルである. be
i はバ

イアス項である. ui と be
i はそれぞれ通常の SLS-SVMと

同様に最適化問題 (6), (7) の主問題を解くことにより求め

る. このとき求めるべき変数の数はクラス数 nと等しいた

め, nが非常に大きくならない限り, 決定関数の統合による

計算量の増加を考慮しなくてもよい. 識別部では, ある入

力 xにおいて,

arg max
i=1,...,n

D′
i(x) (15)

となるクラス iに分類する.

3.2.2 ペアワイズ方式における決定関数の線形結合

ペアワイズ方式において各カテゴリ標本特徴空間上にて,

他カテゴリのうちひとつと分類する識別基準を決定するた

め, n − 1の識別基準を有する. すなわち, クラス iまたは

クラス l標本特徴空間上でのクラス i, l (l ̸= i)を分類する

決定関数Dil(x), Dli(x)の関係はDil(x) ̸= Dli(x)となる.

ここで, 決定関数 Dil(x)は

Dil(x) = t⊤il hi(x) + bil for i = 1, . . . , n (16)

と定義できる. Dil(x)はクラス i標本特徴空間上で決定さ

れており, 情報の欠損が発生しうるため, クラス l標本特徴

空間上におけるクラス iと分類する決定関数Dli(x)と線形
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結合することにより防ぐ. 新たにクラス i, lを分類する決

定関数 D′
il(x)を式 (16) を用いて

D′
il(x) = u⊤f il(x) + be

il (17)

f il(x) = (Dil(x), Dli(x))⊤ (18)

とする. D′
il(x)は Dli(x)と異なり, Dil(x) = Dli(x)とな

る. uと be はそれぞれ通常の SLS-SVMと同様に最適化問

題 (6), (7) の主問題を解くことにより求める. このとき各

カテゴリ対において求めるべき変数は 2となり, 決定関数

の統合による計算量の増加を考慮しなくてもよい. 識別部

では, ある入力 xにおいて,

D′
i(x) = min

l=1,...,n, l ̸=i
D′

il(x) for i = 1, . . . , n (19)

とおき, 式 (15) を満たすクラス iに分類する.

3.2.3 AAO方式による決定関数の線形結合

OAA 方式は一般的にペアワイズ方式に比べて汎化能

力が劣る傾向がある. ペアワイズ方式では, あるひとつ

のカテゴリとその他のカテゴリのうちのひとつの識別基

準を全組み合わせにおいて決定しているため, より細か

な識別基準となっているためである. しかしながら, 決

定関数の線形結合を行う前の全識別基準の決定における

計算コストは O(n
∑n

i=1 M3
i ) となり, ペアワイズ方式の

O(n(n − 1)
∑n

i=1 M3
i )と比べて (n − 1)倍小さいメリット

がある. そこで, 決定関数の線形結合において AAO方式を

用いることにより汎化能力を向上させる. AAO方式とは,

全識別基準を考慮して同時に決定する多クラス問題への拡

張方式である. AAO方式はペアワイズと同程度以上の汎

化能力を示すが, 全識別基準を同時に決定することから, 一

度に求める変数の数が膨大となる傾向にあり計算コストの

観点から一般的に実用的ではない. しかしながら, 決定関

数の線形結合において, ひとつの識別基準を決定するため

に必要な求めるべき変数の数は nであり, すなわち同時に

決定する変数の数は n2となり, カテゴリ数が膨大でない限

り計算コストの問題は考慮しなくてよい.

はじめにOAA方式を用いて各カテゴリ標本特徴空間上で

多カテゴリと分類するための決定関数Di(x) (i = 1, . . . , n)

を求める. 新たに線形結合することにより求めるクラス i

とその他のクラスを分類する決定関数 D′
i(x)は

D′
i(x) = u⊤

i f(x) (20)

for i = 1, . . . , n

と定義する. ここで, f(x)は式 (14) である. D′
i(x)におけ

る 3.2.1節の OAA方式と異なる点はバイアス項の有無の

みであり, AAO方式のおいてバイアス項を除くことにより

計算を簡略化させる. AAO方式において最適化問題は以

下のように定義できる.

min 1
2

∑n
i=1 u⊤

i ui + C
2

∑M
j=1

∑n
i=1, i ̸=yj

ξ2
ij (21)

s.t. u⊤
yj

f(xj) − u⊤
i f(xj) = 1 − ξij (22)

for i = 1, . . . , n, j = 1, ...,M

上式における制約条件は, xj が属するカテゴリにおける決

定関数が全カテゴリの中で最大とすることを意味している.

識別部では, 式 (15) を満たすクラス iに分類する.

4. 計算機実験

本節では, ベンチマークデータセット [2], [12], [13]を用

いた計算機実験により従来の SLS-SVMと FSLS-SVMの

学習時間, SV数, 汎化能力の比較・評価を行う. さらに, そ

れぞれの計算機実験において参考のため通常の LS-SVM

との比較・評価も行う. 計算機実験において用いる計算機

の仕様は OS：Windows 7 (64bit), CPU：Intel (R) Core

(TM) i7 3.40GHz, メモリ：16.00GBである.

4.1 パラメータ設定

LS-SVM, SLS-SVM, FSLS-SVM はそれぞれ人為的に

決定する必要のあるハイパーパラメータとしてカーネル

パラメータとマージンパラメータがある. ここで, 用い

るカーネル関数は線形カーネル: K(x,x′) = xTx′, 多

項式カーネル: K(x,x′)(= xTx′ + 1)d, RBF カーネル:

K(x,x′) = exp
γ
m ||x−x′||2 とする. ここで, それぞれ d, γ

がカーネルパラメータとなる.

それぞれのハイパーパラメータの設定する値によっ

て, それぞれの識別器の汎化能力が大きく左右される.

そのため, 汎化能力が最大となる最適なハイパーパラ

メータを推測する必要がある. 本実験ではそれぞれ

のハイパーパラメータを五分割交差検定法により決

定する. カーネルパラメータは d = {2, 3, 4, 5} また
は γ = {0.1, 0.5, 1, 1.5, 3, 5, 10, 15, 20, 30, 50, 100, 200} か
ら選択する. ただし, 線形カーネルを用いる際, カー

ネルパラメータを存在しない. マージンパラメータは

C = {0.1, 1, 5, 10, 50, 100, 500, 103, 5 × 103, 104}から選択
する. また SLS-SVM, FSLS-SVMでは一次独立な教師ベ

クトルの選択においてコレスキー分解を用いており, カー

ネル行列の分解途中に対角成分が閾値 µ以下となれば正則

性を乱すと判断し, 対応する教師ベクトルを一次従属とし

て削除する. そのため, 閾値 µを決定する必要がり, 本実験

では µ = {10−2, 10−3, 10−4, 10−5, 10−6}から五分割交差検
定法により決定する.

4.2 学習時間の比較

表 1, 2に 2クラス,多クラス問題におけるLS-SVM, SLS-

SVM, FSLS-SVMの学習時間 (s) を示す. 各方式において

最短学習時間を太字で記す.

4.2.1 2クラス問題

2クラス問題であるため, OAA方式とペアワイズ方式に
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おいて同様の結果が得られる. また, FSLS-SVM (AAO)

は “FSLS (AAO)”と記載し, 一対他方式とペアワイズ方式

を用いた FSLS-SVMは “FSLS (AAO)”と記載する. ここ

で, FSLS-SVMにおいて SLS-SVMと比べて短い学習時間

の前に*を記す.

表 1 より, OAA 方式またはペアワイズ方式を用いた

FSLS-SVMは LS-SVMと比べて 4個のデータセットにお

いて計算時間が短いが, 9個のデータセットにおいて計算

時間が長くなっている. しかしながら, それらの計算時間

の増加は SLS-SVMと比べて非常に小さく, Imageデータ

セットや Spliceデータセットのようなデータ数が 1000を

超えるデータセットにおいて特に増加率が小さい. また,

SLS-SVMと比べて 10個のデータセットにおいて計算時

間が短くなっている. 3個のデータセットでは計算時間が

長くなっているが非常に小さい増加幅であり, 考慮する必

要はないと考えられる. FSLS-SVM (AAO) では LS-SVM

と比べて 4個のデータセットにおいて計算時間が短いが, 9

個のデータセットにおいて計算時間が長くなっているが,

OAA 方式またはペアワイズ方式を用いた FSLS-SVM と

同様に増加幅は小さい. また, SLS-SVMと比べて 12個の

データセットにおいて計算時間が短くなっている.

これらの結果より, 各種 FSLS-SVMの学習コストは従

来の SLS-SVMに比べて非常に小さくなっていることが確

認された. また, AAO方式とその他の方式における FSLS-

SVMにおける学習コストは 2クラス問題においてほぼ同

程度であることが確認された.

4.2.2 多クラス問題

LS-SVM, SLS-SVMでは多クラス問題への拡張方式とし

て OAA方式とペアワイズ方式を用いており, FSLS-SVM

では 2方式に加えて 3.2.3節で述べたAAO方式を用いてい

る. Irisデータセットにおいて, いずれの識別器においても

学習時間が非常に短く,計測不可能であったため省略してい

る. また, Hiragana-50データセットにおいて, FSLS-SVM

(AAO) は学習時間が非常に長く, 計測不可能であったため

省略している.

表??より, OAA方式とペアワイズ方式を用いた FSLS-

SVMは 3個のデータセットにおいて最短学習時間を計測し

ており, Thyroid (3) データセットにおいても SLS-SVMと

比べて短い学習時間を計測した. Thyroid (3) データセット

は 3クラス問題であり, そのうち 1個のカテゴリのデータ数

が全データ数の 9割以上を占めている不均衡データセット

であったため, LS-SVMと比べて学習時間が長くなったと

考えられる. FSLS-SVM (AAO) は全データセットにおい

て SLS-SVMの各種方式と比べて高速な学習が行われてい

ることが確認された. また, OAA方式を用いた FSLS-SVM

と比べて学習時間の増加は確認されたが, その増加幅は小

さいといえる.

これらのことから, FSLS-SVMの各種方式は SLS-SVM

に比べて高速な学習を行え, さらに不均衡データセットを

除く多クラス問題において LS-SVMと比べてOAAまたは

ぺワイズ方式における学習時間は短く, より有効であると

いえる.

表 1 2 クラス問題における学習時間 (s) の比較

Table 1 Comparison of training time in seconds for two-class

problems

Data LS-SVM SLS-SVM FSLS FSLS (AAO)

Banana 0.219 0.211 *0.108 *0.052

B. cancer 0.008 0.023 0.025 *0.016

Diabetes 0.058 0.294 *0.111 *0.105

German 0.162 1.257 *0.439 *0.421

Heart 0.007 0.013 *0.005 *0.008

Image 0.803 7.597 *1.787 *4.121

Ringnorm 0.344 0.228 * 0.174 *0.175

F. solar 0.091 0.883 *0.248 *0.263

Splice 0.731 6.076 *2.142 *2.150

Thyroid 0.004 0.011 *0.007 *0.008

Titanic 0.004 0.011 0.028 0.033

Twonorm 0.139 0.316 0.317 *0.305

Waveform 0.245 0.277 *0.235 *0.234

表 2 多クラス問題における学習時間 (s) の比較

Table 2 Comparison of training time in seconds for multi-class

problems

Data Form LS-SVM SLS-SVM FSLS-SVM

Numeral OAA 0.265 1.65 0.094

pairwise 0.218 0.500 0.156

AAO – – 0.128

Blood-cell OAA 8.58 142 7.61

pairwise 4.51 32.3 3.68

AAO – – 9.59

Thyroid (3) OAA 11.9 177 139

pairwise 18.8 472 150

AAO – – 158

Hiragana-50 OAA 38.5 708 8.36

pairwise 16.0 35.3 10.5

AAO – – –

4.3 汎化能力と SV数の比較

表 3, 4に 2クラス, 多クラス問題における各手法の認識

率と SV数を示す. 各データセットまたは各方式において

最大平均認識率と最少 SV数を太字で記す.

4.3.1 2クラス問題

表 3 より, OAA 方式またはペアワイズ方式を用いた

FSLS-SVMは 3個のデータセットにおいて最大認識率を

示し, SLS-SVMと比べて全データセットにおいて同等の認

識率を示している. また SV数において, 5個のデータセッ

トにおいて最小であり, 全データセットにおいて LS-SVM
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と比べて少ないため, スパース性が付与されていることが

確認できる. FSLS-SVM (AAO) は 8個のデータセットに

おいて最大認識率を示しており, さらに Image, Ringnorm,

Thyroidデータセットのように SLS-SVM, FSLS-SVMの

平均認識率が通常の LS-SVMに比べて大きな劣化がみら

れるデータセットにおいても劣化が解消され, 最大認識率

を示している. また SV数において, スパース性が付与され

ていることが確認できる. これらより, 2クラス問題におい

て FSLS-SVMはスパース性と汎化能力を維持できており,

FSLS-SVM (AAO) においてはスパース性付与による汎化

能力の劣化を解消できたといえる.

4.3.2 多クラス問題

表 3より, FSLS-SVMの全方式は LS-SVMと比べて SV

数が減少しており, スパース性を付与されていることが確

認できる. OAA, ペアワイズ方式を用いた FSLS-SVMは

LS-SVMと SLS-SVMとほぼ同程度の汎化能力を示してい

るが, FSLS-SVM (AAO) は汎化能力の劣化がみられる. こ

の原因として, バイアス項の省略が考えられる. バイアス

項を省略することにより最適化問題の簡易化が可能だが,

多クラス問題において汎化能力が劣化すると考えられる.

5. おわりに

本論文では, カテゴリ標本特徴空間を用いることによる

SLS-SVM の高速学習法 (FSLS-SVM) を提案した. 多ク

ラス問題の拡張方式として OAA方式とペアワイズ方式と

AAO方式を用いた.

計算機実験により, 提案手法と従来手法の比較・評価を

行った. 計算機実験結果により, FSLS-SVMは汎化能力と

スパース性を維持すると同時に学習時間の削減がなされて

いることが確認できた. さらに FSLS-SVM (AAO) では, 2

クラス問題において従来の SLS-SVMと比べて優れた汎化

能力を示した. これらのことから, FSLS-SVMはスパース

性を付与でき, 学習コストも小さい実用的な識別器である

といえる.
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表 3 2 クラス問題における汎化能力と SV 数の比較

Table 3 Comparison of the average recognition rates in percent, standard deviations of

the rates, and the average number of support vectors for two-classes problems

LS-SVM SLS-SVM FSLS-SVM FSLS-SVM (AAO)

Data Rec. SVs Rec. SVs Rec. SVs Rec. SVs

Banana 89.5 ± 0.5 400 89.2 ± 0.5 44 89.0 ± 0.5 69 89.5±0.4 276

B. cancer 73.6 ± 4.5 200 74.1 ± 4.5 52 73.3 ± 4.5 5 74.1±4.4 105

Diabetes 77.0 ± 1.6 468 77.0 ± 1.7 165 76.9 ± 1.1 284 77.0±1.7 324

German 76.2 ± 2.1 700 75.9 ± 2.1 189 75.8 ± 2.0 40 75.9±2.0 268

Heart 84.2 ± 3.1 170 84.2 ± 3.3 126 84.1 ± 3.2 47 83.7±3.1 75

Image 95.5 ± 0.7 1300 91.7 ± 1.2 279 91.0 ± 1.3 359 95.9±0.5 1210

Ringnorm 96.3 ± 0.5 400 94.2 ± 3.0 22 94.3 ± 2.1 317 98.5±0.1 400

F. solar 66.6 ± 1.6 666 66.6 ± 1.6 32 66.7 ± 1.6 104 66.6±1.6 109

Splice 89.4 ± 0.7 1000 89.3 ± 0.7 977 86.8 ± 0.6 977 86.9±0.6 974

Thyroid 93.8 ± 2.8 140 92.7 ± 2.8 29 92.6 ± 2.8 53 95.7±2.1 108

Titanic 77.3 ± 1.2 150 77.2 ± 0.8 10 77.3 ± 1.1 6 77.2±1.1 13

Twonorm 97.4 ± 0.2 400 97.5 ± 0.2 306 97.6 ± 0.1 40 97.6±0.1 40

Waveform 90.3 ± 0.4 400 89.6 ± 0.6 393 90.2 ± 0.4 399 90.4±0.4 400

表 4 多クラス問題における汎化能力と SV 数の比較

Table 4 Comparison of the average recognition rates in percent and the average number

of support vectors for multi-classes problems

LS-SVM SLS-SVM FSLS-SVM

Data Form Rec. SVs Rec. SVs Rec. SVs

Iris OAA 93.3 75 92.0 12 94.7 37

pairwise 97.3 50 97.3 23 97.3 31

AAO – – – – 90.7 62

Numeral OAA 99.3 810 99.5 222 98.9 249

pairwise 99.8 162 99.8 67 99.2 50

AAO – – – – 99.0 491

Blood-cell OAA 93.3 3097 93.4 1684 93.2 2870

pairwise 94.3 516 94.5 85 94.2 278

AAO – – – – 93.4 3080

Thyroid (3) OAA 94.4 3772 94.3 1043 93.6 1446

pairwise 95.4 2515 95.0 1683 94.8 591

AAO – – – – 93.7 843

Hiragana-50 OAA 99.2 4610 99.2 3797 97.4 3732

pairwise 99.2 99.3 197 98.1 185

AAO – – – – – –
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