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半教師付き学習を用いた薬物クリアランス経路予測

柳澤 渓甫1,a) 石田 貴士1 秋山 泰1,2

概要：近年，新薬開発にかかる時間および費用は莫大なものであり，この費用や開発期間の削減が求めら
れている．薬剤候補化合物が新薬として認められるためには体内で代謝・排泄されるという安全性を確認

する必要があるが，この観点から計算機を用いることで薬物候補化合物の早期の選定を行うのが薬物クリ

アランス経路予測と呼ばれるものである．この予測問題は既知薬物のクリアランス経路を利用して学習を

行うが，この情報を得るには実験が必要となるため，データ数が少ないことが問題となっている．そこで

この予測問題に対する半教師付き学習の有用性を評価し，この手法を用いることで予測精度の改善を試み

た．また，入力の特徴量を増加させることが有効であると考え，貪欲法により 802個の化合物記述子より

選択した特徴量の追加を行い，その効果も検証した．
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Drug clearance pathway prediction using semi-supervised learning
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Abstract: Nowadays, drug development requires too much time and budget, and it is necessary to reduce
them. In order to accept a compound as a new drug, it must be confirmed that it is metabolized and excreted.
In this respect, one of the computational methods used for selecting compounds is drug clearance pathway
prediction. This prediction method uses well-known drug’s clearance pathway data as a training set. How-
ever data is expensive to get, and thus there are too few data. For this reason, we evaluated the usefulness of
semi-supervised learning in this prediction problem, and tried to improve accuracy of this clearance pathway
prediction. We also tried to add some features of compounds which are selected from 802 features by greedy
algorithm to improve accuracy and evaluated their effect.
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1. はじめに

現在，1つの新薬が開発されるまでには候補化合物の探

索から臨床研究まで含め 10年以上の年月・数百億ドルの

費用が必要となっている [1]．もしこの膨大な時間や費用

をかけて研究を進めている候補化合物に問題が見つかり開
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発中止になると，製薬会社にとっては大きな損害となって

しまう．このため，創薬研究の初期段階において薬物候補

化合物の選定精度を向上させることはコスト・期間両面か

ら重要であり，コンピュータを用いた様々な研究が盛んに

行われている [2]．

薬物候補化合物の選定には大きく，薬効を示すかどうか

という「有効性」，また薬物が適切な速度で代謝・排泄さ

れるかどうかという「安全性」の 2つの問題が存在してい

る．この中でも「安全性」に着目し，化合物の物理化学的

特徴を入力として機械学習を用いることで薬物クリアラン

ス経路の予測を行うシステムの開発が様々なグループで行

われてきている [3], [4]．クリアランス経路とは，ヒト体内
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において薬物がどのように代謝・排泄されるかという経路

のことを指し，このクリアランス経路を正確に予測するこ

とができればヒトが体外に排出することのできない化合物

を薬物候補化合物から除外することができる．

計算機上での薬物クリアランス経路予測に関する研究は

これまでも複数の研究グループによって行われており，グ

ルクロン酸抱合（UDP-glucuronosyl transferase, UGT）を

用いたクリアランスを機械学習を用いて予測する手法 [3]

や 3種類のシトクロム P450（Cytochrome P450, CYP）に

よる薬物代謝を機械学習を用いて予測する手法 [4]などが

提案されているが，これらの研究は単一のクリアランス経

路，ないしは単一のカテゴリに分類される複数のクリアラ

ンス経路に対する予測であった．

これに対し，我々は複数のカテゴリに分類される複数の

クリアランス経路に対する予測を行ってきており，これま

でに 3種類の CYP，および腎排泄（Renal），有機アニオン

トランスポーターによる肝臓への取り込み（Organic anion

transporting polypeptide, OATP）の 5種類の経路を対象

として矩形領域法 [5]，サポートベクターマシン（Support

Vector Machine, SVM）[6]，ブースティング [7]など様々

な教師付き学習手法を用い，また予測の統合 [8]といった

手法も提案してきた．しかし年本ら [6]による予測は，表 1

に示した通り OATPのクリアランス経路については実用

的な予測精度が得られておらず，f値の平均は 0.536となっ

ている．

表 1 先行研究における予測精度

Table 1 Result of previous work

Precision Recall 予測精度 (f 値) 正例数

CYP2C9 0.600 0.500 0.545 52

CYP2D6 0.857 0.333 0.480 12

CYP3A4 0.824 0.808 0.816 18

Renal 0.732 0.732 0.732 41

OATP 1.000 0.056 0.105 18

この先行研究では，クリアランス経路についてラベル付

けされた 141個の化合物の情報から 5クラスの予測システ

ム作成を試みているが，一般的にこのデータセットは学習に

十分な大きさを持ったものであるとはいえない．一方，化

合物の公開データベースである ZINC[9]や DrugBank[10]

には大量の化合物の構造情報が登録されており，特徴量

の計算も数千個の化合物に対して数分のオーダーで完了

する．このようにラベルありデータが少なく，ラベルなし

データを大量に入手することが容易である場合，半教師付

き学習（Semi-supervised learning）が適していると考えら

れる．半教師付き学習とは，1960年代に Scudderによっ

て提案された self-training[11]にその源流を持ち，正解情

報（ラベル）がある「ラベルありデータ」に加え，正解の

わかっていない「ラベルなしデータ」を訓練データセット

として利用することで予測精度を向上させる学習法全般を

指す．co-Training[12]や transductiveフレームワーク [13]

など様々な半教師付き学習手法が提案されており，バイオ

インフォマティクスの分野でも用いられている学習手法で

ある [14]．そこで本研究では半教師付き学習を用いたクリ

アランス経路予測を行った．

2. 半教師付き学習によるクリアランス経路
予測

2.1 データセット

本研究では Kusama ら [5] によって用いられたデータ

セットを拡張した，9種類のクリアランス経路についてラ

ベル付けされた 240 種類の化合物の情報を用いた．この

データセットは各化合物の電荷（正電荷および負電荷），

血漿タンパク質非結合率，分子量，分配係数の 4種類の物

理化学的特徴量と，薬物クリアランス経路情報をまとめ

たものである．なお，物理化学的特徴量は薬剤開発の専門

家の知見に基づき選定されたものであり，すべて preAD-

MET v2.0（Bioinformatics & Molecular Design Research

Center, South Korea）で計算された値を利用する．

また，本研究では予測する対象のクリアランス経路

を {CYP1A2, CYP2C8, CYP2C9, CYP2C19, CYP2D6,

CYP3A4, Renal, OATP, UGT}の 9種類とし，これらを

予測する．1つの薬物化合物について実験的にクリアラン

ス経路を 9種類確かめることはコストが非常に高く，デー

タセットの拡張は限定的なものとなっている．

表 2 各クリアランス経路の正例数

Table 2 The number of positive data

クリアランス経路 正例数

CYP1A2 18

CYP2C8 5

CYP2C9 17

CYP2C19 10

CYP2D6 25

CYP3A4 79

Renal 69

OATP 18

UGT 27

表 2にそれぞれのクリアランス経路に対する正例数を示

す．複数のクリアランス経路を経て体外に排出される化合

物も存在するため，正例数の総和は 240より大きい．

また，ラベルなしデータとして，公開データベースの 1

つである ZINC[9]の ZINC drug database subsetにある化

合物セットを利用し，これらについても特徴量を計算し

た．この化合物セットは 2924個の化合物からなるが，そ

のうち平面構造が同じもの（鏡像異性体など）やラベルあ

りデータとの重複を除外し，本研究では 1390個の化合物
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からなるデータセットとなっている．ZINC drug database

subsetに存在している化合物は薬剤として認められている

ため，ヒト体内の何らかのクリアランス経路で代謝・排泄

されるものであるが，本研究が対象とするクリアランス経

路で代謝・排泄されるとは限らないという点には注意が必

要である．このデータセットを以後ラベルなしデータセッ

トと呼ぶこととする．

2.2 既存手法による予測

本研究で用いた化合物は先行研究とほぼ変わらないが，

物理化学的特徴量の計算ソフトが変更されたため，特徴の

値が変化している．このため，同条件下での比較を実現す

ることを目的として，先行研究で提案されている手法のう

ち，最も高い精度を示したサポートベクターマシン（SVM）

を用いて本研究のデータセットを学習し直した．

また，このデータセットを用いた場合の精度の測定につ

いてはラベルありデータの数だけ交差検定法を行う Leave-

one-out Cross Validationを用い，精度は f値で評価するも

のとする．f値とは，正例のうち正しく予測できた割合で

ある再現率（recall），正例と予測されたものの中で正しく

正例であったものの割合である適合率（precision）の調和

平均であり，その値が高いほど判定性能が「総合的に」高

いことを示している．

表 3 SVM を用いた結果

Table 3 Result using SVM

予測精度 (f 値)

CYP1A2 0.456

CYP2C8 0.500

CYP2C9 0.455

CYP2C19 0.340

CYP2D6 0.658

CYP3A4 0.766

Renal 0.743

OATP 0.744

UGT 0.421

Average 0.565

既存手法（SVM）を再現して得た薬物クリアランス経

路予測の精度を表 3 に示す．この表からわかるように，

CYP2C19や UGTなどの予測精度が他の経路に比べて低

くなっている．また，予測精度の平均は先行研究と同程度

であり，改善の余地が見込まれる．

2.3 transductive SVM

本研究では半教師付き学習手法として transductive

SVM[15] を用いた．この半教師付き学習手法は Joachim

が提案した手法で，SVMに Vapnikらによる transductive

フレームワーク [13]を適用したものである．そのため，教

師付き学習である SVMとの予測精度の比較を行いやすい．

以下に transductive SVMの学習アルゴリズムについて

示す．

( 1 ) ラベルありデータをもとに Support Vector（以下 SV）

をつくり，ラベルなしデータを全て分類する

( 2 ) SVを作る際のペナルティパラメータを設定する

ただし，ラベルなしデータを誤識別した場合のペナル

ティはラベルありデータを誤識別した場合のペナル

ティよりも小さくする

( 3 ) ラベルありデータとラベルなしデータ，全てのデータ

を利用して SVを作り，再度ラベルなしデータを全て

分類する

( 4 ) ラベルなしデータの分類結果が変化しなくなるまで

(3)の作業を繰り返す

( 5 ) ラベルなしデータの分類結果が変化しなくなったらラ

ベルなしデータへのペナルティを強化して再度 (3)，

(4)の作業を繰り返す

( 6 ) ラベルなしデータとラベルありデータのペナルティが

同等になったら学習を終了し，そのときの SVを学習

結果とする

この手法は反復回数が非常に多く，また SVMそのもの

も比較的学習に時間を要するため，数千個のデータに対し

て用いるのが実用限界であると言われている [16]．一方，

SVMの予測精度は高いため，本研究のようにデータ数が

少ない場合には適切であると考えられる．

SVMのカーネルには線形カーネルや多項式カーネルな

ど様々なカーネルが存在するが，今回は RBFカーネルを

用いた．RBFカーネルのパラメータ γ およびソフトマー

ジンのコストパラメータ C は

2−15 ≤ γ ≤ 25 (1)

2−5 ≤ C ≤ 215 (2)

で大域的にパラメータチューニングを行い，ここで得られ

た値を γ0, C0 として

γ = {γ0 · 2−3, γ0 · 2−2.75, · · · , γ0 · 22.5, γ0 · 22.75} (3)

C = {C0 · 2−3, C0 · 2−2.75, · · · , C0 · 22.5, C0 · 22.75} (4)

の 24×24 = 576通りを網羅的に探索することで詳細なパラ

メータチューニングを行う．なお，本研究では transductive

SVMの実装として SVMlightを利用した．また，比較対象

として教師付き学習を行う場合は，パラメータチューニン

グの手法などをそのままにして学習手法そのものの比較を

行うために SVMを利用し，この実装も SVMlightを利用

している．

2.4 半教師付き学習の評価

まず，半教師付き学習が今回の予測問題に対して有用で

あるかを評価するため，ラベル付きデータのラベルの一部
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を隠すことで，以下の 4通りの教師付き学習および半教師

付き学習用のデータセットを作成し，それぞれの精度の確

認を行った．なお，(1), (2), (3)についてはデータの選択

によって精度が変化してしまうことが考えられるので，本

研究ではランダムサンプリングを行い，10回の精度の測定

を実行，その平均値を利用した．

( 1 ) 240個のデータセットのうち 140個を選択して教師付

き学習で実行

( 2 ) 240個のデータセットのうち 140個を選択し，ラベル

なしデータセットから化合物を 100個追加して半教師

付き学習で実行

( 3 ) 240個のデータセットのうち 140個はそのまま，100

個はクリアランス情報を隠し，半教師付き学習で実行

( 4 ) 240個のデータセットを全て利用して教師付き学習で

実行

精度の測定には 2.2節と同様に Leave-one-out Cross Vali-

dationを用い，その f値で評価する．

表 4 半教師付き学習の評価

Table 4 Valuation of Semi-supervised learning

予測精度 (f 値)

(1) (2) (3) (4)

CYP1A2 0.446 0.424 0.434 0.456

CYP2C8 0.193 0.251 0.291 0.500

CYP2C9 0.483 0.501 0.472 0.455

CYP2C19 0.456 0.447 0.451 0.340

CYP2D6 0.624 0.651 0.641 0.658

CYP3A4 0.747 0.751 0.755 0.766

Renal 0.733 0.729 0.736 0.743

OATP 0.729 0.721 0.766 0.744

UGT 0.425 0.440 0.408 0.421

Average 0.537 0.546 0.550 0.565

表 4 より，140 個のデータのみを用いた教師付き学習

(1)よりも 140個のラベルありデータと 100個のラベルな

しデータを用いた半教師付き学習 (2), (3)のほうが予測精

度が高いことがわかる．この結果から，半教師付き学習は

この予測問題に対し十分に有用であると言える．

2.5 半教師付き学習を用いた予測

ラベルありデータの一部を隠すなどして行った半教師付

き学習の検証より，本研究が対象としている予測問題に半

教師付き学習は有用であるということが示された．そこで

ラベルなしデータを ZINCなどの公的データベースから追

加することで予測精度の改善を試みた．

ラベルありデータは 2.1節で示された 240個のまま，ラ

ベルなしデータセットからランダムに 100，200，400，800

の 4通りの数を選択し，半教師付き学習に用いることで予

測精度の変化を確かめた．ラベルなしデータの選択に関し

ては 2.4節と同じく 10回のランダムサンプリングを行い，

それぞれ性能測定をした平均を予測精度とする．表 5に結

果を示す．

表 5 ラベルなしデータ数と予測精度の関係

Table 5 Relationship between Unlabeled-data and precision

予測精度 (f 値)

ラベルなし

データ数

0 100 200 400 800

CYP1A2 0.468 0.426 0.427 0.389 0.365

CYP2C8 0.500 0.462 0.452 0.469 0.483

CYP2C9 0.417 0.433 0.437 0.443 0.454

CYP2C19 0.333 0.351 0.374 0.359 0.367

CYP2D6 0.667 0.658 0.674 0.662 0.694

CYP3A4 0.743 0.746 0.744 0.742 0.742

Renal 0.731 0.732 0.729 0.726 0.726

OATP 0.650 0.653 0.665 0.654 0.632

UGT 0.386 0.400 0.415 0.436 0.424

Average 0.544 0.540 0.546 0.542 0.543

ラベルなしデータ数の増加に応じた予測精度の向上が期

待されたが，この結果を見ると，表 4に示されたほどの予

測精度変化は見られず，ほぼ横ばいで推移していることが

わかる．

3. 特徴量の追加

本研究で用いた特徴量は 5次元と非常に少なく，ラベル

ありデータが 240個存在することはその次元数にとっては

すでに十分であることが考えられる．この場合，予測精度

の低い原因は今回用いている特徴量の次元が少なく，デー

タを分離するためには不十分であることが考えられる．計

算可能な化合物の特徴量は大量に存在するため，この問題

を検証するために特徴量の追加を行い，再度半教師付き学

習を行った．

一般に，特徴量を追加することでデータの表現は複雑に

なり判別能力は高まるが，薬学的な観点からすると物理化

学的に説明が難しい特徴量が大量に追加されることは意

味の解釈の問題から決して好ましいとは言えない．した

がって特徴量の追加は最小限に抑える必要がある．本研究

では貪欲法を用いることで最小限の特徴量の選択/追加を

行った．

3.1 特徴量の計算

今回選択の対象となる特徴量の計算にはCanvas v1.7.014

（Schrödinger, USA）を利用した．Canvasは化合物の平面

構造から 757種類もの特徴量を計算することができる．

また，齊藤らによってクリアランス経路予測に有用であ

ると示されたドッキング計算を用いて [17]，Protein Data

Bank（PDB）[18]から取得した 15種類のCYPタンパク質
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の立体構造に対して AutoDock[19], Glide(SPモード，XP

モード)[20]の 2種類 3モードのドッキングツールを利用

し，計 45種類の結合自由エネルギーを算出した．このエ

ネルギー値も特徴選択の対象とする．

3.2 特徴量の選択

最も高い予測精度を出す特徴量の組を求めるためには，

すべての特徴量の組み合わせについて予測を行う必要があ

る．しかし本研究において候補となる特徴量は 802種類存

在し，これらの組み合わせは 2802 ≈ 4 · 10240と網羅的に探
索を行うのは不可能である．そこで本研究では貪欲法に基

づく特徴選択 [21]を行い，近似的に最適な特徴量の組み合

わせを探索した．

また，候補となる特徴量は 802種類存在しているが，こ

れだけ多くの選択肢が存在すると偶然データセットに適合

して予測精度を高めるようなものが存在する可能性があ

る．したがって，802種類のランダムな値で構成されたダ

ミー特徴量を構成し，これを用いて有意に予測精度が向上

しているかどうかを確かめることが必要である．本研究で

は候補特徴量 802種類に対して，化合物とその値との対応

をシャッフルすることでダミー特徴量を構成した．貪欲法

による特徴選択の手順を以下に示す．

( 1 ) 候補特徴量・ダミー特徴量をそれぞれ 1つだけ特徴量

に追加した 802× 2 = 1604パターンで教師付き学習に

よるクリアランス経路予測を行い，f値を算出する

( 2 ) 最も f値を高くする特徴量が候補特徴量である場合に

は，その特徴量を追加し，(1)に戻る

( 3 ) 最も f値を高くする特徴量がダミー特徴量である場合

には，特徴選択を終了する

なお，ここにおける教師付き学習は LIBSVM[22]を利用し

ている．LIBSVMは transductive SVMを実行することは

できないが，比較的高速に学習を進めることができる．

以上の手法で追加された特徴数，およびその予測精度を

表 6に示す．

表 6 特徴選択の結果

Table 6 The result of feature selection

追加前の 追加 追加後の

予測精度（f 値） 特徴数 予測精度（f 値）

CYP1A2 0.462 4 0.821

CYP2C8 0.500 0 0.500

CYP2C9 0.465 7 0.800

CYP2C19 0.311 2 0.750

CYP2D6 0.658 6 0.840

CYP3A4 0.763 7 0.906

Renal 0.738 13 0.906

OATP 0.640 3 1.000

UGT 0.414 3 0.605

Average 0.550 - 0.792

3.3 追加特徴量を利用した半教師付き学習

特徴量が追加され，それに伴い予測精度が向上した．し

かし本来の特徴量の追加目的は半教師付き学習を効果的に

行うためである．そこで特徴量が追加された状態で半教師

付き学習を行い，予測精度の向上を試みた．

本研究では，特徴量が 3つ追加され，f値が比較的低く

半教師付き学習を用いることでさらなる精度の向上が望ま

れる UGTに対し，ラベルなしデータ数が 200および 800

の場合において各々 1回ずつの半教師付き学習を行った．

結果を表 7に示す．

表 7 特徴量の追加を行った状態での

半教師付き学習による予測精度（UGT）

Table 7 Semi-supervised learning with additional feature

予測精度 (f 値)

ラベルなしデータ 0 個 200 個 800 個

特徴量追加前 0.386 0.415 0.424

特徴量追加後 0.605 0.500 0.500

0, 200, 800のどのラベルなしデータ数を用いても特徴量

追加前にくらべて特徴量追加後のほうが精度が向上してい

る一方，特徴量追加後ではラベルなしデータを加えた半教

師付き学習よりもラベルありデータのみを利用する教師付

き学習のほうが良い精度でクリアランス経路の予測ができ

ており，期待された結果は得られなかった．

今回用いた手法では，特徴選択に教師付き学習のみを用

い，半教師付き学習は用いなかった．このため選択された

特徴量が 240個のラベルありデータに強く依存したものに

なってしまっていた可能性がある．しかしこの問題を解決

するには特徴選択に半教師付き学習を用いることになる

が，各特徴量を追加した場合の f値を計算する際にそれぞ

れランダムサンプリングが必要となる．例えば 10回のラン

ダムサンプリングを行う場合には約 1,600種類の特徴量×

10回のランダムサンプリング＝約 16,000回のパラメータ

チューニング込みの半教師付き学習を 1つの特徴量を追加

するごとに行う必要がある．1回の学習でも transductive

SVMは SVMに比べて最低数倍の計算量を必要とするた

め，超大規模な並列計算やより高速な半教師付き学習手法

を用いるなどの工夫が必要になることが考えられる．

4. 本研究のまとめ

本研究では半教師付き学習を，評価を行った上で薬物ク

リアランス経路予測に利用することで精度の改善を試み

た．ラベルありデータの一部を隠し，140個のラベルあり

データに対してラベルなしデータを追加した場合には精度

の改善が見られたが，240個のラベルありデータに対して

ZINCのような公開データベースから取得したラベルなし

データを追加した場合には精度の改善は見られなかった．
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また，貪欲法を用いて特徴量を追加し，比較的多数の特

徴量から半教師付き学習を用いて薬物クリアランス経路予

測を行う手法では，特徴量を追加することで教師付き学習

も半教師付き学習についても予測精度を改善することがで

きたが，教師付き学習と半教師付き学習を比較するとラベ

ルなしデータを用いない教師付き学習のほうがより精度が

良くなることが示された．これは教師付き学習によって特

徴選択を行ったことが一因として挙げられる．

ラベルありデータは実際に薬物クリアランス経路情報を

取得することができた化合物であり，最低でもどれか 1つ

のクリアランス経路を経るものである．しかし本研究が標

的としている現実世界に存在する薬剤の候補として挙げら

れる化合物は，どのクリアランス経路も経ずに体外に排出

されないものも存在している．このようなデータの偏りが

選択される特徴量の偏りとなって現れ，予測精度の改善を

妨げていると考えることができる．

一方，もし半教師付き学習を用いて同様の特徴選択を行

うとすると，transductive SVMは比較的学習に要する計算

量が多く，特徴選択を行う上で大きなネックとなる．よっ

て，他の半教師付き学習や transductive SVMの並列化に

よる計算高速化など，様々な工夫を考える必要があると考

えられる．
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