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音響イベント列を利用した音響シーン分析のための
モデル学習とオンライン化の検討

井本 桂右1,a) Vincent Gagnon Shaigetz2,1 植松 尚1 大室 仲1

概要：本研究では，音響イベント列として表現された長時間の音響信号から，ユーザ行動や音響信号が収
録された周囲の場所，状況など (これらをまとめて音響シーンと称する)などを推定する技術を提案する．
従来法による音響シーンの推定手法では，音響シーンをモデル化，推定する際，事前に音響信号を全て用
意しておく必要があるという問題点や，大規模な量の音響信号を利用してモデル学習を行うため，モデル
化に要する演算時間が非常に大きくなるといった問題点があった．そこで本稿では，逐次的に得られる音
響信号から音響シーンの推定を可能とするオンライン型の音響シーン分析手法を提案する．提案手法では，
音響シーンの分析性能を劣化させることなくオンライン処理を可能とするため，崩壊型変分ベイズ法に基
づいたオンライン型の音響シーンモデル学習手法を提案する．また，実環境で収録した音響信号を用いて
提案手法の評価を行い，従来のオフライン型手法と同等の性能を，数十から数百分の一の演算時間で実現
できることを確認した．

1. はじめに

近年のメディア情報量の爆発的な増加に伴い，これらを

自動で分類，タグ付けするメディア処理技術に注目が集

まっている．音響分野においても，音声や楽音に加え，従

来では分析の主対象とされてこなかった環境音をも含めた

様々な音を分析する Acoustic event detection (AED)の研

究が注目されており [1–5]，音響信号を含むメディアコン

テンツの自動分類，検索，推薦等への応用が期待されてい

る．また，ユーザ行動や場所，時間，状況等のユーザプロ

フィールや周囲環境 (以降ではこれらをまとめて音響シー

ンと称する)の推定に AEDを利用する研究も増えつつあ

る [6, 7]．

音響イベントを利用して音響シーンを推定する手法とし

て，Samuel [8], Imoto [9], Lee [10] は，複数の音響イベン

ト (例えば，足音，ドアの開閉音，音声，楽器の音など音の

オブジェクトパターン)の組み合わせにより音響シーンが

特徴付けられる事に着目している．これは例えば，「料理」

という音響シーンは，「水が流れる音」「包丁の音」「フライ

パンを熱する音」等の音響イベントの出現頻度や共起関係

によって特徴付ける事が可能となることを示し，これらの

手法では，音響シーンと音響イベントの関係をベイズモデ
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図 1 Relation between acoustic signal, acoustic topic, and

acoustic event sequence.

ルの枠組みによりモデル化する．つまり，図 1に示すよう

に，音響信号を構成する音響イベントの時系列中に，音響

シーンを表す潜在的な状態 (これを本稿では音響トピック

と称する)が存在し，それらの潜在的な状態が音響イベン

トの生成分布を決定すると考える．また，これらの手法で

は，事前に混合ガウスモデル (GMM)や隠れマルコフモデ

ル (HMM)を利用して音響信号と音響イベントを対応づけ

る音響イベントモデルを学習し，短時間 (数十 msec.から
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数 sec.程度)の長さを持つフレーム毎に唯一つの音響イベ

ントを割り当てる．その後，音響シーンによって音響イベ

ントの時系列の生成確率が規定されると仮定したモデルを

導入することで，音響シーンの分析・推定を行う．

しかしながら，これらの手法では，モデル化する音響

シーンを含む音響信号を事前に取得しておく必要があるこ

とや，モデル化するデータが大規模になると演算時間が非

常に大きくなるなどの問題点がある．そこで本稿では，音

響イベント列の生成モデルを逐次的に得られた音響信号か

ら構築可能であり，また，モデル学習を精度良く行うこと

が可能な，崩壊型変分ベイズ法に基づくオンライン型の音

響シーンモデル化手法を提案する．

2. Acoustic Topic Modelによる
音響イベント列の生成過程のモデル化

Samuel らが提案したモデルは Acoustic Topic Model

(ATM)と呼ばれ，図 1に示すように，潜在的な状態とし

て表された音響シーンから音響イベント列が生成される確

率的な生成モデルを仮定するもので，そのパラメータを推

定することによって音響シーンを分析する．ATMは，自

然言語処理において単語の組み合わせから文書の話題を推

定する際にしばしば利用される，Latent Dirichlet Alloca-

tion [11,12]と等価なモデルとして知られており，「音響信

号」と「文書」が，「音響シーン」と「文書の話題 (トピッ

ク)」が，「音響イベント列」と「単語列」が対応すると考

えることができる．つまり，例えば「家の中で収録された

音響信号 (新聞という文書)」からある確率に従って「料理

をしているという音響シーン (料理というトピック)」が選

択され，そこからさらに「包丁で食材を切るという音響イ

ベント (包丁という単語)」が選択されるという過程が繰り

返され，最終的に「音響イベント列 (単語列)」が生成され

るという一連の生成モデルとして ATM(LDA)は説明する

ことができ，生成モデルのパラメータを与えられた音響イ

ベント列 (単語列)から推定することで音響シーン (文書の

話題，トピック)が推定可能となる．

またこのとき，ATMにおける音響イベント列 es の生成

過程は以下のように表現できる．なお，各変数の定義は表

1に示す通りである．

1. Choose θs ∼ Dir(α)

Choose ϕt ∼ Dir(γ)

2. Choose zi | θs ∼ Discrete(θs)

3. Choose ei | zi,ϕzi ∼ Discrete(ϕzi),

ATMでは，音響シーンが持つ潜在的な構造をモデル化

し，抽出可能とする為の潜在変数 zを導入し，これを文書

の話題推定に準えて音響トピックと称する．上記の生成過

表 1 Definition of variables

Symbol Definition

S 音響信号の総数

S′ mini batch として同時に処理を行う音響信号の数

T 音響トピックのクラス数

M 音響イベントのクラス数

Ns 音響信号 sに含まれる音響特徴量の数

s, s′ 音響信号のインデックス

t 音響トピックのクラスインデックス

m 音響イベントのクラスインデックス

i 音響イベント列に含まれる音響イベントの
インデックス

z 音響シーンを表す潜在変数 (音響トピック)

e 音響イベントを表す変数

θs 音響イベント列 sにおける音響トピック出現分布

ϕt 音響トピック tにおけるイベント出現分布の
パラメータ (Gauss分布の平均と分散)

α, β Dirichlet分布の超パラメータ

D(·) Dirichlet分布

Γ(·) Gamma分布

nst 音響信号 sにおいて，音響トピック tに割り当て
られた音響イベントの数

ntm 音響トピック tにおいて，音響イベントmに割り
当てられた音響イベントの数

程に従うと，ATMではまず音響信号 s毎に，音響トピッ

クの生成分布 θsが，パラメータ αをもつ Dirichlet分布か

ら選択され，さらに，音響イベント列 es の i番目の音響

イベント ei に対する音響トピック zi が，多項分布 θs か

ら選択される．さらに，zi に対する多項分布 ϕzi に従い，

音響イベント列 es の i番目の音響イベント ei が選択され

る．この生成過程が es に含まれる音響イベントの個数Ns

だけ繰り返されることにより，音響イベント列 es が生成

される．またこのとき，ATMの結合分布は以下のように

表現可能である．

p(e) =
S∏

s=1

Ns∏
i=1

p(ei|θs,ϕt;α, β) (1)

=
S∏

s=1

Ns∏
i=1

T∑
t=1

p(zi |θs)D(θs ;α)p(ei |ϕt , zi)D(ϕt ;β)

=
Ns∏
i=1

S∏
s=1

Γ(Tα)

Γ(α)T

T∏
t=1

θα−1+nst
st ·

T∏
t=1

Γ(Mβ)

Γ(β)M

M∏
m=1

ϕβ−1+ntm

tm

3. CVB0によるAcoustic Topic Modelの
変分事後分布の推定

ATM を用いて音響信号から音響シーンを分析するた

めには，θs,ϕt, zi 等のパラメータを推定する必要がある．

本章では，collapsed variational Bayes with 0th-order ap-
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proximation (CVB0) [13]を利用した batch型 ATMの事

後分布の推定法をまず示し，次章でさらに，CVB0を用い

た online型 ATMの事後分布推定手法を導出する．CVB0

によるパラメータの推定法は，collapsed Gibbs sampling

(CGS) 法 [14]よりも高速にパラメータ推定が可能であり，

また，variational Bayes法 [15]よりも精度良くパラメータ

の推定が可能であることが知られている．本稿では，CVB0

と online型ベイズ推定法を組み合わせることにより，逐次

的に得られる音響イベント列を利用して，さらに，従来法

よりも高速に，精度を劣化させる事なくパラメータの事後

分布が推定可能な手法を提案する．

提案モデルに対する真の事後分布 p(z,θ,ϕ|e)を直接推
定することは容易でないため，CVB0による推定法では，

変分事後分布 q(z,θ,ϕ)を定義し，この変分事後分布を繰

り返し最適化することによって真の事後分布に近づける．

まず，Jensenの不等式より，全ての未知量に対する周辺対

数尤度の下限値 F [q]を考える．

L(e) ≡ log p(e;α, β)

=

∫∫ ∑
z

log q(z,ϕ,θ)
p(e, z,ϕ,θ;α, β)

q(z,ϕ,θ)
dϕdθ

≥
∫∫ ∑

z

q(z,ϕ,θ) log
p(e,z,ϕ,θ;α, β)

q(z,ϕ,θ)
dϕdθ

≡ F [q] (2)

ここで，L(e)と F [q]は以下のような関係式が成り立つ．

L(e)−F [q]

= log p(e;α, β)−
∫∫ ∑

z

q(z,ϕ,θ)log
p(e, z,ϕ,θ;α, β)

q(z,ϕ,θ)
dϕdθ

=

∫∫ ∑
z

q(z,ϕ,θ) log
q(z,ϕ,θ)

p(z,ϕ,θ|e)
dϕdθ

= KL
(
q(z,ϕ,θ)||p(z,ϕ,θ|e)

)
(3)

(3)式から，変分事後分布と真の事後分布の KLダイバー

ジェンスが最小となるような変分事後分布は，下限値 F [q]

を最大化することで得られることが分かる．つまり，真の

事後分布を変分事後分布で近似するためには，F [q]を最大

化するように変分事後分布 q(z,θ,ϕ)を決めれば良い．

ここで CVB0では，変分事後分布を以下のように分解

し，q(θ,ϕ|z)が真の事後分布 p(ϕ,θ|e, z;α,β)と一致する
と仮定する．

q(z,θ,ϕ) = q(θ,ϕ|z)q(z)

= p(ϕ,θ|e, z;α,β)q(z) (4)

online CVB0 algorithm for ATM

set α, β, κ, τ0

initialize N
(0)
tm , N

(0)
t , ρ(0)

iterate k ← 1 to S

1-1: initialize N
(0)
st , γ̂seit

1-2: iterate until convergence

γ̂
(k)
seit

=
(
α+N

(k)/si
st

)(
β +N

(k)/si
tm

)(
Mβ +N

(k)/si
t

)−1

for all s, t and m

γ̂
(k)
smt = γ̂

(k)
smt

/∑
t

γ̂
(k)
smt

N
(k)
st = N

(k−1)
st −

∑
m

nsmγ̂
(k−1)
smt +

∑
m

nsmγ̂
(k)
smt

1-3: N
(k)
tm = (1− ρ(k))N

(k−1)
tm + ρ(k)

S

S′

S′∑
s′

ns′m γ̂
(k)
s′mt

N
(k)
t =

∑
m

N
(k)
tm

1-4: set k ← k + 1, ρ(k) = (k + τ0)−κ

図 2 Estimation procedure of posterior distributions

(4)式を (2)式に代入することにより，F [q]を以下のよう

に得る．

F [q] =
∫∫ ∑

z

q(z,ϕ,θ) log
p(e,z;α,β)p(ϕ,θ|e, z;α,β)

q(z,ϕ,θ)
dϕdθ

=
∑
z

q(z)

∫∫
q(ϕ,θ|z) logp(e, z;α,β)

q(z)
dϕdθ

=
∑
z

q(z) log
p(e,z;α,β)

q(z)
(5)

(5)式を γ̂seit = q̂(zseit = t)について解く [16]と，以下の

更新式が得られる．

γ̂seit =
exp

{
Eq(z/si)[log(α+n

/si
s·t )+log(β+n

/si
·eit)+log(Mβ+n

/si
··t )]

}∑
t

exp
{
Eq(z/si)[log(α+n

/si
s·t )+log(β+n

/si
·eit)+log(Mβ+n

/si
··t )]

}
· · · (6)

但し，n
/si
s·t は s 番目の音響イベント列の i 番目の音響

イベントを除いた音響イベントのうち，音響トピック

t となる音響イベントの数を表す．(6) 式に含まれる

Eq(z/si)[log(α+ n
/si
s·t )]等の期待値を厳密に計算するには大

きな演算コストを要するため，CVB0では [13]に示すよう

に，Eq(z/si)[log(α+n
/si
s·t )]の n

/si
s·t に対する 0次近似のテイ

ラー展開および，Eq(z/si)[n
/si
s·t ])に対するガウス近似を利

用し，以下を得る．

Eq(z/si)[log(α+ n
/si
s·t )] ≈ log(α+ Eq(z/si)[n

/si
s·t ])

= log(α+N
/si
st ) (7)
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表 2 Experimental conditions

Sampling rate / quantization 16 kHz / 16 bits

Frame size / shift 512 / 256

Frame overlap rate 0.5

Acoustic event size 8 - 512

Mini batch size S′ 20

Hyperparameter α / β 3.33 / 0.1

Parameter τ0 / κ 5.0 / 0.7

但し，N/si
st =

∑
s′,i′ ̸=s,i γ̂sei′ tである．また，他の期待値も

同様の近似により計算することが可能である．(7)式を用

いると ATMの更新式 (6)は，最終的に以下のようになる．

γ̂seit ∝
(
α+N

/si
st

)(
β +N

/si
tm

)(
Mβ +N

/si
t

)−1
(8)

4. Acoustic Topic Model における変分事
後分布推定のオンライン化

逐次的に得られた音響イベント列に対して変分事後分

布を逐次的に更新するために，オンライン型 ATM(online

ATM)では，(5)式を最大化する変分事後分布を直接推定

する代わりに，以下のように F [q]を音響イベント列毎の

和の形で表現し，音響イベント列が得られる度に変分事後

分布を逐次更新していく．

F [q] =
∑
z

q(z) log
p(e,z;α,β)

q(z)

=
∑
s

∑
zs

q(zs) log
p(es,zs;α,β)

q(zs)

=
∑
s

ls(es,zs) (9)

つまり，音響イベント列が逐次的に得られる度に，(8)式の

うち各音響イベント列が寄与する分だけ繰り返し更新し，

更新が終わればその音響イベント列の情報は破棄する．具

体的には，各時刻に得られた音響信号に対して，Ntm, Nt

を固定したまま，γ̂seitおよびNstを繰り返し最適化し，そ

の後，最適化された γ̂seit, Nst を用いて Nte, Nt を更新す

る．Ntm, Nt は複数の音響イベント列に係る変数であるた

め，その更新においては，時間変数 k及び時間シフト係数

τ0, 減衰係数 κを用いて，更新重み係数を ρ(k) = (k+ τ0)
−κ

と設定し，

N
(k)
tm = (1− ρ(k))N

(k−1)
tm + ρ(k) S nsm γ̂

(k)
smt (10)

N
(k)
t =

∑
m

N
(k)
tm (11)
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図 3 Acoustic scene estimation system

とする．

さらに本稿では，逐次的に得られた S′ 個の音響イベン

ト列を用いて，同時に
∑

S′ lS′ を最大化する mini batch

method [17]を導入する．mini batch methodを用いるこ

とにより，音響イベント列に含まれるノイズの影響を低減

する事ができ，より頑健な音響シーンの分析が期待できる．

mini batch methodを用いた場合の最終的な更新アルゴリ

ズムは図 2のようになる．

5. 評価実験

5.1 実験条件

音響シーンの一例として，屋内における 9種類のユーザ

の行動 (「会話」「料理」「食事」「PCの操作」「読書」「掃除」

「移動」「皿洗い」「TV鑑賞」)によって発生する 11,105の実

環境収録音を用い，音響シーンの推定実験を行った．収録

した音響信号のうち，9,802の信号をモデル学習用に，1,303

の信号を評価用に用いた．なお，本実験では Intel R⃝Core

i7-3820QM CPUおよびDDR3 SDRAM(16GB, 1600MHz)

が搭載された PCにより評価を行った．また，各種実験条

件を表 2に示す．

音響シーンのモデル化精度を評価するため，図 3に示す

ような音響シーン分析の評価システムを構成した．評価

システムではまず，全ての音響信号に対して，短時間のフ

レーム毎に音響特徴量 (12次のMFCC特徴量)を算出し，

GMMクラスタリングを用いて音響イベントのモデル化と

認識を行い，各音響信号を音響イベント列として表す．本

稿で構築した評価システムでは，GMMクラスタリングに

より推定されたガウス分布の各要素を 1つの音響イベント

として定義した．次に，GMMにより認識された音響イベ

ントの時系列を，モデル学習用，評価用の順に online ATM

アルゴリズムに入力し，推定された音響トピックの変分事

後分布をそれぞれ γ̂smt 及び γ̂∗
smt とした．同一の音響シー

ンから生成される音響トピックの分布は類似しているため，

モデル学習用と評価用の変分事後分布 γ̂smt, γ̂
∗
smtを比較す

ることで音響シーンの推定が可能となる．本稿では，各音

響イベント列に対応する行動ラベルと γ̂smt を学習データ

として，RBFカーネルを用いた多クラス SVMにより音響

シーン識別器を構成し，γ̂∗
smtを音響シーン識別器に入力す

る事で行動の分類精度を評価した．
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図 4 Acoustic scene estimation accuracy

5.2 実験結果

図 4に音響シーンの平均推定精度を示す．本実験では，

従来手法として batch型の collapsed Gibbs sampling [12]

及び variational Bayes [11] により ATM の学習を行った

結果を併せて示す．実験結果より，オフライン学習の中

でも特に良い性能を示すとされている，collapsed Gibbs

sampling(ATM-CGS)を用いたモデル学習と同等の推定精

度が提案手法により実現可能であり，また，ナイーブな

variational Bayes法 (ATM-VB)と比較すると 20～30ポイ

ント音響シーンの推定精度が向上していることが分かる．

このとき，提案手法では，最も良い条件 (音響トピック数

20, 音響イベントのクラス数 256)で 74.9%の分類精度が得

られた．

図 5にモデル学習の計算時間を示す．オンライン型のモ

デル学習手法では，逐次的に得られる音響信号に対して音

響シーンのモデル化が可能となることが利点として挙げ

られるが，提案手法ではそれに加え，従来型のオフライン

学習法よりも数十から数百分の一の演算時間によりモデ

ル学習が可能となった．例えば，音響トピック数 20, 音響

イベントのクラス数 256における演算時間を比較すると，

collapsed Gibbs sampling法や variational Bayes法を用い

た際は 3.0× 104(sec.)程度の演算時間を要する一方，提案

手法では，4.0× 102(sec.)程度の演算時間でモデル学習が

可能となっている．また，従来手法では学習データの量が

増加するにつれて，必要となるメモリ容量や記憶装置の容

量が増加する，繰り返し最適の収束条件を満たすのに要す

る時間が長くなると言ったデメリットがあるが，提案手法

では必要となるメモリ容量や記憶装置の容量が一定であ

る，単位時間あたりの演算量が学習データの量に依存しな

いという利点もある．

6. まとめ

本稿では，CVB0に基づくオンライン型の音響シーンモ

デル化手法及び音響シーン分類手法を提案した．提案モデ
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図 5 Calculation time for Acoustic topic modeling

ルにより，逐次的に得られた音響信号から音響トピックお

よび音響イベントの生成分布を高い精度で推定する事が可

能となるとともに，モデルの学習に要する演算時間を大幅

に低減することが可能となる．

ユーザ行動に伴って発生する実環境音を用いた音響シー

ンの分析実験を行った結果，音響シーンのモデル学習が従

来手法と比較して数十分の一から数百分の一の演算時間で

実現できるとともに，音響シーンのモデル化精度を従来の

オフライン学習法と同等の精度に保つ事が可能である事が

明らかになった．
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