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ベクトルのスパース化を用いた k近傍法におけるハブの軽減

重藤優太郎1,a) 新保仁1,b) 松本裕治1,c)

概要：近傍法は自然言語処理においてよく使われる手法の１つであり，文書分類や語義曖昧性解消，対訳
抽出などの様々なタスクで用いられている．近年，機械学習分野において，近傍法におけるハブの存在が
問題となっている．ハブとは多数のオブジェクトの近傍に含まれるオブジェクトのことを指しており，ハ
ブの出現は近傍法の精度の低下を引き起こす．本稿ではハブの出現を抑制するためのベクトルのスパース
化を提案し，近傍探索の典型的な一例である対訳抽出において，その効果を検証する．

1. 序論

1.1 背景
近傍法（Nearest neighbor method）は機械学習をはじめ自
然言語処理や信号処理など種々の分野でよく使われる手法
の１つである．例えば，自然言語処理では文書分類や語義
曖昧性解消，対訳抽出などで用いられる．
近傍法は適切な類似度/非類似度を設定した後に，それに
基づき近傍を計算する．探索問題ではクエリオブエジェク
トに対しての近傍を計算し，近傍に含まれたオブジェクト
を探索結果とする．分類問題では分類対象のオブジェクト
に対して近傍を計算し，近傍に含まれるオブジェクトのラ
ベルによって分類を行う．
近年，近傍法の問題の１つとして，ハブの出現が注目さ
れている [1], [2], [3], [4]．ハブとは多数のオブジェクトと
類似するオブジェクトのことを指す．近傍法におけるハブ
の出現は多数の近傍リストに同一オブジェクトが含まれ
ることを意味し，結果として，近傍法の精度低下を引き起
こす．
多数のオブジェクトと類似するオブジェクトの存在は直
感的には想像しにくいが，Radovanovićら [1], [2]は種々の
データセットに対して近傍法を行い，実際にハブが出現し
ていることを示すとともに，理論的な裏付けを与えた．同
様に，Suzukiら [4]は類似度に内積を用いた場合に，ハブ
が出現する理論的背景を示した．
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1.2 研究目的
本稿ではハブの出現を抑制するためのベクトルのスパー
ス化を提案し，その効果を検証する．検証のために，本稿
では近傍探索の典型的な一例である対訳抽出に取り組む．
対訳抽出は一般的に高次元ベクトル（数百から数千次元）
として単語を表現し，原言語の単語と目的言語の単語の類
似度をこのベクトルを用いて計算する．その後，類似度に
応じて順位付けを行い，最も順位の高いものを対訳として
抽出する．事前実験において，対訳抽出にハブが出現して
いることを確認しており，本稿では対訳抽出に提案手法を
適用することで，ハブの出現を抑制し対訳抽出の精度向上
を目指す．

1.3 貢献
本稿の貢献を以下に示す．
• ハブの出現を抑制するために，ベクトルのスパース化
を提案した．これまで提案されたハブの出現を抑制す
る手法 [3], [4]は類似度尺度に内積を用いた場合のみ
効果があるものであった．提案手法は距離を用いた場
合に，ハブの出現を抑制する効果がある．

• 提案したベクトルのスパース化は閾値をハブの観点か
ら理論的に決定しており，クロスバリデーションなど
による経験的な決め方ではない．また，全ての要素に
対して閾値を決めるのではなく，本稿のベクトルのス
パース化は各オブジェクトの各要素ごとに閾値を決定
するので自由度が高い．実験の結果，ハブの観点から
決定した閾値が最も良い精度を得ていることを確認
した．

• 対訳抽出においてハブが出現していることを観測し
た．対訳抽出におけるハブの出現は，多数の原言語の
単語の対訳対として同一の目的言語の単語が選択され
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ることを意味し，抽出精度の低下を引き起こしている
と考えられる．対訳抽出にベクトルのスパース化を適
用した結果，ハブの出現を抑制し，対訳抽出の精度が
向上することを確認した．

1.4 本稿の構成
本稿の構成は次の通りである．2章でハブに関する先行
研究を述べる．その後，3章でハブの発生を抑制するため
のベクトルのスパース化を提案する．4章で対訳抽出と実
験設定について説明し，5章で実験結果を示す．最後に，6

章で本稿をまとめる．

2. 関連研究

ハブの発生による近傍法の精度の低下は古くから報告さ
れていたが，注目を集め始めたのは Radovanovićら [1], [2]

による報告からである．彼らはハブの出現が次元の呪いの
一側面であることを主張し，種々のデータセットでハブが
出現していることを示した．
この研究の興味深い点として，セントロイドと類似した
オブジェクトがハブになる傾向があるという発見がある．
この発見に従って，Suzukiら [3]はラプラシアンカーネル
を用いることで，データ中のハブの出現を抑制できること
を示した．ラプラシアンカーネルは，全てのオブジェクト
とセントロイドとの内積が一定となり，結果として，ハブ
の出現を抑制することができる．また，Suzukiら [4]は類
似度尺度に内積を用いた場合，中心化 [5], [6], [7]にハブの
発生を抑制する効果があることを示した．中心化はセント
ロイドを原点に移動するので，全てのオブジェクトとセン
トロイドとの内積が零となり，結果として，ハブの出現を
抑制することができる．
一方で，近傍グラフを構築した後に，ハブの出現を抑
制する研究も行われている．これらの研究は非対称な近
傍グラフを対称な近傍グラフに変換することによってハ
ブの発生を抑制するものである．Ozaki ら [8] は Mutual

k-nearest neighborによって直接近傍グラフの対称化を行っ
た．Schnitzerら [9]は Local Scalingと Global Scalingを用
いて，距離と分布のそれぞれから近傍グラフの対称化を
行った．また，Flexerら [10]は Shared nearest neighborに
もハブの出現を抑制する効果があることを示した．

3. ハブの発生を抑制するためのベクトルのス
パース化

この章では，データ中のハブの出現を抑制するためのベ
クトルのスパース化を提案する*1．本稿のスパース化は，
素性ベクトルの要素を閾値よりも大きい要素のみ保存する
操作を指す．言い換えると，閾値以下のベクトルの要素を

*1 以後，ベクトルのスパース化のことを単にスパース化と呼ぶ．

図 1 2 次元空間における，スパース化の例．（塗りつぶしていない）
青丸がスパース化後のオブジェクトを示し，（塗りつぶしてい
ない）赤丸がそのセントロイドを示す．スパース化を行うとす
べてのオブジェクトは軸上の（塗りつぶした）青丸に移動し，
セントロイドは（塗りつぶした）赤丸に移動する，結果的に，
オブジェクトとセントロイドの距離/角度が大きくなる．

零にする操作となる．
スパース化を行う事でオブジェクトを少数の軸に近づけ
ることができ，オブジェクトの素性ベクトルが非負値のみ
の要素で構成される場合，各オブジェクトとセントロイド
との距離もしくは角度が大きくなる．セントロイドと類似
したオブジェクトはハブになりやすい傾向にある [2]とい
う背景から，スパース化はハブになりやすいオブジェクト
を減らすことが期待できる．図 1にスパース化の直感的な
図を示す．

n個の m-次元ベクトルが与えられた場合，スパース化の
計算量は O(mn)であり，また，スパース化には，メモリの
容量が少なく済む上に，距離もしくは内積の計算を高速に
行うことが可能となるという利点がある．

3.1 スパース化によるセントロイドとの距離の変化
上でスパース化によってハブの出現を抑制できること
の，直感的な説明を行ったが，本小節ではその理論的な証
明を行う．
まず，データセット {x(i) ∈ Rm | i = 1, . . . , n}が与えられ
た場合，

x̂(i) = [x(i)
1 x(i)

2 . . . x(i)
m ]

セントロイド cは以下の式で求まる*2．

c =
1
n

n∑
i=1

x(i)

ここで，一般性を失うことなく x(1) の 1次元目をスパー
ス化する場合を考える．スパース化したベクトルは以下の
ようになり，

x̂(1) = [0 x(1)
2 . . . x(1)

m ]

セントロイドは

ĉ =
1
n

{
x̂(1) +

n∑
i,1

x(i)
}

*2 上付き文字はオブジェクトの番号を表し，下付き文字はベクトル
の要素の番号を表す
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となる．
ここで，オブジェクト x ∈ Rm とセントロイドのユーク
リッド距離の 2乗は次式で与えられる．

||x − c||2 =
m∑
j

(x j − c j)2

スパース化によって，セントロイドとの距離が大きくなる
ためには

||x̂ − ĉ||2 − ||x − c||2 ≥ 0

が満たされればよい*3．この方程式を解くと，

0 ≤ x(1)
1 ≤

2
n − 1

n∑
i,1

x(i)
1

となり，この条件を満たす要素 x1 を 0とすることによっ
て，セントロイドとの距離が大きくなることがわかる．た
だし，

2
n − 1

n∑
i,1

x(i)
1 ≤ 0

の場合には，値域は以下のようになる*4．

2
n − 1

n∑
i,1

x(i)
1 ≤ x(1)

1 ≤ 0 (1)

一方，全てのオブジェクトとセントロイドとの 2乗距離
の総和 D

D =
n∑
i

||x(i) − c||2

および，スパース化した後の 2乗距離の総和 D̂

D̂ = ||x̂(1) − ĉ||2 +
n∑

i,1

||x(i) − ĉ||2

について考えると，スパース化した後の 2乗距離の総和が
スパース化する前の総和よりも大きくなれば，全体として，
オブジェクトとセントロイドとの 2乗距離の平均が大きく
なっていることを示せる．つまり，以下のような方程式が
成り立てば良い．

D̂ − D ≥ 0

実際に，この方程式を解くと以下の解が求まる．

0 ≤ x(1)
1 ≤

2
n − 1

n∑
i,1

x(i)
1 (2)

これより，式 (2)の範囲に従う，要素 x(1)
1 を 0にすること

でオブジェクトとセントロイドの平均 2乗距離が大きくな
る．また，

2
n − 1

n∑
i,1

x(i)
1 ≤ 0

の場合，値域は式 (1)となる．
*3 本来は距離に関して証明を行うべきだが，証明の簡単化のため，

2 乗距離を用いた．
*4 本稿の実験（4章）では，オブジェクトは全て第一象限に存在し，
式 (2) の閾値を用いる．

3.2 スパース化のメリットとデメリット
ここまで，スパース化の説明を行ってきたが，この小節
ではスパース化のメリットとデメリットを示す．まず，ス
パース化のメリットを以下に挙げる．
• 距離への適用: 先行研究 [3], [4]は類似度に内積を用い
た場合にのみハブの出現を抑制する．これに対して，
スパース化は距離を用いた場合でもハブの出現を抑制
することができる．自然言語処理では類似度尺度にコ
サイン類似度（内積）を用いることが多いが，距離は
機械学習をはじめ種々の分野で使われており，距離を
用いた場合にもハブの出現を抑制できることは大きな
利点だといえる．

• 閾値の決定: これまでも，高速化や省メモリといった
目的でスパース化は行われていたが，ハブの出現を抑
制することを目的としたスパース化は，著者らの知る
限り存在しない．また，これまでのスパース化は閾値
をヒューリスティックに決めていたが，本稿で提案し
たスパース化はセントロイドとの相対的関係に基づい
て決定される．また，各オブジェクトの各次元に対し
て（セントロイドとの関係に）最適な閾値が決定され
る．そのため，全てのオブジェクトの全ての次元に対
して同じ閾値を適用する必要はなく，提案手法は自由
度の高い手法だといえる．

一方でデメリットとしては以下の点が挙げられる．
• 閾値の再計算: 本稿で提案したスパース化は各オブ
ジェクトの各要素に対して式 (2)の閾値を計算する必
要がある．この閾値の計算を単純に行った場合，デー
タセット全体から再計算する必要がある．しかし，セ
ントロイドを記憶しておけば，容易に再計算が可能で
あり，大きな問題とはならない．例えば，x(1)

1 をスパー
ス化する場合，閾値は

2
n − 1

n∑
i,1

x(i) =
2

n − 1

(
nc − x(1)

)
で求まり，また，スパース化後のセントロイドの再計
算も以下のように行える．

ĉ = c − 1
n

x(1)

• 情報量の低下: スパース化はベクトルの要素を 0にす
るので，情報量が少なくなってしまうことが考えられ
る．しかし，ハブの影響は情報量以上に重大な問題で
あり，なおかつ，提案したスパース化は基本的に，値
の小さいものが 0になるため，スパース化による情報
量の低下は問題にならないと考えられる．実際に，5

章の実験結果ではスパース化することによって良い精
度を得ることが確認できている．

4. 実験

本実験では提案したスパース化がハブの出現を抑制する
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データセット MEDLINE-PNE

コーパス (en) MEDLINE

コーパス (ja) PNE

対訳辞書 ライフサイエンス辞書
文数 (en) 139,404

文数 (ja) 512,504

対訳対の数 1,213

非対訳対の数 1,366

表 1 データセットの統計．

かどうかを対訳抽出を通して検証する．
対訳抽出の基本的な流れは，2 言語の単語を共通の
ベクトル空間で表現し，その空間で近傍探索を行う．
共通のベクトル空間を構築する方法は種々存在する
が [11], [12], [13], [14], [15]，本実験では対訳抽出で最も
よく使われるアプローチであるシード対訳対（既知の対訳
対）を用いた方法 [11], [12]を採用する．
対訳抽出は共通のベクトル空間に写像した後，単純な探
索問題として定式化され，原言語の単語が与えられた際に，
目的言語の対訳単語を非対訳単語よりも高いランク付けを
行うことが目的となる．本実験では原言語の単語に対して
対訳単語が必ず一つ含まれているとする．また，2言語の
コンパラブルコーパスとシード対訳対が事前に与えられて
いるとし，英語（原言語）から日本語（目的言語）への対
訳抽出を行う．

4.1 データセット
4.1.1 コーパスと辞書
本実験では対訳抽出の評価のために英日対訳辞書とコン
パラブルコーパスを用いる．対訳辞書はシード対訳対と評
価用対訳対として用いる．コーパスは単言語の分布類似度
の計算にのみ用いる．
• MEDLINE-PNE:英語のコーパスとしてMEDLINE [16]

の 2006年の概要の一部を用い，日本語のコーパスと
して蛋白質核酸酵素（PNE） [17]の 1985年から 2006

年まで出版された記事を用いる．対訳辞書としてライ
フサイエンス辞書 [18]を用いる．

表 1にデータセットの内約を示す．
先行研究 [14], [15]に従い，各コーパスに品詞付与を行
い，機能語を削除した．MEDLINEは GENIA tagger [19]を
用い，PNEはMeCab [20]を用いて品詞付与を行った．日
本語の品詞付与では，名詞が 2語以上連続して付与された
場合，1語の複合名詞として取り扱った．

LSDにはコーパス中に 10回以上出現する名詞の対訳対
が 1213対存在することが確認できた．詳しくは後述する
が，この対訳対はシード対訳対と評価用対訳対に用いるた
め，それぞれ 2分割する．
本実験では英語から日本語への対訳抽出を行うため，辞

書に掲載されているが，日本語のコーパスにのみ 10回以
上出現した名詞を非対訳単語として用いる．対訳単語候補
集合（日本語）には，これらの非対訳単語と対訳単語を含
めたものを用いる．原言語（英語）は対訳単語のみを用い，
システムがどれだけ目的言語（日本語）の対訳単語を高く
順位付けできるかで評価を行う．
4.1.2 データ分割
本実験では，辞書をシード対訳対と評価用対訳対に分
割する．辞書の全体の 60%をシード対訳対とし，残りの
40%の半分（全体の 20%）を評価用の対訳対とする．本実
験ではランダムサンプリングを 4回行い，4回の評価の平
均値を最終的な実験結果とする．

4.2 素性ベクトル
本実験では，素性ベクトルに分布類似度ベクトル [13]を
採用する．ただし，Koehnら [13]とは異なり，分布類似度
の計算はコサイン類似度によって行う．分布類似度ベクト
ルを作るためには，文脈ベクトルを作る必要がある．先行
研究 [14], [15]に従い，文脈ベクトルはコーパス中の左右 4

単語の共起単語の頻度を自己相互情報量に変換し，その正
の値のみを用いた．その後，文脈ベクトルから分布類似度
ベクトルを構築する．これらの操作は単言語内で行われ，
分布類似度ベクトルを構築した後に，シード対訳対を用い
て共通のベクトル空間に写像することで，最終的な素性ベ
クトルが完成する．

4.3 比較手法
本実験では以下の手法を用いる．
• raw: 4.2章で説明した素性ベクトル．対訳抽出におい
て標準的な手法であり，本実験のベースラインとなる．

• centering: 中心化を行った素性ベクトル．Suzukiら [4]

の分析では，（順位付けの対象となるオブジェクトで
はなく）順位付けの基準となるオブジェクトの分布平
均（データ集合のセントロイドで近似できる）を原点
に移動させることによって，ハブの出現が抑制される
ことを報告している．本実験では原言語の単語を基準
とするので，セントロイドは原言語の評価セットから
計算した．

• sparsification: スパース化を行った素性ベクトル．3章
で説明したとおり，スパース化の閾値は評価セットを
用いて式 (2)で求める．スパース化を行う順番は貪欲
的に決定した．

これらのベクトルにユークリッド距離とコサイン類似度を
用いた場合のそれぞれで近傍探索を行う*5．ただし，中心
化（centering）した素性ベクトルでユークリッド距離の計

*5 3.1章ではユークリッド距離についてしか証明を行っていないが，
対訳抽出では，類似度計算にコサイン類似度がよく使われている
ため，本実験ではコサイン類似度での評価も行う．
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手法
ユークリッド距離 コサイン類似度

MRR N10 skewness MRR N10 skewness

raw 15.1 7.84 15.1 7.84

centering – – 23.0 3.00
sparsification 21.8 4.22 23.3 3.20

表 2 対訳抽出の実験結果: Mean reciprocal rank（MRR）は値が大き
いほど良く，歪度（N10 skewness）は値が小さいほど良い．各
指標で最も良い数値を太字で表している．中心化（centering）
を行ってもオブジェクト間の距離は変化しない（raw と同じ結
果になる）ため，表に記載していない．

算を行っても，中心化を行わない素性ベクトル（raw）と
同じ結果が得られるので，ユークリッド距離の結果はベー
スライン（raw）とスパース化（sparsification）の結果のみ
を示す．

4.4 評価指標
本実験では，対訳抽出を探索問題として定式化したの
で，評価指標として Mean Reciprocal Rank (MRR) を用い
る．MRRは情報検索でよく使われる評価指標であり，以
下の式によって求まる．

MRR =
r∑

i=1

1
rank(i)

(3)

r は評価用対訳対の数であり，rank(i)は i番目の原単語の
対訳の順位である．
本研究の目的は対訳抽出の精度とハブの関係を調べるこ
とにある．先行研究 [2], [4]に従って，ハブの影響を調べる
指標として，N10 分布の歪度（N10 skewness）を計算する．
N10 分布は目的言語（日本語）の単語が 10位までに含まれ
た回数からなる分布であり，nが対訳候補集合の数，x(i) を
N10 の値とした場合，歪度は次式で定義される．

(N10skewness) =
∑n

i=1(x(i) − µ)3/n
σ3 (4)

µと σはそれぞれ x(i) の平均と分散である．N10 分布の歪
度が高い場合，10-近傍に同一の目的単語が複数回出現して
いることを意味する．N10 分布は評価セットで計算してお
り，最終的な評価結果は 4回のランダムサンプリングの平
均値を報告する．

5. 実験結果と考察

5.1 対訳抽出の精度と歪度
表 2に対訳抽出の精度（MRR）と歪度（N10 skewness）
を示す．中心化（centering）を行っても，オブジェクト間
の距離は変化しないので（rawと同じ結果を得る），中心化
を用いたユークリッド距離の結果は表に記載していない．
表より，ベースライン（raw）と比べて，スパース化（spar-

sification）の方が良い精度を得ていることが確認できる．
また，中心化を用いたコサイン類似度と比べても，ほぼ同

a
ユークリッド距離 コサイン類似度

MRR N10 skewness MRR N10 skewness

0.0 (raw) 15.1 7.84 15.1 7.84

0.5 15.4 7.27 15.4 7.29

1.0 18.3 5.08 17.9 5.21

1.5 21.3 3.95 22.4 3.75

2.0 21.8 4.22 23.3 3.20

2.5 18.4 8.48 23.3 2.58

3.0 12.3 12.66 22.8 2.18

3.5 8.3 14.47 19.3 2.04

4.0 5.5 15.00 17.5 1.94

4.5 3.4 14.58 15.3 1.95

5.0 2.8 14.32 13.6 1.93

5.5 2.9 14.38 12.2 1.92

6.0 2.6 14.22 10.3 1.91
表 3 スパース化の度合いと精度（MRR）と歪度（N10 skewness）: Mean

reciprocal rank（MRR）は値が大きいほど良く，N10 skewnessは
値が小さいほど良い．各指標で最も良い数値を太字で表してい
る．a = 0.0の場合，スパース化を行わない（raw）．aが大きく
なるにつれて，スパース度が大きくなっていく．a = 2.0 の場
合が方程式による解．

程度の精度を得ている．
歪度に注目した場合，スパース化はユークリッド距離と
コサイン類似度のどちらともベースラインと比べて値が小
さくなっており，スパース化によってハブの出現を抑制で
きていることが確認できる．中心化を用いたコサイン類似
度と比較しても同等の歪度を得ていることが確認できる．

5.2 閾値と精度と歪度
最後に，スパース化の閾値について検証する．式 (2)は
セントロイドとの距離を大きくするための閾値であり，精
度を直接最適にするものではない．そこで，式 (2)を

0 ≤ x(1)
1 ≤

a
n − 1

n∑
i,1

x(i)
1

とし，a の値を a ∈ (0.0, 0.5, . . . , 6.0) と変化させた場合の
精度と歪度の変化を検証する．この結果を表 3 に示す．
a = 0.0の場合，スパース化を全く行わないので，rawと同
じ結果を得る．
表より，a = 2の場合が最も精度が良く，aを 2よりも
小さくもしくは大きくするほどMRRが低下することがわ
かる．
一方で，歪度は aを大きくするほどユークリッド距離で
は大きくなり，コサイン類似度では小さくなっている．こ
れは，過度にスパース化を行うことによって，ほぼ零ベク
トルになり，結果として，距離，類似度が意味をなさなく
なるからである．
これらの結果より，式 (2)の閾値はセントロイドの関係
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から決定しているが，精度の向上に繋がっていることがわ
かる．

6. 結論

本稿では，ハブの出現を抑制するためのベクトルのス
パース化を提案した．提案したスパース化は距離を用いた
場合にハブの出現を抑制することができる．また，ヒュー
リスティックに決めていた閾値をハブの観点から決定する
ことが可能となる．
対訳抽出の実験の結果，スパース化がハブの発生を抑制
することを確認し，その結果，精度の向上に繋がる事を確
認した．また，ハブの観点から決定した閾値が最適な精度
を得ていることを示した．
今後の課題には，コサイン類似度の理論的な証明を行う
ことや対訳抽出以外のデータに対して実験を行うことが挙
げられる．
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