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ソーシャルメディア上の発信内容に基づく
著者属性キーワードの推定

西山 莉紗1,a) 吉田 一星1 金山 博1

概要：ソーシャルメディアのユーザーの職業や趣味，家族構成といった属性を推定することは，データ収
集対象とするユーザーの選択や，投稿内容の分析に有効活用できることが期待されるため，近年盛んに取

り組まれている．しかし，既存手法の多くは，推定の対象とするユーザーの属性をあらかじめ数個の分類

クラスとして定義する必要があるため，分析に有用なユーザー属性が前もって分からない状況では利用が

難しい．このような状況を考慮し，本研究ではソーシャルメディア上の各ユーザーアカウントに提供され

ている著者自己紹介欄を利用して，ここに著者の属性を表す単語（著者属性キーワード）が記述される確

率を推定する問題として属性推定を解くこと，そして，その推定において当該著者がソーシャルメディア

上で発信している内容を利用することを提案する．筆者らは，ソーシャルメディアの著者が発信している

内容からその著者属性キーワードを求めるにあたって，文書に付与されるべきタグを文書の内容に基づい

て推定するタスクとの類似点に着目し，タグ推定向けのトピックモデルを応用することを試みた．本論文

ではいくつかのトピックモデルを適用した結果を比較し，考察する．
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1. はじめに

人々の意見や行動がソーシャルメディア上で多く観測で

きるようになっているなか，社会現象の把握，マーケティ

ングなどを目的とした，ソーシャルメディアのユーザーの

発言の分析が盛んになっている．こういった分析は，発言

を投稿したユーザーの職業や趣味，家族構成といった属性

と合わせて分析することで，より価値の高い分析結果とな

ることが期待される．例えばある政党についての評判を調

査するとき，単純にこの政党がどのように好意的に捉えら

れているかを調べるだけでなく，どのような属性のユー

ザーに言及されているかを調査することで，政党の広報戦

略を見直すことができる可能性がある．特に，「主婦」「社

会人」といったクエリによって，それらの属性を持つユー

ザーを効率良く特定できれば，特定のユーザー層に関する

分析を深めることができる．

ソーシャルメディア上で所望のユーザー属性情報を入

手することは，一般には容易ではない．facebook *1 など
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では，勤務先，趣味，出身地などのユーザー属性が定型化

されているが，そのような個別の記述形式を持たず，単一

の著者自己紹介欄（author description）のみを備えている
ソーシャルメディアサービスも多い．ここには主に著者で

あるユーザーが，読者に対して自身の紹介を行う．記述の

形式は一定でないものの，著者自己紹介欄の表現を利用す

れば，分析に有用なユーザーの属性を特定したり，任意の

属性を持つユーザーを検索できる可能性がある．

しかし，著者自己紹介欄においては，同じユーザー属性

であっても異なる表現で記述されたり，開示される属性が

限られていたり，注目する属性を持つユーザーを獲得する

ことは自明ではない．例として，大学生のユーザーの投稿

を分析したいとする．図 1に示すように，さまざまな大学
生のユーザーが存在するが，自己紹介欄に明示的に「大学

生」と記しているのはユーザー A のみである．ユーザー B
は「A 大」「ゼミ」などの大学生であることを示唆する表
現を自己紹介欄に記してはいるものの，「大学生」とは記述

していない．また，ユーザー C は自己紹介欄には大学生で
あることを示す表現を全く記しておらず，投稿された文書

を参照して初めて大学生であることが推定される．

本研究の目的は，これらの課題に対し，著者自己紹介欄

1ⓒ 2014 Information Processing Society of Japan

Vol.2014-NL-216 No.18
Vol.2014-SLP-101 No.18

2014/5/23



情報処理学会研究報告
IPSJ SIG Technical Report

j̀
分析者

a b 大学生
6 6 6

jA
自己紹介欄�� ��都内の大学生です，よろしく

投稿文書

明日は 1 限あるから早く寝なきゃ

...

jB
自己紹介欄�� ��A 大 3 年 X ゼミ

投稿文書

ゼミのレポート課題が終わらない

...

jC
自己紹介欄�� ��音楽なしでは生きていけない

投稿文書

来月の大学祭ライブに向けて
ギター猛練習中

...

図 1 投稿文書と自己紹介欄をもとに大学生の属性を持つユーザーを取得する応用のイメージ

と投稿文書の内容を分析することにより，各ユーザーに対

してその著者自己紹介欄に書かれやすいユーザー属性の表

現を予測することである．解くべきタスクは，生成モデル

を用いて，ユーザーに対してユーザーの属性を表す表現を

推定する問題に帰着される．本稿では，使用する情報の種

類や生成モデルの種類によっていくつかの異なる手法を比

較検討し，それらの性質の違いについて議論する．

2. 関連研究

ソーシャルメディア上の投稿文書中の記述を利用して

ユーザーの属性を推定する取り組みは多数存在する．これ

までの研究で推定が試みられてきた属性は主に，年代 [1]，
性別 [2]，人種 [3]などである．これらの研究の多くは，SVM
やパーセプトロンなどの識別モデルを利用している．例え

ば性別の推定であれば，あらかじめ性別が明らかになって

いるユーザー集合を用意しておき，各ユーザーを何らかの

特徴量で表現して，分類器を学習させる．そして性別が未

知のユーザーに対して分類器を適用して性別を推定する．

ここで利用される特徴量として，投稿文書に記述された表

現やトピックの情報が有効であることが示されている．例

えば [1]はツイート中に出現する n-gramや顔文字，感情
表現などを特徴量として利用しており，[3]はツイートに
LDAを適用した結果を特徴量として利用している．
著者自己紹介欄にはユーザー属性に関する記述が多くみ

られる．そのため，上記のような分類器を利用して，例え

ば「ママ」という表現が著者自己紹介欄に書かれそうか否

かを判別する分類器を学習させることは，理論上は可能で

ある．しかし，著者自己紹介欄中に出現する表現は膨大に

あり一貫性がないため，あらかじめ何らかの方法で取捨選

択すること無く，著者自己紹介欄中に出現する全ての表現

の各々に対して分類器を作成することは現実的ではない．

また，1章で述べたユーザー属性の検索のように興味の対
象であるユーザー属性が動的に決まるタスクにおいては，

事前にユーザー属性を取捨選択しておくこともできない．

ユーザー属性の中でも，地理上の位置情報については生

成モデルを用いた推定手法が提案されている．Chengら [4]
はユーザー uの一連のツイート Stweets(u)がそのユーザー
のロケーション欄に書かれている都市名 i を生成する確

率 P (i|Stweets(u))を推定する言語モデルを提案し，ロケー
ション欄に都市名が記述されているユーザーと，彼らが投

稿したツイートを利用してこのモデルを学習させている．

一方，Eisensteinら [5]は位置と単語の関係を直接モデルす
るのではなく，単語を生成する隠れ変数としてトピックを

仮定し，位置とトピック，トピックと単語の関係を記述し

たトピックモデルを提案している．しかし，いずれのモデ

ルも位置情報の推定に特化しており，他の属性の推定にそ

のまま適用することは困難である．Chengらの言語モデル
では，居住地の推定に有効なツイート中の単語（location
word）をあらかじめ分類器によって特定しているが，こ
の分類器の特徴量には，地理上の都市別に単語の投稿件数

を推定するパラメータを利用しているため，位置情報の推

定以外では同じ特徴量を利用することができない．また，

Eisensteinらのトピックモデルにおいても，パラメータと
して各トピックの地図上での平均生成位置 (base topic)と
分散 (regional variance)を利用しているため，このトピッ
クモデルを位置情報以外の属性推定にそのまま利用するこ

とができない．

3. 著者属性キーワード推定タスクと使用する
データ

本研究では，ユーザーの属性推定として次のタスクを解

く．あるユーザーが過去にソーシャルメディアに投稿した

一連の文書（投稿文書）を基にして，このユーザーがソー

シャルメディア上に自身の属性を表す表現（著者属性キー

ワード，簡単のために以降は属性キーワードと呼ぶ）を記

述する確率を推定する．

どのような表現を属性キーワードとみなすか，という点

については議論があるが，本稿では著者自己紹介欄に記述

される名詞を属性キーワードとみなす．なぜなら著者自己

紹介欄に記述されている名詞は，そのユーザーの職業や性

別，趣味，興味分野など，何らかの属性を表していること

が期待されるためである．また，著者自己紹介欄には，他

のユーザーから見たときに何らかの観点で有用で，検索の

対象となり得る表現が記載されていることも期待される．

なお，将来的にはこの属性キーワードの選択方法について

更なる工夫が行われることが期待される．
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また，ユーザーの投稿文書は文書キーワードの集合とし

て表現される．文書キーワードとして，本研究では文書中

に出現した名詞を利用する．投稿文書は，実際は複数のツ

イートや複数のブログ記事から構成されていたとしても，

投稿ユーザーごとに全て結合して，1件の文書として扱う．
以上のタスクを解くに当たり，本研究では文書の内容に

基づいて文書のタグを推定するためのトピックモデルを応

用する．次節でトピックモデルの詳細について説明する．

4. 著者属性キーワードの推定手法

本節ではまず，既存のタグ推定向けトピックモデルであ

る Correspondence LDA[6]（Corr-LDA，図 2中 (1)）につ
いて説明し，次にその拡張モデルである Noisy Annotation
Topic Model[7]（NATM，図 2中 (2)）について，Corr-LDA
との差分を中心に説明する．その後，本タスクで扱う属性

キーワードと投稿文書の内容の関係を考慮した新規なモ

デルである，Contents Description Topic Model（CDTM，
図 2中 (3)）について説明する．
本研究が扱う属性キーワードが記述される確率を推定す

るタスクに，タグ推定向けのトピックモデルを適用するに

あたり，トピックモデル中の文書はあるユーザーの過去の

投稿文書を結合したもの，タグはそのユーザーの属性キー

ワードとみなす．すなわち 1ユーザーごとに 1文書と複数
の属性キーワードを持つことになる．以降は各モデルが一

般に想定するデータである，文書とタグという用語を用い

て説明するが，適宜本タスクの投稿文書と属性キーワード

に置き換えて読まれたい．

4.1 既存のタグ推定向けトピックモデルの適用

4.1.1 Correspondence LDA (Corr-LDA)
このモデルでは，文書中の一連の単語 w と，その文書

に付与された一連のタグ pにそれぞれ隠れ変数 z，aの存

在を仮定する．これらの隠れ変数は一般にトピックと呼

ばれる．以降のモデルの説明中に出現する各変数につい

ての説明は表 1に示されている．そして，各単語とタグ
が以下の過程を経て生成されたものだと仮定する．なお，

Dirichlet(x)は xをハイパーパラメータとするディリクレ

分布，Multinomial(x)は確率 xに基づく多項分布を表す：

( 1 ) 各トピック k = 1, . . . , K について以下を繰り返す：

( a ) 単語生成確率を生成する
φk ∼ Dirichlet(β)

( b )タグ生成確率を生成する
ψk ∼ Dirichlet(γ)

( 2 ) 各文書 u = 1, . . . , U について以下を繰り返す：

( a ) 単語トピック生成確率を生成する
θu ∼ Dirichlet(α)

( b )文書 u中の各単語 n = 1, . . . , Nu について以下を

繰り返す：

( i ) 単語トピックを生成する
zn ∼ Multinomial(θu)

( ii )単語を生成する
wn ∼ Multinomial(φzn

)
( c ) 文書 uに付与された各タグ m = 1, . . . , Mu につ

いて以下を繰り返す：

( i ) タグトピックを生成する

am ∼ Multinomial
({

Nku

Nu

}K

k=1

)
( ii )タグを生成する

pm ∼ Multinomial(ψam
)

上記のように，このモデルではタグのトピックは，文書

中の単語に割り当てられたトピックの割合 { Nku

Nu
}K

k=1 に基

づいて割り当てられる．このことは，全てのタグは文書中

のいずれかの単語と関連を持っている，という前提に基づ

いている．

任意の文書 uに任意のタグ pが付与される確率 P (p|u)
は，P (p|u) =

∑K
k=0 θukψkp によって求められる．このモ

デルを適用するタスクである属性キーワードが記述される

確率の推定にあたっても，この式を用いて属性キーワード

の生成確率を推定する．

P (p|u) の算出にあたっては，モデル中の θ,φ,ψ を学

習用のデータから得る必要がある．推定に当たっては，

Collapsed Gibbs Samplingが広く用いられている [8]．Col-
lapsed Gibbs Samplingでは，モデル中の隠れ変数である
z と aの値を，式 (1)と式 (2)を用いて推定する．これを
各単語，各タグについて順番に数百～数千回繰り返す．

P (zi = k|Z\i,W ,P ,A, α, β, γ)

∝
(
Nuk\i + α

) Nkwi\i + β∑W
w=0 Nkw\i + Wβ

(
Nku\i + 1

Nku\i

)Mku

(1)

P (aj = k|Z,W ,P ,A\j , α, β, γ)

∝
(
Mkp\i + γ

) Nku

Nu
(2)

Collapsed Gibbs Samplingの結果得られた z，aの値を

用いて，θ,φ,ψを以下の式で求める．

θu =

(
. . . ,

Nuk + α∑K
k=0 Nuk + Kα

, . . .

)
(3)

φk =

(
. . . ,

Nkw + β∑W
w=0 Nkw + Wβ

, . . .

)
(4)

ψk =

(
. . . ,

Mkp + β∑P
p=0 Mkp + Pβ

, . . .

)
(5)
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z w

ψ γ

θα φ β
K

p
M

a
K

U

N

z w

ψ γ

θα φ β
K

p

M

a

K+1η λ r

U

N

z w

ψ γ

θα φ β
K

p

M

aη λ r
K

(1) Corr-LDA (2) NATM (3) CDTM 

図 2 本稿で属性キーワード推定タスクに適用・比較するトピックモデルのグラフィカルモデル

表 1 記号一覧
記号 内容

U 全文書数

K 全トピック数

W 全単語異なり数

P 全タグ異なり数

Nu 文書 u に含まれる単語の数

Nku 文書 u の単語のうち，トピック k を割り当てられた

ものの数

Nkw 全文書を通して，トピック k を割り当てられた単語

w の数

Mu 文書 u に付与されたタグの数

Mku 文書 u のタグのうち，トピック k を割り当てられた

ものの数

Mkp 全文書を通して，トピック k を割り当てられたタグ

p の数

M0 全文書のうち，r = 0 を割り当てられたものの数
M1 全文書のうち，r = 1 を割り当てられたものの数
wn, pm ある文書中の n 番目の単語と，m 番目のタグ

zn, am ある文書中の n 番目の単語のトピックと，m 番目の

タグのトピック

θu 文書 u の単語のトピック生成確率

φk,ψk トピック k が生成されたときの，単語 w = 1 . . . W，

およびタグ p = 1 . . . P の生成確率

α, β, γ, η θ,φ,ψ, λ の分布を定めるハイパーパラメータ

4.1.2 Noisy Annotation Topic Model (NATM)
Corr-LDAでは，全てのタグのトピックは，タグが付与
された文書中の単語のいずれかに割り当てられたトピック

の中から選ばれる．つまり，文書中に出現しないトピック

は，その文書に付与されているタグのトピックとして割り

当てられない．この前提は，文書の内容と必ず関係のある

タグが付与される状況であれば有効であるが，例えばソー

シャルブックマーク上で付与される「later」（あとで読む），
「reference」（参考情報）のような，内容を表さないタグが
付与される状況では，文書の内容とタグの不一致を生み，

推定の適合率を下げることになる．

上記に述べた，文書の内容と関連しないタグ（ノイズ

タグ）が付与される状況を対象として，Iwataらは Noisy
Annotation Topic Model (NATM)を提案した [7]．NATM
のグラフィカルモデルを図 2中 (2)に示す．このモデルは
Corr-LDAにノイズタグ (1)か否 (0)かいずれかの値を取
る隠れ変数 rを付与し，さらにタグに割り当てるトピック

として，単語に付与する K 個のトピックにノイズタグ向

けのトピックを加えたものである．

Corr-LDAと同様に，NATMも Collapsed Gibbs Sam-
plingを用いて単語のトピック z，タグのトピック a，ノイ

ズタグか否かを示すフラグ rの値を推定することができる．

学習データ中の各文書に付与されている各タグについて，

そのタグがノイズタグであるか否かを示す rの値を式 (6)，
(7)を用いて割り当てる．

P (rj = 0|Z,W ,P ,A,R\j , α, β, γ, η)

∝
M0\j + η

M\j + 2η

M0pj\j + γ

M0\j + Pγ
(6)

P (rj = 1|Z,W ,P ,A,R\j , α, β, γ, η)

∝
M1\j + η

M\j + 2η

Majpj\j + γ

Maj\j + Pγ
(7)

割り当てた rの値を用いて，そのタグのトピックを式 (8)，
(9)を用いて割り当てる．

P (aj = k|rj = 0,Z,W ,P ,A\j ,R\j , α, β, γ, η)

∝ Nku

Nu
(8)

P (aj = k|rj = 1,Z,W ,P ,A\j ,R\j , α, β, γ, η)

∝
Mkpj\j + γ

Mk\j + Pγ

Nku

Nu
(9)

NATMでは，あらゆるトピックの文書に付与されてい
るタグがノイズタグ (r = 0)と判定されやすい．なぜなら
式 (6)，(7)に示されるように，タグ pがノイズタグだと

判断された回数M0p が，現在そのタグに割り当てられて

いるトピック aがこれまでに割り当てられた回数Map よ

りも多いと，r = 0が割り当てられやすくなる．あらゆる
トピックの文書に付与されているタグは，Mapが小さくな

りやすいため，M0p を大きく上回りにくくなると考えられ

る．従って，r = 0が割り当てられやすくなる．
ノイズタグと判定されたタグは，同じタグの中で一定し

たトピックを割り当てられにくくなる．ノイズタグと判定

されたタグについては式 (8)を用いてトピック割り当てが
行われるが，ノイズではないと判定されたタグに対するト

ピック割り当ての式 (9)と異なり，この式は他の箇所に出
現した同じタグに対するトピック割り当て結果Mkpj を含

んでいない．その代わりに，単語に多く付与されているト

ピックを優先したトピック割り当てになるため，様々なト

4ⓒ 2014 Information Processing Society of Japan

Vol.2014-NL-216 No.18
Vol.2014-SLP-101 No.18

2014/5/23



情報処理学会研究報告
IPSJ SIG Technical Report

ピックの文書に付与されているタグについては，様々なト

ピックが割り当てられることになる．

NATMの上記の性質は，様々なトピックの文書に付与さ
れるタグをノイズタグとして除外したい状況では有効に働

く．しかし，本研究のように，自己紹介欄中に書かれた属

性キーワードをタグとみなし，投稿文書中の単語との関連

を得ようとする場合には，適切に働かない可能性がある．

例えば，自己紹介欄中に属性キーワードとして「社会人」

と記述しているユーザーと，そのユーザーの投稿文書中の

トピックを用いて，任意のユーザーが「社会人」という属

性キーワードを記述する確率を推定することを考える．こ

のとき，投稿文書中に会社生活に関するトピックを記述し

ているユーザーは自己紹介欄に「社会人」と記述しやすこ

とが期待されるため，会社生活に関するトピックから「社

会人」という属性キーワードの生成確率が高くなることが

期待されるされる．しかし実際には，自己紹介欄に「社会

人」と記述したユーザーが，投稿文書では趣味の話を中心

に記述していることが多い．このような状況で NATMを
適用した場合，「社会人」という属性キーワードがノイズタ

グと見なされやすくなり，一定したトピックを割り当てら

れにくくなることが予想される．その結果，趣味として投

稿文書中に書かれていた音楽やゲームなどの，本来「社会

人」とは直接関係ないはずのトピックから「社会人」が生

成される確率が高くなってしまうことが予想される．

以上に述べた，属性キーワード推定タスクに NATMを
適用した際の課題を解決することを目的として，筆者らは

Contents Description Topic Model（CDTM）を提案する．

4.2 Contents Description Topic Model (CDTM)
の提案と適用

CDTMのグラフィカルモデルを図 2中 (3)に示す．この
モデルは NATMと同様に，タグが文書の内容と関連する
か否かを示す隠れ変数 rを持っている．しかし，NATMで
はタグのトピック数をK から一つ増やし，rの値に応じて

ノイズトピックからタグを生成していたのに対し，CDTM
では rはタグの生成に直接寄与せず，タグのトピック aの

割り当てに寄与するモデルとなっている．

このモデルではタグのトピック aとタグは以下のように

生成されると仮定する．

( 1 ) 文書 uに付与された各タグ m = 1, . . . , Mu について

以下を繰り返す：

( a ) タグトピックを生成する

am ∼

Multinomial({ Nku

Nu
}K

k=1) (rum = 1)

Multinomial( 1
K ) (rum = 0)

( b )タグを生成する
pm ∼ Multinomial(ψam

)
隠れ変数 aの値を Collapsed Gibbs Samplingで推定す

るための条件付確率を導出すると，式 (10)，(11)のように
なる．

P (aj = k|rj = 0,Z,W ,P ,A\j ,R\j , α, β, γ, η)

∝
Mkpj\j + γ

Mk\j + Pγ
(10)

P (aj = k|rj = 1,Z,W ,P ,A\j ,R\j , α, β, γ, η)

∝
Mkpj\j + γ

Mk\j + Pγ

Nku

Nu
(11)

式にあるように，タグのトピックの割り当てにあたって

は，rの値によることなく，同じタグが他の箇所に出現し

た際のトピック割り当て結果Mkpj を用いる．これにより，

文書と関連しないタグ (r = 0)であっても，文書のトピッ
クに左右されることなく，一貫したトピックが付与されや

すくなる．

各タグの rの値は，式 (12)，(13)を用いて割り当てられ
る．このとき，現在のタグトピック aj が割り当てられて

いる単語の割合 Naju/Nu が，単純に 1をトピック数K で

割った値 1/K よりも大きければ，文書と関連のあるタグ

(r = 1)であると見なされやすくなる．

P (rj = 0|Z,W ,P ,A,R\j , α, β, γ, η)

∝
M0\j + η

M\j + 2η

1
K

(12)

P (rj = 1|Z,W ,P ,A,R\j , α, β, γ, η)

∝
M1\j + η

M\j + 2η

Naju

Nu
(13)

以上に説明した 2 種類の既存のタグ推定向けトピック
モデル Corr-LDA および NATM と，提案モデルである
CDTMを次節の評価実験で実際のソーシャルメディアデー
タに適用し，性能を比較する．

5. 評価実験

5.1 実験目的

前節で説明したタグ推定向けトピックモデルを用いた著

者属性キーワード推定手法は，いずれも投稿文書の内容

を利用して著者属性キーワードを推定する．それに対し，

ユーザーによっては初めから自己紹介欄に有効な著者属性

キーワードを記載しており，著者属性キーワードを新たに

推定する必要のない場合もあることが考えられる．また，

所望の著者属性キーワードの記載がなくても，自己紹介欄

中の他の単語を用いて著者属性キーワードを推定すること

が有効な場合もあり得る．例えば，「息子」「出産」などの

単語を自己紹介欄に書くユーザーは，同じく自己紹介欄に

「ママ」と書くことが多いため，自己紹介欄に既に記載済み

の著者属性キーワードを利用して，「ママ」の生成確率を推

定可能であることが考えられる．
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以上を踏まえ，本実験では以下の 3つの仮説を検証する．
仮説 1 著者自己紹介欄や投稿文書の内容を用いて著者属性
キーワードを推定した方が，元々著者自己紹介欄に記載さ

れている著者属性キーワードをそのまま著者のユーザー属

性と見なした場合よりも，高い精度で著者のユーザー属性

を得られる．

仮説 2 投稿文書の内容を用いて著者属性キーワードを推
定した方が，著者自己紹介欄に記載された他の単語のみか

ら著者属性キーワードを推定するよりも高い精度で著者の

ユーザー属性を得られる．

仮説 3 NATMや CDTMのようなタグのノイズを考慮し
た手法の方が，ノイズの存在を仮定しない Corr-LDAより
も高い精度で著者のユーザー属性を推定できる．

具体的な実験方法を次小節に記す．

5.2 実験方法

本実験では，ランダムに収集した 100件の Twitterアカ
ウントを対して人手で適切な著者属性キーワードを割り当

てた正解データを作成し，仮説 (1)，(2) を検証するため
の 2つのベースライン手法と，3つのタグ推定向けトピッ
クモデルをそれぞれ用いた提案手法の Precision(適合率)，
Recall(被覆率)，F値を比較する．
5.2.1 学習・評価用データ

自動投稿アカウント（ボットアカウント）は一貫したト

ピックではなく，様々なトピックのツイートを投稿するも

のがあることから，学習用データに含めると精度を下げる

要因となる恐れがある．実際に，ツイートの内容に基づい

てユーザーの GPS locationを推定する既存研究 [4]では，
Leeらの手法 [9]を用いて，学習用ユーザーアカウント集
合から自動投稿アカウントを除外している．本研究でもこ

れに倣い，自動投稿アカウントを除外する．今回は簡単の

ために，Leeらの手法を完全に再現はせず，論文 [9]の中で
有力な特徴量と報告されていた，URLを含むツイートの
割合を利用した．

まず，2012年にTwitterが提供する Streaming APIを用
いて収集したユーザーアカウントから，自己紹介欄の記述

が存在する 18,742アカウントを選択した．そして，その中
から URLを含む過去ツイートが 3割を上回るユーザーを
自動投稿アカウントの疑いがあるとして除外した．その結

果残った 17,851ユーザーアカウントから学習用ユーザーと
して 5,000アカウント，評価用ユーザーとして学習用ユー
ザーとは別に，現在でもアカウントが有効な 100ユーザー
を選択した．学習用ユーザーと評価用ユーザー両方につい

て，自己紹介欄テキストと，最大 400件の過去ツイートを
取得した．

評価用ユーザーについては，正解としてこれらのユー

ザーの属性を良く表していると考えられる著者属性キー

ワードをあらかじめ付与しておいた．具体的には，2人の

表 2 正解データ作成時に付与の対象とした著者属性キーワードと，

最終的に当てはまる（1）とされたユーザーの数
著者属性キーワード 正解データ中

のユーザー数

属性キーワードを記述し

ているユーザー数

女子 52 3
社会人 43 3
大学生 20 2
アニメ 35 7
アイドル 19 1

被験者が Twitter上 *2で各ユーザーの自己紹介欄と最新の

ツイートを読み，表 2に示す 5つの著者属性キーワードに
ついて以下の 3つの値のいずれかを付与した．

• 当てはまると言える（1）
• ほぼ確証を持って当てはまらないと言える（0）
• 当てはまるとも当てはまらないとも言えない（9）
そして，両被験者の結果を総合し，一方の被験者が 1と判
断していて，もう一方が 1または 9と判断したユーザー属
性については当てはまる（1），それ以外のユーザー属性，
すなわち両被験者とも 9または 0を付与したものについて
は，当てはまらない（0）として正解データを作成した．
5.2.2 ベースライン手法

推定なし (Strawman)　この手法は 5.1小節に述べた
仮説 1を検証するためのものであり，評価用ユーザーが自
身の自己紹介欄に記述している著者属性キーワードをその

まま推定結果として扱う．すなわち，評価対象の著者属性

キーワードがすでに自己紹介欄に記載されていれば正解，

記載されていなければ不正解とする．

自己紹介欄 LDA (LDA) この手法は 5.1小節に述べた
仮説 2 を検証するためのものであり，評価用ユーザーの
投稿文書は利用せず，自己紹介欄に記述している著者属性

キーワードを利用して，記述されていない他の著者属性

キーワードの生成確率を推定する．生成確率の推定に当

たっては最も基本的な文書トピックモデルである LDA[10]
を利用し，自己紹介欄テキストを文書として，文書中の単

語生成確率をそのまま著者属性キーワードの生成確率とす

る．タグ推定向けトピックモデルと同様，LDAのパラメー
タ推定には Collapsed Gibbs Samplingを用いた．

5.3 実験結果と考察

まず 5.1小節の仮説 1を検証するにあたり，Strawman
の F値と，その他の手法の F値を比較する．各著者属性
キーワードの推定精度を図 3と図 4に示す．いずれの著者
属性キーワード，いずれの推定手法であっても，Strawman
の F値を上回っており，仮説 1が成り立っていることが分
かる．

続いて仮説 2を検証するにあたり，LDAの F値と，Corr-
LDA，NATM，そして CDTMの F値を比較する．図 4中
*2 http://twitter.com
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の (4) アニメおよび (5) アイドルを見ると，LDAとその他
の手法の間に F値の差がほとんど無いことがわかる．「ア
ニメ」については，自己紹介欄に「アニメ」と合わせて具

体的な作品名や声優名などの，アニメと関連する他の著者

属性キーワードが書かれやすいことから，投稿文書を用い

た場合と同程度の精度で「アニメ」の生成確率を推定でき

てしまうためだと考えられる．また，(5) アイドルについ
ては，今回の正解データ作成時に付与の対象とした 5つの
著者属性キーワードの中で最も学習データ中の出現頻度が

低いことから，LDAにおいては自己紹介欄中の他の著者
属性キーワード，Corr-LDA，NATM，CDTMにおいては
投稿文書中のトピックとの関係が十分に学習できなかった

ため，全ての手法で精度が低くなったことが考えられる．

しかし，図 3中の 3つの著者属性キーワードについては，
LDAの性能を Corr-LDA，NATM，CDTMが概ね上回っ
ており，仮説 2が成り立っていることが分かる．
最後に仮説 3を検証するにあたり，Corr-LDA，NATM
のＦ値と，CDTMのＦ値を比較した．図 3，図 4中の 5つ
の著者属性キーワードで見ると，全ての著者属性キーワー

ドにおいて CDTMが最も良い F値を出しているのではな
い．このことから，仮説 3は必ず成り立つものではなく，
推定しようとする著者属性キーワードの種類や性質によっ

て異なると考えられる．

CDTM が最も高いＦ値を出しているのは，図 3 中の
(2) 社会人である．同図を見ると，この F値の高さは高い
適合率によってもたらされていることが分かる．これは，

自己紹介欄に「社会人」と記載している学習用ユーザーが

投稿文書に「社会人」とは直接関係がないトピックを記述

している状況で，CDTMが「社会人」を文書と関連のない
タグだと見なすことができたためだと期待される．CDTM
が文書のトピックと関係なく「社会人」に対して一貫した

トピックを割り当てようとした結果，自己紹介欄に「社会

人」と記載したユーザーが偶然投稿文書に記載した関係の

ないトピックと「社会人」を関連付けられ，関係のないト

ピックから「社会人」が生成されることを避けることがで

きた結果，適合率が向上したと考えられる．ただし，より

正確には同様の性質を持つ他の著者属性キーワードを用い

て検証する必要がある．

図 3中の 3つの著者属性キーワードで比較すると，CDTM
は Corr-LDAおよび NATMと比較して，安定した F値を
出していることが分かる．Corr-LDAは図 3中の (1) 女子
の推定においては最も高い F値（約 0.6）を出しているも
のの，(2) 社会人の推定では 10ポイントほど下がってお
り（約 0.5），(3) 大学生の推定では他の 2手法と同程度の
F値（約 0.6）となっている．また，NATMは (1) 女子の
推定において，他の著者属性キーワードと比較して低いＦ

値（0.5程度）を出している．これに対し，CDTMは一定
して 0.6から 0.7の F値を出していることが分かる．これ

も他の著者属性キーワードを用いてより広く検証する必要

があるが，CDTMは投稿文書の内容と必ずしも関連しな
い著者属性キーワードを扱う本タスクにおいて安定した性

能を出すことができる可能性がある．

6. おわりに

本論文ではこれまで分類器を用いて実現されてきたソー

シャルメディアのユーザー属性推定を，自己紹介欄中の著

者属性キーワードの生成確率を推定する問題として解くこ

とを提案し，推定手法として，文書に付与されるべきタグ

を推定するための既存のトピックモデルである Corr-LDA
および NATMを用いること，そして，既存のトピックモ
デルに本タスク向けの改良を加えた新しいモデルである

CDTMを用いることを提案した．実際にTwitterユーザー
が記述した自己紹介欄と投稿文書を利用した検証実験の

結果，タグ推定向けのトピックモデルを用いることで，単

純に自己紹介欄の記述を利用するよりも高い精度で，ユー

ザーにふさわしい著者属性キーワードが推定できること，

そして，特定の性質を持つ著者属性キーワードに対しては

CDTMを用いることで，より高い精度で推定できる見通
しがあることを示した．

今後の課題としては，より多くの著者属性キーワードを

用いた精度評価実験の実施と，今回提案した推定手法によ

る著者属性情報を用いたソーシャルメディア分析の有用性

の検証が挙げられる．
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図 3 F 値 (F-measure，左列)，適合率 (Precision，中列)，再現率 (Recall，右列) 比較結果
（著者属性キーワード： 女子，社会人，大学生）
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(4) アニメ
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(5) アイドル
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図 4 F 値比較結果 （著者属性キーワード： アニメ，アイドル）
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