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個人に注目した社会ネットワークの分析に関する研究

菅田 貞治1,a) 伊東 樹希1 武藤 敦子1,b) 犬塚 信博1,c)

概要：本研究では出欠データから生成される友人ネットワークに注目し、時系列を伴って変化する局所的
友人関係を分析した。まず、個人とその友人のみから構成される局所的ネットワークであるエゴセント

リックネットワークの構造的特徴に基づいて個人を分類し、代表的なネットワークモデルと比較したとこ

ろ友人ネットワークは特有の分類結果である事が示された。次にクラスタ間の時間的遷移を調べる事で学

生は友人同士の結びつきが強固になる傾向が強い事が確認できた。また、友人生成に大きく関わった人物

をネットワーク構造より推定する事で、その後の分類されるクラスタが予想できる可能性を示した。
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1. はじめに

近年、社会ネットワーク分析の研究が盛んに行われてお

り、その中でもグラフ部分構造を詳細に分析するエゴセン

トリックネットワーク分析がある。社会ネットワーク分

析において、ネットワーク内の少数のまとまりに着目し、

ネットワーク形成の原理を見出すネットワーク・センサス

というモチーフを分析する手法が用いられてきた [1]。実

際に現実社会のネットワークにおいて観測されるエゴセン

トリックネットワークは特徴的な構造を持つパターンが観

測されることが明らかになっている [2], [3]。本研究では友

人関係のネットワークに着目して各個人のエゴセントリッ

クネットワークを抽出し、その特徴的な構造に基づいて個

人を分類した。

友人関係についてのネットワークを把握する事は通常、

アンケートなどで行うため手間を要するが近年はオンライ

ンデータとして手軽に得られるようになり、また出欠データ

を用いることで友人を推定する手法が提案された [4]。現在

は、この手法を利用した様々な研究が行われている [5], [6]。

また友人ネットワークは時間とともに絶えず変化してい

る。そこで時系列に伴って変化する友人ネットワークの局

所的構造の遷移について分析する。さらに友人が新しく出

来る時、その要因となった人物を友人ネットワークを用い

て推定する方法と、その評価値を定めた。この考え方を実
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際の友人ネットワークに用いた時の評価値の分布や分類と

の関係性を調べた。

このような分析を行う事で友人ネットワークから個人の

役割・性格を把握しやすくなることが期待できる。これは

多数の人間の管理を必要とする教育や人事などの関係者に

とって役立つと考えられる。

本稿の構成は以下の通りである。第 2章は本研究が対象

としているエゴセントリックネットワークと友人推定手法

について簡単に述べ、第 3章から第 5章では本稿の研究内

容について説明する。第 3章は個人の友人関係の分類、第

4章は友人関係の時間推移に関する分析、第 5章では友人

関係の発生の要因の推定についてである。第 6章では、ま

とめと今後の課題を述べる。

2. 友人関係とエゴセントリックネットワーク

2.1 エゴセントリックネットワーク

各行為者を頂点とし、行為者間の影響関係を辺で表した

無向グラフを考える。社会ネットワーク分析では行為者の

1 人 1 人に注目するときに各行為者をエゴと呼ぶ。各エゴ

を中心としたローカルなネットワーク、つまりエゴと直接

つながる行為者（オルター）の集合から誘導される部分グ

ラフをエゴセントリックネットワーク（以下エゴネット）

という。

例えばネットワーク全体 (図 1)からエゴを Aとしたエ

ゴネット (図 2)やエゴを Fとしたエゴネット (図 3)が頂点

ごとに抽出される。図 2でのオルターは {B,C,H,I } 、図 3

でのオルターは {D,E,I,M,N} である。
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図 1 全体のグラフ

図 2 A のエゴネット
図 3 F のエゴネット

2.2 友人推定手法

本稿で扱う友人ネットワークは下村らが提案した友人ス

コア [4]を用いて生成した。友人スコアを用いる事により、

客観的かつ十分な信頼度のある友人ネットワークが得られ

る。名古屋工業大学では平成 19年度に出欠管理システム

を導入した。本学の学生は各々の学生証に ICチップが内

臓されており、出退席時に ICカードリーダから各学生の

学生 IDと打刻時間を記録してサーバに蓄積・管理する。

打刻データベースに蓄積された打刻データは打刻した学生

を表す学生 ID、打刻した場所を表す端末 ID、打刻した時

刻を表す打刻時刻の 3つの属性を持つ。

友人スコアとは 2人の学生ペアが友人である確率を表し

た物である。打刻データベースに蓄積された 2人の打刻時

間の差を算出し、その値によってその 2人が友人関係であ

るのかどうかを推測する値である。この値が大きいほど共

に行動している、つまり友人関係が強いという事である。

詳しい友人スコアの算出方法は付録に記載した。この友人

スコアの値が正である学生のペア間に辺を張る事によって

友人ネットワークを生成する。

3. 構造に基づくエゴネットの分類

まずエゴセントリックネットワークの構造に基づいてエ

ゴを分類する方法について提案し、前節の方法によって生

成された友人ネットワークおよび各種社会ネットワークモ

デルに適用する。

3.1 トップダウンモデルでの分類

ネットワークの定量的指標を属性値とし、各エゴネット

を決定木 (図 4)を用いてトップダウンに 8つのクラスタに

分類する。属性値の内、島はエゴネットからエゴを取り除

いた際の連結成分、平均クラスタ係数は同値で分類される

エゴネットの平均値、グループはエゴを取り除いた際の連

結成分の内、孤立ノードでないものを指す。ここでクラス

ター係数はエゴネットに現れた辺の数をオルターから２つ

選ぶ組み合わせ数で割った値となる。

ここで図 4 について説明する。まずエゴを除いたエゴ

ネットの次数が０ならば「孤立」、１～３以下なら「友人

少」というクラスタに分類する。どちらにも属さない場合、

クラスター係数が０ならば「スター」、１なら「完全グラ

フ」というクラスタに分類する。そして島１つで、かつク

ラスター係数が平均以下ならば「低クラスタ」、平均以上な

ら「高クラスタ」というクラスタに分類する。最後に頂点

数２以上の島が１つのみで残りの頂点は全て次数０ならば

「ゲートウェイ」、頂点数２以上の島が２つ以上なら「ハブ」

というクラスタに分類する。なおゲートウェイとハブは本

来、コミュニティをつなげる行為者を指す単語 [7]である

が、本稿ではエゴネットに合わせて定義した。

図 4 トップダウンモデルで用いる決定木

3.2 分類結果の分析

分類に用いたネットワークは 2012年 7月の名古屋工業

大学１年生の 友人ネットワークと次の３つのネットワーク

モデルである。

• WS（ワッツ＝ストロガッツ）モデル

( 1 ) 頂点を円になるように並べて各頂点の近隣 2n個

（右 n個、左 n個）の頂点を辺で繋いだグラフ（レ

ギュラーグラフ）を作る。

( 2 ) それらの辺を qの割合だけランダムに張り替える。

• BA（バラバシ＝アルバート）モデル

( 1 ) m+1個の頂点から成る完全グラフを作る。

( 2 ) 新たに 1個の頂点を追加し、その頂点から既に存

在していた頂点の内、各頂点の次数に比例した確

率で m個だけ選んで辺を張る。

( 3 ) 所定の頂点数 nになるまで（2）を繰り返す。

• CNN（Connecting Nearest Neighbor）モデル
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( 1 ) 確率 p で新たに 1 個の頂点を追加し、その頂点

から既に存在していた頂点からランダムに選んだ

1個に辺を張る。また確率 1-pで、その時点での

ネットワークのポテンシャルエッジの中からラン

ダムに選んだ 1個を実際の辺にする。なおポテン

シャルエッジとは直接、辺で結ばれてはないが共

通して辺が張られている頂点が１個以上、存在す

る２頂点の事である。

( 2 ) 所定の頂点数 nになるまで（1）を繰り返す。

なお各ネットワークモデルは友人ネットワークと頂点・

辺の数が同じになるように設定・調節した。具体的には

WSモデルでは n=3、q=0.2、BAモデルではm=3、CNN

モデルでは p=0.3 と設定した。各モデルについては 100

回、ネットワークを生成・分類を行った時の平均とした。

分類結果を表 1 に示す。WS モデルは次数６のレギュ

ラーグラフだったため「友少」に属するエゴは少なく、ラ

ンダムに辺が張り替えられた所は頂点数１の島になる事が

多いため「ゲートウェイ」に属するエゴが非常に多くなっ

た。BAモデルは次数が大きくなるほど、さらに次数が増

える確率が高くなるため、ほとんどの頂点は最初の次数３

から増えずに「友少」のクラスタに分類されたと考えられ

る。また BAモデルはクラスター性が低いため島が１つに

なる事が少なく、「低クラスタ」や「高クラスタ」に属する

エゴが少なかった。CNNモデルはポテンシャルエッジに

辺を張るため「スターグラフ」の数が非常に少なくなった

が、次数が大きい頂点の周辺ほどポテンシャルエッジが多

くなるため次数が小さい頂点の周辺のポテンシャルエッジ

が選ばれる確率が低くなり、「友少」に属するエゴが多く

なったと考えられる。また各モデルは共通して「孤立」や

「完全グラフ」に属するエゴが現れにくい事が解る。

一方、2012年 7月の友人ネットワークは「友少」や「ゲー

トウェイ」に属する学生が多かったが、全体的な偏りは各

モデルと比べると小さく、「スターグラフ」を除いて、どの

クラスタにも一定数の学生が分類されていた。以上より現

実の友人ネットワークは各モデルとは大きく異なる分類結

果になる事が分かった。

表 1 各ネットワークにおける分類の比率（％）

　　　　　 WS BA CNN 友人ネット

孤立 0 0 1 6

友少 10 65 60 23

スターグラフ 6 6 1 1

完全グラフ 0 0 0 7

低クラスタ 8 1 10 10

高クラスタ 7 1 8 13

ゲートウェイ 60 23 18 33

ハブ 9 4 2 7

次にクラス間を繋いでいる辺を除去した時の友人ネット

ワークを再度クラスタリングし、除去する前の結果と比較

した。表 2に結果を示す。なお表の値は書かれている行の

クラスタが除去前で列のクラスタが除去後であった学生の

人数を表している。

表 2 クラス間の辺を除去した後のクラスタリングの変化（個数）
　　　　　 A B C D E F G H

A（孤立） 9 0 0 0 0 0 0 0

B（友少） 1 35 0 0 0 0 0 0

C（スター） 0 1 1 0 0 0 0 0

D（完全） 0 0 0 17 0 0 0 0

E（低クラ） 0 0 0 0 20 3 0 0

F（高クラ） 0 0 0 0 1 27 0 0

G（ゲート） 0 5 0 5 3 3 30 0

H（ハブ） 0 0 0 0 0 0 1 10

大部分は同じクラスタだったが「ゲートウェイ」だけ他

のクラスタに遷移する学生が多く見られた。これはクラス

が違う学生同士は基本的に会える機会が少ないが「ゲート

ウェイ」に属する学生がクラス間を繋いでいる事を示して

いる。

4. エゴネットの時系列遷移の分析

前節では、ある時点でのエゴネットの分類を行った。本

節では社会ネットワークの局所的な推移傾向を探るために

クラスタリングしたエゴネットの遷移図を得る手法を検討

する。

4.1 提案手法

同じ頂点集合 (人の集合)N をもつ時系列 t1, t2, ... に対

応したグラフ系列 G1, G2, ... を考える。これらに観測さ

れる互いに非同型のエゴネットすべての集合を EN と

する。このとき EN の与えられた分割 (クラスタリン

グ)EN = EN1 ∪ EN2 ∪ ... ∪ ENm(ENi ∩ ENj = ϕ)に対

し、対応するエゴネットの遷移図を考える。すなわち、遷

移図は分割の各クラスタ EN1, ..., ENm を頂点とする有向

グラフであり、ある時刻 tでの Gt に属する人のエゴネッ

トがクラスタ ENi に属し、Gt+1 でその人のエゴネットが

GNj に属するとき、ENi から ENj へ遷移したと呼び、有

向辺を持つ。有向辺は遷移の全体に対する割合に比例した

確率をラベルとして持つこととする。この遷移図が本節の

対象である。次にエゴネットの遷移図を得る 3通りの手法

および遷移図を定量的に評価する 2つの指標について説明

する。

4.1.1 遷移図のクラスタリングモデル

4.1.1.1 トップダウンモデル

3.1節で説明した通り。

4.1.1.2 閉路ベクトルモデル

閉路ベクトルモデルはエゴ eのエゴネットを (v1, v2, ...)
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に符号化する。viはエゴを始点かつ終点とする長さ i+1の

閉路の数である。これらのベクトル間のユークリッド距離

を対応したエゴ間の類似度とし、EN に階層クラスタリン

グを適用する。構造的特徴に基づいた距離尺度は他にも

あるが、計算量の都合上、本研究では閉路による距離を用

いる。

例えば 2.1節の図 2と図 3のエゴネット間の類似度は以

下のように求める。Aのエゴネットに含まれる閉路は長さ

2が 4本、長さ 3が 1本であり、Fのエゴネットでは長さ

2の閉路が 5本、長さ 3の閉路が 2本である。ベクトルの

最大長を 4とした場合、Aのエゴネットは (4,1,0,0) 、Fの

エゴネットは (5,2,0,0) となるため、これらのエゴネット間

の距離は

dist =

√
(5− 4)

2
+ (2− 1)

2
+ (0− 0)

2
+ (0− 0)

2

=
√
2

となる。

4.1.1.3 遷移優先モデル、クラスタ優先モデル

優先モデルは後述の状態遷移図の定量的評価指標である

クラスタ指標および遷移指標を最大値とする手法である。

これらの指標は状態遷移図に対して、[0 1]の範囲で定まる

指標であり、各指標値が最大となるようにクラスタリング

を行う。

以下が優先モデルの手順である。

( 1 ) 状態遷移図 TRの頂点集合 EN1, EN2, ...の内、各指

標値が最大となる 2頂点対 ENi, ENj をグリーディに

探索する。

( 2 ) （1）で探索した ENi, ENj をクラスタリングし、生

成された新しい状態遷移図を TRとする。

( 3 ) 既定の頂点数になるまで（1）（2）の手順を繰り返す。

4.1.2 遷移図の評価指標

4.1.2.1 クラスタ指標

クラスタ指標は構造的特徴が近いエゴネットパターンが

同じクラスタ内にクラスタリングされているかを示す指標

である。この指標を算出するために、本節ではMaximum

common subgraph法 [8]という既存のグラフ類似性評価手

法を用いる。2つのエゴネットパターンのすべての組み合

わせにおける類似度を算出し、クラスタ毎にクラスタ内の

エゴネットパターンの類似度最遠値を算出する。クラスタ

毎のこれらの値を対応したクラスタに含まれるエゴネット

の数に合わせて加重平均した値がクラスタ指標となる。ク

ラスタ指標を算出する数式は以下の通りである。

Cl =

∑
i=1 CniDist(Ci)

Cn

Cni は i番目のクラスタに含まれるエゴネットの個数、

Cnはエゴネットの総数、Dist(Ci)は i番目のクラスタ Ci

に含まれる全ての 2 対エゴネットパターン間の類似度の

内、最も小さい値を示す。指標値の範囲は [0,1]であり、値

が高いほどクラスタ内がまとまっているといえる。

4.1.2.2 遷移指標

遷移指標はクラスタ間の遷移がどれだけ単純化されてい

るかを表す指標である。各クラスタ毎にそのクラスタを始

点とする辺 (遷移)に対応する遷移確率を表すラベルの値か

らエントロピーを算出する。クラスタ毎のこれらの値を対

応したクラスタに含まれるエゴネットの数に合わせて加重

平均し、[0,1]の範囲に正規化する。遷移指標を算出する数

式は以下の通りである。

En = −
∑

i=1 Cni

∑
j=1 pij log2pij

Cn ∗ log2C
C はクラスタの個数、pij は i番目のクラスタから j 番

目のクラスタへの遷移確率を示す。この値が高いほどクラ

スタ間の遷移の傾向が理解しやすいといえる。

4.2 友人関係ネットワークへの適用実験

4.1 節で与えた手法を最終的なクラスタ数を 8 として

2007～2013年の 4、5、6、7月に観測された 1年生の友人

ネットワークから生成された遷移図に適用した。表 3は得

た遷移図の各指標値である。表内の k の値は閉路ベクトル

モデルにおける符号化ベクトル長を意味する。

また% 表記は遷移優先、クラスタ優先モデルにおける遷

移、クラスタ指標を 100% とした時の割合を表す。図 5、

6に、それぞれトップダウンモデル、閉路ベクトルモデル

(k=3)を適用した遷移図を示す。ここでは遷移確率 12.5%

以上の遷移と、エゴネットの総数に対するクラスタの割合

を% 表記した。閉路ベクトルモデルではクラスタ内の頻度

1位、2位のエゴネットパターンを示した。

4.3 実験結果の考察

クラスタ指標はトップダウンモデルが最も高く、クラス

タがよくまとまっている事を示している。遷移指標は指標

優先モデルが最も高いが生成された実際のクラスタを確認

すると 1つのクラスタにほぼ全てのエゴネットが集中して、

そのクラスタ内の自己ループにより遷移指標を高めている

ため、遷移の傾向を理解するには不適切である。また、両

指標はトレードオフな関係にある事が分かる。

図 5の遷移図から見出される傾向は 3.2節での友人ネッ

トワークの分類結果と同じく友少クラスタとゲートウェイ

クラスタに含まれるエゴネットの割合が大きい。遷移の傾

向としてクラスタ係数が高くなる遷移の確率が高い、すな

わちクラスタ係数があまり高くないエゴネットを持つ学生

は友人同士の結びつきが強固になる傾向が強い事が分かる。

図 6の遷移図からは自己ループが高い遷移確率を持ち、ま

た次数が近いクラスタ間に遷移がある事から、これらのエ

ゴネットは友人関係が安定しており、構造変化が微小であ
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ることが分かる。

表 3 モデル別指標値

クラスタ指標 遷移指標

トップダウン 0.501 (95.2%) 0.300 (31.8%)

閉路 (k=3) 0.193 (36.7%) 0.658 (69.9%)

閉路 (k=4) 0.160 (30.4%) 0.793 (84.2%)

閉路 (k=5) 0.152 (28.9%) 0.843 (89.5%)

遷移優先 0.105 (20.0%) 0.942 (100%)

クラスタ優先 0.526 (100%) 0.216 (22.9%)

図 5 トップダウンモデル遷移図

図 6 閉路ベクトルモデル (k=3) 遷移図

5. 関係発生の要因に関する分析

ここまではエゴネットを用いて個人の分類や友人関係の

変化の傾向を調べた。本節では友人ネットワークの変化の

中でも友人関係の発生に注目し、その要因となった人物を

推定する方法を提案し、実際の友人ネットワークに対して

適用する。さらに、その評価値と３節で行った分類との関

係性について調べる。

5.1 キューピッドとパイオニア

友人ネットワークの変化において新しく関係が出来た２

頂点XとYに関して、これらの両方に関係を持っていた頂

点 Zが存在した場合、Zを関係発生の要因としキューピッ

ドと定義する。Zが存在しなかった場合、Xと Yを関係発

生の要因としパイオニアと定義する。

図 7に例を示す。BとGが友人になった時、その両方と

既に友人だった Aと Hがキューピッドとなる。また Cと

Dが友人になった時、共通の友人はいないため Cと Dが

パイオニアとなる。

図 7 キューピッドとパイオニア

さらにキューピッド値（C値）とパイオニア値（P値)を

定義する。算出方法は以下の通りである。

( 1 ) 全ての頂点に C値と P値を与える。なお初期値は、ど

ちらも 0とする。

( 2 ) ある関係が発生した２頂点の両方と関係を持ってい

た頂点の集合を F とする。|F | > 0 ならば、その時

F の要素であった頂点の C値に 1/|F |点を加算する。
|F | = 0ならば、関係が発生した２頂点の P値に 1/2

点を加算する。

( 3 ) （2）の操作を全ての発生した関係に対して行った最

終的な C値と P値を、それぞれの頂点のキューピッ

ド値、パイオニア値と定義する。

図 7 では A と H のキューピッド値に 1/2 点が加算さ

れ、CとDのパイオニア値に 1/2点が加算される。つまり

キューピッド値は大きいほど自分の周りの友人同士を友人

にする力が強い事を表し、パイオニア値は大きいほど共通

の友人が居ない人物を友人にする力が強い事を表す。

5.2 評価値の分析

1年生の 2012年 4～7月の各月の友人ネットワークを用

いて、３回の変化での各学生のキューピッド値（C値）と

パイオニア値（P値）を調べた。表 4に 2013年 1月の友

人ネットワークを分類した時の各クラスタ内に属する学生

の 2012年 4～7月の各評価値の平均を示す。この表からク

ラスタによって評価値に差が出ている事が分かる。例えば
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キューピッド値が大きい学生は将来、「完全グラフ」や「高

クラスタ」に、パイオニア値が大きい学生は将来、「スター」

や「ハブ」に属しやすいなどと推測できる。本結果は学生

の評価値によって、その後の分類されるクラスタが予想で

きる可能性を示した。

表 4 分類と評価値
2013 年 1 月時点での 2012 年 4～7 月の評価値

クラスタリング結果 キューピッド値 パイオニア値

孤立 0.52 0.50

友少 0 .45 1.30

スター 0.00 2.00

完全グラフ 1.28 0.94

島クラスタ 0.88 0.85

高クラスタ 1.42 0.79

ゲートウェイ 1.20 1.36

ハブ 1.09 1.59

6. おわりに

本研究では実際の友人ネットワークと各種ネットワーク

モデルに対してエゴネットの構造に基づいた分類を行って

結果を比較した。その結果、実際の友人ネットワークは、

どのネットワークモデルとも異なる特有の分類結果になる

事や「ゲートウェイ」はクラス間を繋いでいる事が多い事

が分かった。さらに時間と共に変化するエゴネットのクラ

スタ間の推移の分析を行った。その結果、クラスタ係数が

あまり高くないエゴネットを持つ学生は友人同士の結びつ

きが強固になる傾向が強い事が分かった。また関係発生の

要因となった頂点をキューピッドまたはパイオニアとし、

それらを数値化した評価値を用いて分類との関係性を分析

した。その結果、学生の評価値によって、その後の分類さ

れるクラスタが予想できる可能性を示した。

今後の課題としては１か月ごとでの友人ネットの変化で

はなく、より短い期間での変化で調べる事や閉路ベクトル

モデルでのエゴネットのクラスタリングをネットワークモ

デルにも適用し、比較する事などが挙げられる。他にも評

価指標の改良による有効なボトムアップ手法の提案、及び

異なる友人ネットワークにおける遷移傾向の分析、評価値

と社会的属性との関係性の調査などが挙げられる。
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付 録

A.1 友人スコア生成手法

下村らの出欠データからの友人関係の推測では、ある 2

人の学生間の打刻差時間のデータの列 T に対して、その 2

人が友人であるという事象 f の事後確率 P (f | T )は、ベ
イズの定理を用いて以下の通り得られる。

P (f | T ) = P (f) · P (T | f)
P (T )

ここで、打刻差データ T 中の各要素 tについて発生確率

P (t)は、各々独立であると仮定する。また、事象 f に対す

る条件付き確率 P (t | f)も各要素で独立であるとする。こ
のとき、次の通りに変形することができる。

P (f | T ) = P (f)
∏
t∈T

P (t | f)
P (t)

(A.1)

次に、打刻差時間 tで打刻する全ての打刻対のうち、友

人であるものが行った打刻対の割合を考える。この値を rt

としたとき、友人ペアに限定した打刻差 tの総データ数を

打刻差 tの総データ数で割れば良いので次のように表せる。

rt =
Xf ·mf · P (t | f)

X ·m · P (t)

ここでX は学生ペアの数、Xf は友人ペアの数、mは 1

組の学生ペアから発生する打刻データの平均件数、mf は

友人ペアに限定したとき 1組の学生ペアから発生する打刻

差データの平均件数である。

すると、次の式が得られる。

P (t | f) = X ·m · P (t) · rt
Xf ·mf

Xf = X · P (f)であるため、

P (t | f) = m · P (t) · rt
P (f) ·mf

となる。これを式 (A.1)に代入する。

P (f | T ) = P (f)
∏
t∈T

m · rt
mf · P (f)

= P (f)(1−n)(
m

mf
)
n ∏

t∈T

rtf

ここで nは T に含まれるデータ数である。

また、友人でない確率 P (f | T )も同様に、

P (f | T ) = P (f)
∏
t∈T

P (t | f)
P (t)

(A.2)

である。また、各打刻差時間での友人以外のペアの割合

は友人でないペアの打刻差 tの総データ数を打刻差 tの総

デー タ数で割れば良いので次の通り表せる。

1− rt =
X0 ·m0 · P (t | f)

X ·m · P (t)
(A.3)

ここで X0 は友人以外のペアのみの数、m0 は友人ペア以

外に限定したとき 1組の学生ペアから発生する打刻データ

の平均件数である。

式 (A.3)とX0 = X ·P (f)より P (t | f)を求め、式 (A.2)

に代入して次を得る。

P (f | T ) = P (f)(1−n)(
m

m0
)
n ∏

t∈T

(1− rtf )

　 P (f | T )にロジット関数を用いた式 (A.4)を友人スコア

とする。

logitP (f | T ) = log
P (f | T )

1− P (f | T )
= log(P (f | T ))− log(P (f | T )) (A.4)

式は (A.4)より求めた友人スコアが正であれば友人である

と判断する。
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