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コンシューマ・サービス論文

ソーシャル観光マップ
——ソーシャルデータからの観光スポット抽出

荒川 豊1,a) タチアーナ シェフラー2 ステファン バウマン3 アンドレアス デンゲル3

受付日 2013年9月18日,採録日 2014年1月25日

概要：本論文では，位置情報付きのソーシャルデータ分析に基づくソーシャル観光マップの構築に向け，都
市の人気スポットをその正確な名前とともに抽出する仕組みを提案する．人気スポットの名前を推定する
手法として，Foursquareなどの複数のチェックインサービスから得られる情報を用いることで，従来のタ
グ分析手法と比較して，正確な表記の名前を得ることを可能とする．本手法を用いることにより，小さな
データセットを用いた場合であっても，正確性の高い名前付けが可能となり，分析速度の高速化と両立で
きることを明らかにする．実際に，5都市 436万枚の写真データを Flickrから収集し，従来方式（枚数に
よる順位付け＋タグ分析による意味付け）と提案方式（枚数と時間分散による順付け＋チェックインサー
ビスを用いた意味付け）による観光スポット上位 10件を選出，比較することで．提案方式が小さなデータ
セットであっても正確な名前を持つ観光スポット一覧を生成可能であることを明らかにする．
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Abstract: This paper proposes a method to retrieve attractive sightseeing spots of cities through a social
data analysis. Especially focusing on how to assign an appropriate name for each clustering result. Our
method that combines several Place APIs can estimate more proper name than a conventional method based
of a tag analysis, even if the size of dataset size is small. Furthermore, the calculation speed of our proposed
method is faster than those of tag analysis. By using our collected data, more than 4 million geo-tagged
photos of 5 cities from Flickr, we show our proposed method can semi-automatically generate sightseeing
map with appropriate spot names.
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1. はじめに

近年，GPSを搭載したスマートフォンが広く普及し，位

置情報サービスがこれまで以上に活発になっている．位置

情報サービスとは，位置に応じて適切な情報を提供する
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サービスであり，その場の地図を表示するだけでなく，近

隣のレストラン推薦や位置に応じた辞書切替え [1]など位

置を利用して関連情報を推薦するさまざまなものを含む．

位置に応じた情報を提供するためには，推薦候補となる情

報にその位置情報を含む必要があり，近年ではレストラ

ン情報であっても，店名や電話番号，営業時間と並んで，

その緯度・経度情報がデータベースに登録されるように

なっている．写真に関しては，写真 SNS（Social Network
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Service）である Flickr *1が 2006年から位置情報の登録機

能を提供していることから，スマートフォンが普及する前

の写真でも位置情報を含む写真が多く蓄積されている．近

年では，Twitter *2や Facebook *3においても，投稿に対し

てジオタグと呼ばれる位置情報のタグを付与することが可

能となっており，一般的なユーザが生成する日々のデータ

も位置情報を含むようになってきている．その最たる例は，

「チェックイン」と呼ばれる SNSによって生成されるデー

タである．Foursquare *4によって広く普及したチェックイ

ンは，利用者が訪問地に足あとを残し，その履歴によって

バッジなどのインセンティブを受け取るものであるが，現

在は Facebookもチェックイン機能を提供しており，日々，

位置情報の足あとが蓄積されている．

そして，このような位置情報を含むソーシャルデータ（以

降，ソーシャルジオデータ）を分析することによって，従

来のセンサネットワークでは発見できなかった実世界情報

を抽出する研究が注目されている．たとえば，2010年にニ

フティが公開した「みんなの花粉症なう！ β」は，Twitter

のジオタグとその文面から花粉症の到来を可視化したサー

ビスである．他にも，実世界でのイベント情報を抽出する

研究 [2], [3]なども行われている．また，2011年の東日本

大震災時に開発された sinsai.info *5は，Twitter上の情報

を含むさまざまな情報を地図上に可視化したものであり，

ソーシャルジオデータを有効に利用した一例である．

こうしたソーシャルジオデータ分析の中で，最も研究が

進んでいる分野の 1つが「観光」である．ソーシャルジオ

データを分析して観光地図を生成する研究は，Chenらが

2009年に取り組んでいる [4]．この研究は，Flickr上の位

置情報付き写真をデータとして，(1)クラスタリングによ

る POI（Point of Interest）の抽出，(2)抽出された POIに

対する画像分析による意味付け，(3)クラスタの代表画像

選出，(4)人気度を考慮した地図上への画像配置，から構

成されている．同時期に，Crandallら [5]は，全世界を対

象として収集した膨大な数の Flickr画像から，地球上で最

も写真が撮られるエリアやそのエリアにおける人気スポッ

トの抽出を行っている．その後，これらの研究の発展とし

て，都市内におけるクラスタ間の遷移をマルコフモデルで

解析し，フォトグラファの興味と時間制約を満たしたルー

トを推薦する手法 [6]や，ユーザのルートのランキング手

法 [7]，Foursquareの足あとから観光ルートを分析する手

法 [8]など，種々の研究がなされている．

本論文は，このようなソーシャルジオデータ分析に基づ

いた観光情報の抽出に関する研究であり，特に Chenらの

研究 [4]における，(2) POIに対する意味付けと，(4)人気

*1 http://www.flickr.com/
*2 http://twitter.com/
*3 http://www.facebook.com/
*4 http://foursquare.com/
*5 http://www.sinsai.info/

度を考慮した地図上への画像配置，に焦点を当てる．(1)

に関しては従来手法を用い，(3)に関しては今回は取り扱

わない．(4)に関しても画像配置そのものではなく，配置

する際に考慮する観光スポットの人気度をいかに定量化す

るかという点に焦点を絞る．さらに，分析の高速化を測る

ため，このような情報を抽出するために要するデータセッ

トのサイズについて検証する．

POIに対する意味付け手法は，ソーシャルジオデータに

対してクラスタリングを適用した場合に得られる結果（ク

ラスタの中心座標）に対して，有意な名前を付与するもの

であり，今回は観光情報に的を絞っているが，前述した実

世界イベントの抽出や災害情報の抽出に対しても応用可能

な技術である．また，本論文で提案する意味付け手法を用

いることにより，データセットサイズを削減した場合も，

名前の正確性を損なうことなく，計算時間を短縮できる点

も共通の利点となる．

以降，2章において従来の意味付け手法とその課題をま

とめ，3章において本論文で利用するさまざまな関連技術

について説明する．そして 4 章で事前実験について言及

し，5章で提案手法について説明する．6章でいくつかの

検証例を示したうえで，7章で総括する．

2. 従来手法とその課題

POIに対する意味付けは，写真そのものを分析しその被

写体から推定する手法（Visual Information）[4]と，写真に

付与されたタグ情報から推定する手法（Textual Informa-

tion）[6]，その両者を組み合わせた手法 [5]がこれまで提案

されている．Visual Informationを用いた手法は，SIFT特

徴 [9]を用いて，当該写真と前もって構築された画像デー

タベース内の画像群との類似度を評価するものである．画

像分析による POIの推定は，教師データの選定やその学習

コストが膨大であるうえ，教師データに含まれない未知の

POIの推定は行えないという点から，本論文では Textual

Informationのみを利用することを前提とする．

分析対象データの取得元である Flickrにおける代表的な

Textual Informationは，各写真に付与された「タグ」であ

る．クラスタ内に含まれるすべての写真に含まれるすべて

のタグの中から，そのクラスタを代表するタグを選出する

手法として，以下の式により求められるタグスコア T (V )

を用いた手法 [5], [6]が提案されている．

T (V ) = P (m | V ) =
N(V,m)
N(V )

(1)

ここで N(V,m)は，クラスタmにおいてタグ V を含む写

真の枚数であり，N(V )はすべての写真の中でタグ V を含

む写真の枚数である．

この式では，クラスタmに多く含まれるタグのうち，全

体のクラスタにも多く含まれるタグのスコアが小さくなり，

タグスコアが大きいタグほどクラスタmにだけよく現れ

c© 2014 Information Processing Society of Japan 2
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るタグとなる．しかしながら，Flickrの各写真に付与され

たタグは，不正確なものが多く，得られた代表的なタグを

そのまま観光スポット名として利用することは難しい．ま

た，計算速度の観点から，分析対象となるデータセットサ

イズは小さいほうが好ましいが，データセットサイズを小

さくした場合，珍しいタグ（ノイズ）が代表的なタグとし

て選出される可能性が増大するという問題もある．

一方，画像サイズに反映する POIの人気度に関しては，

Chenら [4]は，人気度に応じて，画像サイズを変化させる

ことを提案しているが，人気度の定量化には言及しない．

また，Crandallら [5]のランキングは，すべて写真の枚数に

基づいており，写真が多く撮られた場所を人気エリア（ス

ポット）と定義しているが，観光とは関係のないイベント

（特に近年のソーシャルネットワークでの情報伝播を狙っ

たイベントや，フォトエキスポといった大規模な展示会な

ど）などで写真がたまたま多く撮影されることもあり，「観

光」を主眼に考えた場合，必ずしも枚数がそのスポットの

人気度を表しているとは限らない．

3. 関連技術

ここでは本論文に関連する研究として，クラスタリング

手法であるMean Shift法と，チェックイン候補を取得する

ためのリバースジオコーディングとそのAPI（Application

Programming Interface）について説明する．

3.1 Mean Shift法

Mean shift法 [10]は，主に画像分析 [11]や物体追跡に

用いられてきたクラスタリング手法であるが，Crandallら

が文献 [5]において，緯度・経度からなる空間情報に対し

ても適用可能であることを示してからは，いくつかの研

究 [6], [7]で空間情報のクラスタリングに用いられている．

Chenら [4]が用いている，k-means法と比較して，Mean

Shift法はクラスタ数 k を事前に決定する必要がないとい

うメリットがある．その他の空間情報のクラスタリング手

法としては，Kisilevichらによる p-DBSCAN [12]や，Yang

らによる Self-tuning Spectral Clustering [13]などが提案さ

れているが，これらの手法は，POIの大きさや形状の違い

を考慮したクラスタリング手法である．そのため本論文で

は，パラメータが少ない点を重視し，Mean Shift法を適用

する．

Mean Shift法では，Bandwidth w と呼ばれる 1つのパ

ラメータのみを設定し，ある観測点の点 xから半径 wに含

まれる点の重心（平均値）を次の観測点として，密度分布

関数の極大値を検出する．観測点 xにおける Mean Shift

ベクトルをmは下記のように定義できる．

mh,G(x) =
∑n

i=1 xig‖ (x − xi)/w ‖2

∑n
i=1 g‖ (x − xi)/w ‖2 − x (2)

この式において，xi は半径 wに含まれる観測点を示し，g

はGで指定されたカーネル関数を表す．カーネル関数とし

ては，一様カーネル [5]やガウシアンカーネル [6]が用いら

れており，本研究では後者のガウシアンカーネルを採用す

る．これは，観光スポットの中心部ほど写真が多いという

仮定に基づいている．

Mean Shift法は，任意の観測点 x(1)から計算を始め，下

記の式に基づいて観測点を移動しながら，Mean Shiftベク

トルが 0に収束するまで計算を繰り返す．

x(i+1) = xi + mh,G(xi) (3)

空間情報分析においては，Bandwidth w = 0.001 は約

100 m，w = 1は約 100 kmを表す．Crandallら [5]は，全

世界から都市を抽出する場合に w = 1，各都市のスポット

を抽出する場合に w = 0.001を用いている．また，スポッ

トの抽出を目的としたYangらの研究 [13]では，w = 0.001

としている．一方，ルート分析と推薦に関するKurashima

らの研究 [6] では，w = 0.0001 ときわめて小さな値（約

10 m相当）を用いている．本研究は，スポットの抽出を目

的としていることから，以降の章ではw = 0.001を用いる．

3.2 リバースジオコーディングAPIについて

位置情報サービスの普及にともない，文字列として住所を

地図上に投影可能な座標（緯度・経度）情報に変換する，ジ

オコーディング（Geocoding）と呼ばれるサービスが普及し

てきている．同時に，座標情報から，住所，あるいはスポッ

ト名や店名といった人間が認識可能な文字列情報に変換す

る，リバースジオコーディング（Reverse Geocoding）とい

うサービスも普及している．これらのサービスは，一般的

に，Web APIを介して提供されており，一般ユーザからも

利用することが可能となっている．特に，“GeoNames *6”

と “OpenStreetMap *7”は有名な公開サービスであり，巨

大な位置情報データベースが無償で公開されている．

また，近年では「チェックイン」という，その場所に来

たことを SNS上で知らせるサービスが広く普及している．

これは，Foursquareが 2009年に始めたサービスであるが，

現在ではGoogleや Facebookといったメジャーな企業が同

様のサービスを提供している．この「チェックイン」サー

ビスでは，ユーザに対して，その位置におけるチェックイ

ン対象となる候補を一覧表示する．その際に用いられるの

が前述したリバースジオコーディング機能であり，ユーザ

の所望するチェックイン候補をより上位に提示した方が

利便性が向上することから，各社は，位置情報データベー

スとそこからの選出アルゴリズムを競い合っている．表 1

は，有名なリバースジオコーディングAPIを比較したもの

である．これ以外にも，De Choudhuryら [14]が用いてい

*6 http://www.geonames.org/
*7 http://www.openstreetmap.org/
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る Yahoo GeoPlanet API *8や，レストラン情報なども網

羅したYelp API *9，OpenStreetMapsのデータを利用した

CloudMade API *10など，さまざまな APIが存在するが，

サービスの持続性*11などをふまえ，本論文では表に示す 3

つの APIを利用する．

まず，Foursquareは，初期データとして前述のGeoNames

のデータを用いているが，ユーザが新しい POIを自由に登

録できるという特徴がある．チェックインの種類や回数に

応じてバッジと呼ばれるインセンティブを付与したり，あ

る POIに対して最も頻繁にチェックインするユーザにメ

イヤーと呼ばれる称号を与えたり，新たな POIの追加に

対してポイントを付与したりと，ゲーミフィケーションに

よって，位置情報データベースに登録されていない未知の

POIがユーザによって次々と追加される仕組みになってお

り，登録されているデータ数は最大である．2013年 3月の

ニュース*12によると 5,000万件以上の POIが登録されて

いる．しかしながら，ユーザによって登録される情報は，そ

の粒度や表記も統一されておらず，登録されているデータ

数が多い方が必ずしも良いとは限らない．鉄道駅を例にと

ると，ある駅では各乗車ホームが別の POIとして登録され

ていたり，複数の路線が乗り入れる駅では駅名に路線名ま

で含んでいたりすることも多い．また，海外の例では，フ

ランクフルト空港（Frankfurt International Airport）とい

う 1つの POIに対して，“Frankfurt Airport”，“Frankfurt

Flughafen”，“Flughafen Frankfurt am Main”とさまざま

な言語が混在していることもある．一方，Facebookが提

供する Graph APIは，Factual *13の商用データベースを

利用している．Facebookは，ユーザによる POIの新規登

録を許可していないため，Foursquareと比較して，登録さ

れているデータ数は少ないものの，正確性の高い情報のみ

が登録されている印象である．ちなみに，Googleが提供す

る Places APIの基盤データは不明であるが，Google Maps

の資産を活用していると考えられる．

もう 1つの大きな相違点は，カテゴリ指定が可能か否か

である．膨大な POIデータベースから適切な情報を抽出

表 1 リバースジオコーディング API の比較

Table 1 Comparison of Reverse geocoding APIs.

*8 http://developer.yahoo.com/geo/geoplanet/
*9 http://www.yelp.com/developers/
*10 http://cloudmade.com/
*11 巨大なデータを維持と継続的な情報更新には膨大な費用がかかる
ため，いつの間にかサービスを停止あるいは会社が消滅している
場合が多い．

*12 http://www.blogherald.com/2013/03/11/foursquare-
possibly-switching-focus-from-check-in-to-api-data/

*13 http://www.factual.com/

したい場合，目的やアプリケーションに応じてカテゴリを

限定することによって精度を改善できると期待できる．今

回取り上げた 3つの APIの中で，このカテゴリを指定可

能な APIは Foursquare APIとGoogle Places APIである

が，両者のカテゴリ分類は大きく異なるという問題がある．

具体的には，Foursquareのカテゴリは，9つの主カテゴリ

と，その下に含まれる多数のサブカテゴリから構成される

階層的なカテゴリとなっており，主カテゴリを指定するこ

とによって，下位のサブカテゴリすべてを指定することが

可能となっている．一方，Googleはフラットな 126のカ

テゴリから構成されている．

各 APIの共通点としては，各社独自のアルゴリズムに基

づいた重要度（人気度）に基づいて出力順位が決定される

という点である．これは，スマートフォンで得られる位置

情報の精度がそれほど高くないことから，緯度経度から得

られる距離が近いからといって，必ずしも実際に距離が近

いとは限らないためである．しかしながら具体的なアルゴ

リズムはすべて不明である．なお，Google Places APIに

関しては，距離に基づいたアルゴリズムを指定して出力を

得ることも可能である．

4. 事前実験

4.1 カテゴリ設定に関する事前実験

「チェックイン」を行うためにはインターネットへのアク

セスが必要であるため，無料WiFiを提供するマクドナル

ドやスターバックスなどが，チェックイン対象の上位に抽

出されることがある．カテゴリを指定することによって，

このような目的（今回は観光）に関係のない情報を低減さ

せることができると考えている．今回は，著者の主観に基

表 2 カテゴリの設定の例

Table 2 Example of categories in Foursquare and Google.
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表 3 カテゴリ設定の効果（Foursquare API の場合）

Table 3 Effect of category filtering (Foursquare API).

づいてカテゴリを設定し，カテゴリ指定の有無によって結

果に差が出るかを検証した．

提案システムでは，「観光」に関する情報を抽出するこ

とを目的としているため，表 2 に示すように，Foursquare

APIと Google APIに対して，それぞれ 21個と 12個のカ

テゴリを設定した．

その結果の一部を表 3 に示す．カテゴリを指定しない

場合には Bekeryや Seafood Restaurantが第 1候補として

表示されていた位置に対して，カテゴリを指定した場合，

Movie Theaterや Historic Siteなど，観光に関係しそうな

POIが第 1候補として選出されており，一定の効果を確認

できる．

将来的には，ユーザの挙動（提示された POIに対するク

リックなど）に応じて，目的に対するカテゴリのセットを

自動形成する仕組みを検討していきたいと考えている．

4.2 データセットのサイズに関する事前実験

Mean Shift法を用いてクラスタリングを行う場合，デー

タセットのサイズが小さいほど，計算時間が短くなるのは

自明である．一方，データセットを小さくすると，抽出さ

れた結果の信頼性が低下する可能性がある．また，単一の

撮影者が同じ場所で同じ時間帯に連射すると分析に影響を

与えてしまうことも自明である．そこで本研究では，分析

に十分なデータセットのサイズについて調査する．事前実

験では，ロンドンの 1.9 km四方エリア*14とパリの 3.77 km

四方エリア*15を対象として，収集したデータの中からラン

ダムに，1万枚，5万枚，10万枚，30万枚を抽出して，4通

りのデータセットを作成し，それぞれに対して Bandwidth

を 0.001（100 m）としてMean Shift法によるクラスタリ

ングを行い，含まれる写真の数が多い上位 10クラスタと

その中心点の座標を比較する．さらに正解値として，各ク

ラスタの中心点およびタグ分析結果に基づいて人為的に決

定された POI名とその座標を示す．このとき POIの座標

は，Wikipediaに登録されている座標を用いる．

図 1に，ロンドンにおいて 4通りのデータセットを用いて

Mean Shift法を適用した結果を示す．ここで，Bandwidth

*14 Google Static Maps で Zoom レベルを 15 として 600 px 四方
で切り出した場合の実距離

*15 Google Static Maps で Zoom レベルを 14 として 600 px 四方
で切り出した場合の実距離

図 1 ロンドンの結果（それぞれ約 1.9 km 四方のエリア）

Fig. 1 Clustering result at London (1.9 km square meters area).

あたりのデータの密度を表すDPB（Data Per Bandwidth）

という指標を導入する．

DPB =
The size of dataset(

One side length of the area (m)
Actual distance for Bandwidth (m)

)2 (4)

たとえば，ロンドンの場合，1辺は 1.9 kmであるため，

式 (4)を用い，10,000枚の写真データを利用する場合，そ

の DPBは 27.7と算出できる．図 1 を見ると，主観的に

は，10万枚のデータセット（DPB: 277）と 30万枚のデー

タセット（DPB: 831）の結果は，見た目上，あまり変化が

ないように見える．一方，10,000枚のデータセット（DPB:

27.7）はデータが不足しているように見える．次に，より

詳しい結果を表 4，表 5，表 6，表 7 に示す．まず，上

位 2件に関しては，どのデータセットを用いても同じ結果

になっており，かつ，実際の位置との誤差はいずれも非常

に小さいことが分かる．Buckingham Palaceと St Paul’s

Cathedralについては，データセットによって有無が異な

るが，出現する場合もその位置の誤差はいずれも大きい．

これは POIの物理的なサイズが大きいため，写真撮影地点

（ジオタグに記録される位置）と実際の POIの位置が離れ

ているからであると考えられる．これらの結果から，ロン
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表 4 上位 10 件とその位置精度（Dateset Size = 10,000）

Table 4 Top 10 spots with location accuracy (dataset size =

10,000).

表 5 上位 10 件とその位置精度（Dateset Size = 50,000）

Table 5 Top 10 spots with location accuracy (dataset size =

50,000).

表 6 上位 10 件とその位置精度（Dateset Size = 100,000）

Table 6 Top 10 spots with location accuracy (dataset size =

100,000).

表 7 上位 10 件とその位置精度（Dateset Size = 300,000）

Table 7 Top 10 spots with location accuracy (dataset size =

300,000).

ドンに関しては，ランダムサンプリングによって得られた

10,000件のデータセットでも，30倍のデータセットと遜

色ない結果が得られることが分かる．

次に，ロンドンよりもデータセットあたりの面積を大き

図 2 パリの結果（それぞれ約 3.7 km 四方のエリア）

Fig. 2 Clustering result at Paris (3.7 km square meters area).

表 8 上位 10 件とその位置精度（Dateset Size = 10,000）

Table 8 Top 10 spots with location accuracy (dataset size =

10,000).

く設定したパリについて分析した結果を図 2 に示す．図中

の各地図の 1辺は約 3.8 kmに相当する．そのため，各デー

タセットのDPBは，小さい順に，それぞれ 6.9，34.6，69.3，

207.8となる．DPBがきわめて小さい 10,000枚のデータ

セットの場合，クラスタと呼べるものが少なく，DPBが増

加するに従い，クラスタが鮮明になることが分かる．ロン

ドンと同様に各データセットにおける上位 10件の詳しい

結果を表 8，表 9，表 10，表 11 に示す．

結論から述べると，予想外に，低い DPBの場合も，高

い DPB の場合とほぼ同じ 10 件の POI を抽出でき，そ

の位置誤差も小さいことが分かる．Effel Towerと Louvre

Pyramid に注目すると，その順位はデータセットによっ

て異なるが，その位置誤差はどのデータセットでも同等

（Effel Towerは約 11 m，Louvre Pyramidは約 22 m）であ

ることが分かる．この評価における順位は，クラスタ内の

写真の枚数に基づいているため，ランダムに抽出した過程

で，誤差に影響を与えない程度のわずかな枚数の差だけが

生じたと予想される．筆者らは，枚数だけでなく，時間分

c© 2014 Information Processing Society of Japan 6
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表 9 上位 10 件とその位置精度（Dateset Size = 50,000）

Table 9 Top 10 spots with location accuracy (dataset size =

50,000).

表 10 上位 10 件とその位置精度（Dateset Size = 100,000）

Table 10 Top 10 spots with location accuracy (dataset size =

100,000).

表 11 上位 10 件とその位置精度（Dateset Size = 300,000）

Table 11 Top 10 spots with location accuracy (dataset size =

300,000).

図 3 提案システムの構成と本論文で取り扱う項目

Fig. 3 Whole system architecture and a target of this paper.

散を加味した順位付けを行うことで，これらの順位誤差も

低減させることができるのではないかと考えている．

5. 提案手法

本論文で提案する，ソーシャル観光マップは，位置情報

付きのソーシャルデータの分析による都市の人気スポット

を抽出して地図上に可視化するシステムであり，図 3 に示

すような構成となる．分析対象となるデータの情報源とし

て，Flickr上の位置情報付き写真を利用し，Mean Shift法

を用いてクラスタリングし，人気スポットを抽出するとい

う全体の流れは，従来研究 [5], [6]と共通である．異なる点

は，網掛けされた部分であり，計算の高速化を目的とした

データセットのサンプリング，チェックインサービスから

の情報を統合した POI名の推定手法，そして，枚数と撮影

時間の時間分散を考慮した人気度の定量化である．なお，

本論文では，副題のとおり，人気スポットの抽出に焦点を

当てており，地図上に可視化するシステムに関しては今後

の研究課題とする．

5.1 データセットのサンプリングに関して

今回，5都市（New York，San Francisco，London，Paris，

Berlin）で撮影された位置情報付き写真 436万枚を Flickr

から収集した．436万枚の写真の撮影者は 15.4万人にのぼ

り，撮影者あたりの写真の枚数は，28.4枚となる．近年は

デジタルカメラのメモリも大容量かつ安価になっているた

め，1撮影者が連射で何枚も撮影していることも多い．そ

こで，従来研究と同様に，30分以内に同じ撮影者によって

撮影されたすべての写真を 1つと見なす前処理を行う．提

案では，古い写真を排除する（2004/01/01 00:00:00以降の

写真に限定する）．同時に，付与されている位置情報の精度

が低い写真と，タグがいっさい付与されていない写真も候

c© 2014 Information Processing Society of Japan 7
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表 12 ニューヨークにおける第 5 位のクラスタにおけるスコア計算の例

Table 12 Calculation example of the score for the 5th cluster of New York.

補から除く．その結果，分析対象となるデータは，182万

枚に絞り込まれる．さらに，提案システムでは，事前実験

の検証結果に基づき，この絞り込まれたデータから，さら

にランダムサンプリングすることで所望のサイズのデータ

セットを作成する．今回は上位 10件だけに焦点を当てる

ことから，DPBが 20以上となるデータセット（New York:

200,000，San Francisco: 300,000，London: 20,000，Paris:

50,000，Berlin: 100,000）を用いる．サンフランシスコは

対象となるエリアが大きいため，より多くのデータが必要

となる．一方，ロンドンは最もエリアが狭く，小さなデー

タセットで DPBが 20以上となる．

5.2 チェックインサービスの統合に関して

今回，3つのチェックインサービス（Foursquare，Face-

book，Google）が提供しているリバースジオコーディン

グ APIを用いる．FoursquareとGoogleに関しては，事前

実験の検証結果に基づき，観光に関するカテゴリ設定を

行う．また，Googleは距離に基づいた出力も可能である

が，今回は他と合わせるために，重要度に基づいた出力を

指定する．あるクラスタの中心座標（x）として，リバー

スジオコーディング APIから得られる上位 mの POI名

{s1, s2, · · · , sm}のうちから最も確からしい sを選択する手

法について考える．

提案手法では，確からしさを「他の候補との類似性」と

「単語の出現頻度」という 2つの指標で評価する．他の候補

との類似性は，文字列間の編集距離を計算し，他のm − 1

個の POIとの平均編集距離 dm を求める．編集距離の計

算は，有名な Levenshtein 距離でもよいが，今回は扱い

やすさの観点*16から Jaro-Winkler距離 [15]を利用してい

る．単語の出現頻度は，si (i={1,2,···,m})をさらに n個の単

語 wi
1, w

i
2, · · · , wi

n に分割し，各単語がそれぞれ何回ほかの

POI名で利用されているかを各単語の重みとし，その総和

を含まれる単語数で除算したものを POI名 sの出現頻度

によるスコアとする．単語数で除算する理由は，POI名の

長さの影響を緩和するためである．また，theや ofや記号

*16 Jaro-Winkler 距離は 0～1 の値となるが，Levenshtein 距離は
文字列長によって最大値が異なる．それを正規化する手法も提案
されているが，今回は Jaro-Winkler 距離を用いる．

などのストップワードは，単語と見なさず，すべて重みを

0とする．これに先ほど計算した dm を乗算し，出現順位

で除算したものを POI名 si (i={1,2,···,m})の最終的なスコ

アとし，そのスコアが大きなものを最も確からしい POI名

として選出する．出現順位で除算するのは，各 APIで考

慮されている人気度を反映するためである．提案アルゴリ

ズムにより，チェックインサービスにおける人気度が高い

POIの中で，多くの候補に含まれる単語を含みつつ，文字

列全体に見たときに類似度の高い他の候補が存在するよう

な POIが選ばれる．なお今回，3つの APIからそれぞれ

上位 3件を候補としているため，mは 9となる．

表 12 に，ニューヨークにおける第 5位のクラスタに関

する，スコアの数値例を示す．各 APIからの出力結果か

ら，正解となるPOI名は「Museum of Modern Art（ニュー

ヨーク近代美術館）」と推測できるが，その表記は APIに

よってさまざまであることが分かる．この中で，最も他の

候補との類似度が高い（平均編集距離によるスコアが高い）

のは，Google APIの 3位として得られた「The Modern」

である．また，この中の「Modern」という単語は，他にも

3つの候補で利用されており，その重みは 3となる．そし

て，The Modernに含まれる単語数は，ストップワードで

ある Theを除外するため 1となり，出現頻度によるスコ

アは 3と計算できる．しかしながら，Googleにおける順

位が 3位であるため，最終的なスコアはそれほど大きな値

にはならない．最終スコアが最も高くなったのは，Google

APIの 1位として得られた「Museum of Modern Art」で

ある．平均編集距離によるスコアは全体の 3位，出現頻度

によるスコアは全体の 2位だが，Googleにおける順位は 1

位であり，最終的なスコアは大きな値となる．このように

提案アルゴリズムは，各 APIにおける出力順位が大きく影

響する．これは，アルゴリズムは不明であるものの，各社

における膨大なデータを用いた人気度計算を重視している

ためである．ちなみに，この例において，従来のタグ分析

によって得られた POI名は，museumofmodernart，であ

り，提案手法により，適切かつ正確性の高い POI名が選出

できていることが分かる．
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表 13 上位 10 件とその名前に関する比較（ロンドン）

Table 13 Comparison of top 10 spots and their names

(London).

5.3 時間分散を考慮した人気度について

本研究は，観光スポットの抽出を目的としているため，

定常的に人気度の高いスポットを抽出する仕組みが必要で

ある．従来方式では，単にクラスタ内の写真の枚数によっ

てクラスタを順位付けしていたが，この手法はジオタグ付

き写真がたまたま多く発生した大きなイベントの影響を受

けることがある．また，わずか数枚の写真枚数の違いでス

ポットの人気度の順位が変わるのも意にそぐわない．

本論文では，有名な観光スポットは今も昔も有名という

前提に基づき，写真が定常的に撮影されているか否かによっ

て，そのスポットの観光という目的に対する重要度を決定

する仕組みを提案する．定常性を測るために，本論文では，

クラスタ内の写真をタイムスタンプ順にソートし，写真の

撮影間隔の分散を計算する．クラスタ cに k枚の写真が含

まれてているとしたとき，古い順にソートしたタイムスタ

ンプ群を pi（i = 1, · · · , k）と定義する．最古のタイムスタ
ンプは p1，最新のタイムスタンプは pk となる．このとき，

写真の撮影間隔 Wi は Wi = pi − p(i−1)（i = {0, · · · , k}）
と表すことができる．p0は，データセットに含まれる可能

性のある最も古いタイムスタンプ 2004/01/01 00:00:00と

する．このWi を用いて，クラスタ cに含まれる写真の撮

影時間の分散Dcは，Dc =
√

1
k

∑k
i=1(Wi − W̄ )2と計算す

ることができる．提案手法では，この Dc にクラスタ内の

写真の枚数を乗算した，Dc × kをクラスタ cの重要度と定

義する．

6. 分析結果

今回，データを収集した 5都市に関して，従来方式（枚

数による順位付け＋タグ分析による意味付け）と提案方式

（枚数と時間分散による順付け＋チェックインサービスを

用いた意味付け）による観光スポット上位 10件の比較を

行う．このとき，データセットのサイズは，事前実験の結

果に基づき，それぞれ異なるサイズを用いている．

表 13，表 14，表 15，表 16，表 17 の結果を見ると，

いずれも提案手法によって，正確性の高い名前が割り当

てできていることが分かる．しかしながら，その順位は，

あまり大きな違いは見られない．また，順位の入れ替わり

表 14 上位 10 件とその名前に関する比較（サンフランシスコ）

Table 14 Comparison of top 10 spots and their names (SF).

表 15 上位 10 件とその名前に関する比較（ニューヨーク）

Table 15 Comparison of top 10 spots and their names (New

York).

表 16 上位 10 件とその名前に関する比較（パリ）

Table 16 Comparison of top 10 spots and their names (Paris).

表 17 上位 10 件とその名前に関する比較（ベルリン）

Table 17 Comparison of top 10 spots and their names (Berlin).

が，本当に人気度を示しているのかは今回の評価では評価

できていないため不明であり，今後，アプリケーションを

リリースし，ユーザスタディを通じて，順位付けの評価を

行いたいと考えている．

7. おわりに

本論文では，位置情報付きのソーシャルデータを分析に
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基づくソーシャル観光マップの構築に向け，都市の人気ス

ポットをその正確な名前とともに抽出する仕組みを提案し

た．Foursquareなどの複数のチェックインサービスから得

られる情報を用いる提案手法によって，従来のタグ分析手

法と比較して，より正確な表記の名前を得られることを明

らかにした．また，提案手法を用いることにより，小さな

データセットであっても，正確性の高い意味付けが可能と

なり，データセットサイズの削減による計算速度の改善が

見込めることを明らかにした．
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